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Neuronové sı́tě v úloze identifikace tématu z textu

Jan Lehečka1

1 Úvod
Se stále narůstajı́cı́m počtem online textových dokumentů roste i potřeba tato data efek-

tivně filtrovat a automaticky z nich extrahovat užitečné znalosti. Jednou z populárnı́ch úloh,
které zı́skávajı́ znalosti z textu, je i úloha automatické identifikace tématu, která má za úkol
přiřadit ke každému textovému dokumentu jeden nebo vı́ce tzv. štı́tků, které reprezentujı́ určitá
témata či kategorie. Tato znalost může být dále využı́vána např. pro efektivnı́ filtrovánı́ rozsáhlých
textových korpusů, adaptaci systémů na dané téma atd.

Tradičnı́ přı́stup k řešenı́ této úlohy je reprezentovat každý dokument jako vektor vy-
soké dimenze, tzv. Bag-of-Words (BOW, viz obr. 1a), a z těchto vektorů natrénovat klasifikátor,
typicky SVM (Support Vector Machine). Nevýhodou BOW je ignorovánı́ pořadı́ slov v textu,
vysoká dimenze vektorů, a s tı́m souvisejı́cı́ velký počet trénovaných parametrů.

Velmi populárnı́mi se v nedávné době staly také slovnı́ vektory (word2vec) publikované v
Mikolov et al. (2013), které mapujı́ slova do prostoru nı́zké dimenze. Z těchto vektorů je možné
poskládat maticovou reprezentaci dokumentu vhodnou pro sekvenčnı́ zpracovánı́ (viz obr. 1b).

(a) Bag-of-Words reprezentace
výsledkem je vektor (velikost slovníku x 1) 

(b) word2vec reprezentace
výsledkem je matice (dim x počet slov) 
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Obrázek 1: Dvě různé reprezentace textového dokumentu

V této práci byly experimentálně porovnány obě reprezentace textových dokumentů v
úloze automatické identifikace tématu. Testován byl klasický model (SVM) a dva typy neuro-
nových sı́tı́ (NN): dopředné (FFNN) a rekurentnı́ (RNN, konkrétně typy LSTM a GRU). RNN
byly testovány také v kombinaci s tzv. podvzorkovánı́m (poolingem, viz obr. 2).

2 Experiment
Experiment byl proveden na českých zpravodajských článcı́ch s ručně přiřazenými tématy.

Pro trénovánı́ bylo použito 195k článků a pro test 44k. Celkem bylo v datech 577 různých témat,
průměrně 3 na jeden článek. Dimenze BOW byla 370k a dimenze word2vec 300. Všechny skryté
vrstvy v použitých NN modelech měly 512 neuronů. Pro vyhodnocenı́ byla použita F-mı́ra,
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hecka@kky.zcu.cz



96

max(.)

recurrent
layer

vstup
word2vec

max
pool

(dim x počet slov) (počet neuronů x počet slov) (počet neuronů x 1)

dense
layer

(počet tříd x 1)

predikce
tématu

..
.

odezva rekurentní vrstvy na slovo
a jeho historii

Obrázek 2: Schéma RNN s poolingem

která vyžaduje binárnı́ rozhodnutı́ klasifikátoru pro každou dvojici článek & téma. Toho bylo
dosaženo dvěma různými strategiemi prahovánı́: (1) RCut(3), která přiřadı́ 3 témata s nejvyššı́m
skóre ke každému článku, (2) MCut publikovaná v Largeron er al. (2012).

Výsledky jsou shrnuty v tabulce 1. Přestože žádná NN nepřekonala SVM při strategii
prahovánı́ RCut(3), je zřejmé, že pro výstupy NN je vhodnějšı́ strategiı́ MCut. Již obyčejná
2vrstvá FFNN předčila tradičnı́ SVM. Použitı́m word2vec a RNN bylo dosaženo srovnatelných
výsledků při mnohonásobně nižšı́m počtu parametrů. Přidánı́m poolingu za rekurentnı́ vrstvu
bylo dosaženo významného zlepšenı́, což je zřejmě dáno tı́m, že přı́znaky jednotlivých témat v
textu nenı́ nutné přesně lokalizovat, ale stačı́ pouze detekovat, zda jsou přı́tomny.

repr. model # param [mil.] FRCut(3) FMCut

BOW SVM (baseline) 213.6 0.711 0.677

BOW FFNN (1 vrstva) 213.6 0.696 0.703
FFNN (2 vrstvy) 189.8 0.701 0.728

word2vec LSTM 1.9 0.660 0.697
LSTM + pooling 1.9 0.698 0.740
GRU 1.5 0.675 0.719
GRU + pooling 1.5 0.697 0.741

Tabulka 1: Tabulka výsledků a počtu trénovaných parametrů.
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