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Abstract

EEG signal processing is a frequently approached problem. Commonly

used methods include Wavelet Transformation and Matching Pursuit. Those

methods are limited to process only single channel signals and can’t be used

on multichannel signals directly. This problem can be solved by applying

mentioned algorithms on each channel separately. A consequence of this

approach is a loss of information among channels. Several methods were

proposed to work directly with multichannel signals. One of those methods is

Multivariate Empirical Mode Decomposition (MEMD). It is an extension of

Empirical Mode Decomposition. EMD is a method, which decomposes signal

into a set of so-called Intrinsic Mode Functions (IMF). MEMD algorithm was

implemented into the existing EEGHHT library and it was tested on real

EEG data. Testing showed that MEMD solved the problem of information

loss and also ensured the same amount of IMFs per channel.

Abstrakt

Zpracováńı EEG signálu je stále aktuálńı problém. Mezi běžně použ́ı-

vané časově-frekvenčńı metody patř́ı např. waveletová transformace nebo

Matching Pursuit. Ty ale umı́ pracovat pouze se signálem o jediném kanálu.

Jejich aplikace na každý kanál zvlášt’ vede ke ztrátě informaćı projevuj́ıćıch

se např́ıč kanály. Z toho d̊uvodu bylo navrženo několik metod, které dokážou

pracovat s v́ıcekanálovým signálem. Mezi tyto metody patř́ı algoritmus v́ı-

cerozměrné empirické modálńı dekompozice. Jedná se o rozš́ı̌reńı empirické

modálńı dekompozice (EMD). Algoritmus rozkládá signál na tzv. vlastńı

modálńı funkce (IMF). Algoritmus MEMD byl implementován do existu-

j́ıćı knihovny EEGHHT a otestován na reálných EEG datech. Z testováńı

se ukázalo, že MEMD řeš́ı problém ztráty informaćı a také zajǐst’uje stejný

počet IMF pro každý kanál signálu.
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2.1 Měřeńı EEG . . . . . . . . . . . . . . . . . . . . . . . . . . . 3
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1 Úvod

Na katedře informatiky prob́ıhá výzkum elektrické aktivity lidského mozku

(EEG) a vývoj metod pro zpracováńı a vyhodnocováńı naměřených dat.

Výzkum je specializovaný zejména na evokované potenciály (ERP). Sběr

těchto dat se obvykle provád́ı sńımáńım elektrického potenciálu z několika

elektrod umı́stěných na skalpu pacienta. Každá elektroda sńımá hodnoty

na jiné části skalpu. Výsledkem takového měřeńı je signál složený z tolika

kanál̊u, kolik bylo pro jeho sběr použito elektrod.

Pro vyhodnocováńı dat se v současné době použ́ıvaj́ı převážně metody,

které nedokážou najednou zpracovat signál přicházej́ıćı v́ıce než jedńım da-

tovým kanálem. Mezi ně patř́ı např́ıklad waveletová transformace, Matching

Pursuit nebo EMD. Tyto algoritmy je možné aplikovat na každý kanál sig-

nálu samostatně. Takový př́ıstup má za následek ztrátu informaćı, které jsou

znatelné pouze např́ıč kanály. Pro EMD existuje několik rozš́ı̌reńı pro v́ıce-

kanálová data. Hlavńım ćılem této práce je naj́ıt, implementovat a otestovat

vhodné rozš́ı̌reńı EMD pro zpracováńı v́ıcekanálových dat z EEG/ERP ex-

periment̊u. To by mělo zvýšit přesnost analýzy naměřených dat.

Prvńı část práce se zabývá základńımi aspekty elektroencefalografie (EEG).

Zejména EEG signálem, jeho vlastnostmi a zp̊usoby měřeńı. Důležitou část́ı

je i seznámeńı s evokovanými potenciály (ERP).

Daľśı část práce popisuje Hilbert-Huangovu transformaci (HHT) a zá-

kladńı algoritmy, ze kterých se HHT skládá. Mezi ně patř́ı empirická modálńı

dekompozice (EMD), která rozkládá vstupńı signál na tzv. vlastńı modálńı

funkce (IMF), a Hilbertova transformace pro výpočet okamžitých vlastnost́ı

zpracovávaného signálu.

V posledńı části jsou popsány některé rozš́ı̌reńı EMD pro v́ıcekanálová

data. Na základě jejich vlastnost́ı bude vybrán a implementován vhodný al-

goritmus do existuj́ıćı knihovny EEGHHT. Ta byla vytvořena v rámci diser-

tačńı práce J. Ciniburka v roce 2011. Vybraný algoritmus umožńı zpracováńı

signálu složeného z v́ıce datových kanál̊u bez ztráty informaćı. Implementace

bude d̊ukladně otestována na reálných EEG datech a výsledky budou po-

rovnány s výsledky EMD.
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2 Úvod do

elektroencefalografie

EEG je zkratkou pro elektroencefalografii, tedy diagnostickou metodu pou-

ž́ıvanou k záznamu elektrické aktivity mozku. Neurofyziologická data namě-

řená při měřeńı elektrické aktivity mozku pacienta se označuj́ı jako elektro-

encefalogram a měř́ıćı př́ıstroj se nazývá elektroencefalograf. Př́ıstroj sńımá

mozkovou aktivitu elektrodami umı́stěnými na skalpu pacienta a dokáže na-

měřené hodnoty ześılit.

EEG signál, který se t́ımto procesem źıská, určuje časovou změnu elek-

trického potenciálu mezi dvěma elektrodami na pacientově hlavě. Naměřený

signál je sumou signál̊u velkého množstv́ı neuron̊u z r̊uzných část́ı mozku. In-

tenzita signálu neuronu záviśı na vzdálenosti mezi elektrodami a neuronem.

Neurony bĺıže k elektrodám maj́ı větš́ı vliv na výsledný signál než vzdáleněǰśı

neurony. [1]

Obrázek 1: EEG signál

EEG se v dnešńı době použ́ıvá hlavně v medićıně pro vyšetřeńı správné

funkce mozku a smysl̊u, nebo pro monitorováńı pacient̊u v komatu. Dále

se aplikuje v kriminalistice jako detektor lži. Velký potenciál má výzkum v

oblasti tzv. Brain-Computer interface, který se zabývá ovládáńım poč́ıtač̊u

a jiných zař́ızeńı
”
pomoćı myšlenek”.
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Úvod do elektroencefalografie Měřeńı EEG

2.1 Měřeńı EEG

Elektroencefalogram použ́ıvaný k měřeńı EEG se běžně skládá z:

• Elektrod

• Zesilovače

• Filtr̊u

• A/D převodńıku

• Záznamového zař́ızeńı

Elektrody se připevňuj́ı k pacientově skalpu a źıskávaj́ı signál z povrchu

k̊uže. Pro sńıžeńı impedance mezi pacientovo k̊už́ı a elektrodou se použ́ıvá

elektrovodivý gel. T́ım se zlepš́ı kvalita signálu pro jeho zpracováńı. Pro

optimálńı umı́stěńı elektrod na správné mı́sto na hlavě se použ́ıvá systém

10/20 viz. obrázek č.2. Tento systém určuje umı́stěńı jednotlivých elektrod

na skalpu. Použ́ıvaj́ı se tři druhy elektrod: zemńıćı, referenčńı a aktivńı.

Obrázek 2: 10/20 systém rozmı́stěńı elektrod [2]

Signál, který elektrody źıskaj́ı, je ale př́ılǐs slabý (v řádu µV) pro ak-

tivaci diferenčńıho zesilovače. Muśı se tedy před-ześılit, aby bylo možné ho
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Úvod do elektroencefalografie Vlastnosti EEG signálu

dále zpracovávat [1]. Signál v tomto stavu je ale zkreslený rušeńım z okolńıch

zař́ızeńı (poč́ıtače, rentgeny apod.). Vliv tohoto rušeńı je možné odstranit

diferenčńım zesilovačem. Ten dokáže ześılit pouze tu část signálu, která ob-

sahuje rozd́ıl potenciál̊u mezi dvěma elektrodami.

Nakonec se signál pomoćı analogově-digitálńıho převodńıku změńı do

diskrétńı podoby. Signál se navzorkuje po stejných časových intervalech a

převede do digitálńı formy. [1]

2.2 Vlastnosti EEG signálu

EEG signál se skládá z mnoha složek. Ty se daj́ı rozdělit do několika hlavńıch

kategoríı:

• Mozkové vlny (rytmy)

• Fyziologické artefakty

• Vněǰśı artefakty

Mozkové vlny reprezentuj́ı samotnou činnost mozku. Jsou vyvolané po-

tenciály mezi neurony v mozku a reprezentuj́ı naše myšlenky, pohyby těla

apod. Podle frekvence děĺıme mozkové vlny na pět základńıch pásem: α vlny,

β vlny, γ vlny, δ vlny a θ vlny. Každá z těchto vln se lǐśı svoj́ı frekvenćı a

svým účelem.

Fyziologické artefakty jsou artefakty vyvolané pacientem. Maj́ı nežádoućı

vliv na signál, protože ho zkresluj́ı. Jedná se např́ıklad o pohyb sval̊u, pohyb

oč́ı nebo puls srdce.

Vněǰśı artefakty jsou zp̊usobené okolńım rušeńım nebo samotným měř́ı-

ćım zař́ızeńım. Zkresluj́ı signál stejně jako fyziologické artefakty. Jedná se o

změnu impedance elektrody (např. vlivem vysycháńı gelu), rušeńı rozvodnou

elektrickou śıt́ı, apod.

Pokud spoč́ıtáme statistické údaje EEG signálu v r̊uzných časových úse-

ćıch, zjist́ıme že se tyto statistiky velmi lǐśı. Pokud by se nelǐsily nebo byly

téměř stejné, mohli bychom o signálu ř́ıci, že je stacionárńı. Na základě toho

můžeme stanovit, že signál je nestacionárńı. To je zp̊usobeno složeńım sig-

nálu z mozkových vln a artefakt̊u. [1]
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Úvod do elektroencefalografie Úvod do ERP

2.3 Úvod do ERP

Evokované potenciály (ERP) jsou vlny v EEG signálu, které reprezentuj́ı

elektrickou odezvu mozku na smyslový, kognitivńı nebo pohybový podnět.

Obecněji se dá ř́ıci, že je to vlnová odezva na stimul. Amplituda takových

vln se pohybuje kolem 30µV a neńı dominantńı složkou signálu (ostatńı vlny

maj́ı amplitudu až 100µV). [1]

2.3.1 Vlastnosti ERP vlny

ERP vlna se popisuje třemi parametry:

• Amplituda [µV]

• Zpožděńı [ms]

• Pozice

Amplituda vlny popisuje intenzitu mozkové aktivity při odezvě na stimul.

Zpožděńı popisuje jak dlouho trvalo mozku zareagovat na stimul. Pozice

určuje nejaktivněǰśı část mozku při odezvě. Pomoćı pozice se dá určit, která

elektroda bude nejlépe sńımat odezvu na konkrétńı stimul.

Obrázek 3: Př́ıklad ERP vlny [1]

V ideálńım př́ıpadě bude vrchol amplitudy přesně na mı́stě ERP vlny.

V reálném př́ıpadě artefakty vrchol amplitudy posunuj́ı, tud́ıž se nedá ERP

vlna vrcholem amplitudy přesně popsat. Pro popis vlny se použ́ıvaj́ı jiná

kritéria. Mı́sto maximálńı amplitudy se použ́ıvá obsah plochy pod vlnou.

Pro popis odezvy se použ́ıvá vzdálenost k bodu v polovině vlny viz. obrázek

č.3. [1]
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Úvod do elektroencefalografie Úvod do ERP

2.3.2 Druhy ERP vln

ERP vln existuje mnoho druh̊u. Každá vlna je reakćı na konkrétńı stimul.

Děĺı se na tři základńı skupiny podle druhu stimulu viz. 2.3. Označuj́ı se např.

P3, N2, C1. Ve většině př́ıpad̊u ṕısmeno ve značeńı znamená polaritu vlny

(P - positivńı, N - negativńı, C - nespecifikováno) a č́ıslo označuje pozici v

celém vlněńı. Označeńı neńı spojeno s mozkovou aktivitou tzn. P1 smyslová

a P1 rozpoznávaćı nejsou stejné vlny.

Př́ıkladem vlny je vlna P300, která vzniká při procesu rozhodováńı. Ob-

vykle se očekává při tzv. odd-ball experimentech, kde je subjekt vystaven

sekvenćım opakovaných stimul̊u, které jsou náhodně přerušované odlǐsnými

ćılovými stimuly. Vlna P300 označuje rozhodovaćı odezvu mozku na ćılový

stimul (např. poznáńı č́ısla v sekvenci náhodných č́ısel). Nastane pouze v

př́ıpadě, kdy se subjekt aktivně snaž́ı rozpoznat ćılové stimuly.

6



3 Časově-frekvenčńı metody

zpracováńı signálu

Jednou z častých metod zobrazeńı signálu je závislost na čase. Tato reprezen-

tace zobrazuje hodnotu signálu (např. napět́ı V) jako funkci času. Z takového

zobrazeńı je možné vyč́ıst základńı parametry signálu, jako jsou např́ıklad

jeho minima a maxima. Daľśı užitečnou reprezentaćı je závislost na frek-

venci, která zobrazuje hodnotu signálu jako funkci frekvence. Z té je vidět,

které frekvence jsou dominantně zastoupené, a které jsou pouze na pozad́ı.

Pro transformováńı EEG signálu je třeba zjistit frekvenčńı složeńı v čase,

neboli provést časově-frekvenčńı analýzu. Z té je vidět jak se složeńı sig-

nálu měńı v čase, což v EEG určuje, kdy vlny proběhly a jak byly výrazné.

Mezi nejrozš́ı̌reněǰśı časově-frekvenčńı metody patř́ı waveletová transformace

a Matching Pursuit.

3.1 Waveletová transformace

Také známá jako vlnková transformace. Vznik waveletové transformace je

jedńım z výsledk̊u snahy źıskat časově-frekvenčńı popis signál, který dokáže

určit i polohu jevu v čase a je tedy vhodný pro nestacionárńı signály [4] viz.

2.2. V tomto algoritmu se použ́ıvaj́ı wavelety, což jsou funkce vytvořené šká-

lováńım a posouváńım mateřské wavelety. S pomoćı wavelet̊u je možné pro-

zkoumat celý signál a zjistit jeho frekvenčńı složeńı v čase. Pro r̊uzné úlohy

se voĺı r̊uzné mateřské wavelety, ale všechny muśı splňovat některé společné

rysy. WT rozdělujeme podle spojitosti v čase na spojitou WT (CWT) a

diskrétńı WT (DWT) [1].

3.1.1 Wavelety

Wavelet (vlnka) se běžně popisuje jako krátká oscilace, která zač́ıná a konč́ı

v nule. Na rozd́ıl od funkce jako je např. sinus, má vlnka nepravidelný tvar

a existuje pro ńı kompaktńı nosič. Právě tyto vlastnosti dělaj́ı z vlnek dobrý
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Časově-frekvenčńı metody zpracováńı signálu Waveletová transformace

nástroj pro analýzu nestacionárńıch signál̊u. Dı́ky nepravidelnému tvaru mů-

žeme analyzovat i nespojité signály nebo signály s náhlými změnami. Kom-

paktńı nosič umožňuje zjǐstěńı vlastnosti signálu.

Waveleta je dána předpisem [5]:

ψa,b(t) = 1√
a
ψ( t−b

a
) (3.1)

kde a označuje dilataci vlnky a b označuje posun vlnky od mateřské. Původńı

mateřská vlnka má parametry a = 1, b = 0.

Obrázek 4: Vlnka typu Mexican hat (vlevo) a Meyer (vpravo) [3]

3.1.2 Princip WT a použit́ı v ERP

Algoritmus waveletové transformace se skládá ze 6 základńıch krok̊u:

1. Výběr mateřské vlnky (včetně určeńı a a b) a nastaveńı počátečńı a

koncové hodnoty posunu a dilatace, spoč́ıtáńı délky kroku.

2. Vypoč́ıtáńı hodnoty korelace vlnky v̊uči signálu.

3. Změna hodnoty posunu b o vypoč́ıtaný krok.

4. Pokud neńı posun větš́ı než koncová hodnota posunu, jdi zpět na krok

2.

5. Změna hodnoty dilatacea a o vypoč́ıtaný krok, nastaveńı hodnoty po-

sunu na počátečńı hodnotu.

6. Pokud neńı dilatace větš́ı než počátečńı hodnota dilatace, jdi zpět na

krok 2. V opačném př́ıpadě konec.
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Časově-frekvenčńı metody zpracováńı signálu Waveletová transformace

Obrázek 5: Posouváńı vlnky [1]

Vypoč́ıtaná korelace v každém kroku ř́ıká, jak se daná část signálu po-

dobá vlnce. Jeho výsledkem je škálogram viz. obrázek 6. Světleǰśı barvy

určuj́ı lepš́ı korelaci. Tmavé barvy určuj́ı mı́sta kde je korelace ńızká. [1]

Obrázek 6: Př́ıklad škálogramu [1]

V ERP experimentech se muśı nejdř́ıve určit mı́sto, kde by se mohla

ERP vlna nacházet. Na vybranou epochu je aplikován WT algoritmus. Vlnka

reprezentuj́ıćı hledanou ERP vlnu se muśı naškálovat tak, aby odpov́ıdala

jej́ı očekávané velikosti. Tyto úpravy je možné provést změnou parametr̊u a

a b.
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Časově-frekvenčńı metody zpracováńı signálu Matching Pursuit

3.2 Matching Pursuit

Matching Pursuit označuje algoritmus, který hledá aproximaci signálu po-

moćı atomických funkćı z vybrané množiny (slovńıku) funkćı. Signál je rozlo-

žen na atomy z tohoto slovńıku. Každý nalezený atom je odebrán ze signálu

a algoritmus pokračuje daľśı iteraćı. Po zpracováńı je signál popsán jako

suma všech vybraných atomických funkćı.

f(t) =
∞∑
n=0

angn (3.2)

Zde gn označuje funkci ze slovńıku (n je index funkce) a an jej́ı váhový

parametr.

V EEG se často použ́ıvá množina funkćı nazývaj́ıćı se Gaborovy atomy.

Jedná se o Gaussovy křivky g(t) = e−πt
2

modulované využit́ım sinových

funkćı. Daj́ı se popsat jako [1]:

g = gs,u,v,w(t) = g( t−u
s

) cos(vt+ w) (3.3)

Každý atom je definován uspořádanou čtveřićı, ve které s zastupuje velikost,

u posun, v frekvenci a w fázový posun [1]. Gaborovy atomy umožňuj́ı časově-

frekvenčńı lokalizaci.

3.2.1 Matching Pursuit a ERP

Princip MP je v rozložeńı signálu na atomické funkce. T́ım se aproximuj́ı

všechny vlastnosti signálu, včetně signálových trend̊u. Při sńımáńı mozkové

aktivity se ERP vlny vyskytuj́ı stejně jako signálové trendy, tedy ve stejné

velikosti a po stejných časových intervalech. Po několika iteraćıch MP je vy-

poč́ıtán trend signálu a s ńım ERP. Č́ım v́ıce iteraćı proběhne, t́ım detailněǰśı

aproximaci źıskáme. [1]

O Gaborových atomech je známo, že se daj́ı popsat pomoćı uspořádané

čtveřice s, u, v, w [1]. Každý takový atom v ERP zastupuje určitou mozkovou

vlnu. Při prováděńı MP algoritmu vznikne pro každý atom modulo, které

určuje úroveň korelace atomu a signálu. Trend tohoto atomu se dá vyč́ıst

z takového modula [1]. V ERP můžeme určit vznik signálového trendu na
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Časově-frekvenčńı metody zpracováńı signálu Matching Pursuit

mı́stě, kde je hodnota modula vysoká. Zárověň s t́ım posun u určuje mı́sto

očekávaného jevu [6]. Nalezeńım signálových trend̊u pro určitý atom se zjist́ı

zda-li se daná vlna v signálu nacháźı.

Obrázek 7: Naměřený EEG signál s P3 vlnou (nahoře), Gabor̊uv atom apro-

ximuj́ıćı P3 vlnu (dole) [6]

Na obrázku č.7 (nahoře) je vidět naměřený EEG signál. K němu se přilož́ı

Gabor̊uv atom zastupuj́ıćı P3 vlnu z obrázku č.7 (dole). V každém bodě se

vypoč́ıtá modulo určuj́ıćı úroveň korelace. Výsledný škálogram obr. č.8 uka-

zuje podobnost signálu s hledanou P3 vlnou v každé části signálu (obrázek

č.8 byl vytvořen Wigner-Villovou transformaćı pro zobrazeńı výsledku MP

[6]).

Obrázek 8: Výsledný škálogram signálu obr. č.7 [6]
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4 Hilbert-Huangova

Transformace

Hilbert-Huangova transformace byla vytvořena pro analýzu nelineárńıho a

nestacionárńıho signálu. HHT je algoritmus ř́ızený daty. To znamená, že ne-

potřebujeme žádnou aproximačńı funkci (wavelet, atom apod.) pro analýzu

signálu. Skládá se z empirické modálńı dekompozice (EMD) a Hilbertovy

spektrálńı analýzy (HSA) [7], také známé jako Hilbertova transformace.

4.1 Empirická modálńı dekompozice

Empirická modálńı dekompozice je jádrem HHT. EMD stejně jako WT a MP

rozkládá signál na jednotlivé komponenty. Tyto komponenty se v EMD nazý-

vaj́ı vlastńı modálńı funkce (Intrinsic Mode Function), které nesou vlastnosti

analyzovaného signálu [7].

4.1.1 Vlastńı modálńı funkce (Intrinsic Mode Function)

IMF jsou funkce splňuj́ıćı následuj́ıćı podmı́nky [12]:

1. Pr̊uměrná hodnota obálky definované lokálńımi maximy a minimy se

rovná nule v každém bodě.

2. Celkový počet lokálńıch extrémů muśı odpov́ıdat počtu pr̊useč́ık̊u s

osou x, nebo se lǐsit maximálně o 1.

Obálky jsou definované jako spojeńı všech maxim nebo minim kubickou křiv-

kou. IMF reprezentuje jednoduchou oscilačńı funkci podobnou harmonické

funkci [1]. Lǐśı se ale svoj́ı definićı (viz. výše), takže je mnohem obecněǰśı než

harmonická funkce. Na rozd́ıl od harmonické funkce může mı́t proměnlivou

frekveci a amplitudu.
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Hilbert-Huangova Transformace Empirická modálńı dekompozice

Obrázek 9: Př́ıklad vytvořeńı obálky signálu [7]

4.1.2 Algoritmus EMD

Ćılem EMD je rozložeńı p̊uvodńıho signálu na množinu vlastńıch modálńıch

funkćı a reziduum signálu. Vlastńı modálńı funkce obecně zastupuj́ı v signálu

menšinu jeho obsahu. Vstupńı data mohou obecně obsahovat v́ıce než jednu

oscilačńı složku, a proto by jejich zpracováńı pomoćı HSA neposkytovalo

kompletńı popis všech frekvenčńıch složek. Proces rozložeńı signálu je popsán

podle algoritmu [1]:

1. Inicializace funkce r0(t) jako originálńı signál a č́ıtač IMF i = 1

2. Extrakce i-té IMF

(a) Inicializace h0(t) = ri−1(t) a č́ıtač krok̊u k = 1
(b) Nalezeńı lokálńıch extrém (maxima a minima) signálu hr−i(t)
(c) Vytvořeńı maximové a minimové splajny (obálky)

(d) Spoč́ıtáńı středńı hodnoty mk−1(t) zpr̊uměrováńım horńı a dolńı

obálky

(e) Výpočet hk(t) = hk−1(t)−mk−1(t)
(f) Kontrola koncové podmı́nky IMF viz. 4.1.3

i. Pokud je podmı́nka splněna pak IMFi(t) = hk(t)
ii. Jinak k = k + 1 a zpět na 2b

3. Spoč́ıtáńı nové zbytkové funkce ri(t) = ri−1(t)− IMFi(t)

4. Kontrola koncové podmı́nky EMD viz. 4.1.4

13



Hilbert-Huangova Transformace Empirická modálńı dekompozice

(a) Pokud má ri(t) alespoň 2 extrémy pak i = i+ 1 a zpět na 2

(b) Jinak je proces ukončen s reziduem po dekompozici ri(t)

Extrakci IMF ze signálu se ř́ıká sifting (česky proséváńı).

4.1.3 Zastavovaćı podmı́nka siftingu

Zastavovaćıch kritéríı iterace existuje v́ıce druh̊u. Různá zastavovaćı kritéria

maj́ı jiné účinky na r̊uzné typy signál̊u. Výběr kritéria je pro sifting velmi d̊u-

ležitý z hlediska správného rozložeńı signálu. Jako př́ıklad uvád́ım podmı́nku

směrodatné odchylky [12]:

SC = SD =
T∑
t=0

|hk−1(t)−hk(t)|2
h2

k−1(t) (4.1)

Mezi daľśı podmı́nky patř́ı např. kritérium Cauchyovské konvergence [13]:

SC = CCT =

T∑
t=0
|hk−1(t)−hk(t)|2

T∑
t=0

h2
k−1(t)

(4.2)

V př́ıpadě že SC překroč́ı nastavenou hranici, skonč́ı iteračńı proces a vý-

sledná funkce se označ́ı jako IMF. Potom se pokračuje v dekompozici.

4.1.4 Zastavovaćı podmı́nka EMD

Zastavovaćı kritérium EMD určuje monotónost residua po nalezeńı IMF.

Pokud je počet extrémů signálu větš́ı než 2, residuum neńı monotóńı a ob-

sahuje daľśı IMF. V př́ıpadě, že tato podmı́nka neńı splněna, neńı možné

pokračovat v dekompozici a proces je u konce. Obvykle je počet vlastńıch

modálńıch funkćı relativně malý (tzn. menš́ı než 10).
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Hilbert-Huangova Transformace Hilbertova transformace

4.2 Hilbertova transformace

Hilbertova transformace vytvoř́ı datovu sekvenci známou jako analytický

signál z realných dat. Analytiký signál z = x + i · y obsahuje reálnou část

x, která reprezentuje p̊uvodńı data, a imaginárńı část i · y, která obsahuje

Hilbertovu transformaci. Imaginárńı část je reálný signál s fázovým posunem

90 stupň̊u. Funkce sinus se tedy změńı na cosinus a naopak [8]. Analytická

funkce vypadá následovně [12]:

z(t) = x(t) + i · y(t) = a(t)eiθ(t)
(4.3)

a(t) = (x2 + y2)1/2
(4.4)

θ(t) = tan−1 y
x

(4.5)

a(t) znač́ı okamžitou amplitudu a θ(t) okamžitou fázi, okamžitá frekvence je

pak:

ω = −dθ
dt

(4.6)

Spoč́ıtáńım HT je možné určit okamžité vlastnosti signálu. Je možné vypo-

č́ıtat okamžitou amplitudu, frekvenci a fázi. Okamžitá amplituda je ampli-

tudou imaginárńı části signálu. Okamžitá frekvence označuje rychlost změny

fázového úhlu. V př́ıpadě sinusoidy je okamžitá amplituda a frekvence kon-

stantńı. [1]

Když źıskáme všechny IMF signálu, nebude již problém s aplikaćı HT na

každou z nich. Po provedeńı HT na každou IMF źıskáme jej́ı vlastnosti [12].

Reziduum se z HT obecně vynechává.
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5 EMD pro v́ıcerozměrná

data

MEMD je rozš́ı̌reńım EMD pro zpracováńı v́ıcekanálových dat. Metoda EMD

funguje bohužel správně pouze v př́ıpadě, kdy je signál vyśılán jedńım ka-

nálem. Pro praktické využit́ı této metody při sńımáńı EEG signálu, který je

vyśılán v́ıce kanály zároveň, je třeba využ́ıt jinou metodu.

Použit́ı EMD na v́ıcerozměrný signál může v některých př́ıpadech fungo-

vat. Obecně se ale správná funkce nedá očekávat z těchto d̊uvod̊u [11]:

• Standardńı EMD nenajde stejný počet IMF pro každý kanál.

• IMF stejného indexu nemuśı mı́t stejné vlastnosti pro každý kanál.

• Omezeńı počtu IMF pro každý kanál může mı́t negativńı vlastnosti pro

výpočet.

Vzhledem k popularitě EMD bylo v nedávných letech vytvořeno několik roz-

š́ı̌reńı a modifikaćı pro zpracováńı v́ıcerozměrných signál̊u. Mezi tyto metody

patř́ı Komplexńı EMD a obecná v́ıcerozměrná EMD, které dokáže zpracovat

signál o libovolném počtu kanál̊u. [9]

Hlavńım problémem při prováděńı EMD na v́ıcerozměrných datech je vy-

poč́ıtáńı středńı hodnoty signálu. Vlastnosti komplexńıch a v́ıcerozměrných

č́ısel totiž zabraňuj́ı př́ımému výpočtu, který je uveden v kapitole 4.1 krok

2(d). Každý z uvedených algoritmů má unikátńı př́ıstup k poč́ıtáńı středńı

hodnoty.

5.1 Komplexńı rozš́ı̌reńı EMD

Pojem komplexńı EMD neoznačuje jediný algoritmus, ale celou rodinu algo-

ritmů využ́ıvaj́ıćı komplexńıch č́ısel pro zpracováńı signálu. Většina z těchto

algoritmů dokáže pracovat se signálem ze dvou kanál̊u. Žádná z těchto me-

tod ale neńı dostatečně obecná na to, aby pracovala správně pro libovolné

množstv́ı kanál̊u.
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EMD pro v́ıcerozměrná data Vı́cerozměrná EMD

Komplexńı metody využ́ıvaj́ı analytického signálu k tomu, aby aplikovaly

EMD na obě části signálu, tedy na reálnou i imaginárńı část zvlášt’. Toho

je dosaženo rozložeńım vstupńıho signálu na dva analytické signály - jeden

pro kladné frekvenčńı komponenty a druhý pro záporné. T́ım vytvoř́ı dvě

množiny IMF, které ale nemuśı obsahovat stejné množstv́ı IMF. Tato metoda

se nazývá komplexńı EMD (CEMD). [9]

Daľśım algoritmem je rotačně-invariantńı EMD (RIEMD). Ten vy-

už́ıvá vlastnost́ı komplexńıch č́ısel př́ımo k výpočtu lokálńı středńı hodnoty

signálu. K určeńı této hodnoty je třeba nejprve naj́ıt společná minima a

maxima pro obě složky signálu. Z pr̊uměru jejich obálek je již možné zjistit

lokálńı středńı hodnotu. [9]

Následńıkem předešlého algoritmu je bivariantńı EMD (BEMD). Na

rozd́ıl od RIEMD, které hledá extrémy pouze ve dvou projekćıch signálu,

má BEMD možnost vytvářet obálku z libovolného množstv́ı projekćı. Pro-

blémem tohoto algoritmu je výběr equidistantńıch vektor̊u pro projekce sig-

nálu. [9]

5.2 Vı́cerozměrná EMD

Vı́cerozměrná EMD (Multivariate EMD) je metoda, která dokáže zpraco-

vat data o jakémkoliv počtu kanál̊u. Pro určeńı lokálńı středńı hodnoty N-

kanálového signálu využ́ıvá stejně jako předešlé metody pr̊uměrováńı obálek.

Ty źıská projekćı signálu libovolným počtem N-rozměrných vektor̊u. To al-

goritmu umožńı zjistit extrémy v každém z těchto směr̊u. S jejich pomoćı

vytvoř́ı obálky pro každou projekci. Středńı hodnota je potom pr̊uměrem

hodnot všech takto vytvořených obálek. [9]

Každý vektor zobrazuje p̊uvodńı signál jiným směrem viz. obrázek 10.

Přesnost výpočtu lokálńı středńı hodnoty záviśı, jak na počtu vybraných

vektor̊u, tak na vybraných vektorech samotných. Samotný výpočet je apro-

ximaćı integrálu všech obálek v N-rozměrném prostoru.

m(t) ≈ 1
V1V2...Vn−1

×
V1∑
v1=1

V2∑
v2=1
· · ·

Vn−1∑
vn−1=1

e{θv1 ,θv2 ,...,θvn−1} (5.1)

Kde Vn−1 označuje počet rozměr̊u směrového vektoru, e označuje obálku ve

směru θ a θvn−1 označuje jednotlivé složky směrového vektoru [11].
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EMD pro v́ıcerozměrná data Vı́cerozměrná EMD

Obrázek 10: Př́ıklad umı́stěńı vektor̊u na jednotkové kouli pro trivariantńı

EMD (a) a multivariantńı EMD (b) [9]

Hlavńım problémem tohoto algoritmu je výběr vektor̊u, ze kterých se bu-

dou obálky poč́ıtat. V některých metodách (např. trivariantńı EMD) se pro

výběr vektor̊u použ́ıvá nerovnoměrné rozděleńı [9], jako je na obrázku 10(a).

To ale nezaručuje správnou funkci pro libovolný počet kanál̊u. Použ́ıvaj́ı

se proto vektory vygenerované z hodnot tzv. Hammersleyho posloupnosti.

Takto vytvořené vektory jsou rovnoměrně rozdělené po povrchu koule viz.

obrázek 10(b).

Konečný algoritmus pak vypadá takto [11]:

1. Nalezeńı vektor̊u xθv v N-rozměrném prostoru na kouli pomoćı Ham-

mersleyho sekvence (obrázek 10(b))

2. Vypoč́ıtáńı zobrazeńı qθv(t) signálu s(t) ve směru vektor̊u {xθv}Vv=1 pro

źıskáńı všech zobrazeńı {qθv(t)}Vv=1

3. Nalezeńı bod̊u v čase {tiθv
}Vv=1, které odpov́ıdaj́ı výskytu extrémů v

obrazech signálu {qθv(t)}Vv=1

4. Interpolace [tiθv
, s(tiθv

)] pro źıskáńı v́ıcerozměrné obálky signálu {eθv(t)}Vv=1

5. Výpočet středńı hodnoty m(t) z obálek podle: m(t) = 1
V

V∑
v=1

eθv(t)

6. Vytvořeńı nového zbytku d(t) = s(t)−m(t)
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(a) Pokud d(t) splňuje zastavovaćı kritérium IMF, opakuj proces pro

s(t)− d(t)
(b) Pokud d(t) nesplňuje zastavovaćı kritérium IMF, opakuj proces

pro d(t)

7. Proces konč́ı pokud rozd́ıl extrém a přechod̊u nulovou osou předáva-

ného signálu je ≤ 1, nebo pokud je počet extrémů ≤ 3

Potom co je prvńı IMF nalezena, je odečtena ze signálu s(t) a sifting začne

znovu pro již změněný signál s(t). Proces se opakuje dokud s(t) neobsahuje

pouze reziduum p̊uvodńıho signálu. Ve v́ıcekanálovém signálu je takový sig-

nál určen hledáńım počt̊u extrém v jeho projekćıch. Pokud žádná projekce

neobsahuje v́ıce než dva extrémy, signál je monotóńı a neobsahuje už žádné

IMF. Pro zastaveńı siftingu se můžou použ́ıt stejné podmı́nky jako pro EMD,

nebo podmı́nky navržené pro v́ıcekanálové signály viz. kapitola 5.2.2.

5.2.1 Generováńı vektor̊u

Pro generováńı vektor̊u v prostoru se použ́ıvaj́ı posloupnosti s malou dis-

krepanćı (také známé jako kvazináhodné posloupnosti). Jedná se o posloup-

nosti č́ısel, které řeš́ı problém shlukováńı náhodných č́ısel a zároveň se nedaj́ı

považovat za naprosto rovnoměrné rozděleńı (mř́ıžka). Mezi algoritmy pro

poč́ıtáńı takových posloupnost́ı patř́ı např. Hammerley-Halton vzorkováńı,

Larcher-Pillichshammer vzorkováńı, úhlově uniformńı rozděleńı a daľśı [10].

Směrové vektory použ́ıvá mnoho variaćı EMD. Lǐśı se v každém algoritmu

množstv́ım rozměr̊u, počtem a rozložeńım. MEMD je v tomto ohledu velmi

flexibilńı. Na rozd́ıl od komplexńıch rozš́ı̌reńı EMD se všechny parametry

mohou měnit podle potřeby.

Směr a počet vygenerovaných směrových vektor̊u má velký vliv na přes-

nost výpočtu. Pokud jsou vektory nerovnoměrně rozmı́stěné v prostoru, v

zobrazeńı signál̊u potom můžou chybět d̊uležité informace, které se nepro-

jevuj́ı v každém směru. Stejný problém může nastat i při výběru malého

množstv́ı vektor̊u. Pro správnou funkci by vždy měl být počet směrových

vektor̊u větš́ı než počet kanál̊u signálu (a d́ıky tomu i větš́ı než počet roz-

měr̊u).
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Hyperkoule

Ned́ılnou součást́ı generováńı směrových vektor̊u je tzv. hyperkoule nebo n-

sféra (anglicky n-sphere). Je definována jako množina bod̊u, které maj́ı v n-

rozměrném prostoru od daného bodu vzdálenost menš́ı nebo rovnou danému

poloměru r. Pro generováńı směrových vektor̊u je vždy použ́ıván nulový bod

jako střed a poloměr r je vždy roven jedné. Všechny směrové vektory maj́ı

vzdálenost od bodu také rovnou jedné. Nacháźı se tedy na povrchu n-sféry.

Hammersleyho posloupnost

V kapitole 5.2 je Hammerleyho sekvence vybrána jako nejvhodněǰśı řešeńı

hledáńı směrových vektor̊u. Patř́ı mezi tzv. Kvazi Monte Carlo metody,

které jsou často použ́ıvané pro numerický odhad hodnoty integrál̊u. Výpočet

středńı hodnoty pr̊uměrováńım obálek je odhad hodnoty integrálu, proto je

možné takovou metodu aplikovat ve v́ıcekanálovém EMD. [14]

Obrázek 11: Body vytvořené pomoćı Hammersleyho posloupnosti (a) a Hal-

tonovy posloupnosti (b) na 2D ploše

.

Metodou generováńı v́ıcerozměrných bod̊u s malou diskrepanćı je kombi-

nace Haltonovy a Hammerleyho posloupnosti. Definujme x1, x2, . . . , xn jako

prvńıch n prvoč́ısel. Pak můžeme označit i-té č́ıslo jednorozměrné Haltonovi

posloupnosti rxi jako [14]:

rxi = a0
x

+ a1
x2 + · · ·+ as

xs+1 (5.2)
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A i jako [14]:

i = a0 + a1 × x+ a2 × x2 + · · ·+ as × xs (5.3)

Hammersleyho posloupnost je možné vypoč́ıtat pouze pokud známe počet

generovaných vzork̊u n předem. Potom je i-tý vzorek definován jako [14]:

(i/n, rx1
i , r

x2
i , . . . , r

xn−1
i ) (5.4)

Body vygenervané t́ımto zp̊usobem se nacházej́ı v intervalu [0, 1). Neńı možné

je př́ımo použ́ıt a je třeba je transformovat tak, aby tvořily směrové vektory

na n-rozměrné hyperkouli.

Pro př́ıklad 2-sféry (3D koule) se použ́ıvá lineárńıho zvětšeńı vygenerova-

ných č́ısel do intervalu [1,−1]. Transformované body ale stále nejsou použi-

telné, protože se nenacháźı na povrchu 2-sféry. Muśı se znovu transformovat

[15]:

(φ, t)→ (
√

1− t2 cos(φ),
√

1− t2 sin(φ), t)T (5.5)

Generováńı stejných vektor̊u na obecné n-sféře se provád́ı lineárńım zobra-

zeńım vygenerovaných bod̊u do prostoru n − 1, zjǐstěńım jejich úhlových

koordinát̊u a vytvořeńı nových vektor̊u lež́ıćıch na n-sféře z nalezených úhl̊u.

[15]

5.2.2 Zastavovaćı podmı́nka pro v́ıcerozměrná data

Zastaveńı procesu siftingu v MEMD je podobný problém jako zastavováńı

siftingu pro EMD. Je možné použ́ıt stejné zastavuj́ıćı podmı́nky. Z d̊uvodu

větš́ıho množstv́ı signálových kanál̊u se ale muśı aplikovat jiným zp̊usobem.

Pro každý kanál je vytvořena samostatná zastavovaćı podmı́nka. Všechny

podmı́nky muśı být stejného typu. Tak je možné sledovat změny na každém

kanálu zvlášt’ a na jejich základě určovat, zda-li je třeba sifting zastavit.

K vyhodnoceńı podmı́nek je možné přistupovat bud’ zastaveńım ve chv́ıli,

kdy je alespoň jedna z podmı́nek splněna, nebo zastaveńım až při splněńı

podmı́nek pro všechny kanály.
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Takový př́ıstup má ale problémy se správným zastaveńım ve chv́ıli, kdy je

počet kanál̊u vysoký [15]. Proto byl navržen nový zp̊usob zastaveńı siftingu

pro MEMD, který pracuje se všemi kanály najednou. Funguje na principu

ověřovaćı funkce definované jako [15]:

f(t) = |m(t)
a(t) | (5.6)

Kde definujeme m(t) jako zpr̊uměrované středńı hodnoty ze všech směr̊u a

a(t) jako rozd́ıl všech obálek ze všech směr̊u:

a(t) =

V∑
v=1

emax(t)−emin(t)
2

V
(5.7)

Podmı́nka kontroluje poměr zpr̊umerovaného součtu a zpr̊umerovaného roz-

d́ılu obálek. Určeńı zastaveńı prob́ıhá kontrolou všech hodnot funkce f(t).
Pokud je jakákoliv hodnota vyšš́ı než zadaná hranice, pak je třeba v siftingu

pokračovat. Jinak je možné signál m(t) označit jako IMF.
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6 Implementace

Mým úkolem byla implementace algoritmu MEMD a všeho co je potřebné

pro jeho funkčnost. Algoritmus jsem implementoval do existuj́ıćı knihovny

EEGHHT, která je napsána v Javě 1.7, proto jsem se této verze držel při roz-

šǐrováńı HHT. Knihovna obsahuje implementaci HT a EMD. Některé tř́ıdy,

jako je např. Enveloper, Extremes a daľśı, jsem mohl bez modifikaćı použ́ıt

pro stejné účely. Jiné tř́ıdy bylo třeba rozš́ı̌rit nebo modifikovat. Při změ-

nách v těchto tř́ıdách jsem kladl největš́ı d̊uraz na to, aby mnou vytvořené

modifikace nevyžadovaly změny stávaj́ıćıho kódu.

Největš́ı část práce se skládala z implementace nových tř́ıd a modul̊u

potřebných pro správnou funkci a integraci MEMD do knihovny EEGHHT.

MEMD je principem podobné EMD. Dı́ky tomu jsou i nové moduly podobné

jménem, strukturou i funkćı (např. Sifter - MultivariateSifter). Lǐśı se však

strukturou vstupńıch a výstupńıch dat, zp̊usobem zastavováńı siftingu a také

potřebou uplně nových modul̊u.

Každý mnou vytvořený modul obsahuje komentáře typu javadoc. Během

implementace jsem využ́ıval verzovaćı nástroj Git zajǐstěný webovou službou

BitBucket1. UML diagram vytvořených modul̊u je v př́ıloze C na obr. 1.

6.1 Knihovna EEGHHT

Knihovna EEGHHT vznikla v rámci disertačńı práce J. Ciniburka v roce

2011 na Západočeské univerzitě v Plzni. Implementace HHT byla v té době

volně př́ıstupná pouze jako knihovna do Matlabu. Je vhodná pro testováńı

a aplikaci HHT v jiných programech napsaných v Javě. Skládá se ze tř́ı

hlavńıch část́ı [1]:

1. Jádro EEGHHT

2. Logováńı a vizualizace

3. Testováńı

1Dostupné na https://bitbucket.org/jciniburk/eeghht.git
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Obrázek 12: Diagram tř́ıd jádra knihovny EEGHHT [1]

V následuj́ıćıch kapitolách se budu stručně zabývat jádrem knihovny EE-

GHHT, protože účelem moj́ı práce je rozš́ı̌reńı jádra EEGHHT o druhou

metodu rozkladu signálu na IMF. Detailńı popis tř́ıd je možné naj́ıt v [1].

6.1.1 Jádro knihovny EEGHHT

Jádro knihovny obsahuje všechny části nutné pro správnou funkci HHT.

Patř́ı mezi ně detekce extrémů, zastavovaćı kritéria a odhad koncových bod̊u.

Knihovna je navržena tak, aby bylo možné tyto tř́ıdy jednoduše nahradit.

Náhled části UML diagramu je na obrázku 12.

Tř́ıda EmpiricalModeDecomposition

Tato tř́ıda provád́ı empirickou modálńı dekompozici na vstupńıch datech.

Výsledné IMF ulož́ı do instančńıho atributu typu Vector<double[]>. Pro

správnou funkci potřebuje instace tř́ıd LocateLocalExtremaFacade pro hle-

dáńı extrémů v signálu a Sifter, který provád́ı dekompozici voláńım metody

run(. . . ). [1]
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Tř́ıda Sifter

Sifter vykonává na vstupńıch datech proces zvaný sifting, který vrát́ı nale-

zenou IMF v poli typu double. Pro sifting vyžaduje instance tř́ıd Estima-

teEndingExtremePoints, StopSiftingCriteria a LocateLocalExtremaFacade.

Sifter dále vnitřně využ́ıvá tř́ıdu Enveloper pro vytvořeńı obálek. IMF se

vypoč́ıtaj́ı voláńım metody getImf(. . . ). [1]

Tř́ıda LocateLocalExtremaFacade

Tř́ıda hledá ve vstupńım signálu lokálńı maxima a minima. Toho doćıĺı vnitř-

ńım využit́ım tř́ıdy LocateLocalExtrema, která projde vstupńı signál a po-

moćı rozhrańı IsExtremum zjist́ı, zda-li bod nepatř́ı do lokálńıch extrémů.

Vzhledem k tomu, že jsou obálky dvě, muśı tyto rozhrańı využ́ıt také dvě.

[1]

Rozhrańı StopSiftingCriteria

Rozhrańı obsahuj́ıćı všechny nutné metody pro zastaveńı procesu siftingu.

Proces muśı skončit, pokud je nalezena IMF. V knihovně jsou implemento-

vané obě podmı́nky z kapitoly 4.1.3 tř́ıdami StandartDeviation a Cauchy-

Convergence.

Tř́ıda EstimateEndingExtremePoints

Jedná se o abstraktńı tř́ıdu obsahuj́ıćı informace o signálu a soubor metod

potřebných pro odhadnut́ı koncových bod̊u signálu. Prodloužeńı obálek je

provedeno voláńım metody estimate(. . . ), která přidá k extrémům daľśı body

na začátek a konec signálu. Tyto body se následně použij́ı při vytvářeńı in-

stance tř́ıdy Enveloper. Druhou d̊uležitou metodou je getNewInstance(. . . ),

která vytvoř́ı novou instanci se změněným signálem a t́ım resetuje funkci

tř́ıdy.
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Tř́ıda HilbertTransform

Tř́ıda provád́ı Hilbertovu transformaci na jednotlivých IMF voláńım metody

calculate(double[] IMF). Nejprve vypoč́ıtá analytický signál Rychlou Fourie-

rovou transformaćı. Z analytického signálu následně urč́ı okamžité vlastnosti

signálu. Ty jsou uložené jako atributy této tř́ıdy.

Tř́ıda HilbertHuangTransform

Tato tř́ıda provád́ı Hilbert-Huangovu transformaci využit́ım všech výše uve-

dených tř́ıd. Nejprve pomoćı EMD źıská všechny IMF a následně na každou

z nich aplikuje HT. Výsledky jsou uložené v seznamu instanćı tř́ıdy Hilbert-

Transform, jedna pro každou IMF. [1]

6.2 Multivariate EMD

Hlavńı část algoritmu MEMD je implementována ve dvou tř́ıdách Multi-

variateEMD a MultivariateSifter. Daj́ı se považovat za protěǰsek ke tř́ıdám

EMD a Sifter, které jsou využ́ıvány v EMD. MultivariateEMD ale pracuje

s daty ve formátu v́ıcerozměrného pole a také umožňuje přidáńı generátoru

vektor̊u.

6.2.1 Tř́ıda MultivariateEMD

Tř́ıda MultivariateEMD obaluje celou implementaci algoritmu MEMD tak,

aby se dala využ́ıt ve tř́ıdě HilbertHuangTransform. Ta byla rozš́ı̌rena o me-

todu calculateMultivariate(. . . ), která dovoluje provedeńı MEMD na všechny

datové kanály zároveň na rozd́ıl od nyńı použ́ıvané metody calculate(. . . ) do-

voluj́ıćı pouze výpočet po jednotlivých kanálech.

Pro vytvořeńı instance MultivariateEMD jsou potřebné instance tř́ıd

MultivariateSifter, LocateLocalExtremesFacade a VectorGenerator. Ty si

tř́ıda nastav́ı do svých atribut̊u při voláńı konstruktoru. MultivariateEMD

obsahuje ještě jeden atribut nav́ıc Vector<double[][]> imfs, do kterého se

během výpočtu ukládaj́ı výsledné IMF. Po provedeńı MEMD se můžou
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funkce z instance tř́ıdy źıskat metodou Vector<double[][]> getImfs(). Spuš-

těńı MEMD se provád́ı metodou run(double[] xVals, double[][] yVals). Při

voláńı této metody se do parametru xVals přǐrad́ı hodnoty časových úsek̊u

podle vzorkovaćı frekvence signálu a do parametru yVals všechny hodnoty

z datových kanál̊u ve dvourozměrném poli. Voláńı metody run(. . . ) může

vyvolat generickou výjimku při neočekávaném ukončeńı práce sifteru.

Metoda run(. . . ) př́ımo vykonává čtyři kroky popsané v kapitole 5.2.

Prvńım z nich je vygenerováńı směrových vektor̊u voláńım metody calcu-

lateDirections(). Podrobněǰśı vysvětleńı tohoto procesu bude v kapitole 6.3.

Daľśım krokem je spuštěńı siftingu nad vstupńımi daty, které najde ve vstup-

ńıch datech IMF. Tyto funkce se potom ulož́ı do imfs a odečtou od vstupńıch

dat. Posledńım krokem je spoč́ıtáńı zastavovaćı podmı́nky pro MEMD po-

psané v posledńım kroku algoritmu 5.2. Pro to je vytvořena metoda boolean

checkAllExtremes(. . . ).

6.2.2 Tř́ıda MultivariateSifter

Tento modul provád́ı proces prośıváńı popsaný v algoritmu 5.2 (krok 2 až 5).

Využ́ıvá k tomu instance tř́ıd MultivariateStopSiftingCriteria, EstimateEn-

dingExtremePoints, LocateLocalExtremesFacade a VectorGenerator, které

źıská voláńım kontruktoru. Vnitřně dále využ́ıvá tř́ıdy Extremes a Enve-

loper. Instance tř́ıd LocateLocalExtremesFacade a VectorGenerator sd́ıĺı s

nadřazenou instanćı tř́ıdy MultivariateEMD.

Proces siftingu se spust́ı po zavoláńı metody double[][] getImfs(. . . ). Z

parametr̊u této metody źıská vstupńı data a vytvoř́ı si jejich kopii, se kte-

rou bude dále pracovat. Pro každý směrový vektor źıskaný z instace tř́ıdy

VectorGenerator se vytvoř́ı zobrazeńı vstupńıho signálu metodou double[]

translate(. . . ) ze tř́ıdy Utils.Signal. V každém z těchto zobrazeńı jsou potom

nalezeny extrémy určuj́ıćı časové úseky, ze kterých se berou hodnoty pro

obálky z každého kanálu vstupńıho signálu. K nalezeńı extrémů se použ́ıvá

metoda Extremes getExtremes(. . . ) ze tř́ıdy LocateLocalExtremesFacade. Z

nalezených extrémů se muśı dále určit koncové body ohraničuj́ıćı celý signál.

K tomu je použita tř́ıda EstimateEndingExtremePoints. Funkce těchto dvou

tř́ıd je detailně popsána v kapitole 6.4.2. Posledńım krokem při práci se zob-

razeńım signálu je nalezeńı jeho obálek metodou calculate() zavolanou nad

instanćı tř́ıdy Enveloper. Středńı obálka je potom uložena v atributu Enve-

loperu a může se źıskat voláńım metody double[] getEnvelopesMeanCurve().

27



Implementace Generátory směrových vektor̊u

Všechny nalezené obálky se následně zpr̊uměruj́ı. T́ım vzniknou nové

funkce, které jsou výsledkem siftingu a potenciálně IMF. Posledńım krokem

je kontrola zavoláńım metody calculateAll(. . . ) nad instanćı tř́ıdy Multivari-

ateStopSiftingCriteria. Ta zjist́ı zda-li jsou spoč́ıtané středńı hodnoty IMF.

Výsledek výpočtu je potom možné źıskat zavoláńım metody boolean isImf().

Pokud funkce vyhodnot́ı hodnoty jako IMF, běh metody konč́ı a funkce jsou

navráceny jako IMF. Pokud funkce nejsou IMF, pak se obálky odečtou od

lokálńı kopie signálu a proces se opakuje od vytvářeńı projekćı signálu.

Během výpočtu může na několika mı́stech v metodě getImfs(. . . ) doj́ıt

k přerušeńı výpočtu bud’ neplatnou matematickou operaćı vyvolávaj́ıćı vý-

jimku, nebo zadáńım neplatných dat ukončuj́ıćı výpočet navráceńım vstup-

ńıho signálu.

6.3 Generátory směrových vektor̊u

Při vytvářeńı modul̊u pro generováńı vektor̊u jsem se držel těchto kĺıčových

bod̊u:

• Možnost určeńı počtu generovaných vektor̊u a prostoru, do kterého

nálež́ı

• Zachováńı stejného prostoru pro všechny generované vektory

Pro splněńı těchto podmı́nek jsem vytvořil abstraktńı tř́ıdu VectorGenerator.

6.3.1 Tř́ıda VectorGenerator

Tř́ıda VectorGenerator je abstraktńı tř́ıda. Byla vytvořena jako společný zá-

klad pro všechny ostatńı generátory. Zaručuje, že všechny generátory budou

mı́t atributy int count, int dimension a RealVector[] directions. Ty určuj́ı

počet generovaných vektor̊u, jejich dimenzi a jejich výsledný formát. Ned́ıl-

nou součást́ı je abstraktńı metoda calculateDirections(), kterou muśı každý

potomek implementovat. Slouž́ı k samotnému výpočtu směrových vektor̊u

po zadáńı počtu a dimenze.
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6.3.2 Tř́ıda HammersleyVectorGenerator

Ve většině publikaćı je generováńı vektor̊u použit́ım Hammersleyho sekvence

popsáno jako ned́ılá součást algoritmu MEMD. Hlouběji jsem popsal d̊uvody

v kapitole 5.2.1. Proto jsem v rámci implementace MEMD vytvořil právě

tento generátor vektor̊u. Je možné ho vyměnit za jiný, ale výsledky MEMD

nemuśı být stejně přesné.

Tř́ıda HammersleyVectorGenerator je potomkem tř́ıdy VectorGenerator.

Z té děd́ı atributy int count, int dimension a RealVector[] directions. Ty

může inicializovat hodnotami bud’ v kontruktoru, nebo pomoćı setter̊u. Z

předka implementuje metodu calculateDirections(), ve které tř́ıdou Halton-

SequenceGenerator z knihovny apache.commons.math3 vygeneruje vektory

voláńım metody double[] nextVector(. . . ). Vektor vygenerovaný Haltonovou

posloupnost́ı se potom dá lehce upravit na Hammersleyho vektor viz. kapi-

tola 5.2.1.

Množina takto vygenerovaných vektor̊u nelež́ı ve správném intervalu a

muśı se několika matematickými úpravami transformat tak, aby se vektory

nacházely na povrchu n-sféry. Proces je detailně popsán v kapitole 5.2.1. Pro

jejich úpravu slouž́ı metoda ArrayRealVector findVectorCoordinates(. . . ).

Tato metoda je zavolána nad každým vygenerovaným vektorem. Výslednou

množinu vektor̊u je možné źıskat voláńım metody getDirections().

6.4 Zjǐstěńı pr̊uběhu signálu

Při pr̊uběhu siftigu prob́ıhá hledáńı lokálńıch maxim a minim ze zobrazeńı

signálu a na jejich základě interpolace výsledných obálek. K tomu existuje

v knihovně několik pomocných modul̊u. Patř́ı mezi ně:

• Extremes

• LocateLocalExtremesFacade

• EstimateEndingExtremePoints

• Enveloper

Tyto moduly byly vytvořeny v rámci práce J. Ciniburka [1]. Obálky nalezené

t́ımto zp̊usobem v MEMD pak muśı být upraveny pr̊uměrováńım.
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6.4.1 Hledáńı extrémů

Prvńım krokem pro výpočet obálky je nalezeńı extrémů v signálu. K tomu

slouž́ı tř́ıdy Extremes a LocateLocalExtremesFacade. Tř́ıda Extremes slouž́ı

z větš́ı části pouze jako přepravka. Obsahuje dva instančńı atributy double[][]

mins a double[][] maxs, do kterých se ulož́ı pozice a hodnota každého nale-

zeného extrému.

Hledáńı extrémů má na starosti tř́ıda LocateLocalExtremesFacade. Ta

obsahuje dva instančńı atributy, LocateLocalExtremes minLocator a Locate-

LocalExtremes maxLocator. Obě instance tř́ıdy LocateLocalExtremes slouž́ı

k hledáńı lokálńıch extrémů v signálu. K tomu jim slouž́ı metoda double[][]

getExtremes(. . . ). Instance minLocator hledá minima a instance maxLoca-

tor maxima. Nalezeńı obou obálek je potom zabaleno do metody Extremes

getExtremes(. . . ) tř́ıdy LocateLocalExtremesFacade. Nalezené extrémy jsou

uloženy v instanci přepravky Extremes.

6.4.2 Odhad pr̊uběhu signálu

Po nalezeńı extrémů je třeba na obou konćıch signálu naj́ıt nejbližš́ı minima

a maxima mimo definovaný interval. Obálka vytvořená bez takových bod̊u

by nepokrývala celý signál a docházelo by ke ztrátám informaćı ze začátku a

z konce signálu. Hledáńı takových bod̊u je možné realizovat několika zp̊usoby

a v knihovně pro řešeńı tohoto problému existuje několik modul̊u.

Tř́ıda EstimateEndingExtremePoints

Jedná se o abstraktńı tř́ıdu slouž́ıćı jako základ pro všechny ostatńı mo-

duly. Obsahuje atributy Extremes ex, double[] xVals a double[] yVals. Dále

obsahuje abstraktńı metody boolean canEstimate() a estimate(). Prvńı jme-

novaná metoda se použ́ıvá k určeńı, zda-li je možné proces provést. To může

značit počet nalezených extrémů v signálu. Voláńım druhé metody se provád́ı

odhad krajńıch bod̊u.
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Obrázek 13: Zrcadleńı extrémů [1]

Tř́ıda EndpointMirror

Jednou z metod hledáńı krajńıch bod̊u je tzv. zrcadleńı bod̊u. Nazývá se tak

proces, při kterém se krajńı nalezené extrémy symetricky zrcadĺı přes krajńı

body signálu mimo jeho interval. Výsledek tohoto proces je na obrázku 13.

Tř́ıda CustomMirror

CustomMirror jsem implementoval jako zp̊usob odhadu pr̊uběhu signálu,

který dokáže kompenzovat nepřesnosti zp̊usobené nahrazováńım nalezených

extrémů za p̊uvodńı extrémy v algoritmu MEMD. Je implementován na

základě předlohy z [15].

Tato metoda je velmi podobná zrcadleńı bod̊u z tř́ıdy EndPointMirror.

Obsahuje nav́ıc kontrolu chováńı originálńıho a zobrazovaného signálu na

začátku a na konci. Z toho d̊uvodu byly přidány atributy Extremes origina-

lExtremes a double[] translatedSignal. Ty je možné naplnit voláńım př́ısluš-
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ných setter̊u. Daľśı odlǐsnost́ı je zrcadleńı extrému od krajńıho nalezeného

extrému na rozd́ıl od krajńıho bodu signálu. Vzdálenost odhadovaných bod̊u

je potom určena ze vzdálenosti mezi následuj́ıćımi extrémy. To zamezuje př́ı-

pad̊um, kdy je odhadovaný bod velmi daleko od intervalu signálu.

6.4.3 Poč́ıtáńı obálky

Po nalezeńı extrémů je možné spoč́ıtat dolńı a horńı obálku signálu. K

tomu byl vytvořen modul Enveloper. Obsahuje atributy Extremes extremes,

double[] minsEnvelope, double[] maxsEnvelope a double[] meanCurve. Atri-

but extremes se naplńı při voláńı kontruktoru. Tento atribut obsahuje in-

formace o všech nalezených extrémech. Extrémy tvoř́ı množinu bod̊u, které

se použij́ı k interpolaci funkce. Voláńım metody calculate() je provedena

interpolace a atributy minsEnvelope a maxsEnvelope se naplńı hodnotami

vypoč́ıtaných funkćı. K interpolaci modul použ́ıvá tř́ıdy z knihovny

apache.commons.math.analysis - UnivariateRealInterpolator a Univariate-

RealFunction.

Posledńım krokem je zpr̊uměrováńı horńı a dolńı obálky. To je automa-

ticky provedeno po jejich spoč́ıtáńı a výsledná funkce se ulož́ı do atributu

meanCurve. Ten je možné z instance źıskat voláńım metody double[] getEn-

velopesMeanCurve().

6.5 Zastavovaćı podmı́nka siftingu

Pro zastaveńı procesu siftingu je v knihovně EEGHHT několik implemento-

vaných řešeńı. Všechny jsou ale určeny k zastaveńı siftingu EMD a nefunguj́ı

pro MEMD. Implementoval jsem tedy několik řešeńı pro MEMD, která do-

káž́ı pracovat s v́ıcekanálovým signálem a kontrolovat podmı́nky IMF ve

všech kanálech zárověň.

6.5.1 Rozhrańı MultivariateStopSiftingCriteria

Rozhrańı MultivariateStopSiftingCriteria zajǐst’uje, že každá implementuj́ıćı

tř́ıda bude obsahovat požadované metody. Mezi ně patř́ı metoda calculate-

All(double[][] hVals), která je volána sifterem na konci každé iterace a slouž́ı
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k určeńı IMF. Nevraćı výsledek, ale ulož́ı hodnoceńı do atributu tř́ıdy. Vý-

sledek je možné potom źıskat voláńım metody boolean isImf(). Instanci je

možné dostat do výchoźıho stavu metodou reset().

Rozhrańı také obsahuje trojici metod, které nemuśı být ve všech př́ıpa-

dech implementované, protože slouž́ı k nepovinným mezivýpočt̊um. Během

implementace samotných podmı́nek zastaveńı siftingu se totiž ukázalo, že je

vhodné takové metody zabudovat do sifteru.

Prvńı z těchto metod je addValuesFromChannel(Enveloper enveloper). Ta

je volána při výpočtu každé obálky signálu přicházej́ıćıho z jednoho kanálu.

Je tedy volána nejčastěji. Parametrem je Enveloper obsahuj́ıćı všechny infor-

mace o kanálu. Druhou z nich je metoda addValuesFromDirection(double[][]

meanValues). Je volána pro každý směr jednou a jako parametr dostává

soubor středńıch hodnot z každého kanálu. Posledńı je metoda processVa-

lues(double[][] meanValues, int directions), která je volána pouze jednou na

konci iterace. Jako parametr dostává výsledné středńı hodnoty z každého

kanálu a počet směr̊u, kterými byl signál zobrazen.

6.5.2 Tř́ıda MultivariateCauchyConvergence

Jedna z možnost́ı zastaveńı siftingu je podle popisu v kapitole 5.2.2 pou-

žit́ım podmı́nek z EMD na každý kanál signálu zvlášt’. Toto řešeńı jsem

implementoval tř́ıdou MultivariateCauchyConvergence. Tř́ıda aplikuje po-

stupně podmı́nku Cauchyovské konvergence (kapitola 4.1.3) na každý kanál

a pouze v př́ıpadě kdy jsou všechny splněny, vyhodnot́ı funkce jako IMF.

Tř́ıda obsahuje instančńı atribut double treshold, který určuje společnou hra-

nici klasifikace pro všechny zastavovaćı podmı́nky.

6.5.3 Tř́ıda MultivariateEvaluatingFunction

Daľśım zp̊usobem zastaveńı siftingu v MEMD popsaným v kapitole 5.2.2 je

použit́ı ověřovaćı funkce. Pro implementaci této metody jsem musel pro vý-

počet funkce a(t) použ́ıt všechny metody pro mezivýpočty z rozhrańı Multi-

variateStopSiftingCriteria. Důvodem byla potřeba pr̊uměrovat hodnoty a(t)
(rovnice 3.2) podle počtu směr̊u na konci výpočtu. Tř́ıda MultivariateStop-

SiftingCriteria obsahuje atribut double treshold, který určuje hraničńı hod-

notu výsledku funkce f(t).
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6.6 Použit́ı MEMD

Použit́ı MEMD v jiné aplikaci je možné jednoduše realizovat následuj́ıćımi

kroky:

1. Vytvořeńı instance MEMD voláńım kontruktoru. Je možné použ́ıt Bean

konfiguraci voláńım metody getMemd(String cfgPath).

2. Zavoláńı metody run(. . . ) nad vytvořenou instanćı a vložeńı signálu

do argument̊u metody.

3. Výsledky MEMD je možné źıskat voláńım metody getImfs().

Také je možné vytvořit instanci tř́ıdy HilbertHuangTransform a jako pa-

rametr konstruktoru přidat instanci tř́ıdy MEMD. Zavoláńım metody cal-

culateMultivariate(double[] xVals, double[][] yVals) se provede MEMD nad

signálem uloženým v parametrech xVals a yVals. Součást́ı této metody je i

Hilbertova transformace nad nalezenými IMF. Výsledky MEMD je možné

źıskat voláńım metody getMultivariateImfs().

6.6.1 JUnit testy

Pro regresńı testováńı funkčnosti vytvořených modul̊u jsem implementoval

několik jednotkových test̊u pomoćı frameworku JUnit. Jedná se o tř́ıdy Mul-

tivariateSifterTest, CustomMirrorTest, StoppingCriteriaTest a Hammersley-

VectorGeneratorTest. Všechny testy jsou prováděny na uměle vytvořených

datech.

Pro testováńı siftingu jsem použil signál vygenerovaný tř́ıdou SinusGe-

nerator. Vygenerovaný signál je nakoṕırován do třech kanál̊u a předán jako

argument do sifteru. Sifter by měl poznat, že se jedná o funkci sinus a označit

j́ı jako IMF s nulovým residuem.

Ostatńı testy obsahuj́ı předem vytvořená testovaćı data a očekávné vý-

sledky. Výsledek vypoč́ıtaný testovaným modulem se nakonec porovná s oče-

kávanými hodnotami.
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Celý modul MEMD byl testovaný proti implemetanci MEMD Supplement

[15]. Při testováńı jsem objevil několik úprav algoritmu, které jsem následně

implementoval do svých tř́ıd. Jedná se o úpravy zastavuj́ıćı podmı́nky ověřo-

vaćı funkćı a vytvářeńı vektor̊u z vygenerované Hammersleyho posloupnosti.

Při testováńı bylo zjǐstěno několik odlǐsnost́ı zp̊usobených hlavně použit́ım

jiného interpolátoru pro vytvořeńı obálek. Tyto odlǐsnosti nejsou kritické pro

funkci modulu a výsledky ovlivňuj́ı jenom nepatrně.

7.1 Testovaćı data

Modul MEMD byl otestován jak na uměle generovaných datech, tak na

reálných EEG datech naměřených v laboratoři. Popis měřeńı těchto dat je v

kapitole 2.1. Data byla poř́ızena se vzorkovaćı frekvenćı 1 kHz. Z naměřených

dat byly vyexportovány epochy a provedena baseline korekce. Ke každé epoše

byl uložen testovaćı stimul.

Pro čteńı EEG dat ze soubor̊u jsem použil knihovnu EEGLoader1. EEG

data se skládaj́ı ze tř́ı soubor̊u, které maj́ı stejné jméno, ale jsou rozlǐseny

koncovkou:

• Header file .vhdr obsahuje informace o formátu uložeńı, vzorkovaćı

frekvenci a informace o kanálech

• Marker file .vmrk obsahuje informace o stimulech

• EEG file .egg obsahuje samotná EEG data ze všech kanál̊u

7.1.1 Testovaćı konfigurace

Pro jednoduché spouštěńı je do knihovny přidáno několik spouštěćıch konfi-

guraćı MEMD. Konfigurace jsou uloženy v XML souboru a k jejich aplikaci

1Dostupné na https://github.com/stebjan/eegloader
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je využ́ıvána technologie JavaBean. Nahráváńı konfiguraćı je provedeno me-

todou getMemd(String cfgPath). Každá konfigurace je pojmenovaná podle

parametr̊u siftingu. Př́ıklady konfiguračńıch soubor̊u:

testMemdCfgCC1 . xml

testMemdCfgEF1 256 . xml

Konfigurace se lǐśı nastaveńım zastavovaćı podmı́nky a určeńım počtu ge-

nerovaných vektor̊u, kterými se bude signál promı́tat. Byly implementovány

dvě zastavovaćı podmı́nky popsané v kapitole 5.2.2. Konfigurace s ověřovaćı

funkćı maj́ı ve jméně ṕısmena EF a konfigurace s Cauchyovskou konvergenćı

maj́ı ve jméně ṕısmena CC. Zastavovaćı hranice se ze jména určit nedá, ale

každý index v názvu odpov́ıdá jiné hodnotě (index 1 odpov́ıdá hodnotě 0.75

pro EF). Posledńı č́ıslo v názvu určuje počet generovaných vektor̊u. Pokud

č́ıslo chyb́ı, pak je konfigurace nastavena na defaultńı hodnotu 64 vektor̊u.

V konfiguraćıch existuj́ı variace 16, 64 a 256 generovných vektor̊u. Větš́ı

množstv́ı vektor̊u je možné použ́ıt, ale na přesnost výpočtu už přestává mı́t

vyšš́ı hodnota vliv, zat́ımco razantně prodlužuje dobu výpočtu. Pro zasta-

vovaćı podmı́nky existuj́ı možnosti nastaveńı hraničńı hodnoty na 1.5, 0.75,

0.25 a 0.1. Taková nastaveńı zaručuj́ı dostatečnou přesnost za krátkou dobu

výpočtu.

7.2 Testováńı MEMD

Při testováńı jsem využ́ıval všechny vytvořené konfigurace. Každá konfigu-

race generuje rozd́ılné IMF. Ukázalo se, že počet IMF je závislý hlavně na

nastaveńı zastavovaćı podmı́nky. Se zmenšuj́ıćım se hraničńım poměrem se

počet nalezených IMF zvyšuje (tabulka 2). Tvar nalezených funkćı je potom

závislý na počtu směrových vektor̊u. Při nastaveńı počtu vektor̊u na 8 a

32 jsem pozoroval nalezeńı větš́ıho množstv́ı IMF (tabulka 1). To je zp̊uso-

beno jiným rozmı́stěńım vektor̊u, které má za následek nalezeńı daľśıch IMF

např́ıč kanály. To potvrzuje, že počet a rozmı́stěńı vektor̊u má na funkci

MEMD nezanedbatelný vliv. Ukázka konfigurace s nejlepš́ımi výsledky je

vidět v př́ıloze A Listing 1.

Nejdř́ıve jsem otestoval funkci mnou implementovaného algoritmu oproti

impelementaci popsané v [15, 9]. Ta je napsaná v Matlabu. Dı́ky tomu jsem

mohl použ́ıt knihovnu EEGLoader k nahráńı a předzpracováńı dat stejným
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Tabulka 1: Výsledky testováńı vlivu počtu směrových vektor̊u na počet na-

lezených IMF

Tabulka 2: Výsledky testováńı vlivu nastaveńı hraničńı hodnoty v zastavo-

vaćı podmı́nce na počet nalezených IMF

zp̊usobem jako v moj́ı implementaci. Výsledné funkce a jejich porovnáńı

jsou vidět v př́ıloze B na obrázku 2. Počet nalezených IMF při spuštěńı s

indentickými parametry je stejný a výsledné IMF se lǐśı pouze nepatrně ve

svém pr̊uběhu. Extrahované frekvence, amplitudy a fáze jsou téměř stejné.

Odlǐsnosti jsou zp̊usobeny použit́ım jiného interpolátoru pro tvořeńı horńıch

a dolńıch obálek signálu.

Dále jsem testoval odlǐsnosti v IMF nalezených algoritmem EMD oproti

IMF nalezených algoritmem MEMD. Zde jsem narazil na problém, kdy neńı

možné určit ekvivalentńı konfigurace pro MEMD a EMD. Pro EMD jsem se

rozhodl použ́ıt konfiguraci, při které bylo dosaženo nejlepš́ıch výsledk̊u [1] a

pro MEMD jsem použil konfiguraci z př́ılohy Listing 1. Testováńı proběhlo

Tabulka 3: Výsledky porovnáńı EMD a MEMD. Hodnoty v šedých poĺıch

určuj́ı počet nalezených IMF
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na třech trojkanálových EEG signálech. Výsledky testu jsou v tabulce 3. Z

výsledk̊u je vidět, že MEMD vždy najde stejné množstv́ı IMF pro všechny

kanály. Také nacháźı v́ıce IMF než EMD. To ale může být zp̊usobené ne-

ekvivalentńı konfiguraćı.

V př́ıloze B na obrázku 1 jsou zobrazené IMF extrahované z jednoho ze

signál̊u. Na obrázku je vidět problém s extrahováńım IMF pomoćı EMD, kdy

počet funkćı z prvńıho kanálu nesed́ı z ostatńımi kanály. Takto extrahované

IMF si potom po indexech neodpov́ıdaj́ı a nebo uplně chyb́ı. IMF extra-

hované využit́ım MEMD obsahuj́ı vždy podobné harmonické komponenty a

proto zlepšuj́ı přesnost výpočtu HT.
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8 Závěr

V rámci bakalářské práce jsem se seznámil s aspekty měřeńı EEG signálu a

se základy ERP experiment̊u. Dále jsem prostudoval problematiku časově-

frekvenčńı analýzy signálu a dvě časově-frekvenčńı metody - waveletovou

transformaci a Matching Pursuit. Tyto metody tvoř́ı základ časově frek-

venčńı analýzy pro EEG signál.

V posledńıch kapitolách teoretické části práce jsem se zabýval Hilbert-

Huangovou transformaćı, která je hlavńım zaměřeńım mé práce. Bĺıže jsem

se seznámil se všemi součástmi HHT a hlavně s problematikou EMD. Po-

dařilo se mi nalézt modifikace EMD, které vyhovuj́ı zadáńı mé práce. Tyto

modifikace jsem prozkoumal a vybral v́ıcerozměrnou EMD jako vhodný al-

goritmus pro implementaci. MEMD nejlépe vyhovuje zadáńı d́ıky tomu, že

počet zpracovávaných kanál̊u touto metodou je libovolný. To je dobrá vlast-

nost pro zpracováńı EEG signálu, jelikož r̊uzné ERP experimenty vyžaduj́ı

rozd́ılné množstv́ı datových kanál̊u, a proto bude možné MEMD použ́ıvat

pro všechny experimenty.

Knihovnu EEGHHT jsem rozš́ı̌ril o implementaci MEMD společně se

spouštěćımi konfiguracemi a jednotkovými testy. Také jsem implemento-

val několik tř́ıd zlepšuj́ıćıch funkci MEMD. Mezi ně patř́ı v́ıcekanálové za-

stavovaćı podmı́nky a v́ıcekanálové estimátory koncových hodnot signálu.

Všechny moduly jsem d̊ukladně otestoval. Z test̊u byly zřejmé výhody MEMD

oproti EMD. Počet IMF pro každý kanál je při použit́ı MEMD vždy stejný

a IMF stejného indexu maj́ı podobné harmonické vlastnosti.

Ćıle práce vytyčené na začátku byly splněny. V rámci daľśıho vývoje by

bylo dobré provést optimalizaci algoritmu, protože jeho časová náročnost je

daleko vyšš́ı než u EMD. Také by bylo vhodné otestovat vliv MEMD na

klasifikaci ERP komponent.
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Přehled zkratek

EEG - Elektroencefalogram

ERP - Event-related Potential

EMD - Empirical Mode Decomposition (empirická modálńı dekompozice)

IMF - Intrinsic Mode Function (vlastńı modálńı funkce)

HT - Hilbert Transform

HHT - Hilbert-Huang Transform (Hilbert-Huangova transformace)

MEMD - Multivariate Empirical Mode Decomposition

40



Literatura
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Př́ıloha A

<?xml ve r s i on =”1.0” encoding=”UTF−8”?>

<beans xmlns=”http ://www. springframework . org /schema/beans ”

xmlns : x s i=”http ://www.w3 . org /2001/XMLSchema−i n s t ance ”

x s i : schemaLocation=”

http ://www. springframework . org /schema/beans

http ://www. springframework . org /schema/beans/ spr ing−beans . xsd”>

<bean id=”memd” c l a s s=”hht .memd. MultivariateEMD” >

<const ructor−arg r e f =”s i f t e r ”/>

<const ructor−arg r e f =”extremesLocator”/>

<const ructor−arg r e f =”vectorGenerator ”/>

<property name=”counter ” r e f =”counter”/>

</bean>

<bean id=”counter ” c l a s s=”hht . emd . s i f t i n g . I t e ra t i onCounte r”>

<property name=”max” value=”10”/>

</bean>

<bean id=”extremesLocator ” c l a s s=”hht . emd . s i f t i n g . extremes . l o c a t o r s . LocateLocalExtremesFacade ” >

<const ructor−arg r e f =”maxLocator ” />

<const ructor−arg r e f =”minLocator ” />

</bean>

<bean id=”minLocator ” c l a s s=”hht . emd . s i f t i n g . extremes . l o c a t o r s . MinimumFinder”>

</bean>

<bean id=”maxLocator ” c l a s s=”hht . emd . s i f t i n g . extremes . l o c a t o r s . MaximumFinder”>

</bean>

<bean id=”s i f t e r ” c l a s s=”hht .memd. s i f t i n g . Mu l t i v a r i a t e S i f t e r ”>

<const ructor−arg r e f =”s t opp ingCr i t e r i a ”/>

<const ructor−arg r e f =”zeroEst imator ”/>

<const ructor−arg r e f =”extremesLocator”/>

<const ructor−arg r e f =”vectorGenerator ”/>

</bean>

<bean id=”zeroEst imator ” c l a s s=”hht .memd. s i f t i n g . extremes . e s t imato r s . CustomMirror”/>

<bean id=”s t opp ingCr i t e r i a ” c l a s s=”hht .memd. s i f t i n g . s t opp ingCr i t e r i a . Mult ivar iateEva luat ingFunct ion”>

<property name=”t r e sho ld ” value =”0.75”/>

<property name=”to l e r anc e ” value =”0.075”/>

</bean>

<bean id=”vectorGenerator ” c l a s s=”hht .memd. s i f t i n g . vectorGenerators . HammersleyVectorGenerator”>

<property name=”count ” value=”64”/>

</bean>

</beans>

Listing 1: XML konfiguračńı soubor pro MEMD
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Př́ıloha B

Obrázek 1: Porovnáńı EMD a MEMD při zpracováńı stejného signálu
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Obrázek 2: Porovnáńı s implementaćı MEMD Supplement
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Př́ıloha C

Obrázek 1: UML diagram vytvořených tř́ıd
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