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Detekce polarity textu s využitı́m mezijazyčné transformace

Jakub Šmı́d1

1 Úvod
Detekce polarity textu je úloha zpracovánı́ přirozeného jazyka, jejı́mž cı́lem je klasifikace

vstupnı́ho textu dle jeho polarity. Pro tuto úlohu jsou potřeba anotovaná data, kterých může být
v některých jazycı́ch nedostatek. Proto se hledajı́ metody, které umožňujı́ použitı́ anotovaných
dat z jednoho jazyka v jazyce druhém. Jednou z možnostı́ jsou mezijazyčné transformace.

Cı́lem této práce bylo vytvořit program pro detekci polarity českého textu a pomocı́ ex-
perimentů ověřit možnosti využitı́ dat z jiného jazyka (konkrétně angličtiny) s použitı́m mezi-
jazyčných transformacı́ a zhodnotit jejich vliv na úspěšnost detekce polarity.

2 Lineárnı́ mezijazyčné transformace
Lineárnı́ mezijazyčné transformace transformujı́ předtrénované jednojazyčné slovnı́ vek-

tory do společného prostoru pomocı́ lineárnı́ho zobrazenı́ a dvojjazyčných slovnı́ků, jak shrnul
např. Ruder et al. (2019). Lineárnı́ zobrazenı́ umožňuje transformaci mezi dvěma vektorovými
prostory prostřednictvı́m afinnı́ch transformacı́ (např. rotace, posun a zrcadlenı́). Tyto přı́stupy
vycházı́ z pozorovánı́, která ukazujı́, že rozmı́stěnı́ vektorů slov zdrojového jazyka je po prove-
denı́ vhodné lineárnı́ transformace geometricky velmi podobné rozmı́stěnı́ vektorů slov jejich
překladů. Cı́lem je nalézt transformačnı́ matici W, která umožnı́ transformovat vektorový pro-
stor zdrojového jazyka s do vektorového prostoru cı́lového jazyka t. Vynásobenı́m vektoru xs

slova v původnı́m prostoru transformačnı́ maticı́ W je zı́skán přı́slušný vektor xt v prostoru
cı́lovém (viz rovnice 1). V této práci byla pro zisk matice W použita metoda nejmenšı́ch
čtverců (MSE), kterou navrhl Mikolov et al. (2013), a ortogonálnı́ metoda, kterou popsal Xing
et al. (2015). Obě metody ponechávajı́ vždy jeden prostor nezměněný a druhý na něj mapujı́.

xt = Wxs (1)

3 Experimenty a výsledky
Experimenty byly provedeny s použitı́m třı́ datových sad obsahujı́cı́ch filmové recenze –

jedné české (ČSFD) a dvou anglických (SST a IMDb). Pro detekci polarity textu byly navrženy
a implementovány dva modely neuronových sı́tı́ – konvolučnı́ neuronová sı́t’ (CNN) a reku-
rentnı́ neuronová sı́t’ (konkrétně obousměrná LSTM) – v kombinaci s natrénovanými slovnı́mi
vektory fastText. Modely byly nejprve natrénovány a vyhodnoceny pouze na českých datech.
Dále byly s využitı́m lineárnı́ch mezijazyčných transformacı́ natrénovány na anglických da-
tech a vyhodnoceny na češtině. Transformace proběhla z angličtiny do češtiny i naopak. Pro
tvorbu transformačnı́ matice bylo vybráno 5 000 nebo 20 000 slov. Tabulka 1 ukazuje dosažené
výsledky porovnané s jednojazyčnými experimenty.
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BiLSTM
Počet
třı́d CS Dataset Metoda 5 000 20 000

EN→CS CS→EN EN→CS CS→EN

3 84,92± 0,30

SST
MSE 46,06± 0,75 48,91± 2,59 45,86± 0,92 47,53± 3,72

ortog. 47,25± 3,10 48,14± 1,63 49,15± 2,10 49,71± 3,03

SST
(fráze)

MSE 46,83± 0,60 46,52± 2,89 46,42± 0,98 47,59± 4,29

ortog. 49,53± 2,91 48,09± 1,39 50,09± 2,35 49,10± 2,27

2 94,29± 0,29

SST
MSE 82,82± 0,71 84,91± 0,71 83,37± 2,49 82,54± 2,49

ortog. 79,61± 2,69 82,41± 2,09 81,05± 1,88 82,47± 2,49

SST
(fráze)

MSE 82,60± 2,69 82,57± 2,71 83,33± 0,93 84,32± 0,93

ortog. 82,42± 1,94 83,57± 1,25 82,41± 2,46 83,14± 2,64

IMDb
MSE 86,20± 1,84 87,48± 1,84 85,17± 0,89 87,98± 0,89

ortog. 86,89± 0,64 88,25± 1,14 87,59± 0,48 88,57± 0,36

CNN
Počet
třı́d CS Dataset Metoda 5 000 20 000

EN→CS CS→EN EN→CS CS→EN

3 83,18± 0,14

SST
MSE 46,83± 0,09 58,87± 1,10 47,12± 0,10 57,60± 1,61

ortog. 50,32± 1,79 50,58± 1,10 51,53± 1,42 50,38± 1,08

SST
(fráze)

MSE 46,81± 0,10 57,71± 1,21 47,18± 0,09 57,63± 0,92

ortog. 50,07± 1,27 51,50± 0,86 51,46± 0,63 50,42± 0,75

2 93,86± 0,12

SST
MSE 86,46± 0,19 86,66± 0,46 86,99± 0,12 86,19± 0,65

ortog. 84,25± 1,44 85,46± 0,80 86,18± 0,30 86,82± 0,31

SST
(fráze)

MSE 86,31± 0,37 86,47± 0,22 86,86± 0,17 86,83± 0,40

ortog. 84,80± 1,17 86,36± 0,40 85,93± 0,44 86,41± 0,40

IMDb
MSE 88,05± 0,20 86,64± 1,35 88,36± 0,10 88,11± 1,72

ortog. 87,18± 0,34 87,81± 0,37 88,16± 0,17 88,99± 0,34

Tabulka 1: Makro F-mı́ra v procentech pro modely BiLSTM a CNN se slovnı́mi vektory fast-
Text (natrénované na datech z IMDb a SST datasetů pro angličtinu, z ČSFD datasetu pro češtinu)
při použitı́ mezijazyčných transformacı́ s transformačnı́ maticı́ zı́skanou z 5 000 či 20 000 slov
metodou nejmenšı́ch čtverců nebo ortogonálně a transformacı́ z angličtiny do češtiny (EN→CS)
i naopak (CS→EN). Trénováno jen na datech anglických (sloupec Dataset) a vyhodnoceno na
českých testovacı́ch. Sloupec CS sloužı́ k porovnánı́ s jednojazyčnými výsledky. Pro každý
model, počet třı́d a směr transformace je nejlepšı́ výsledek zvýrazněný tučně, při překrývánı́
intervalu spolehlivosti je navı́c podtržený.

4 Závěr
Porovnánı́ jednojazyčných experimentů s experimenty s využitı́m mezijazyčné trans-

formace ukázalo, že s dostatečným množstvı́m výhradně anglických dat lze dosáhnout velmi
dobrých výsledků, které jsou jen o 5 až 6 % horšı́ v porovnánı́ s modely trénovanými jen na
českých datech.
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