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1 Úvod
Strojové učenı́, konkrétněji hluboké strojové učenı́, postupně nahrazuje klasické dosud

použı́vané analytické metody. Nejinak je tomu i v přı́padě metod pro zpracovánı́ řeči. Jedna
z takových úloh je i detekce hlasivkových pulsů v řečovém signálu. Hlasivkový puls je úzký
okamžik excitace hlasivek, uložených v hrtanu, které se podı́lejı́ na tvorbě znělé řeči. Jejich
přesná detekce má velký význam pro zlepšenı́ kvality napřı́klad konkatenačnı́ syntézy, detekce
řečnı́ka nebo metod pro prozodickou úpravu hlasu.

2 Použité klasifikátory, přı́znaky, předzpracovánı́ a data
XGBoost je algoritmus strojového učenı́ s učitelem, který je postaven nad algoritmem

Gradient boosting. Pro experimenty byla použita jeho implementace v jazyce Python ve stej-
nojmenné knihovně. Tento algoritmus využı́vá jednotlivých rozhodovacı́ch stromů, které jsou
trénovány a na základě jejich reziduı́ po klasifikaci jsou určeny parametry dalšı́ho stromu v
pořadı́.

Kontextový XGBoost algoritmus byl implementován v (Vraštil, M. (2020). Jedná se o
rozšı́řenı́ XGBoost algoritmu. V tomto přı́padě jsou zapojeny dva XGBoost algoritmy sériově a
prvnı́ z nich před-klasifikovává kandidáty na hlasivkový puls a připojuje do datasetu informaci
o jejich kontextu. Důkladný popis je v (Vraštil, M. (2020). Trénovacı́ dataset se sestával z 88
řečových nahrávek se vzorkovacı́ frekvencı́ 16 kHz o celkové době trvánı́ cirka 11,5 minuty a
obsahoval řečové nahrávky řečnı́ků různého pohlavı́ a národnosti, napřı́klad české, slovenské,
německé nebo francouzské. Testovacı́ dataset se pak sestával z 20 nahrávek ze stejné množiny,
ale pro klasifikátor dosud neviděné, o celkové velikosti 2,5 minuty. Dále byla k dispozici, jako
informace od učitele, pozice hlasivkových pulsů v signálu od experta a signál z elektrogloto-
grafu.

Signál byl předzpracován filtrem typu dolnı́ propust’ a byla srovnána hlasitost nahrávek.
Počı́tané přı́znaky a způsob předzpracovánı́ jsou vı́ce popsány v (Vraštil, M. (2020). Namátkou
lze zmı́nit napřı́klad přı́znaky v časové oblasti, jako amplituda pozitivnı́ch a negativnı́ch vr-
cholů, jejich šı́řka a korelace a poměr dvou o po sobě jdoucı́ch vrcholů se stejnou polari-
tou. Ve frekvenčnı́ oblasti poté byly počı́tány přı́znaky jako logaritmus energie nebo melovské
kepstrálnı́ koeficienty.

3 Experimenty
Klasifikátor byl nejprve natrénován na všech trénovacı́ch datech a následně byl ověřen na

testovacı́m datasetu na vybraných metrikách, jako napřı́klad skóre F1, přesnost nebo Briérovo
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Tabulka 1: Porovnánı́ úspěšnosti klasifikátoru XGBoost s klasickými přı́znaky (XGB) a kon-
textový klasifikátor s kontextem 7 a všemi přidanými přı́znaky (K7-XGB).

Metrika XGB [%] K7-XGB [%]
F1 98,261 98,416

Precision 99,032 99,053
Avg. prec. 99,923 99,913

Recall 97,502 97,788
Accuracy 98,166 98,328
Bal. accu. 98,210 98,364
ROC AUC 99,885 99,898
Brier score 0,014 0,014

Tabulka 2: Kontingenčnı́ tabulka pro McNemarův test pro nejlepšı́ kontextový klasifikátor (K7-
XGB) a dosavadnı́ nejlepšı́ XGBoost (XGB).

Úspěch K7-XGB Selhánı́ K7-XGB
Úspěch XGB 19918 47
Selhánı́ XGB 80 293

skóre a dalšı́. Výsledky jsou shrnuty v následujı́cı́ Tabulce 1. Byl také vyhodnocen McNemarův
test statistické významnosti výsledků. Optimálnı́ velikost kontextu byla určena separátnı́m ex-
perimentem v (Vraštil, M. (2020). Výsledky tohoto experimentu jsou v Tabulce 1.

4 Výsledky a závěr
Jak je patrné z Tabulky 1, kontextový klasifikátor dosahuje lepšı́ch výsledků, nežli jeho

nekontextová verze a to v 6 z 8 měřených metrik. Tento výsledek je statisticky významný na
hladině významnosti 5%, viz Tabulku 2, z nı́ž lze spočı́tat χ2 = 8,063, p = 0,005 . Tento
kontextový klasifikátor byl posléze použit v dalšı́ch experimentech, jako napřı́klad (Vraštil,
M. (2020), kde byl porovnán při použitı́ jiného druhu předzpracovánı́ a ověřen na zašumělých
datech. V (Matoušek, J. - Vraštil, M. (2020) byl tento klasifikátor ověřen proti ostatnı́m kla-
sickým algoritmům a napřı́klad v (Vraštil, M. - Matoušek, J. (2021) byl porovnán s konvolučnı́
neuronovou sı́tı́, kde dosahoval lehce lepšı́ch výsledků.
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