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Sledovánı́ špičky jehly ve videu chirurgického šitı́

David Žahour1

1 Úvod
Tato práce se zabývá návrhem metody pro sledovánı́ špičky jehly ve videu chirurgického

šitı́. Základnı́m stavebnı́m kamenem je neuronová sı́t’ ResNet (Abadi et al., 2015) v různých
verzı́ch. V práci je shrnuto, jak byla sı́t’ trénovaná, dále jsou zde popsány provedené experimenty
pro různá rozlišenı́ snı́mku a porovnánı́ reálných a vyhodnocených trajektoriı́.

2 Neuronová sı́t’
Neuronové sı́tě (NN) jsou výpočetnı́ systémy, které jsou inspirovány biologickými neu-

ronovými sı́těmi, jimiž jsou mozky zvı́řat. U neuronové sı́tě s architekturou ResNet (Residual
neural network), která je použita v této práci, mohou data přeskočit vrstvy (na rozdı́l od NN
s klasickým vrstvenı́m), což napomáhá řešenı́ problému mizejı́cı́ho gradientu.

3 Implementace
Při návrhu metody jsem se rozhodl využı́t neuronové sı́tě a na problém přistoupit jako

na segmentaci. Segmentace obrazu je proces, ve kterém snı́mek chceme rozdělit na několik seg-
mentů známých jako obrazové oblasti nebo obrazové objekty (sady pixelů). Cı́lem segmentace
je obvykle vyhledánı́ objektů a hranic ve snı́mcı́ch. Jedná se o proces přiřazenı́ značky každému
pixelu v obraze tak, aby pixely se stejnou značkou sdı́lely určité vlastnosti. V našem přı́padě
jsou pixely značeny obsahuje/neobsahuje špičku jehly. Segmentaci jednotlivých snı́mků videa
jsem zvolil po inspiraci pracı́ autorů Ni et al. (2019), kde byl řešen úkol segmentace chirur-
gických nástrojů. Rozhodl jsem se, že výstup bude reprezentován jako maska daného snı́mku,
kde budou uvedeny pravděpodobnosti přı́tomnosti špičky jehly. Z těchto masek se spočı́tajı́ os-
trovy a jejich středy budou odpovı́dat středu jehly.

4 Experimenty
Trénovánı́ probı́halo na různých modelech s odlišným rozlišenı́m snı́mku. Doba trénová-

nı́ těchto sı́tı́ byla v rozmezı́ 30 minut až 3 hodiny, přičemž sı́tě byly trénovány na 7 789 snı́m-
cı́ch. Testovacı́ sada obsahovala 500 snı́mků. Byla zvolena kvůli různým světelným podmı́nkám
a kombinaci rychlých a pomalých pohybů.

Četnost výpadků u jednotlivých architektur, tedy kdy nebyla detekována špička jehly
v rámci snı́mku, se zvyšovala s narůstajı́cı́ složitostı́ sı́tě. Zřejmě nedocházelo k dostatečnému
vytrénovánı́ kvůli velkému množstvı́ parametrů, a proto sı́t’ nefungovala tak, jak měla.

Bylo zjištěno, že nejlépe funguje sı́t’ s architekturou ResNet34 na rozlišenı́ 512×512.
Když se podı́váme na výsledné trajektorie (obr. 1), tak můžeme pozorovat velkou přesnost v de-
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Obrázek 1: Reálná a detekovaná trajektorie špičky jehly

tekci pohybů špičky jehly.
Celkovým výsledkem práce je navrženı́ fungujı́cı́ho algoritmu pro detekci špičky jehly,

což bylo ověřeno při závěrečném testovánı́ na testovacı́m datasetu.

5 Závěr
Vytvořená aplikace skutečně detekuje špičku nástroje ve videu s vysokou přesnostı́. Ge-

neruje informace o trajektorii nástroje v rámci videa, a to pro širokou škálu videı́ v různých
scénách a při rozdı́lných světelných podmı́nkách.
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