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Abstrakt

Vyuziti um¢lé inteligence je v soucasné dobé na vzestupu v mnoha oborech, jeji vyuziti
V energetice se jevi neméné perspektivné. V energetice se algoritmy umélé inteligence vyuzi-
vaji zejména k v¢asné detekci anomalii a K tzv. outliers, tedy k vytvofeni modelt starnuti kom-
ponent a zafizeni pro vyuzitim v prediktivni udrzb¢, ale rovnéz k predikci budoucich jevi, ktera
pomaha efektivné regulovat systémy s velkym dopravnim zpozdénim, jako jsou naptiklad kotle.
V tomto ¢lanku ukdzeme dvé pripadové studie. Prvni studie popisuje, jak 1ze vyuzit modely pro
detekci outliers, druha studie se zabyva predikci potifebného tepelného vykonu pro efektivni
regulaci stroje.

Abstract

The use of artificial intelligence is currently on the rise in many fields, including energy
market. In power engineering, artificial intelligence algorithms are used mainly for the early
detection of anomalies called outliers, to create aging models for use in predictive maintenance,
but also to predict the following states that help effectively control systems with long traffic
delays such as boilers. In this article, we will show two case studies. The first is how models
can be used to detect outliers and the second is how to predict the required performance for
effective control.

Uvod

Prediktivni diagnostika je efektivni nastroj pro provozovatele energetickych stroji. Dostup-
nost informaci o aktualnim stavu, starnuti a budoucim chovani zafizeni napomaha planovat
pochiizky, udrzbu a vyménu komponent. Vstupem pro prediktivni diagnostiku jsou data ze sen-
zort umisténych v ramci stavajici diagnostiky. Kontinualnim méfenim vznika zna¢né mnozstvi
dat, které Ize vyuzit pro trénink modell zaloZenych na neuronovych sitich. Nasledna odchylka
naméfenych dat od hodnot, které ocekava neuronovy model na zakladé predchoziho tréninku,
obvykle poukazuje na fyzickou zménu nékteré komponenty sledovaného zatizeni. Timto zpt-
sobem Ize detekovat a v ptipadé pouziti komplexné&jSich modelti (zavisi na mnozstvi dostup-
nych dat) i1 lokalizovat starnuti konkrétnich soucasti, spolehlivé odhadovat ¢erpani zivotnosti
a predpoveédét vznik poruchy. Prediktivni diagnostika a sledovani starnuti energetickych stroja
je hlavni motivaci provozovateld, a to z pohledu minimalizace provoznich rizik (neplanovanych
odstavek) a maximalizace zisku.
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Obr. 1: Schéma vyvoje Al pro sledovani zbytkové zivotnosti jednotlivych komponent v ener-
getice
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Anomaly detektor

V¢asné zachyceni nestandardniho chovani ¢ésti zatizeni bylo hlavni motivaci k vytvofeni
neuronového modelu pro detekci vychylek v méfeni. Timto modelem je totiz mozné vcas upo-
zornit provozovatele zafizeni o anomaliich v jakémkoli méfeni v redlném case.

Pro spravné fungovani a natrénovani sité je mit zapotiebi velké mnozstvi dat, nejlépe z kon-
tinudlniho méfeni. Pfredpokladejme, ze dostatek dat z méfeni mame. V nasi studii byly pouzity
dvé rtizné neuronové sité: sit’ typu NARX (obr. 3) (nonlinear autoregressive network with exo-
genous inputs) a LSTM (long short-term memory network, obr. 4). Jako vstup do sité byl
V ramci studie pouzit vykon turbiny a jako vystup teplota na jednom z lozisek turbiny. Sit’ se
tak nauci zavislost mezi témito dvéma jevy. V prvni fadé je zapotiebi rozdélit data na trénovaci
a data, ktera pouzijeme pro nalezeni outliers. Data byla rozd¢lena v poméru 3:1, tedy prvnich
75 % casového signélu bylo zvoleno jako trénovaci a zbylych 25 % pro nalezeni outliers.

Pro urCovani detekce vyraznych odchylek byla nejdiiv sit’ naucena na datech, které byly
zbaveny vSech odchylek. Tim bylo zajisténo, ze kdyz se redln¢ objevi n¢jaka extrémni vychylka
v méfeni, odhad neuronové sité se bude znac¢né lisit, jelikoZ pro tyto vychylky nebyla natréno-
vana. Timto zptisobem pak detekujeme zminéné outliers. Pro odstranéni odchylek pro trénovaci
data je zapotiebi nejdiive odstranit trend. To bylo dosazeno odectenim klouzavého medianu.
Po tomto odecteni jsou ureny vyrazné odchylky kritériem 5-sigma, coZ znamena, Ze vSechny

hodnoty ve vétsi vzdalenosti nez je pétindsobek smérodatné odchylky, jsou povazovéany za out-
liers (obr. 2).
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Obr. 2: Odstranéni outliers v signalu, ¢ervené kiizky znaci outliers

Obé¢ zvolené rekurentni neuronové sité se pouzivaji pro predikci casovych fad. Vstupy a vy-
stupy jsou pro ob¢ ¢asové fady stejné. Tyto dva typy neuronovych siti se lisi predev$im v pro-
cesu trénovani. LSTM sit’ je navic soucasti hlubokého uceni a je pfimo navrZena pro uceni se
dlouhodobych zavislosti v Casovych fadach. Nasim cilem bylo porovnani téchto dvou ptistupu
a zjisténi, kterd sit’ je vhodnéjsi pro detekci outliers.
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Obr. 3: Struktura NARX sité
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Obr. 4: Struktura LSTM sité

Na obr. 5, resp. obr. 6 lze vidét vysledky z NARX, resp. LSTM sité. Horni obrazek vykres-
luje predikovanou hodnotu teploty a skute¢né zméienou teplotu. Dolni obrazek pak zobrazuje
velikost chyby odhadu, coz neni nic jiného nez rozdil predikované teploty pomoci neuronové
sit¢ a skutecné namétené hodnoty. Velikost této chyby je klicova pro detekci outliers. Z obrazku
1ze vidét, ze obé sité veelku presvédcivé dokazou rozpoznat velké extrémni hodnoty vyskytujici
se v Casove fade. Lze si tedy urcit néjakou mezni chybu, pti jejiz piekroceni by systém upozornil
provozovatele o nestandardnich hodnotach z méfeni.
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Obr. 5: Vysledky NARX sité
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Obr. 6: Vysledky LSTM sité

Prediktivni model

Druhou fazi vyvoje zivotnostnich modeld je vyvoj predikénich modeld. Predikéni modely
vychazeji ze struktury LSTM, kde dany model se defacto nauci stavovou reprezentaci sledova-
ného systému a na zaklad¢ vstupnich dat je schopen predikovat nésledné chovani. LSTM model
navic obsahuje informace o historii systému (jakousi kratkodobou pamét’), diky niz tento typ
modelu dobfe vystihuje i slozitou dynamiku nékterych systému. Dilezitym faktorem pfi tvorbé
predik¢énich modelil je spravné definovéani vstupnich a vystupnich parametrii a dostate¢né
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mnozstvi dat k trénovani. Trénovaci data by méla byt co nejrozmanitéjsi, aby se trénovany
systém m¢l moznost naucit vSechny alternativy.

Nasledujici priklad vyuziti predikéniho modelu ukazuje, jak je mozné natrénovat LSTM sit’,
aby predikovala tepelny vykon, ktery bude zapotiebi za 2 hodiny. Tedy jaké teplo bude zapo-
ttebi dodat do vytapéné lokality.

Vstupem této sit¢ byly parametry venkovni teploty, rychlost vétru, vlhkosti, denni hodina,
den v tydnu a skute¢né zméteny aktualni odbér tepla. Vysledky predikce je mozné odecist z obr.
7, kde Cervena kiivka je aktualni stav, modra ¢arkovana kiivka je predikce v nasledujicich 2 ho-
dinach a zelené jsou vyznaceny intervaly spolehlivosti daného odhadu.
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Obr. 7: Vysledek predikce

Zaver

Podafilo se vytvofit anomaly detektory zaloZené jednak na statistickych pfistupech, ale také
pokrocilé detektory zaloZené na NARX a LSTM sitich a porovnat je mezi sebou. Pokrocilé
anomaly detektory byly nasazeny na hlidani teplot lozisek.

Dale byl vytvofen prediktivni model pro predpovéd’ odebiraného tepelného vykonu. Tento
model l1ze s lehkymi Gpravami nasadit na systémy s velkym dopravnim zpozdénim, kdy je za-

potiebi v€as zacit regulovat dany systém a tim omezit podregulovani nebo pferegulovani dané
soustavy.
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