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Abstract

This work deals with automatic text document classification. Text classification is
a process of labelling documents with thematic categories from a predefined set of
categories. Results of this work are supposed to be used by the Czech News Agency
(ČTK). Three known classification techniques were chosen for experiments in this
work: naive Bayes, support vector machines and maximum entropy. A lemmatizer
and a POS–tagger were used for the text pre–processing. Four sets of documents
were created based on the different feature selection criteria. All experiments were
performed on the Czech corpus using the MinorThird toolkit. Experiments show
that all classifiers perform well with slightly different recognition accuracy. The
best obtained score is about 87 %. This score is sufficient for an application of the
ČTK.
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1 Úvod 1

2 Rozbor úlohy 2
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1 Úvod

Automatická klasifikace textových dokument̊u je problém založený na strojovém
učeńı, u kterého došlo zejména v posledńıch letech k velkému rozvoji. Důvodem je
předevš́ım neustále se zvětšuj́ıćı množstv́ı dokument̊u v elektronické podobě, které
je potřeba nějakým zp̊usobem strukturovat a organizovat. Jednou z možnost́ı je
rozdělovat dokumenty do skupin na základě kategorie, do ńıž nálež́ı. Přǐradit ka-
tegorii manuálně, jak tomu bylo v dř́ıvěǰśıch dobách, dnes už však mnohdy neńı
proveditelné, a je tedy potřeba tuto činnost nějakým zp̊usobem zautomatizovat.
A právě automatické přǐrazováńı kategorie textovým dokument̊um je oblast, které
se budu v této práci věnovat.

Tato práce si klade za ćıl prostudovat metody použ́ıvané v oblasti automatické
klasifikace textových dokument̊u a vybrat z nich techniky, které budou otestovány
na dodaných datech. K tomu je potřeba vyhledat vhodný nástroj pro klasifikaci
textových dokument̊u, což je daľśı z ćıl̊u této práce. Prostřednictv́ım zvoleného
nástroje budou provedeny experimenty a porovnány jejich výsledky.

Následuj́ıćı dvě kapitoly této práce jsou teoretické. Kapitola 2 je obecným
úvodem do problematiky klasifikace textových dokument̊u. Kapitola 3 je věnována
popisu vybraných algoritmů, jimiž jsou naivńı Bayes̊uv klasifikátor, support vector
machines a maximálńı entropie. V kapitole 4 lze nalézt výčet vyhledaných nástroj̊u
pro klasifikaci včetně krátkého popisu každého z nich. Součást́ı této sekce je také
srovnáńı těchto klasifikátor̊u a popis vybraného. Obsahem kapitoly 5 je popis úpravy
zdrojových dat před jejich použit́ım pro klasifikaci, návrh a výsledky experiment̊u.
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2 Rozbor úlohy

Tato kapitola je uvedeńım do problematiky automatické klasifikace textových doku-
ment̊u. Za definićı problému, která je obsahem prvńı části, následuje shrnut́ı technik,
jež se velmi často použ́ıvaj́ı pro úpravy zdrojových dat. Třet́ı část pak představuje
shrnut́ı d̊uležitého kroku předcházej́ıćımu samotné klasifikaci, kterým je výběr př́ı-
znak̊u. V závěrečné sekci je popsáno, jak taková klasifikace prob́ıhá a z jakých fáźı
se skládá.

2.1 Definice klasifikačńı úlohy

Publikace [22] definuje kategorizaci text̊u jako úkol přǐradit booleovskou hodnotu
každému páru < dj, ci >∈ D×C, kde D zastupuje soubor dokument̊u
a C = {c1, c2, ..., cN} je množina předdefinovaných kategoríı. N zastupuje počet
těchto kategoríı. Hodnota T (true či 1) znamená rozhodnut́ı přǐradit dokumentu dj
kategorii ci, zat́ımco hodnota F (false či 0) indikuje opak. Formálněji lze pak prob-
lém klasifikace dokument̊u charakterizovat jako úkol nahradit neznámou ćılovou
funkci Φ̆ : D × C → {T, F}, popisuj́ıćı jak by dokumenty měly být klasifikovány,
funkćı Φ : D×C → {T, F}, která je jej́ı aproximaćı. Funkci Φ nazýváme klasifikátor
nebo také pravidlo, hypotéza či model.

Kategorie, respektive tř́ıdy, jsou pouhá symbolická označeńı a jsou definovány
člověkem na základě toho, k jakému účelu bude klasifikace sloužit. V závislosti na
využit́ı pak lze také rozdělit kategorizaci do dvou základńıch skupin. Prvńı z nich
zahrnuje př́ıpady, kdy je ćılem přǐradit každému dokumentu právě jednu kategorii
(tzv. př́ıpad single–label). Do druhé skupiny patř́ı klasifikačńı úlohy s možnost́ı
přǐradit každému dokumentu v́ıce kategoríı (tzv. př́ıpad multi–label). Speciálńım
př́ıpadem prvńı skupiny je tzv. binárńı klasifikace, kde je potřeba vybrat právě jednu
ze dvou tř́ıd. Zdroj [22] poznamenává, že binárńı klasifikace a s ńı i celá skupina
single–label je obecněǰśı než druhá možnost s překrývaj́ıćımi se kategoriemi. Hlavńım
d̊uvodem je fakt, že problém multi–label charakteru lze rozdělit na N nezávislých
problémů binárńı klasifikace, obráceně to však nefunguje. Algoritmy pro multi–
klasifikaci nelze použ́ıt, když je ćılem vybrat pouze jednu tř́ıdu, protože nežádoućım
výsledkem by mohlo být vybráńı v́ıce kategoríı nebo také žádné.
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Rozbor úlohy Parametrizace

2.2 Parametrizace

Algoritmy strojového učeńı lze rozdělit do dvou základńıch skupin. Jednou z nich
jsou metody učeńı s učitelem, druhou pak učeńı bez učitele. Lǐśı se na základě
toho, zda k natrénováńı použ́ıvaj́ı označená vstupńı data či nikoliv. Klasifikace
textových dokument̊u je typickým zástupcem metod učeńı s učitelem, která tato
data vyžaduj́ı. Naš́ım prvńım krokem při vytvářeńı jakéhokoli klasifikátoru by tedy
mělo být opatřeńı si korpusu, neboli souboru poč́ıtačově uložených dat, primárně
slouž́ıćımu k jazykovému výzkumu [12]. Pro účely klasifikace se jedná o soubor doku-
ment̊u, které již byly manuálně člověkem správně zařazeny do jedné z rozpozná-
vaných kategoríı. Před použit́ım těchto dokument̊u pro vytvářeńı klasifikátoru je
většinou nutné upravit je do podoby, kterou bude umět klasifikátor zpracovat. Tento
proces je někdy nazýván parametrizace a jeho prvńım krokem nejčastěji bývá toke-
nizace textu.

2.2.1 Tokenizace

Tokenizace označuje proces rozděleńı textu na části nazývané tokeny. Těmi bý-
vaj́ı nejčastěji slova, ale někdy také č́ısla, fráze, symboly či interpunkčńı znaménka.
Je–li naš́ım úkolem rozdělit text na jednotlivá slova, jistě nás napadne učinit tak na
základě b́ılých znak̊u, tedy mezer, tabulátor̊u apod. Ovšem rozděĺıme-li text podle
mezer, z̊ustanou nám většinou součást́ı slov interpunkčńı znaky, které by měly být
samostatně. Pokud tyto znaky přidáme k b́ılým znak̊um, spolu se kterými budou
sloužit jako oddělovače, vznikne nám nový problém. Interpunkčńı znaky bývaj́ı totiž
často součást́ı slov a mı́sto jednoho tokenu tak vytvoř́ıme v́ıce samostatných jed-
notek. Př́ıkladem mohou být č́ısla, kde jsou tiśıce odděleny mezerou (např. 100 000 ),
slova obsahuj́ıćı apostrof (rock´n´roll), označeńı skládaj́ıćı se z v́ıce slov (New York)
a mnohé daľśı př́ıpady. Úloha tokenizace textu je tedy mnohem komplikovaněǰśı, než
by se mohlo na prvńı pohled zdát, a vyžaduje hlubš́ı analýzu konkrétńıho jazyka.

2.2.2 Lemmatizace a stemming

V textech se obvykle vyskytuje v́ıce tvar̊u stejného slova. V mnohých př́ıpadech,
včetně úlohy klasifikace textových dokument̊u, může být užitečné převést všechny
tyto tvary na jediný základńı, což nám umožńı např́ıklad spoč́ıtat, kolikrát se
dané slovo v textu vyskytuje, nebo provést některou daľśı analýzu slov jako určeńı
slovńıho druhu. K převodu slova do jeho základńı podoby slouž́ı proces lemmatizace
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Rozbor úlohy Výběr př́ıznak̊u

či stemming. Zdroj [20, s. 69] stemming popisuje jako
”
obvykle hrubý heuristický

proces, jenž odsekne konce slov ve snaze o dosažeńı ćıle“, kterým je zredukovat
skloňované tvary (am, are, is → be) a př́ıpadně odstraněńı derivačně souvisej́ıćıch
forem slova (car, cars, car´s, cars´ → car). Lemmatizace pak dle téhož zdroje

”
dělá

věci správně s využit́ım slovńıku a morfologické analýzy slova s ćılem odstraněńı
pouze skloňovaných konc̊u a vráceńı slova do základńıho či slovńıkového tvaru,
známého jako lemma“. T́ımto základńım tvarem bývá např. pro podstatná jména
1. pád jednotného č́ısla, pro př́ıdavná jména 1. pád jednotného č́ısla mužského rodu
v kladném tvaru, u sloves infinitiv apod. Lemmatizátor je tedy nástroj, jenž při
hledáńı lemmatu slova provád́ı morfologickou analýzu a k jeho činnosti je potřeba
kompletńı slovńık. Stemmer oproti tomu vyžaduje méně znalost́ı. Řı́d́ı se pravidly
pro stemming, která jsou pro každý jazyk specifická.

2.2.3 POS–tagging

Daľśı d̊uležitou technikou, jež má v oblasti zpracováńı přirozeného jazyka velmi
široké využit́ı, je POS (part of speech) tagging, jenž má za ćıl pro každé slovo ve větě
určit odpov́ıdaj́ıćı jazykovou kategorii. Touto kategoríı obvykle bývá slovńı druh,
jenž je často spojený s daľśımi upřesňuj́ıćımi informacemi, kterými jsou např́ıklad
typ nebo mluvnické kategorie. Znalost těchto informaćı pak lze uplatnit i pro potřeby
klasifikace textových dokument̊u, nebot’ umožňuje zredukovat objem zdrojových dat
na základě daných kritéríı.

V souvislosti s taggováńım dokument̊u v českém jazyce, které budou zdro-
jem pro experimenty této práce, je jistě na mı́stě zmı́nit Pražský závislostńı kor-
pus 2.0 (PDT 2.0) [13]. Jedná se o prob́ıhaj́ıćı projekt pro ručńı anotaci velkého
množstv́ı českých text̊u bohatou lingvistickou informaćı, která zahrnuje oblast mor-
fologie, syntax i sémantiku. Kromě toho, že obsahuje velké množstv́ı českých text̊u,
disponuje softwarovými nástroji pro prohledáváńı korpusu, anotaci dat a jazykovou
analýzu.

2.3 Výběr př́ıznak̊u

Texty slouž́ıćı jako zdrojová data pro klasifikátory jsou obvykle reprezentovány
jako vektory př́ıznak̊u, někdy nazývaných termy. Konkrétńı dokument dj lze tedy

vyjádřit jako
−→
d j =< w1j , ..., wTj >, kde w jsou váhy termů a T je soubor termů,

které se vyskytuj́ı minimálně jednou v alespoň jednom dokumentu. Př́ıznaky zde
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Rozbor úlohy Pr̊uběh klasifikace

obvykle zastupuj́ı slova či lemmata, ale nemuśı tomu tak být vždy. Ne všechna slova,
která se v textu vyskytuj́ı, ovšem použ́ıváme jako př́ıznaky. Některá slova, zejména
ta, jež se v textu objevuj́ı velmi často, je obvykle možné vynechat. Takovým slov̊um
ř́ıkáme stop slova.

K rozhodováńı, která slova použ́ıt jako př́ıznaky a která je možné odfiltrovat
jako stop slova, existuje celá řada strategíı. Jednou z možnost́ı je aplikace výše
zmı́něného POS–taggingu, jenž nám umožňuje ponechat slova pouze určitých slov-
ńıch druh̊u a zbytek odstranit. Jako užitečné se na prvńı pohled jev́ı např́ıklad
podstatná a př́ıdavná jména, slovesa či př́ıslovce. Naopak se zdá, že často se v textu
vyskytuj́ıćı slovńı druhy jako předložky nebo spojky by pravděpodobně nepřispěly
ke zvýšeńı úspěšnosti klasifikátoru.

Jako daľśı často využ́ıvanou strategii, která již nevyžaduje použit́ı POS–taggeru,
lze uvést poč́ıtáńı četnosti jednotlivých slov a odstraněńı těch, která se ve tř́ıdě
vyskytuj́ı nejčastěji. Tato četnost může být definována dvěma základńımi zp̊usoby.
Prvńı z nich je zjǐst’ováńı počtu dokument̊u ve tř́ıdě, které obsahuj́ı daný term
(document frequency). Druhá varianta pak spoč́ıvá ve výpočtu, kolikrát se slovo
nacháźı v dokumentech patř́ıćıch do určité tř́ıdy (collection frequency).

Zjǐst’ováńı četnost́ı slov pochopitelně neńı jediným možným měřeńım, které lze
za účelem výběru př́ıznak̊u provádět. Daľśım př́ıkladem může být měřeńı vzájemné
informace (mutual information), jej́ıž hodnota udává nakolik př́ıtomnost či absence
termu přispěje ke správnému rozhodnut́ı klasifikátoru. Jinak řečeno, vzájemná in-
formace měř́ı, kolik informace o tř́ıdě term obsahuje. Mezi daľśı měřeńı určené pro
výběr př́ıznak̊u pak patř́ı např. X2 (chi-square), DIA asociačńı faktor (DIA associ-
ation factor), informačńı zisk (informational gain), poměr zvláštnost́ı (odds ratio)
a jiné [22].

2.4 Pr̊uběh klasifikace

Po zpracováńı zdrojového korpusu a zredukováńı velikosti vektor̊u př́ıznak̊u repre-
zentuj́ıch dokumenty lze přistoupit k samotnému vytvářeńı klasifikátoru textových
dat. Postup se vždy skládá ze dvou základńıch fáźı, kterými jsou trénováńı a testo-
váńı. Výsledkem fáze trénováńı (učeńı) je vytvořeńı klasifikátoru, pro který je pak
vhodné znát jeho úspěšnost. K tomuto účelu slouž́ı fáze testovaćı. Za třet́ı fázi pak
lze označit použit́ı natrénovaného modelu v praxi pro klasifikaci dokument̊u.

Aby bylo možné provést obě fáze vytvářeńı klasifikátoru, je nutné rozdělit zdro-
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Rozbor úlohy Pr̊uběh klasifikace

jová data na dvě nepřekrývaj́ıćı se množiny. Na prvńı z nich, na tzv. trénovaćım
souboru dat, prob́ıhá učeńı klasifikátoru a druhá, testovaćı sada, je pak určena k jeho
ohodnoceńı. Pro vytvořeńı co nejlepš́ıho klasifikátoru je vhodné, aby objem tréno-
vaćıch dat byl co největš́ı. Testovaćı množina pak obvykle bývá mnohem menš́ı.
Poměr rozděleńı zdrojových dat lze zvolit libovolně. Je na zvážeńı tv̊urce klasifiká-
toru, jaký objem dat použije pro trénováńı a jaký si ponechá stranou pro testovaćı
fázi.

Alternativńım př́ıstupem, jenž nevyžaduje rozčleněńı zdrojových dat na tréno-
vaćı a testovaćı sadu, je tzv. kř́ıžová validace (k-fold cross-validation). V tomto
př́ıpadě jsou zdrojová data rozdělena do k disjunktńıch část́ı. Pro každou je pak
vytvořen klasifikátor, jenž je ohodnocen na principu trénovaćıch a testovaćıch dat,
kde vybraná k -tá část zastupuje testovaćı množinu a zbytek dat, tedy všechny
skupiny bez této k -té části, slouž́ı jako data trénovaćı. Celková účinnost je spočtena
jako pr̊uměr účinnost́ı jednotlivých klasifikátor̊u.
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3 Klasifikačńı algoritmy

Př́ıstup̊u ke klasifikaci dokument̊u existuje celá řada. Mezi nejznáměǰśı skupiny
klasifikátor̊u patř́ı pravděpodobnostńı metody, rozhodovaćı stromy, neuronové śıtě,
klasifikátory založené na rozhodovaćıch pravidlech, tzv. ĺıné klasifikátory, r̊uzné
on–line metody a daľśı. Tato práce je zaměřena pouze na tři vybrané př́ıstupy, které
dle prostudované literatury pracuj́ı s velkou přesnost́ı: naivńı Bayes̊uv klasifikátor,
support vector machines a maximálńı entropie. Popis těchto metod je obsahem této
kapitoly.

3.1 Naivńı Bayes̊uv klasifikátor

Naivńı Bayes̊uv klasifikátor (NB) má dvě základńı verze. Základńı a známěǰśı va-
riantou je tzv. multinomiálńı (multinomial) model, kterému je věnována sekce 3.1.1.
Jeho modifikaćı je pak Bernoulliho model, jenž je podrobněji popsán v sekci 3.1.2.

3.1.1 Multinomiálńı model

Naivńı Bayes̊uv klasifikátor je pravděpodobnostńı metoda založená na Bayesově
teorému. Bayesova věta je jednou ze základńıch vět teorie pravděpodobnosti a statis-
tiky. Zabývá se podmı́něnými pravděpodobnostmi jev̊u, kdy dává do vztahu pod-
mı́něnou pravděpodobnost s opačnou podmı́něnou pravděpodobnost́ı. Bayesovu vě-
tu lze formulovat takto:
Máme-li dva náhodné jevy A (v našem př́ıpadě textový dokument, ke kterému
chceme přǐradit nějakou kategorii) a B (hypotéza, že A patř́ı k určité tř́ıdě) s pravdě-
podobnostmi P(A) a P(B) a pokud P(B) > 0, pak plat́ı:

P (A|B) =
P (B|A)P (A)

P (B)
.

P(A|B) je podmı́něná pravděpodobnost, též označována jako aposteriorńı, jevu A
za předpokladu, že nastal jev B, tedy pravděpodobnost platnosti B pro vzorek A.
P(B|A) je naopak pravděpodobnost jevu B podmı́něná jevem A. P(A) je v tomto
př́ıpadě tzv. apriorńı pravděpodobnost a odpov́ıdá znalostem o zastoupeńı jed-
notlivých hypotéz (tř́ıd) [11].
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Klasifikačńı algoritmy Naivńı Bayes̊uv klasifikátor

Kategoríı, mezi kterými se rozhoduje, bývá obvykle celá řada. Ćılem je vždy
vybrat tu nejvhodněǰśı, což v př́ıpadě naivńıho Bayesova klasifikátoru bude ta,
jej́ıž pravděpodobnost nabude nejvyšš́ı hodnoty. Konkrétńı hodnota této pravděpo-
dobnosti nás však nezaj́ımá, a proto lze vzorec zjednodušit vynecháńım jmenovatele.
Pravděpodobnost, že dokument d bude ve tř́ıdě c, lze tedy spoč́ıtat jako

P (c|d) = P (c)×Π1≤k≤nd
P (tk|c).

Ṕısmeno t zde zastupuje token, respektive př́ıznak. < t1, t2, ..., tnd
> jsou tedy př́ı-

znaky dokumentu d, nd pak počet těchto př́ıznak̊u. P (tk|c) je podmı́něná pravděpo-
dobnost, že se tk vyskytuje v kategorii c. P(c) udává pravděpodobnost, že se jedná
o kategorii c, tzn. apriorńı pravděpodobnost, dle [20].

Důležitým rysem naivńıho Bayesova klasifikátoru je předpoklad nezávislosti jed-
notlivých př́ıznak̊u. Realita je ovšem jiná. Slova ve větě na sobě nepochybně záviśı.
Stejně tak lze vyvrátit druhý předpoklad klasifikátoru, kterým je nezávislost slov na
pozici ve větě. Přes tyto očividně naivńı předpoklady, podle nichž je odvozen název
klasifikátoru, však Bayes̊uv klasifikátor pracuje uspokojivě. Jak je toto možné?
Zdroj [20, s. 306] uvád́ı tento př́ıklad: Máme dokument d s pravděpodobnostmi
P(c1|d) = 0, 6 a P(c2|d) = 0, 4. Dále předpokládáme, že d obsahuje mnoho př́ıznak̊u,
které jsou pozitivńımi indikátory pro tř́ıdu c1, a hodně př́ıznak̊u, jež jsou negativńımi
indikátory pro c2. Potom bude platit, že hodnota P(tk|c1) se bude bĺıžit hodnotě 1.0,
zat́ımco hodnota P(tk|c2) bude téměř nulová. Rozd́ıl je velký a stejně tak tomu bývá
ve většině př́ıpad̊u. Správná tř́ıda mı́vá zpravidla mnohem větš́ı pravděpodobnost
než ostatńı kategorie. Vzhledem k jeho efektivitě a jednoduchosti je naivńı Bayes̊uv
klasifikátor jedńım z nejobĺıbeněǰśıch (ve smyslu nejpouž́ıvaněǰśıch) klasifikátor̊u
textových dokument̊u.

3.1.2 Bernoulliho model

Bernoulliho model funguje na velmi podobném principu jako obecný naivńı Bayes̊uv
klasifikátor popsaný v předchoźı sekci. Pro tento tzv. multinomiálńı model je př́ıznak
ze slovńıku generován pro každou jeho pozici. Alternativou k němu je v́ıcerozměrný
(multivariate) Bernoulliho model, jenž pro každý př́ıznak ze slovńıku vygeneruje
binárńı hodnotu, která udává, jestli se daný př́ıznak v dokumentu nacháźı či nikoliv.
Hodnota 1 znamená, že se př́ıznak v dokumentu vyskytuje, hodnota 0 indikuje opak.
Jinými slovy, zat́ımco multinomiálńı model udržuje informaci o četnosti výskytu
každého př́ıznaku, Bernoulliho model tuto informaci ignoruje a zaj́ımá ho jen, jestli
se př́ıznak v dokumentu objevuje nebo ne. Podle zdroje [20, s. 264] je toto, obzvláště
u dlouhých dokument̊u, často př́ıčinou chybné klasifikace a jako př́ıklad uvád́ı, že
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Klasifikačńı algoritmy Support vector machines

dokument může být zařazen do tř́ıdy Čı́na pouze na základě jediného výskytu slova
Čı́na v textu.

Oba modely se taktéž lǐśı v tom, jak nepř́ıtomnost určitého př́ıznaku ovlivńı
klasifikaci. Zat́ımco u multinomiálńıho modelu nemá absence př́ıznaku při rozhodo-
váńı žádný vliv, Bernoulliho model je t́ımto faktorem ovlivněn, nebot’ každý př́ıznak
je součást́ı výpočtu pravděpodobnosti P(c|d). Tyto a daľśı rozd́ıly v obou modelech
jsou shrnuty v tab. 3.1.

multinomiálńı model Bernoulliho model

činnost modelu generováńı token̊u generováńı dokumentu
náhodná proměnná X = t if t na dané pozici Ut = 1 if t v dokumentu
reprezentace
dokumentu

d =< t1, ..., tk, ..., tnd
>,

tk ∈ V

d =< e1, ..., ei, ..., eM >,

ei ∈ {0, 1}

odhad parametru P̂(X = t|c) P̂(Ui = e|c)

rozhodovaćı
pravidlo

P̂(c) Π1≤k≤nd
P̂(X = tk|c) P̂(c) Πti∈V P̂(Ui = ei|c)

v́ıcenásobný výskyt brán v úvahu ignorován
délka dokumentu zpracuje deľśı dokumenty pracuje lépe s menš́ımi

dokumenty
př́ıznaky zpracuje větš́ı počet nejlépe funguje jen

s několika

odhad pro př́ıznak
the

P̂(X = the|c) ≈ 0, 05 P̂(Uthe = 1|c) ≈ 1, 0

Tabulka 3.1: Srovnáńı multinomiálńıho a Bernoulliho modelu, zdroj: [20].

3.2 Support vector machines

Zástupcem relativně nových metod strojového učeńı je metoda support vector ma-
chines (SVM) patř́ıćı do kategorie tzv. jádrových algoritmů. Jedná se o binárńı
metodu, jež rozhodne, do které ze dvou tř́ıd bude objekt, v našem př́ıpadě doku-
ment, zařazen. SVM je založená na vektorovém prostoru a jej́ım ćılem je naj́ıt
ve vstupńım prostoru př́ıznak̊u lineárńı hranici odděluj́ıćı pozitivńı trénovaćı př́ı-
klady od negativńıch. T́ımto lineárńım oddělovačem je nadrovina, a to konkrétně
taková, která bude poskytovat co neǰsirš́ı rozpět́ı mezi ńı a pozitivńımi př́ıklady
na jedné straně a negativńımi na straně druhé. Tato rovina je označována jako
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Klasifikačńı algoritmy Support vector machines

optimálńı. Body, které jsou nejbĺıže optimálńı nadrovině, se nazývaj́ı podp̊urné vek-
tory (support vectors), odkud plyne název metody. Jejich funkćı je totiž

”
podpora“

oddělovaćı nadroviny. Ostatńı body pozici oddělovače nijak neovlivňuj́ı a neńı jich
proto zapotřeb́ı. Podp̊urné vektory spolu s př́ıslušnou optimálńı nadrovinou jsou
znázorněny na obr. 3.1.

Obrázek 3.1: Pohled na optimálńı nadrovinu s podp̊urnými vektory, zdroj: [8].

SVM hledá optimálńı nadrovinu pomoćı metody kvadratického programováńı.
Předpokládáme př́ıklady xi s klasifikaćı yi = +1 pro pozitivńı př́ıklady či yi = −1
pro negativńı. Ćılem je naj́ıt hodnoty parametru αi, které maximalizuj́ı výraz

∑

i

αi −
1

2

∑

i,j

αiαjyiyj(xi · xj)
2,

kde plat́ı

αi ≥ 0 a
∑

i

αiyi = 0.

Po spoč́ıtáńı optimálńıch parametr̊u αi, je pak možné oddělovač naj́ıt pomoćı rov-
nice

h(x) = sign

(

∑

i

αiyi(x · xi)

)

.
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Klasifikačńı algoritmy Maximálńı entropie

Ne vždy jsou však pozitivńı a negativńı př́ıklady v p̊uvodńım vstupńım prostoru
x od sebe lineárně separovatelné. Tuto situaci lze řešit využit́ım techniky jádrové
transformace. Jedńım z jej́ıch základńıch princip̊u je převod originálńıho vstupńıho
prostoru do v́ıcedimenzionálńıho, kde už p̊ujde od sebe tř́ıdy lineárně oddělit. T́ımto
zp̊usobem, tedy mapováńım do prostoru s dostatečným počtem dimenźı, je možné
nakonec vždy naj́ıt optimálńı nadrovinu.

Ve v́ıcerozměrném prostoru F(x) lze lineárńı oddělovač naj́ıt nahrazeńım členu
xi · xj členem F (xi) · F (xj). Např́ıklad pro tř́ı–dimenzionálńı prostor plat́ı

F (xi) · F (xj) = (xi · xj)
2,

přičemž výraz (xi · xj)
2 je nazýván jádrovou funkćı K (xi, xj). Nalezené oddělovače

je pak možné zpětně mapovat do originálńıho prostoru, dle [8].

Ačkoliv je metoda support vector machines primárně binárńım klasifikátorem,
lze ji použ́ıt i v situaci, kdy je třeba rozhodnout mezi v́ıce tř́ıdami mı́sto pouhých
dvou. Principem je převést tento problém opět do binárńı podoby. Existuj́ı dvě
základńı varianty, jak toho doćılit. Jednou z možnost́ı je řešit tento problém jako
jedna tř́ıda versus zbytek (jedna versus všechny). Druhou variantou je nakombinovat
tř́ıdy do všech možných dvojic (jedna versus jedna) a pro každou vytvořit speciálńı
klasifikátor.

3.3 Maximálńı entropie

Maximálńı entropie (ME), známá také pod názvem multinomiálńı logistická re-
grese, je daľśı metodou strojového učeńı. Stejně jako v př́ıpadě naivńıho Bayesova
klasifikátoru jde o pravděpodobnostńı metodu, a je tak jednou z jeho alternativ. Jej́ı
hlavńı výhodou oproti Bayesově metodě je fakt, že netrvá na nezávislosti př́ıznak̊u.

Podle [18, s. 227] maximálńı entropie funguje tak, že ze vstupńıch dat extrahuje
soubor př́ıznak̊u a lineárně je zkombinuje, respektive každý př́ıznak je vynásoben
jeho váhou (četnost výskytu) a následně přičten. Tato suma je pak použita jako
exponent. Je-li naš́ım ćılem zvolit tř́ıdu např. pro dokument, maximálńı entropie
vybere tu, která je nejpravděpodobněǰśı, přičemž pravděpodobnost pro konkrétńı
kategorii c a vstup (dokument) d lze spoč́ıtat podle vzorce

p(c|d) =
1

Z
exp(

∑

i

wi fi), (3.1)
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Klasifikačńı algoritmy Maximálńı entropie

kde fi je př́ıznak, wi jeho váha a Z normalizačńı faktor. Tento vztah představuje
takový model rozděleńı pravděpodobnosti, který maximalizuje hodnotu entropie.
Na základě zdroje [15] lze rovnici 3.1 odvodit takto:

Trénovaćı data jsou tvořena N páry (d1, c1), . . . , (dN , cN), kde ci ∈ C jsou tř́ıdy
a di ∈ D dokumenty reprezentované jako vektor př́ıznak̊u. Pro ně nás bude zaj́ımat
jejich

”
empirické“ pravděpodobnostńı rozložeńı:

p̃(d|c) = 1

N
× počet výskyt̊u (d,c).

Úkolem je vytvořit statistický model procesu, jenž generuje trénovaćı data p̃(d, c).
Očekávanou hodnotu př́ıznaku f s ohledem na tuto empirickou distribuci lze vyjádřit
jako

p̃(f) ≡
∑

d,c

p̃(d, c) · f(d, c).

Pro model p(c|d) je očekávaná hodnota př́ıznaku

p(f) ≡
∑

d,c

p̃(d)p(c|d) · f(d, c),

kde p̃(d) představuje empirické rozložeńı d v trénovaćıch datech. Hodnoty p(f)
a p̃(f) pokládáme za shodné a rovnici p(f) = p̃(f) nazýváme omezeńı. Zkombi-
nováńım předchoźıch vztah̊u dostaneme

∑

d,c

p̃(d)p(c|d) · f(d, c) =
∑

d,c

p̃(d, c) · f(d, c).

Může existovat nekonečně mnoho model̊u, pro které plat́ı soubor omezeńı. My vy-
bereme ten nejjednotněǰśı z nich. Tato jednotnost je měřena prostřednictv́ım en-
tropie p(c|d) takto:

H(p) ≡ −
∑

d,c

p̃(d)p(c|d)log p(c|d).

Jak již bylo řečeno, vyb́ıráme takový model p∗ ∈ C, který maximalizuje H(p).
Vyjádř́ıme-li p∗ v exponenciálńı formě, dostaneme vztah 3.1.

Zdroj [21, s. 596–597] uvád́ı, že maximálńı entropie poskytuje pravděpodob-
nostńı rámec pro integrováńı informaćı z heterogenńıch zdroj̊u. Za účelem podpořeńı
správného rozhodnut́ı klasifikátoru lze totiž definovat libovolný soubor př́ıznak̊u,
který bude přidán jako daľśı omezeńı modelu. Jinou přednost́ı maximálńı entropie je
pak dle stejného zdroje skutečnost, že váha př́ıznak̊u neovlivńı výsledky klasifikace,
což neplat́ı u většiny jiných metod.
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4 Výběr klasifikátoru

Pro klasifikaci dokument̊u bylo nutné nejprve naj́ıt vhodný nástroj a to takový,
který bude splňovat dvě hlavńı kritéria. Prvńım z nich byla implementace v jazyce
Java, popř́ıpadě C++, druhým pak, aby byl nástroj zdarma. To výběr značně
zúžilo. Podařilo se naj́ıt celkem 10 nástroj̊u pro klasifikaci textových dokument̊u.
Každému z nich je v kap. 4.1 věnován odstavec obsahuj́ıćı jeho základńı charakte-
ristiku včetně nejd̊uležitěǰśıch vlastnost́ı. V části 4.2 pak lze nalézt jejich srovnáńı
spolu se závěrem, který z nich byl vybrán spolu s d̊uvody proč. Veškeré informace
o jednotlivých nástroj́ıch jsou čerpány ze zdroje uvedeného v úvodu každé části.
Sekce 4.3 obsahuje bližš́ı popis vybraného klasifikátoru.

4.1 Popis klasifikátor̊u

4.1.1 Dragon Toolkit

Dragon Toolkit [3] je nástroj určený k akademickému použit́ı. Jedná se o baĺık tř́ıd
napsaných v jazyce Java zaměřený na vyhledáváńı informaćı v textu a dolováńı
dat zahrnuj́ıćı kategorizaci, shlukováńı a sumarizaci text̊u a modelováńı tématu. Je
v něm integrována řada nástroj̊u pro zpracováńı přirozeného jazyka, což umožňuje
indexovat množiny text̊u o rozd́ılných reprezentaćıch. Jeho d̊uležitým rysem je
škálovatelnost a fakt, že narozd́ıl od jiných podobných nástroj̊u umožňuje široké
využit́ı. Text je reprezentován pomoćı ř́ıdké matice a neńı nutné nač́ıst do paměti
veškerá data, což může být výhodou zejména v př́ıpadech, kdy máme omezenou
pamět’ a zároveň velké množstv́ı dokument̊u. Mezi základńı trénovaćı algoritmy,
které Dragon Toolkit implementuje, patř́ı SVM, naivńı Bayes̊uv klasifikátor a Ni-
gamovo aktivńı učeńı.

4.1.2 Lingpipe

Lingpipe [6] je aplikaćı napsanou v jazyce Java s velmi širokým spektrem využit́ı.
Vedle klasifikace dokument̊u do tř́ıd patř́ı mezi jeho funkce rozpoznáváńı pojme-
novaných entit, shlukováńı (technika pro seskupováńı objekt̊u na základě podob-
nosti), značkováńı část́ı promluv (přǐrazeńı syntaktického označeńı), oprava pravo-
pisu, porovnáváńı řetězc̊u, vyhledáváńı syntakticky významných část́ı textu, iden-
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Výběr klasifikátoru Popis klasifikátor̊u

tifikace jazyka a daľśı. Pro účely klasifikace textových dokument̊u je v něm imple-
mentována řada algoritmů. Mezi ně patř́ı naivńı Bayes̊uv, Bernoulliho, k–Nearest
Neighbor (KNN) a Language Model (LM) klasifikátor, v́ıcevrstvý perceptron, logi-
stická regrese a lineárńı klasifikátor pracuj́ıćı s vektory (tzv. BigVector klasifikátor),
určený zejména pro př́ıpady velkého množstv́ı kategoríı. Lingpipe je distribuován
pod 4 r̊uznými licencemi, přičemž 1 verze produktu je volně ke stažeńı. Zbývaj́ıćı 3
jsou placené a určené ke komerčńımu využit́ı.

4.1.3 Mahout

Mahout [1] je projektem, který si klade za hlavńı ćıl být škálovatelnou knihovnou
strojového učeńı. Má zvládnout velký soubor dat a být k užitku komukoli, kdo o něj
projev́ı zájem. Kdokoli se může k projektu připojit a stát se členem komunity, která
se pod́ıĺı na vývoji. Projekt má ambice obsáhnout celou řadu r̊uzných algoritmů
z mnoha oblast́ı strojového učeńı včetně klasifikace, shlukováńı či dolováńı dat.
Konkrétně z problematiky klasifikace dokument̊u obsahuje naivńı Bayes̊uv klasi-
fikátor, logistickou regresi, Random Forests a Online Passive Aggressive. Celá řada
algoritmů je však právě ve vývoji, či je v plánu je v budoucnu začlenit. Z těchto lze
jmenovat např́ıklad podp̊urné vektory, Hidden Markov Models (HMM), neuronové
śıtě a perceptrony.

4.1.4 Mallet

Mallet [7] je baĺıkem javovských tř́ıd určených k aplikaci metod strojového učeńı
na textová data. Mimo jiné obsahuje sofistikovaný nástroj pro klasifikaci doku-
ment̊u, mezi jehož součásti patř́ı metody pro převod vstupńıch dat do požadovaného
formátu, několik r̊uzných algoritmů pro trénováńı dat a nástroj pro vyhodnoceńı
dosažených výsledk̊u. Začleněnými algoritmy pro klasifikaci dokument̊u jsou naivńı
Bayes̊uv klasifikátor, maximálńı entropie a rozhodovaćı stromy. Na webových strán-
kách produktu lze nalézt přehledné a srozumitelné návody pro jeho použit́ı.

4.1.5 MinorThird

MinorThird [16] je kolekćı javovských tř́ıd pro strojové učeńı. Jedná se o aplikaci,
kterou lze použ́ıt předevš́ım pro ukládáńı a anotaci textu, extrahováńı pojmenova-
ných entit z textu či kategorizaci textových dokument̊u. Pro tento účel je v něm
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implementováno několik r̊uzných algoritmů, mezi které patř́ı maximálńı entropie,
naivńı Bayes̊uv klasifikátor, SVM, KNN, perceptrony, rozhodovaćı stromy a některé
daľśı. V́ıce o tomto nástroji lze nalézt v kapitole 4.3.

4.1.6 OpenNLP

OpenNLP [2] je daľśım z nástroj̊u založených na strojovém učeńı pro zpracováńı
přirozeného jazyka. Mezi jeho funkce patř́ı tokenizace, segmentace vět, značkováńı
část́ı řeči, extrahováńı pojmenovaných entit, rozdělováńı textu do skupin slov na
základě jejich syntaktického vztahu (tzv. chunking), parsováńı, řešeńı koreferenćı1

a samozřejmě také klasifikace textových dokument̊u do předdefinovaných kategoríı.
Ta je zde realizována na principu algoritmu maximálńı entropie.

4.1.7 Stanford Classifier

Stanford Classifier [19], čili stanforský klasifikátor, byl vytvořen na Stanfordově
univerzitě skupinou vědc̊u zabývaj́ıćıch se zpracováńım přirozeného jazyka. Napsán
je v Javě. Je zaměřen výhradně na klasifikaci dat do tř́ıd, k čemuž zde slouž́ı metoda
maximálńı entropie. Nejlepš́ı výsledky podává pro textová data, ale je schopen zpra-
covat i numerické vstupy. Klasifikátor by měl být kompatibilńı s daľśım softwarem
pro zpracováńı přirozeného jazyka, který byl vyvinut na této univerzitě (Stanford
Named Entity Recognizer, Stanford POS Tagger, Stanford Parser a daľśı).

4.1.8 SVMTorch II

SVMTorch II [9] je, jak už název napov́ıdá, zaměřen výhradně na metodu pod-
p̊urných vektor̊u. Jako jediný zde uvedený program je implementován v jazyce
C++. Lze ho použ́ıt pro účely klasifikace, ale i regrese. Soustřed’uje se zejména na
problémy velkého rozsahu, do kterých, dle domovských stránek projektu, spadaj́ı
př́ıpady s v́ıce jak 20000 př́ıklady, a dokonce vstupy o v́ıce jak 100 dimenźıch. Vývoj
samotného SVMTorch byl pozastaven, nebot’ se stal součást́ı větš́ıho celku nazý-
vaném Torch [4].

1Koreference je vzájemný vztah dvou nebo v́ıce výraz̊u vyskytuj́ıćıch se v textu a poukazuj́ıćıch
k témuž předmětu řeči (osobě, předmětu, skutečnosti) [5].
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4.1.9 TCatNG

TCatNG [10] je daľśım nástrojem, jenž je tvořen souborem javovských tř́ıd. Jeho
zvláštnost́ı je reprezentace dat pomoćı N-gramů, krátkých sekvenćı byt̊u či ṕısmen.
N-gramy jsou jednou z možnost́ı, jak přistupovat ke kategorizaci text̊u. Jednotlivé
řetězce jsou rozloženy na malé části, d́ıky čemuž př́ıpadná chyba ovlivńı pouze
malou část a zbytek z̊ustane nedotčen. S aplikaćı N-gramů nav́ıc odpadá potřeba
tokenizace a použit́ı stemmeru či lemmatizátoru. Součást́ı TCatNG jsou také daľśı
algoritmy pro klasifikaci text̊u: SVM, bayesovská logistická regrese, bayesovské śıtě
a algoritmus založený na kompresi textu.

4.1.10 Weka

Weka [14] je velmi obsáhlým nástrojem pro strojové učeńı a dolováńı dat vyvinutý
v Javě. Jeho hlavńı śıla lež́ı v oblasti klasifikace. Měly by být implementovány
všechny současné metody strojového učeńı včetně některých starš́ıch. Kromě toho
obsahuje algoritmy pro regresi, asociačńı pravidla a shlukováńı. Ze začleněných
klasifikátor̊u lze jmenovat zejména rozhodovaćı stromy, naivńı Bayes̊uv klasifiká-
tor, lineárńı a logistickou regresi či SVM. Weka d́ıky své obsáhlosti neńı nástrojem,
jenž by bylo snadné zvládnout, k čemuž nepřisṕıvá, dle mého názoru, velmi stručná
dokumentace.

4.2 Srovnáńı klasifikátor̊u

Nejd̊uležitěǰśı údaje k jednotlivým klasifikátor̊um jsou zobrazeny v tab. 4.1. Ta
obsahuje celkem 5 sloupc̊u. V prvńım je uveden název nástroje pro klasifikaci
a v druhém jazyk, ve kterém je implementován. Následuje časový údaj o tom, kdy
byly provedeny posledńı úpravy nástroje. Tato informace může být velmi užitečnou,
nebot’ si z ńı lze udělat představu, zdali byl vývoj klasifikátoru již ukončen, či je
stále upravován nebo rozšǐrován. Dále je v tabulce vypsán typ licence, pod kterou
je distribuován, pokud byla na webových stránkách či v dokumentaci nalezena.
V posledńım sloupci tabulky jsou vypsány typy algoritmů, které jsou v každém
nástroji implementovány.

Implementované algoritmy byly t́ım nejd̊uležitěǰśım, co rozhodovalo o tom, jaký
nástroj bude použit pro klasifikaci dat. Hledán byl takový, který má implemen-
továny minimálně 3 r̊uzné metody pro klasifikaci dokument̊u, nejlépe naivńı Bayes̊uv
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klasifikátor, maximálńı entropii a podp̊urné vektory (SVM). Jediný z nalezených
nástroj̊u, jenž toto splňuje, je MinorThird. V jeho prospěch mluvila také skutečnost,
že se nejedná o př́ılǐs rozsáhlou aplikaci, kterou by bylo složité zvládnout, a fakt, že
jako jeden z mála výše uvedených nástroj̊u disponuje vcelku přehlednými návody,
jež usnadňuj́ı jeho použit́ı. Na základě těchto d̊uvod̊u byl MinorThird vybrán pro
daľśı experimenty s klasifikaćı textových dokument̊u.

4.3 Popis nástroje MinorThird

4.3.1 Struktura

Rozhrańı nástroje MinorThird je rozděleno do 4 hlavńıch část́ı:

1. edu.cmu.minorthird.classify

2. edu.cmu.minorthird.text

3. edu.cmu.minorthird.ui

4. edu.cmu.minorthird.util

Část classify obsahuje algoritmy strojového učeńı pro extrahováńı a klasifikaci,
struktury pro ukládáńı netextových dat, klasifikátory a tř́ıdy pro vyhodnoceńı ex-
periment̊u. Tento baĺık lze stáhnout a následně použ́ıt samostatně. Hod́ı se však
sṕı̌se jen pro binárńı klasifikaci a menš́ı objemy dat. V části text jsou zahrnuty
tř́ıdy určené pro zpracováńı textových dat. Také je zde začleněn tzv. Mixup (My
Information eXtraction and Understanding Program). Jedná se o speciálńı jazyk
nástroje MinorThird pro manipulaci s textem. Baĺık ui představuje uživatelské
rozhrańı pro spouštěńı experiment̊u s textovými daty a v části util se nacháźı
utility pro př́ıkazovou řádku a grafické uživatelské rozhrańı. Pro potřeby klasi-
fikace jsou d̊uležité zejména 2 součásti nástroje MinorThird a to TextBaseLabeler

a TrainTestClassifier, jež jsou součást́ı baĺıku ui.

4.3.2 TextBaseLabeler

TextBaseLabeler je nástroj, jenž převád́ı data do formátu, který je MinorThird
schopen zpracovat. Jeho úkolem je přǐradit textovým dokument̊um tř́ıdu, do ńıž
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jazyk posledńı

úpravy

licence algoritmy

Dragon

Toolkit

Java leden
2008

– NB, SVM,
Nigamovo aktivńı
učeńı

Lingpipe Java 2011 Royalty
Free License
Version 1

NB, Bernoulliho
model, KNN, LM,
perceptrony, lo-
gistická regrese,
BigVector

Mahout Java únor
2012

Apache
License

NB, logistická
regrese, Random
Forests, Online
Passive Aggressive

Mallet Java zář́ı 2011 CPL
licence

NB, maximálńı en-
tropie, rozhodovaćı
stromy

MinorThird Java listopad
2008

BSD licence NB, SVM, maxi-
málńı entropie,
KNN, rozhodovaćı
stromy, perceptrony

OpenNLP Java listopad
2011

Apache
License

maximálńı entropie

Stanford

Classifier

Java březen
2012

GNU
licence

maximálńı entropie

SVMTorch II C++ 2001 BSD licence SVM
TCatNG Java leden

2005
BSD licence N-gramy, logistická

regrese, SVM,
bayesovské śıtě,
algoritmus založený
na kompresi textu

Weka Java ř́ıjen
2011

GNU
licence

NB, lineárńı a lo-
gistická regrese,
SVM, rozhodovaćı
stromy

Tabulka 4.1: Srovnáńı nalezených nástroj̊u pro klasifikaci textových dokument̊u.
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nálež́ı, a uložit ji a daľśı informace o dokumentu do speciálńıho souboru, pomoćı
kterého bude možné nač́ıst do MinorThirdu tyto dokumenty jako zdrojová data.
Struktura výsledného souboru (tzv. labels file) je následuj́ıćı:

addToType zprava1.txt 1 34 meteo

addToType zprava2.txt 1 13 vlady

addToType zprava3.txt 1 10 kultura

V druhém sloupci je uvedeno jméno souboru, ve třet́ım je pořad́ı př́ıznaku, na
kterém zpráva zač́ıná. Na čtvrté pozici v řádku se nacháźı počet př́ıznak̊u zprávy
a na posledńım mı́stě pak tř́ıda, do ńıž zpráva nálež́ı.

Nejsnazš́ı zp̊usob, jak potřebný soubor vytvořit, je mı́t každou zprávu ohraniče-
nou XML elementem, jehož název odpov́ıdá př́ıslušné kategorii dokumentu, tedy

<kategorie> vybrané_přı́znaky_zprávy </kategorie>.

Nemaj́ı–li dokumenty tuto strukturu, je nutné pro každý kategorii
”
ručně“ nastavit,

což lze realizovat pouze pro velmi malý objem zdrojových dat.

Jednotlivé parametry lze dokument̊um přǐradit pomoćı přehledného grafického
uživatelského rozhrańı (GUI), pomoćı kterého lze TextBaseLabeler ovládat. Stručný
návod je součást́ı př́ılohy A.2.

4.3.3 TrainTestClassifier

TrainTestClassifier slouž́ı k samotné klasifikaci textových dokument̊u. Nejprve pro-
běhne proces učeńı na základě zvolených trénovaćıch dat a následně pak otestováńı
vytvořeného modelu. Množinu testovaćıch dat si může př́ımo vybrat uživatel, či lze
použ́ıt některou z funkćı nástroje, která urč́ı testovaćı data za nás, přičemž jednou
z možnost́ı je náhodné rozděleńı dat na trénovaćı a testovaćı množinu a druhou
variantou je kř́ıžová validace. Začleněny jsou i tř́ıdy pro vyhodnoceńı úspěšnosti
klasifikace včetně přehledného grafického uživatelského rozhrańı pro zobrazeńı výs-
ledk̊u. Jak použ́ıt TrainTestClassifier pro natrénováńı vlastńıch dat je obsahem
př́ılohy A.3.

Trénováńı modelu a testováńı dat lze nástrojem MinorThird provést i odděle-
ně. K samotnému trénováńı slouž́ı nástroj TrainClassifier. Stručný návod k jeho
použit́ı lze nalézt v př́ıloze A.4. Otestovat natrénovaný model je pak možné nástro-
jem TestClassifier, viz př́ıloha A.5.
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5 Řešeńı

Tato kapitola se skládá ze tř́ı základńıch část́ı. V prvńı z nich, v sekci 5.1, jsou
popsány úpravy, které bylo nutné provést na zdrojovém korpusu. Následuj́ıćı část
5.2 je věnována návrhu experiment̊u a součást́ı sekce 5.3 jsou pak výsledky těchto
experiment̊u a jejich zhodnoceńı.

5.1 Předzpracováńı dat

Obsahem této části práce je popis zdrojových dat, jejich úprav a zp̊usobu, jakým
byly vybrány dokumenty pro experimenty.

5.1.1 Zdrojová data

Zdrojová data potřebná pro trénováńı jednotlivých algoritmů a následné testováńı
model̊u poskytla Česká tisková kancelář (ČTK). Jednalo se o zpravodajstv́ı ČTK za
leden 2011 ve formátu jednoho XML souboru. V něm bylo obsaženo celkem 20472
zpráv. Každá zpráva byla ohraničená elementem <radek>, v němž byly vnořené
elementy <titulek>, <datum>, <cas>, <lokalita>, <kw>, <hlavni_kategorie>,
<kategorie>, <priorita>, <servis> a <zprava>. Ukázka jedné zprávy je uvedena
v př́ıloze B.

5.1.2 Úpravy zdrojového souboru

Před použit́ım dat obsažených ve zdrojovém souboru bylo potřeba provést některé
jeho úpravy. Pro tento účel bylo napsáno několik tř́ıd v jazyce Java, či byly v editoru
Notepad++ pomoćı regulárńıch výraz̊u upraveny některé nedostatky ručně.

V prvé řadě bylo třeba v elementech <zprava>, které jsou nejpodstatněǰśımi
částmi souboru, odstranit některé nevhodné sekvence. Na začátku každé zprávy se
vyskytovala krátká neúplná věta zakončená třemi tečkami koṕıruj́ıćı titulek a zá-
roveň prvńı věta samotného textu zprávy. Dvojnásobný výskyt této části by mohl
při klasifikaci zkreslit výsledky, a proto byla tato neúplná věta odstraněna. Dále se
v textu nacházely XML entity jako např́ıklad &lt;, &gt; či &amp;. Ty velmi často
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zastupovaly HTML značky, které pro daľśı použit́ı nejsou významné. Vymazány
byly také r̊uzné popisky, zkratky nebo odděluj́ıćı čáry, jež nebyly součást́ı samotného
textu.

Ve zdrojovém souboru bylo možné naj́ıt i zprávy v anglickém jazyce. Vzhle-
dem k tomu, že bylo ćılem pracovat výhradně s češtinou, bylo nutné je vynechat.
Většina těchto zpráv spadala pod kategorie Dayly News se zkratkou eng a Business
News se zkratkou bns, proto nebylo obt́ıžné je vyhledat a následně odstranit. Jejich
vymazáńım se celkový počet zpráv souboru zredukoval na 18529.

5.1.3 Výběr trénovaćıch dat

Pro účely klasifikace byly d̊uležité pouze samotné texty zpráv, tedy obsahy element̊u
<zprava>, spolu s kategoríı, do které zpráva nálež́ı. Kategorie byla určena dvěma
elementy. Jedńım z nich byl element <hlavni_kategorie>, v němž byla uvedena
vždy právě jedna hlavńı kategorie, druhým elementem potom <kategorie>, jenž
obsahoval od jedné do pěti vedleǰśıch kategoríı. Vzhledem k jejich velkému počtu
a skutečnosti, že MinorThird je stejně jako mnohé podobné nástroje zaměřen přede-
vš́ım na typ klasifikace, kdy dokument řad́ıme do jedné z n tř́ıd, rozhodla jsem se po
domluvě s vedoućım bakalářské práce s vedleǰśımi kategoriemi nepracovat a využ́ıvat
pouze obsah elementu <hlavni_kategorie>.

Texty zpráv byly dále rozděleny do jednotlivých soubor̊u na základě kategoríı
tak, aby každá zpráva byla uložená v samostatném souboru umı́stěném ve složce,
jej́ıž název odpov́ıdá zkratce pro danou tř́ıdu. Hlavńıch kategoríı se v upraveném
zdrojovém souboru vyskytovalo celkem 37, což tedy odpov́ıdá počtu vytvořených
adresář̊u. Jednotlivé tř́ıdy jsou spolu s počtem zpráv, které do nich nálež́ı, zobrazeny
v tab. 5.1.3. V tabulce neńı zahrnuta kategorie označena zkratkou xhs, která obsa-
hovala zprávy skládaj́ıćı se většinou z jedné či dvou vět, velmi často koṕıruj́ıćımi
nadpis. Tématika těchto zpráv byla nav́ıc velmi široká, proto byla celá kategorie
vyřazena, nebot’ pro účely klasifikace ji nelze použ́ıt.

Vzhledem k tomu, že v některých kategoríıch byl nedostatečný počet zpráv pro
úspěšné natrénovańı klasifikátoru, omezila jsem se na tř́ıdy s větš́ım počtem než 200
dokument̊u. Po domluvě s vedoućım bakalářské práce jsem dále klasifikovala do 10
tř́ıd. 10 vybraných kategoríı je spolu s jejich popisem vypsáno v tab. 5.2.
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Název kategorie Zkratka Počet zpráv

Burzy bur 698
Cestovńı ruch tur 75
Doprava dpr 474
Energie ene 189
Finančńı služby fin 223
Chemický a farmaceutický pr̊umysl che 43
Kriminalita a právo zak 1493
Kultura kul 620
Lehký pr̊umysl prm 55
Magaźınový výběr mag 412
Makroekonomika mak 641
Média a reklama med 89
Monitor mnt 55
Náboženstv́ı nab 56
Neštěst́ı a katastrofy kat 26
Obchod obo 121
Parlamenty a vlády for 699

Plány a zpravodajstv́ı ČTK pla 4
Počaśı met 814
Politika pol 1583
Potravinářstv́ı ptr 78
Práce a odbory odb 26
Služby slz 174
Sociálńı problematika sop 179
Souhrn ekonomického zpravodajstv́ı sue 119
Sportovńı zpravodajstv́ı spo 4287
Stavebnictv́ı a reality sta 149
Stroj́ırenstv́ı str 246

Školstv́ı sko 100
Telekomunikace a IT pit 198
Věda a technika vat 86
Zdravotnictv́ı zdr 359
Zemědělstv́ı zem 183
Zpravodajské deńıky den 926

Životńı prostřed́ı ekl 127

Životńı styl spl 184

Tabulka 5.1: Všechny hlavńı kategorie vyskytuj́ıćı se v již upraveném
zdrojovém XML souboru.
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Název kategorie

(zkrácený název)
Popis kategorie

Doprava
(doprava)

Informace o dopravě automobilové, železničńı,
letecké, lodńı a městské hromadné a o budováńı
dopravńıch staveb.

Kriminalita a právo
(krimi)

Informace o právńıch normách a jejich do-
držováńı. Zejména jde o zprávy o kriminali-
tě, jej́ım vyšetřováńı, souzeńı a trestáńı, dále
o dopravńıch nehodách a r̊uzných neštěst́ıch.

Kultura
(kultura)

Informace o filmu, divadlu, hudbě, literatuře,
výtvarném uměńı, architektuře, historických
památkách, muzéıch a kultuře obecně.

Magaźınový výběr
(magaźın)

Zpravodajstv́ı ze světa zábavńıho pr̊umyslu
a módy, informace o celebritách, trendech a za-
j́ımavostech z r̊uzných obor̊u a populárně–
naučné zdravotnické zprávy.

Makroekonomika
(makro)

Informace o státńıch rozpočtech, dluźıch,
měnách, HDP, úrokových mı́rách a sazbách
a o mezinárodńıch ekonomických institućıch.

Počaśı
(počaśı)

Informace o počaśı, o sj́ızdnosti silnic,
sněhových podmı́nkách, ale i záplavách,
zemětřeseńıch apod.

Sportovńı zpravodajstv́ı
(sport)

Informace o sportovńıch soutěž́ıch doma
i v zahranič́ı. Obsahuje i výsledky tipovaćıch
soutěž́ı.

Stroj́ırenstv́ı
(stroj́ırenstv́ı)

Informace o stroj́ırenstv́ı, automobilovém,
leteckém, lodńım, zbrojńım a elektrotech-
nickém pr̊umyslu a o železárnách a hut́ıch.

Parlamenty a vlády
(vlády)

Informace o činnosti hlav stát̊u, parlament̊u
a vlád.

Zdravotnictv́ı
(zdravotnictv́ı)

Informace o zdrav́ı, léčeńı chorob, lékárnách,
léćıch a o zdravotnických systémech včetně
zdravotńıch pojǐst’oven a zdravotnických pro-
fesńıch a odborových organizaćı.

Tabulka 5.2: Kategorie vybrané pro testováńı klasifikátoru.
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Řešeńı Předzpracováńı dat

5.1.4 CoNLL

Aby bylo možné jednotlivá slova tvoř́ıćı zprávy později lemmatizovat a určit slovńı
druh, bylo nutné zprávy převést do formátu CoNLL–2009. Ten vyžaduje, aby každé
slovo bylo umı́stěno na samostatném řádku, který zač́ıná č́ıslem označuj́ıćım pořad́ı
slova ve větě. V každé větě se tedy zač́ıná č́ıslovat znovu od jedničky. Následuje
samotné slovo a za ńım pak 13 podtrž́ıtek. Vše je odděleno tabulátorem. Mezi
jednotlivými větami muśı být prázdný řádek. Např́ıklad zpráva

”
Źıtra se výrazně

ochlad́ı. Na věťsině územı́ bude sněžit.“ by vypadala takto:

1 Zı́tra _ _ _ _ _ _ _ _ _ _ _ _ _

2 se _ _ _ _ _ _ _ _ _ _ _ _ _

3 výrazně _ _ _ _ _ _ _ _ _ _ _ _ _

4 ochladı́ _ _ _ _ _ _ _ _ _ _ _ _ _

5 . _ _ _ _ _ _ _ _ _ _ _ _ _

1 Na _ _ _ _ _ _ _ _ _ _ _ _ _

2 většině _ _ _ _ _ _ _ _ _ _ _ _ _

3 územı́ _ _ _ _ _ _ _ _ _ _ _ _ _

4 bude _ _ _ _ _ _ _ _ _ _ _ _ _

5 sněžit _ _ _ _ _ _ _ _ _ _ _ _ _

6 . _ _ _ _ _ _ _ _ _ _ _ _ _

5.1.5 Lemmatizátor a POS–tagger

Jako vstupńı data pro klasifikátor jsem se na základě dobrých výsledk̊u v literatu-
ře [24] rozhodla použ́ıt lemmata mı́sto slov, proto bylo potřeba provést lemmatizaci.
Dále jsem předpokládala, že pro klasifikaci dokument̊u nebude nutné pracovat se
všemi slovy obsaženými v textu, ale pouze s vybranými slovńımi druhy [23]. Pro účel
přǐrazeńı slovńıho druhu lemmat̊um slouž́ı POS–tagger. Oba nástroje, lemmatizátor
i POS–tagger s již natrénovaným modelem pro češtinu, poskytl vedoućı bakalářské
práce včetně spouštěćıch skript̊u.

Vstupem lemmatizátoru jsou soubory ve formátu CoNLL, který byl představen
v sekci 5.1.4. Lemmatizátor do tohoto formátu doplńı lemmata slov a jeho výsledek
pak slouž́ı jako vstup pro POS–tagger, který dodá zkratku slovńıho druhu. Přehled
zkratek pro jednotlivé slovńı druhy je zobrazen v tab. 5.1.5. Po lemmatizaci a otag-
gováńı vypadá výše zmı́něná vzorová zpráva

”
Źıtra se výrazně ochlad́ı. Na věťsině

územı́ bude sněžit.“ takto:
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Řešeńı Předzpracováńı dat

1 Zı́tra zı́tra _ _ D _ _ -1 _ _ _ _ _

2 se se_^(zvr._zájmeno/částice) _ _ P _ _ -1 _ _ _ _ _

3 výrazně výrazně _^(*1ý) _ _ N _ _ -1 _ _ _ _ _

4 ochladı́ ochladit_:w _ _ V _ _ -1 _ _ _ _ _

5 . . _ _ Z _ _ -1 _ _ _ _ _

1 Na na-1 _ _ R _ _ -1 _ _ _ _ _

2 většině většina _ _ N _ _ -1 _ _ _ _ _

3 územı́ územı́ _ _ N _ _ -1 _ _ _ _ _

4 bude být _ _ V _ _ -1 _ _ _ _ _

5 sněžit sněžit_:w _ _ V _ _ -1 _ _ _ _ _

6 . . _ _ Z _ _ -1 _ _ _ _ _

Prvńı sloupec označuje pořad́ı ve větě. Druhý sloupec obsahuje slovo v p̊uvodńım
tvaru nebo interpunkčńı znak. Ve třet́ım sloupci najdeme lemma. Zkratka slovńıho
druhu se nacháźı v šestém sloupci. Ostatńı sloupce nejsou využity.

Zkratka Význam

N podstatné jméno
A př́ıdavné jméno
P zájmeno
C č́ıslovka
V sloveso
D př́ıslovce
R předložka
J spojka
T částice
I citoslovce

Z interpunkčńı znaménko

Tabulka 5.3: Zkratky vyskytuj́ıćı se v otaggovaném
CoNLL souboru.

5.1.6 Finálńı úpravy

Na základě zvolených kritéríı pro výběr př́ıznak̊u, která jsou dále popsána v sekci
5.2, byla z otaggovaných soubor̊u extrahována daná lemmata či p̊uvodńı slova
a umı́stěna do nových soubor̊u, které byly ukládány do složek podle kategoríı.
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Řešeńı Návrh experiment̊u

V zápět́ı se ukázalo, že pro použit́ı nástroje TextBaseLabeler, jenž jednotlivým
zprávám přǐrad́ı správnou kategorii, je vhodné, aby byl text každé zprávy ohra-
ničen elementem, jehož název odpov́ıdá názvu tř́ıdy, do které zpráva nálež́ı. Na
začátek každého souboru tak byl přidán př́ıslušný otev́ıraćı tag a na jeho závěr tag
ukončovaćı. Nakonec bylo z každé kategorie náhodně vybráno 200 soubor̊u určených
pro trénováńı a umı́stěno do jednoho adresáře, č́ımž byla př́ıprava trénovaćıch dat
pro nástroj MinorThird hotova a bylo možné přistoupit k experiment̊um.

5.2 Návrh experiment̊u

Pro experimenty bylo vedle výběru klasifikačńıch algoritmů patrně nejd̊uležitěǰśım
krokem zvolit kritéria pro výběr př́ıznak̊u a na jejich základě pak vytvořit několik
r̊uzných skupin zdrojových dokument̊u, které budou použity jako trénovaćı data pro
klasifikátor.

Lemmatizátor a POS–tagger byly použity, aby bylo možno jako trénovaćı data
vybrat pouze určité slovńı druhy. Z těch jsem zvolila podstatná a př́ıdavná jména,
slovesa a př́ıslovce. Tyto slovńı druhy patř́ı mezi základńı, nebot’ je lze odvodit př́ımo
z pojmů našeho myšleńı [17]. Naopak jsem předpokládala, že bude možné vynecháńı
zájmen, předložek, spojek, částic, citoslovćı a také interpunkčńıch znamének. Ke
zvážeńı, zdali je začlenit či nikoliv, zbývaly pouze č́ıslovky. Zahrnut́ı konkrétńıch
č́ıslovek by nejsṕı̌se bylo zbytečné, nebot’ neńı pravděpodobné, že by ojedinělý
výskyt některého č́ısla přispěl k lepš́ımu natrénováńı klasifikátoru. Na druhou stranu
počet č́ıslovek ve zprávě by úlohu hrát mohl. Z toho d̊uvodu jsem dospěla k závěru,
že vyzkouš́ım obě varianty. Vytvořila jsem tedy dvě skupiny trénovaćıch dat, přičemž
v jedné jsem č́ıslovky vynechala zcela a do druhé jsem je začlenila. Konkrétńı
č́ıslovky jsem však nahradila slovem č́ıslovka. Z v́ıcenásobného výskytu tohoto slova
ve zprávě tak bude jasné, kolik č́ısel text obsahoval. Jako př́ıznaky pro tyto dvě
skupiny jsem se rozhodla použ́ıt lemmata slov, nebot’ jsem předpokládala, že takto
bude klasifikátor podávat lepš́ı výsledky než s použit́ım slov v jejich p̊uvodńım tvaru.

Aby bylo možné ověřit, zdali použit́ı pouze určitých slovńıch druh̊u zlepšuje
úspěšnost klasifikátoru, bylo vhodné, aby daľśı vytvořená skupina dokument̊u na-
opak obsahovala všechny slovńı druhy. Třet́ı soubor dat je tedy složen z dokument̊u,
které jsou reprezentovány všemi slovy nacházej́ıćımi se v originálńım textu, pouze
jsou na mı́sto p̊uvodńıch tvar̊u slov použita jejich lemmata. Pro čtvrtou, posledńı,
skupinu dokument̊u pak byla použita slova v p̊uvodńıch tvarech, což by mělo poskyt-
nout dobré srovnáńı s předchoźı skupinou a zároveň umožnit zhodnoceńı významu
lemmatizace a POS–taggingu.
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Řešeńı Dosažené výsledky

Vznikly tedy celkem 4 skupiny dokument̊u lǐśıćı se vybranými př́ıznaky a určené
pro klasifikaci nástrojem MinorThird. Ćılem práce bylo použ́ıt k tomu tři r̊uzné
algoritmy, přičemž vybrány byly naivńı Bayes̊uv klasifikátor, support vector ma-
chines a maximálńı entropie. Úspěšnost vytvořeného klasifikátoru pro tyto metody
a pro všechny soubory dokument̊u jsou obsaženy v kap. 5.3.

5.3 Dosažené výsledky

Pro testováńı natrénovaných model̊u byla použita kř́ıžová validace, která je součást́ı
implementace nástroje MinorThird. Důležitým parametrem pro tuto metodu je
počet část́ı, do kterých se maj́ı zdrojová data rozdělit. Zvolena byla hodnota 10.
Výsledky pro jednotlivé skupiny vstupńıch dokument̊u jsou zobrazeny v tabulkách
podle použitého algoritmu pro trénováńı. Tab. 5.4 obsahuje výsledky pro naivńı
Bayes̊uv klasifikátor, tab. 5.5 pro metodu SVM a tab. 5.6 pro algoritmus založený
na maximálńı entropii. V těchto tabulkách jsou začleněny výsledky pro jednotlivé
kategorie i celkové. Č́ıselné hodnoty udávaj́ı, pro kolik procent dokument̊u určil
klasifikátor tř́ıdu správně. Řádky tabulek odpov́ıdaj́ı rozpoznávaným kategoríım
a sloupce jednotlivým sadám dokument̊u lǐśıćıch se výběrem př́ıznak̊u. Prvńı sloupec
s hodnotami obsahuje výsledky pro skupinu dokument̊u, kde byla použita všechna
slova. V druhém sloupci se nacháźı výsledky pro skupinu dokument̊u, které jsou
reprezentovány všemi lemmaty. Pro sadu dokument̊u, jej́ıž výsledky jsou ve třet́ım
sloupci tabulky, byly vybrány pouze určité slovńı druhy. Výsledky posledńı skupiny
dokument̊u, ve které byly k vybraným slovńım druh̊um přidány č́ıslovky, se nacháźı
ve čtvrtém sloupci.

Z tab. 5.4 vyplývá, že nejlepš́ıch výsledk̊u dosahoval naivńı Bayes̊uv klasifikátor,
a to s výrazněǰśım pr̊uměrným odstupem 3,9 %. Na druhém mı́stě je pak algorit-
mus support vector machines a nejhorš́ıch výsledk̊u dosahoval algoritmus maximálńı
entropie. Rozd́ıl výsledných pr̊uměrných úspěšnost́ı je zde však už jen 2 %. Pořad́ı al-
goritmů z̊ustane stejné i v př́ıpadě, že porovnáme jejich výsledky pro každou skupinu
dokument̊u zvlášt’. Jedinou výjimkou je skupina, ve které jsou jako př́ıznaky použita
všechna slova. Zde dopadla maximálńı entropie lépe než SVM. Hlavńım d̊uvodem
vysoké úspěšnosti naivńıho Bayesova klasifikátoru oproti metodě support vector
machines a algoritmu maximálńı entropie je pravděpodobně nedostatečná velikost
trénovaćıch dat. Zat́ımco pro Bayesovu metodu byla velikost trénovaćıch dat nej-
sṕı̌se dostačuj́ıćı, pro daľśı dva algoritmy byla pravděpodobně př́ılǐs malá.

Zaj́ımavá zjǐstěńı vyplývaj́ı ze srovnáńı jednotlivých skupin dokument̊u. Před-
pokladem bylo, že soubor dokument̊u, kde jsou jako př́ıznaky zvolena všechna slova
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Řešeńı Dosažené výsledky

všechna

slova

všechna

lemmata

lemmata

vybraných

slovńıch

druh̊u

lemmata

vybraných

slovńıch druh̊u

včetně č́ıslovek

doprava 79,5 78,0 78,5 79,0
krimi 83,0 82,0 82,0 82,0
kultura 89,5 91,5 92,0 91,0
magazin 66,0 69,5 67,5 70,0
makro 87,0 86,0 85,5 86,5
meteo 97,0 95,5 96,5 97,0
sport 96,0 92,0 93,5 93,0
stroj́ırenstv́ı 94,5 95,5 94,5 96,5
vlády 85,5 84,0 87,0 84,0
zdravotnictv́ı 91,0 91,5 92,5 93,5

celkem 86,9 86,6 87,0 87,2

Tabulka 5.4: Výsledky pro NB (úspěšnost klasifikátoru v %).

všechna

slova

všechna

lemmata

lemmata

vybraných

slovńıch

druh̊u

lemmata

vybraných

slovńıch druh̊u

včetně č́ıslovek

doprava 81,5 78,5 79,5 82,0
krimi 83,5 75,5 80,5 80,0
kultura 80,0 79,0 81,0 79,5
magazin 76,0 75,0 76,0 75,0
makro 81,5 78,0 81,0 86,0
meteo 93,5 94,5 95,0 95,5
sport 89,5 89,5 89,0 89,5
stroj́ırenstv́ı 89,0 91,5 89,5 90,5
vlády 77,5 76,5 79,0 74,0
zdravotnictv́ı 81,5 77,5 83,0 82,5

celkem 83,4 81,6 83,4 83,5

Tabulka 5.5: Výsledky pro SVM (úspěšnost klasifikátoru v %).

28
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všechna

slova

všechna

lemmata

lemmata

vybraných

slovńıch

druh̊u

lemmata

vybraných

slovńıch druh̊u

včetně č́ıslovek

doprava 81,5 68,0 78,0 73,0
krimi 81,5 71,0 80,5 81,0
kultura 80,5 67,5 80,0 81,0
magazin 74,5 59,5 72,5 70,5
makro 83,0 78,0 82,5 83,0
meteo 96,5 90,5 92,0 91,0
sport 93,5 87,5 92,5 87,5
stroj́ırenstv́ı 92,5 84,0 92,0 92,5
vlády 80,0 68,0 75,0 76,0
zdravotnictv́ı 81,5 75,0 83,5 82,0

celkem 84,5 74,9 82,9 81,8

Tabulka 5.6: Výsledky pro ME (úspěšnost klasifikátoru v %).

v p̊uvodńım tvaru, si povede nejh̊uře a že v př́ıpadě použit́ı lemmat slov, bude mı́t
klasifikátor úspěšnost větš́ı. Nejlepš́ı výsledky měl podávat klasifikátor natrénovaný
jen na lemmatech vybraných slovńıch druh̊u. Tyto předpoklady se však nepotvrdily.
Nejhorš́ıch výsledků ve všech třech př́ıpadech dosáhla skupina dokument̊u, která
má jako př́ıznaky všechna lemmata. To lze vidět zejména v př́ıpadě maximálńı
entropie, kde byla úspěšnost klasifikátoru až překvapivě malá oproti ostatńım. Nej-
lepš́ıch výsledk̊u zde naopak dosáhla skupina použ́ıvaj́ıćı všechna slova. U daľśıch
dvou algoritmů, NB a SVM, pak skutečně sady soubor̊u s pouze určitými slovńımi
druhy měly nejvyšš́ı úspěšnost, přičemž soubor obsahuj́ıćı nav́ıc č́ıslovky dosáhl ještě
nepatrně lepš́ıch výsledk̊u. Rozd́ıly v hodnotách celkové úspěšnosti jsou však př́ılǐs
malé. Výsledky tedy nepotvrdily předpoklady, že použit́ı POS–taggeru a výběr jen
některých slovńıch druh̊u přispěj́ı k vytvořeńı lepš́ıho klasifikátoru. Hlavńı př́ıči-
nou je pravděpodobně skutečnost, že byla použita nejjednodušš́ı parametrizačńı
technika (document frequency). Použit́ı sofistikovaněǰśı metody by pravděpodobně
vedlo k tomu, že by se výsledky experiment̊u v́ıce přibĺıžily očekávaným výsledk̊um.

Pod́ıváme–li se na výsledky jednotlivých kategoríı, nejlepš́ıch dosáhly klasifiká-
tory pro kategorii meteo, což je pravděpodobně dáno t́ım, že disponuje specifickou
slovńı zásobou, jež se pouze minimálně překrývá se zbylými tř́ıdami. Velmi dobré
výsledky podávaly klasifikátory také pro kategorie sport a stroj́ırenstv́ı. Naopak
nejh̊uře rozpoznatelná byla tř́ıda magaźın, pro kterou je až na jedinou výjimku
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Řešeńı Dosažené výsledky

úspěšnost klasifikátoru vždy nejnižš́ı ze všech kategoríı. Při bližš́ım prozkoumáńı
bylo zjǐstěno, že tato kategorie byla velmi podobná zejména kategorii kultura, která
z toho d̊uvodu byla často zvolena namı́sto správné tř́ıdy magaźın.
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6 Závěr

Ćılem této práce bylo nastudovat použ́ıvané techniky pro automatickou klasifikaci
textových dokument̊u a zvolit alespoň dvě metody, které budou otestovány na
českém korpusu, jenž dodala ČTK. K tomu bylo potřeba vyhledat vhodný klasi-
fikačńı nástroj, což tvořilo daľśı ćıl této práce.

Na základě předchoźı analýzy existuj́ıćıch př́ıstup̊u byly pro vlastńı experimenty
jako metody zvoleny naivńı Bayes̊uv klasifikátor, support vector machines a algo-
ritmus maximálńı entropie. K této volbě pak bylo nutné přihlédnout při výběru
nástroje, který bude použit pro vlastńı klasifikaci dokument̊u. Na internetu jich
bylo nalezeno celkem deset, jež vyhovovaly zadaným kritéríım. Mezi kritéria patřilo
předevš́ım, aby se jednalo o volně dostupný software, který je implementován v ja-
zyce Java, př́ıpadně C++. Z nalezených nástroj̊u byl nakonec zvolen MinorThird
předevš́ım proto, že jsou v něm zahrnuty všechny tři vybrané algoritmy a že dispo-
nuje kvalitńı dokumentaćı.

Zdrojové texty byly upraveny do potřebné podoby pro nástroj MinorThird a byly
vytvořeny čtyři skupiny dokument̊u, které se lǐsily typem zvolených př́ıznak̊u. Prvńı
sada obsahovala dokumenty, které měly jako př́ıznaky všechna slova p̊uvodńıho
textu v jejich originálńım tvaru. Pro druhý soubor byla použita také všechna slova,
ovšem jejich p̊uvodńı tvar byl nahrazen jejich lemmatem. Lemmata byla součást́ı
i daľśıch dvou soubor̊u, jež obsahovaly vybrané slovńı druhy, kterými byly podstatná
a př́ıdavná jména, slovesa a př́ıslovce. V jedné sadě se ve speciálńım tvaru nacházely
i č́ıslovky.

Pro všechny čtyři soubory dokument̊u a všechny tři zvolené algoritmy byly jed-
notlivě provedeny experimenty a v závěru tak vzniklo celkem dvanáct sad výsledk̊u.
Z výsledk̊u vyplynulo, že jako nejlepš́ı metoda se jev́ı naivńı Bayes̊uv klasifiká-
tor, který přǐradil správnou kategorii pro nejvyšš́ı procento dokument̊u. S mı́rným
odstupem skončil na druhém mı́stě algoritmus SVM a nejnižš́ı úspěšnost zazname-
nala metoda maximálńı entropie.

Výsledky pro jednotlivé sady dokument̊u nebyly ve shodě s prvotńımi před-
poklady. Očekávalo se, že soubor obsahuj́ıćı jako př́ıznaky všechna slova dosáhne
nejhorš́ıch výsledků. Nejnižš́ı úspěšnost měly natrénované klasifikátory ovšem pro
skupinu, která obsahovala jako př́ıznaky všechna lemmata. Daľśım předpokladem
bylo, že skupiny, kde byly začleněny jen některé slovńı druhy dosáhnou nejlepš́ıch
výsledk̊u. Tak tomu bylo pouze v př́ıpadě naivńıho Bayesova klasifikátoru a SVM.
Rozd́ıl oproti ostatńım skupinám byl však minimálńı. Pro algoritmus maximálńı
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Závěr

entropie měla nejvyšš́ı úspěšnost skupina obsahuj́ıćı všechna slova p̊uvodńıho textu.

Výsledky experiment̊u potvrdily, jak d̊uležitým krokem je výběr př́ıznak̊u. Vy-
zkoušeńı daľśıch metod pro volbu př́ıznak̊u s ćılem naj́ıt tu nejvýhodněǰśı je jedna
z variant budoućıho vývoje. Daľśımi možnostmi jsou ověřeńı výsledk̊u s rozsáhlými
daty a automatizace procesu parametrizace. Kromě zdokonaleńı systému by pak
bylo možné jeho rozš́ı̌reńı t́ım zp̊usobem, že by jednomu dokumentu mohlo být
přǐrazeno v́ıce kategoríı, což by umožnilo aplikaci v těch oblastech, kde se témata
mohou překrývat.
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Přehled zkratek

BSD Berkeley Software Distribution (licence)
CoNLL Computer Natural Language Learning
CPL Common Public License
ČTK Česká tisková kancelář
GNU General Public License
GUI Grafické uživatelské rozhrańı
HMM Hidden Markov Models
KNN k-Nearest Neighbor (algoritmus)
LM Language Model (algoritmus)
ME Maximálńı entropie
NB Naivńı Bayes̊uv klasifikátor
PDT Pražský závislostńı korpus
POS Part of Speech
SVM Support Vector Machines
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A Uživatelská dokumentace

A.1 MinorThird - kompilace

Pro použ́ıváńı nástroje MinorThird je nutné mı́t nainstalovanou javu verze 1.5.0
a vyšš́ı. Pro kompilaci kódu je nav́ıc potřeba Ant verze 1.6.5 nebo pozděǰśı.

Postup instalace:

1. Stáhnout MinorThird z adresy uvedené u zdroje [16].

2. Pomoćı př́ıkazu cd se přesunout do adresáře, do kterého byly rozbaleny stažené
soubory.

3. Spustit instalačńı skript pro daný operačńı systém pro nastaveńı
CLASSPATH.� pro Linux: source script/setup.linux� pro Windows: script\setup

4. Aby bylo možné použ́ıvat veškeré součásti nástroje MinorThird, je nutné
provést drobnou úpravu zdrojového kódu. Jedná se o doplněńı českých znak̊u,
jež by jinak MinorThird považoval za b́ılé znaky a v d̊usledku toho by dochá-
zelo mimo jiné ke špatnému děleńı jednotlivých slov.
V adresáři src/edu/cmu/minorthird/text/ vyhledáme tř́ıdu

RegexTokenizer.java

a zobraźıme ji v libovolném textovém editoru. Zde najdeme globálně deklaro-
vaný řetězec

TOKEN_REGEX_DEFAULT_VALUE,

jenž je inicializován na hodnotu

"\\s*([0-9]+|[a-zA-Z]+|\\W)\\s*".

Do toho je nutné začlenit veškerá ṕısmena obsahuj́ıćı háčky a čárky vysky-
tuj́ıćı se v české abecedě a to v jejich malé i velké variantě. Výsledek může
vypadat např. takto:

"\\s*([0-9]+|[a-zA-Zěščřžýáı́éňd’t’úůĚŠČŘŽÝÁÍÉŇĎŤÚŮ]+|\\W)\\s*"
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Uživatelská dokumentace MinorThird - kompilace

5. Po uložeńı a přesunut́ı se zpět do hlavńıho adresáře lze kód zkompilovat
př́ıkazem:

ant build-clean

6. Dokumentaci lze vygenerovat př́ıkazem:

ant javadoc

7. Otestovat, zdali kompilace byla úspěšná, lze př́ıkazem:

ant test

V př́ıpadě problémů s kompilaćı je možné z uvedeného zdroje stáhnout také spusti-
telnou, tedy již zkompilovanou, verzi. Je však nutné pamatovat na fakt, že bez
výše znázorněných úprav tř́ıdy RegexTokenizer.java nebude nástroj pro češtinu
spolehlivě fungovat.
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Uživatelská dokumentace TextBaseLabeler

A.2 TextBaseLabeler

Postup vytvořeńı souboru DATA.labels potřebného pro načteńı zdrojových doku-
ment̊u do nástroje MinorThird je následuj́ıćı:

1. Na př́ıkazové řádce se přesuneme do složky, kam jsme nainstalovali Minor-
Third. TextBaseLabeler spust́ıme př́ıkazem

java -Xmx500M edu.cmu.minorthird.text.gui.TextBaseLabeler DATA

DATA.labels

kde DATA je název adresáře obsahuj́ıćıho zdrojové dokumenty. Je vhodné po-
jmenovat výstupńı soubor shodně jako adresář s daty, protože tak bude Mi-
norThird nač́ıtat zdrojové dokumenty automaticky.

2. Otevře se nové okno, viz obr. A.1, kde klikneme na tlač́ıtko Save v pravém
dolńım rohu, č́ımž je soubor DATA.labels hotov.

3. Pokud nemáme zprávy ohraničené počátečńımi a ukončovaćımi XML značka-
mi, viz kap. 4.3.2, muśıme kategorii zvolit pro každý dokument zvlášt’:� vybereme dokument (klikneme na něj v horńı části okna)� zvoĺıme kategorii v menu pick label (dolńı lǐsta)� neńı-li kategorie v nab́ıdce, naṕı̌seme ji do pole New class a klikneme

na tlač́ıtko Accept class� stejným zp̊usobem vybereme tř́ıdu pro daľśı dokumenty a nakonec práci
ulož́ıme volbou Save
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Obrázek A.1: GUI nástroje TextBaseLabeler.
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Uživatelská dokumentace TrainTestClassifier

A.3 TrainTestClassifier

Postup pro natrénováńı modelu a jeho následné otestováńı pomoćı GUI je následu-
j́ıćı:

1. Na př́ıkazové řádce se přesuneme do složky, kam jsme nainstalovali Minor-
Third. TrainTestClassifier spust́ım př́ıkazem:

java -Xmx500M edu.cmu.minorthird.ui.TrainTestClassifier -gui

2. Otevře se nové okno, viz obr. A.2, kde klikneme na tlač́ıtko Edit umı́stěné
v horńı části.

Obrázek A.2: GUI nástroje TrainTestClassifier.

3. V daľśım okně, které vid́ıme na obr. A.3 nastav́ıme veškeré parametry pro
trénováńı a testováńı dat:
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Obrázek A.3: Okno pro nastaveńı parametr̊u.
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Uživatelská dokumentace TrainTestClassifier� labelsFilename: Kliknut́ım na tlač́ıtko Browse vybereme soubor s kon-
covkou .labels, který jsme vytvořili pomoćı nástroje TextBaseLabeler
a který specifikuje dokumenty pro trénováńı (a př́ıpadně i testováńı).
Tyto dokumenty muśı být umı́stěny v jedné složce, která se nacháźı ve
stejném adresáři jako tento soubor.� signalParameters: Klikneme na tlač́ıtko Edit a jako spanProp nasta-
v́ıme výběrem v menu možnost userLabel. Tato volba upřesňuje kate-
gorie, pro které má být klasifikátor natrénován.� splitter: Zde specifikujeme, jak budou rozdělena naše data na trénovaćı
a testovaćı množinu. Jinou variantou je v poli testFilename vybrat
testovaćı množinu př́ımo. V tomto př́ıpadě bude splitter ignorován.� learner: Pro př́ıpad multiklasifikace je nutné zvolit možnost
OneVsAllLearner a kliknut́ım na tlač́ıtko Edit v poli innerLearner
zvolit požadovaný algoritmus.

4. Stisknut́ım klávesy Enter se okno Property Editor uzavře a my se dostaneme
zpět do p̊uvodńı nab́ıdky. Zde kliknut́ım na tlač́ıtko Start Task zaháj́ıme
klasifikaci a trénováńı.

5. Po natrénováńı a otestováńı modelu si můžeme prohlédnout výsledky kliknu-
t́ım na tlač́ıtko View results.

Nechceme-li či nemůžeme-li použ́ıt GUI, je možné spustit TrainTestClassifier
s využit́ım př́ıkazové řádky. V tomto př́ıpadě zadáme veškeré naše volby jako para-
metry. Nápovědu, která obsahuje přehled možnost́ı, lze vypsat př́ıkazem:

java -Xmx500M edu.cmu.minorthird.ui.TrainTestClassifier -help

Např́ıklad spustit TrainTestClassifier pomoćı př́ıkazové řádky s volbami� labelsFilename: data.labels (včetně cesty)� spanProp: userLabel� splitter: CrossValSplitter (zdrojová data rozděĺıme na 10 skupin)� learner: OneVsAllLearner� innerLearner: MaxEnt (maximálńı entropie - defaultńı)

lze př́ıkazem
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java -Xmx500M edu.cmu.minorthird.ui.TrainTestClassifier -labels data

-spanProp userLabel -splitter "new CrossValSplitter()" -SplitterOp

numberOfFolds=10 -learner "new Recommended.OneVsAllLearner()"

Výsledkem bude stručný výpis výsledk̊u zahrnuj́ıćı spočtenou chybovost celkově
a pro každou tř́ıdu zvlášt’. Pro podrobněǰśı výpis ve speciálńım okně je nutné při
spouštěńı přidat ještě parametr -showResult.
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A.4 TrainClassifier

Pro natrénováńı klasifikátoru je nutné zadat tyto parametry:� learner: Pro klasifikaci do v́ıce než dvou tř́ıd vybereme OneVsAllLearner
a algoritmus upřesńıme volbou innerLearner.� labels: Název souboru s koncovkou .labels specifikuj́ıćı dokumenty pro tréno-
váńı.� spanProp: Zvoĺıme možnost userLabel pro trénováńı námi určených kate-
goríı.� saveAs: Název, pod kterým se má uložit natrénovaný model.

TrainClassifier můžeme spustit pomoćı př́ıkazové řádky nebo pomoćı GUI.

Pomoćı př́ıkazové řádky můžeme trénováńı spustit např. t́ımto př́ıkazem:

java -Xmx500M edu.cmu.minorthird.ui.TrainClassifier -labels data

-spanProp userLabel -learner "new Recommended.OneVsAllLearner()"

-LearnerOp innerLearner=ui.Recommended.NaiveBayes -saveAs model.ann

Pro spuštěńı pomoćı GUI zadáme:

java -Xmx500M edu.cmu.minorthird.ui.TrainClassifier -gui

Daľśı postup je pak shodný jako pro nástroj TrainTestClassifier, viz. př́ıloha A.3.
Lǐśı se pouze množstv́ı zadávaných parametr̊u.
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A.5 TestClassifier

Pro testováńı klasifikátoru je potřeba upřesnit tyto parametry:� labels: Název adresáře obsahuj́ıćı dokumenty pro testováńı.� spanProp: Zvoĺıme možnost userLabel pro klasifikaci do námi určených ka-
tegoríı.� loadFrom: Parametr pro upřesněńı natrénovaného modelu, který se má na-
č́ıst.� saveAs: Jméno souboru pro uložeńı výsledku testováńı, nepovinný parametr.

TestClassifier můžeme spustit pomoćı př́ıkazové řádky nebo pomoćı GUI.

Pomoćı př́ıkazové řádky můžeme testováńı spustit např. t́ımto př́ıkazem:

java -Xmx500M edu.cmu.minorthird.ui.TestClassifier -labels data

-spanProp userLabel -loadFrom model.ann -saveAs data.labels

Pro spuštěńı pomoćı GUI zadáme:

java -Xmx500M edu.cmu.minorthird.ui.TestClassifier -gui

Daľśı postup je pak shodný jako pro nástroj TrainTestClassifier, viz. př́ıloha A.3.
Lǐśı se pouze množstv́ı zadávaných parametr̊u.

46
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souboru

<radek id=”T201101010012301”>
<titulek>Tornádo v USA zabilo šest lid́ı</titulek>
<datum>01.01.2011</datum>

<cas>00:09</cas>
<lokalita>USA </lokalita>
<kw>USA počaśı tornádo </kw>
<hlavni kategorie>met </hlavni kategorie>
<kategorie>met </kategorie>
<priorita>4</priorita>
<servis>mus</servis>
<zprava> Tornádo v USA zabilo šest lid́ı &lt;p&gt;Washington 1. ledna (ČTK)
- Šest lid́ı zahynulo v pátek v USA, když se přes státy Arkansas, Missouri a Illi-
nois přehnalo tornádo. Deśıtky osob utrpěly zraněńı. V́ıtr také zničil několik bu-
dov.&lt;/p&gt; &lt;p&gt;Tornádo se přehnalo přes arkansaský okres Washington
County, kde smetlo jeden zděný d̊um, stodolu a jeden montovaný domek. V troskách
zahynuli tři lidé a několik daľśıch bylo zraněno. V́ıtr také zpřetrhal elektrické ve-
deńı.&lt;/p&gt; &lt;p&gt;Daľśı tři oběti jsou z oblasti Rolla ve státě Missouri. Dvě
ženy zahynuly na jedné farmě složené z mobilńıch domů.&lt;/p&gt; &lt;p&gt;Torná-
do vzniklo na okraji frontálńıho systému, který ve čtvrtek přinesl sněhovou bouři do
západńıch amerických stát̊u a pohybuje se k severovýchodu. Varováńı před daľśımi
větrnými smrštěmi dnes vyhlásily státy Arkansas, Missouri a Oklahoma.&lt;/p&gt;
&lt;p&gt;rv str&lt;/p&gt; </zprava>
</radek>
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