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Abstrakt

Tématem této práce je automatické rozpoznáváńı typ̊u otázek v r̊uzných jazyćıch.

Práce analyzuje typy vět a typy otázek, zaměřuje se na jejich intonaci a popisuje jej́ı

pravidla v r̊uzných jazyćıch. Na problematiku se d́ıvá z hlediska syntézy řeči, zvýrazňuje

d̊uležitost správného generováńı prozodie a konkrétně typického tónu r̊uzných typ̊u otázek,

aby umělá řeč byla co nejpřirozeněǰśı. Důležité je tud́ıž při předzpracováńı textu před

jeho samotnou syntézou automaticky rozlǐsovat typy otázek. Předkládaná práce se o to

snaž́ı využit́ım pravidel, klasifikátor̊u a neuronové śıtě T5. Tyto př́ıstupy testuje pro data

v několika jazyćıch a porovnává jejich přesnosti při klasifikaci otázek.

Kĺıčová slova
TTS, syntéza řeči, zpracováńı přirozeného jazyka, intonace, otázky, SVM, T5

Abstract

The subject of this thesis is the automatic recognition of question types in various

languages. The thesis analyzes types of sentences and types of questions, focuses on their

intonation and describes its rules in different languages. The issue is looked at from the

perspective of speech synthesis, it emphasizes the importance of the correct generation of

prosody and, in particular, the typical tone of different types of questions, so that artifi-

cial speech is as natural as possible. It is therefore important to automatically distinguish

between the types of questions when pre-processing the text before the synthesis. The

current work aims to do so using rules, classifiers and the T5 neural network. These ap-

proaches are tested using data in several languages and their accuracy values for question

types classification are compared.

Keywords
TTS, speech synthesis, natural language processing, intonation, questions, SVM, T5
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5.2.1 Ručně odvozené znalosti . . . . . . . . . . . . . . . . . . . . . . . . 24
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5.14 Schéma perceptronu [15] . . . . . . . . . . . . . . . . . . . . . . . . . . . . 36
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5.14 Maximálńı přesnosti pro SVC a jejich parametry . . . . . . . . . . . . . . . 36
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Kapitola 1

Úvod

Syntéza řeči byla stvořena jako prostředek pro zpř́ıjemněńı a zjednodušeńı komunikace

mezi lidmi a stroji. Řeč je odjakživa nejpřirozeněǰśım zp̊usobem dorozumı́váńı mezi lidmi,

proto začalo být experimentováno i s jej́ı syntézou stroji, od mechanických stroj̊u z měch̊u

až po dnešńı podobu řeči, v zásadě vždy generovanou pomoćı poč́ıtač̊u.

Dnešńı podoba syntetizované řeči je obecně na vysoké úrovni, co se týče srozumitel-

nosti, ale v př́ıpadě přirozenosti je stále co zlepšovat. Jelikož přirozenost komunikace je

hlavńı ćıl syntetizované řeči, je dnešńı vývoj zaměřen právě na přirozenost.

Syntetická řeč se tvoř́ı na základě fonetické a prozodické informace, přirozenost se

odv́ıj́ı hlavně od té prozodické. Hlavńımi prozodickými charakteristikami jsou intonace,

časováńı a intenzita. Intonace jako jediná napomáhá nejen přirozenosti, ale má jasná

pravidla i podle významu promluvy, tud́ıž napomáhá i srozumitelnosti. To umocňuje

nutnost generovat intonaci v syntetické řeči korektně.

Intonace mimo jiné udává hlavńı rozd́ıl mezi zjǐst’ovaćımi otázkami (otázky, které

očekávaj́ı odpověd’ ano/ne) a doplňovaćımi otázkami (očekávaj́ı slovńı odpověd’). Tón

na konci zjǐst’ovaćıch otázek stoupá, aby se výrazněji odlǐsily od oznamovaćıch vět, které

maj́ı často stejný slovosled. Doplňovaćı otázky toto výrazné rozlǐseńı nevyžaduj́ı, a proto

jejich tón klesá.

Při syntéze řeči z textu je nutné, aby intonace byla generována pro každý typ věty

dle daných pravidel konkrétńıho jazyka, jinak by p̊usobila velmi nepřirozeně - např́ıklad

pokud by byla řečena zjǐst’ovaćı otázka s klesavou melodíı, zněla by jako oznamovaćı věta,

a nebylo by jasné, že je očekávána odpověd’. Kv̊uli tomu je potřeba zjistit pro každou větu,

o jaký typ věty se jedná. To, že se jedná o otázku, lze snadno zjistit podle otazńıku na

konci věty. O jaký konkrétńı typ otázky se jedná, je však komplexněǰśı problém. Př́ıstupy

k jeho řešeńı jsou tématem této bakalářské práce.
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Kapitola 2

Syntéza řeči

Dle [14] je syntéza řeči definována jako proces umělého vytvářeńı řeči. Řeč je nejpřiro-

zeněǰśım a historicky nejstarš́ım zp̊usobem komunikace mezi lidmi, proto začaly vznikat

zp̊usoby, jak by mohly s člověkem na stejné úrovni komunikovat i stroje. Ćılem syntézy je

generovat řeč, která bude nejen srozumitelná, ale i přirozená, a t́ım téměř nerozeznatelná

od promluvy člověka. Aplikaćı syntézy řeči je mnoho, patř́ı mezi ně pomůcky pro nevidomé

nebo automatické předč́ıtáńı text̊u. Syntetizovaná řeč může být využita i jako menš́ı

součást hlasových dialogových systémů nebo robot̊u.

2.1 Základńı typy syntézy řeči

Syntézu [14] děĺı podle toho, jakým zp̊usobem je řeč modelována.

Artikulačńı syntéza se snaž́ı modelovat proces vytvářeńı řeči přesně tak, jak fyziolo-

gicky prob́ıhá u člověka. Zahrnuje modely hlasivek i artikulátor̊u a jejich pohyb̊u. Zároveň

poč́ıtá se všemi omezeńımi dynamiky řečových orgán̊u. Kv̊uli této komplexnosti docháźı

k vyšš́ı výpočetńı náročnosti a analýza i syntéza je složitěǰśı. Př́ıstup proto nebývá př́ılǐs

využ́ıvaný.

Formantová syntéza využ́ıvá teorii zdroje a filtru. Použ́ıvá model řeči, který má

dvě složky - zdroj buzeńı, který modeluje dechové ústroj́ı a vytvář́ı periodický signál pro

znělé zvuky a náhodný šum pro neznělé, a akustický filtr, který modeluje hlasový trakt,

a jak artikulačńı ústroj́ı měńı proud vzduchu na zvuk, jeho parametry určuj́ı formanty

hlasového traktu člověka. Po dlouhou dobu byl nejvyuž́ıvaněǰśım př́ıstupem, dokud nebyl

nahrazen konkatenačńı syntézou. Nejčastěji je úkon realizován se sadou pravidel, která

převede fonetickou informaci na vstupu (hlásky + prozodie) na parametry pro syntetizér.

Kv̊uli malému množstv́ı použ́ıvaných pravidel a parametr̊u je obt́ıžné plně vystihnout

variabilitu lidské řeči, proto formantová syntéza nep̊usob́ı přirozeně.

Konkatenačńı syntéza byla do nedávné doby nejpouž́ıvaněǰśı př́ıstup. Je založena

na reprezentaci řeči pomoćı konečného počtu řečových jednotek. Ty jsou uloženy v in-

ventáři řečových jednotek. Řečové jednotky mohou být r̊uzné, dbá se na to, aby vystihly

co nejv́ıce koartikulačńıch jev̊u, daly se bez problému řetězit a nedocházelo k nespojitos-
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2.2. SYNTETIZÉR ŘEČI

tem. Přitom je výhodněǰśı mı́t inventář co nejmenš́ı, což vede k využ́ıváńı menš́ıch jednotek

na úrovni hlásek, nebo i menš́ıch. Fonémy jsou nejmenš́ı zvukové jednotky, jsou souhrnem

všech zp̊usob̊u, jak hlásku vyslovit, kv̊uli jej́ı poloze mezi jinými hláskami. Jednotky lze

i kombinovat, ale běžně lze už́ıvat:

• Věty, fráze, slova

• Slabiky, demislabiky

• Fonémy

• Difony, trifony, polyfony

• Subfonémové jednotky

Proces syntézy pak spoč́ıvá v řetězeńı (konkatenaci) jednotek v plynulou řeč. Na rozd́ıl

od předchoźıch zp̊usob̊u nemodeluje proces vzniku reálné řeči. Konkatenačńı syntéza bez

modifikaćı řetěźı jednotky v přesném tvaru, jak jsou uloženy, syntéza s modifikacemi

naopak upravuje spektrálńı a prozodické charakteristiky. Tato metoda použ́ıvá segmenty

reálné řeči, koṕıruje t́ım hlas konkrétńıho řečńıka, zároveň je přirozeněǰśı a kvalitněǰśı.

Mimo tyto tradičńı techniky syntézy řeči se v dnešńı době nejčastěji využ́ıvaj́ı nej-

r̊uzněǰśı neuronové śıtě s r̊uznými architekturami, které také nemodeluj́ı hlasový trakt

člověka. Jsou trénovány z nahrávek lidské řeči a jejich fonetických přepis̊u. Při použit́ı dat

od jednoho řečńıka śıt’ koṕıruje jeho hlas, což přidává přirozenosti. Často se však kv̊uli

nutnosti velkých objemů dat využ́ıvaj́ı nahrávky v́ıce řečńık̊u - bud’ jen k předtrénováńı,

nebo pro kompletńı trénováńı. [9]

2.2 Syntetizér řeči

Syntetizér řeči se obecně ř́ıká systému, který vytvář́ı řeč. Na vstupu pro vytvářeńı řeči

je fonetická informace - udává, co má být vytvořeno pomoćı posloupnosti fonémů/hlásek

a prozodická informace - určuje, jak se má řeč vytvořit pomoćı informace o melodii,

časováńı a intenzitě. [14]

Výsledkem prvńıch historických pokus̊u byly r̊uzné mechanické syntetizéry. Christian

Kratzenstein začal vytvářet samohlásky pomoćı akustických rezonátor̊u již v roce 1779.

V roce 1791 bylo navrženo Wolfgangem von Kempelenem mechanické zař́ızeńı napodo-

buj́ıćı činnost artikulačńıch orgán̊u člověka a je považováno za prvńı syntetizér řeči.

Od 20. let 20. stolet́ı začaly vznikat elektronické syntetizéry. Prvńı zař́ızeńı (1922)

použ́ıvalo bzučák jako buzeńı dvou rezonančńıch obvod̊u modeluj́ıćıch prvńı dva formanty

hlasového traktu. Dokázalo t́ım produkovat zvuky jednotlivých souhlásek. Po přidáńı

třet́ıho formantu japonskými vědci v roce 1932 se zvýšila srozumitelnost. V roce 1939

vznikl prvńı elektronický syntetizér schopný syntetizovat souvislou řeč, Voder. Jeho struk-

tura je základem současných syntetizér̊u založených na teorii zdroje a filtru. V roce 1958

byl sestrojen i prvńı artikulačńı syntetizér, DAVO.

3



2.3. ZPRACOVÁNÍ PŘIROZENÉHO JAZYKA PRO TTS SYSTÉMY

S nástupem č́ıslicových poč́ıtač̊u v polovině šedesátých let 20. stolet́ı začaly být synte-

tizéry simulovány pomoćı poč́ıtač̊u, vznikly digitálńı syntetizéry. Prvńı digitálńı syntetizér

snaž́ıćı se o konkatenačńı syntézu (popsanou v sekci 2.1) byl vytvořen v roce 1968 a v roce

1977 byl navržen syntetizér, který aktivně použ́ıval difony pro konkatenačńı syntézu, jak

je známá dnes. [14]

Po výrazném vývoji poč́ıtač̊u v 90. letech přǐsel rozvoj neuronových śıt́ı a jejich

využ́ıváńı pro nejr̊uzněǰśı úlohy. Do popřed́ı se dostaly d́ıky jejich schopnosti zpracovat

obrovské objemy dat. Začaly se využ́ıvat i pro syntetizéry řeči, hlavně pro syntetizéry,

které by tvořily řeč př́ımo z textu, aktuálně je nejznáměǰśı WaveNet[10], existuj́ı však

i jiné, experimentuj́ıćı např. s GAN architekturou. [3]

2.3 Zpracováńı přirozeného jazyka pro TTS systémy

Syntetizér řeči vyžaduje kompletńı fonetický přepis promluvy s informaćı o prozo-

dii. To je však př́ılǐs složitý úkol pro běžného uživatele. Z tohoto d̊uvodu vznikly TTS

systémy (text-to-speech). [14] Jejich úkolem je vytvořit řeč z libovolného psaného textu

bez jakékoliv daľśı informace. Proto je nutné text před samotnou syntézou nejprve zpra-

covat a z textu odvodit fonetickou a prozodickou informaci automaticky. To je jedńım

z úkol̊u oboru zpracováńı přirozeného jazyka (angl. Natural language processing - NLP).

Proces je znázorněn schématem na Obrázku 2.1.

Zpracování
přirozeného

jazyka

Hlásky 
a

prozodie 

Syntetizér
řeči

řečtext

Obrázek 2.1: Schéma TTS systému [14]

Obecné TTS systémy jsou výrazně odlǐsné od systémů, které využ́ıvaj́ı syntézu řeči

z omezené oblasti. Ta se dle [8] využ́ıvá pro dialogové systémy, které jsou omezené na

konečný počet vět nebo fráźı z dané oblasti. Syntéza pak často spoč́ıvá jen v dosazeńı

konkrétńıch slov do předdefinovaných vět typu:

Vlak č́ıslo přijede v hodin minut na nástupǐstě č́ıslo .

Taková syntéza p̊usob́ı velmi přirozeně, protože je složena z celých nahraných slov. Je

pak ale nemožné vygenerovat jakoukoliv řeč mimo zadané věty. Proto je vhodné i syntézu

řeči z limitované oblasti doplnit obecným TTS systémem a t́ım se zvyšuje nutnost jejich

existence.

Syntetizér potřebuje vědět posloupnost fonémů a prozodické značky. Ty se většinou

źıskávaj́ı ve dvou r̊uzných bloćıch - modul fonetické transkripce a generátor prozodie.
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2.3. ZPRACOVÁNÍ PŘIROZENÉHO JAZYKA PRO TTS SYSTÉMY

Kv̊uli možné nejednoznačnosti při určováńı těchto informaćı je často v modulu zpra-

cováńı přirozeného jazyka obsažen i morfologicko-syntaktický analyzátor. Schematicky

viz Obrázek 2.2.

Morfologicko - syntaktický analyzátor

Modul fonetické transkripce

Generátor prozodie

hlásky

text

hlásky a prozodie

Obrázek 2.2: Detail modulu zpracováńı přirozeného jazyka [14]

2.3.1 Morfologicko-syntaktická analýza

Morfologicko-syntaktická analýza odhaluje vnitřńı struktury vět. [14] Fonetická tran-

skripce i prozodie jsou značně závislé na syntaxi dané věty, je nutné znát vztahy mezi

slovy. Jednotlivé komponenty analyzátoru bývaj́ı zřetězeny paralelně, aby mohly vzájemně

využ́ıvat jimi produkované informace. Obrázek 2.3 znázorňuje tento proces.

Předzpracováńı slouž́ı jako interface mezi vstupńım textem a jeho vnitřńı orga-

nizaćı v morfologicko-syntaktickém analyzátoru. Detekuje typ vstupńıho textu, filtruje

přebytečné znaky textu a může dělit text na menš́ı d́ıly jako odstavce nebo věty. Detekce

konc̊u vět je d̊uležitá předevš́ım z hlediska intonace, detekce pouze pomoćı interpunkce

však může být nejednoznačná, jelikož např́ıklad za některými zkratkami se mohou vysky-

tovat tečky.

Blok normalizace přepisuje text do plné slovńı formy. Problematické mohou být:

• č́ıslovky - obyčejné č́ıslovky, časové údaje, obnosy peněz nebo telefonńı č́ısla

• zkratky a akronymy - USA = Spojené státy americké x NATO = z̊ustává jako

NATO

• symboly - % = procent.
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2.3. ZPRACOVÁNÍ PŘIROZENÉHO JAZYKA PRO TTS SYSTÉMY

Předzpracování

Vnitřní 

reprezentace

textu

vstupní text

výstupní text

Normalizace

Morfologický
analyzátor

Kontextový
analyzátor

Syntakticko
-prozodický analyzátor

Obrázek 2.3: Schéma morfologicko-syntaktického analyzátoru [14]

Při morfologické analýze se zjǐst’uj́ı všechny možné mluvnické kategorie, aniž by se

bral v potaz kontext okolńıch slov. Děĺı slova na ohebná a neohebná, u ohebných detekuje

morfémy (předpony, př́ıpony, koncovky a kořeny slov) za účelem zjǐstěńı, zda se jedná

o stejná slova v r̊uzném tvaru.

Během kontextové analýzy se uvažuj́ı slova jako součást okolńıho kontextu. T́ım se

źıskaj́ı přesněǰśı odhady mluvnických kategoríı slov, ze kterých může vyb́ırat. Pravděpo-

dobnostńı metody určuj́ı pravděpodobnosti mluvnických kategoríı pro dvě slova (pomoćı

n-gramů nebo neuronových śıt́ı). Nepravděpodobnostńı metody využ́ıvaj́ı ano/ne pravi-

dla, pomoćı nichž přijmou nebo odmı́tnou danou kombinaci mluvnických kategoríı, jsou

založeny na klasifikačńıch a regresńıch stromech.

Syntakticko-prozodický rozbor prob́ıhá tak, že hledá ve větách úseky, kde by mělo

doj́ıt k prozodickým modifikaćım. Nejčastěji tak hledá ve větě fráze a hranice mezi nimi.

Metody se děĺı na tři skupiny - ručně odvozené heuristiky pomoćı pozic interpunkce,

metody použ́ıvaj́ıćı rozš́ı̌rené bezkontextové gramatiky a metody korpusově orientované,

které využ́ıvaj́ı automaticky odvozená pravidla z rozsáhlých označkovaných text̊u.
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2.3. ZPRACOVÁNÍ PŘIROZENÉHO JAZYKA PRO TTS SYSTÉMY

2.3.2 Fonetická transkripce

Vstupńı informaćı fonetické transkripce je text po morfologicko-syntaktické analýze.

Úkolem fonetické transkripce je přesný a jednoznačný zápis mluvené řeči pomoćı fonetické

abecedy. Počet symbol̊u abecedy souviśı s přesnost́ı popisu. Přidáńım významných alofon̊u

(r̊uzné zp̊usoby řečeńı fonému, hlavně kv̊uli vlivu okolńıch fonémů) se transkripce velmi

zpřesńı. Fonetická transkripce se může provádět ručně, ale z hlediska syntézy je vhodněǰśı

automatický postup. Dle [14] lze řešit pomoćı dvou zp̊usob̊u:

• fonetický slovńık - uchovává vždy slovo v textové podobě a fonetické podobě; pro

jazyky, kde existuje mnoho tvar̊u stejného slova, může být slovńık př́ılǐs rozsáhlý,

proto je výhodněǰśı použ́ıvat na jazyky, kde neexistuje skloňováńı

• fonetická transkripčńı pravidla - tento př́ıstup využ́ıvá obecná pravidla, která jsou

bud’ určena ručně expertem, nebo automaticky vyvozena z trénovaćıch dat; vhod-

něǰśı pro jazyky se skloňováńım

Často se využ́ıvá kombinace těchto metod, např́ıklad pro češtinu je nejčastěji využit

pravidlový př́ıstup, ale výjimky a slova ciźıho p̊uvodu jsou uchovávány ve slovńıku.

Pro fonetický přepis lze využ́ıt i neuronové śıtě, např. existuj́ı pokusy o G2P (grapheme-

to-phoneme) konverzi založené na neuronové śıti T5 - T5G2P. [17] Tento model v češtině

dosahuje téměř stejných výsledk̊u jako pravidlový př́ıstup využ́ıvaj́ıćı zhruba 100 pravidel,

který nav́ıc obsahuje zhruba 170 000 výjimek ve slovńıku.

2.3.3 Generováńı prozodie

Generováńı prozodie v syntetizované řeči napomáhá hlavně přirozenosti dané pro-

mluvy. [14] Hlavńı prozodické charakteristiky jsou intonace, časováńı a intenzita. Auto-

matické generováńı prozodie je složitá úloha, protože prozodie je částečně nezávislá na

textu promluvy. Pro generováńı je využito děleńı na fráze ze syntakticko-prozodického

rozboru.

Intenzita se generuje na úrovni hlásek. Určuje se pomoćı řečových korpus̊u, hled́ı se

na pozici hlásky ve slově i v celé větě, rozlǐsuje se mezi př́ızvučnost́ı a nepř́ızvučnost́ı.

V češtině se intenzita považuje za nejméně d̊uležitou prozodickou charakteristiku, lze ji

často zcela vynechat.

Generováńı časováńı zahrnuje generováńı trváńı, pauz a i př́ızvuku. Trváńı se generuje

pro jednotlivé fonémy za pomoci pravidel nebo ze statistik z řečových korpus̊u. Pauzy jsou

umist’ovány na hranice fráźı, využ́ıvá se syntakticko-prozodická struktura věty. Pauzy

mohou být kratš́ı nebo deľśı podle toho, jak silně na sebe fráze navazuj́ı. Př́ızvuk se

vytvář́ı změnou tónu, intenzity a časováńı zároveň. Pro slovńı př́ızvuk je nutné nalezeńı

př́ızvučné slabiky. U češtiny je to např́ıklad vždy prvńı slabika, což úlohu zjednodušuje.

Obecně pro všechny jazyky ale toto pravidlo neplat́ı.
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2.3. ZPRACOVÁNÍ PŘIROZENÉHO JAZYKA PRO TTS SYSTÉMY

Intonace je dána výškou hlasu. Jej́ı generováńı má dva kroky, jako prvńı se k fone-

tické transkripci v některých aplikaćıch doplńı symbolický popis prozodie (v jiných např.

požadovaný pr̊uběh základńı hlasivkové frekvence), a druhým krokem je generováńı into-

nace pomoćı zvoleného intonačńıho modelu. Podrobněji se intonaćı zabývá kapitola 3.
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Kapitola 3

Intonace

Intonace je v užš́ım smyslu definována dle [19] jako melodická změna. Jde o přenesený

význam melodie v hudbě, určuje sled tón̊u. Tón je přitom elementárńı periodický stabilńı

zvuk, jeho frekvenćı je určena jeho výška. Řeč se skládá ze znělých a neznělých zvuk̊u,

pro znělé kmitaj́ı hlasivky a vytvářej́ı tóny, frekvenci těchto kmit̊u se ř́ıká základńı hlasiv-

ková frekvence, znač́ı se f0. U neznělých zvuk̊u ke kmitáńı nedocháźı, tud́ıž po vykresleńı

základńı hlasivkové frekvence do grafu by mělo na jejich mı́stech docházet k nespojitostem.

Melodie může mı́t v promluvě podle [19] několik funkćı:

• Lexikálńı - V tónových jazyćıch může existovat v́ıce formálně stejných slov, která

se můžou lǐsit pouze tónem, s jakým se vyslov́ı určitá slabika. Tón tak ovlivňuje

význam promluvy. Tónovým jazykem je např́ıklad č́ınština [4], tóny jsou určeny

pr̊uběhem jako:

1. vysoce položený a rovný

2. ostré stoupáńı ze středńı polohy do vysoké

3. hluboký tón následovaný uvolněńım hlasivek stoupnut́ım

4. klesáńı z vysoké polohy do hluboké

Těmito tóny jsou pak rozlǐsitelná slova, která jsou jinak pomoćı pinyinu (latinkového

přepisu znak̊u) zapsaná až na daný tón stejně, ale maj́ı r̊uzné významy:

1. mā - maminka

2. má - konoṕı

3. mǎ - k̊uň

4. mà - nadávat

• Větně významová - Naznačuje typ věty, který neńı jednoznačný ze slovńı struk-

tury věty, tedy předevš́ım rozd́ıl mezi oznamovaćı větou a zjǐst’ovaćı otázkou o stejné

struktuře, např́ıklad:
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– Bude pršet?

– Bude pršet.

Detailně lze tento rozd́ıl v pr̊uběhu f0 vidět na obrázćıch 3.1 a 3.2. Pro ještě bližš́ı

srovnáńı i s doplňovaćı otázkou je na obrázku 3.3 znázorněn pr̊uběh věty
”
Kdy bude

pršet?“.

2000

1000

0

1000

2000
e ový signál

0.0 0.2 0.4 0.6 0.8 1.0 1.2
[s]
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200
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300
350

Pr b h f0

Obrázek 3.1: Pr̊uběh intonace zjǐst’ovaćı otázky -
”
Bude pršet?“
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Obrázek 3.2: Pr̊uběh intonace oznamovaćı věty -
”
Bude pršet.“
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Obrázek 3.3: Pr̊uběh intonace doplňovaćı otázky -
”
Kdy bude pršet?“

• Čleńıćı - Pomáhá dělit věty na skupinky slov, které maj́ı těsněǰśı vzájemný vztah.

Typické je klesnut́ı hlasem v oblasti mezi dvěma větami souvět́ı nebo využit́ı nižš́ıho

intonačńıho rozpět́ı pro vložené věty, které nesou pouze doplňkovou informaci.

• Diskurzńı - Melodie dává informaci, zda člověk plánuje pokračovat v řeči, nebo již

očekává odpověd’ od druhého účastńıka dialogu.

• Afektivńı - Určuje, v jakém rozpoložeńı se mluvč́ı nacháźı z hlediska emoćı, nálad,

postoj̊u nebo vlastnost́ı. Tyto skutečnosti ovlivňuj́ı kromě tónu i tempo, śılu zvuku

a barvu hlasu.

• Indexová - Některé charakteristiky tónu a intonačńı kontury mohou př́ıslušet právě

jednomu řečńıkovi, nebo určovat jeho př́ıslušnost do sociálńı skupiny, jeho geogra-

fický p̊uvod, věk nebo status.

Dle [11] lze ale funkce tónu určit i zjednodušeně jako:

• Rozlǐseńı ukončené a neukončené výpovědi

• Odlǐseńı výpovědńıch typ̊u

• Rozlǐseńı neutrálńı od citově zabarvené výpovědi
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3.1. TYPY VĚT A JEJICH INTONACE V ČEŠTINĚ

3.1 Typy vět a jejich intonace v češtině

Podle záměru mluvč́ıho děĺı [20] věty na:

1. Oznamovaćı - vyjadřuj́ı sděleńı nebo informaci, jsou ukončeny tečkou

- Otec přinesl zprávu.

2. Tázaćı - vyjadřuj́ı otázku, jsou ukončeny otazńıkem

• Zjǐst’ovaćı - otázka, která očekává odpověd’ ano/ne

– Přijdeš k nám?

• Doplňovaćı - otázka, která očekává slovńı odpověd’, využ́ıvá tázaćı zájmena,

v angličtině se podle nich označuj́ı jako Wh-questions

– V kolik hodin přijedeš?

• Vylučovaćı - otázka, která dává na výběr z v́ıce možnost́ı pro odpověd’

– Přijdeš k nám dnes, nebo źıtra?

• Rozvažovaćı - vyjadřuj́ı osobńı nejistotu

– Co dělat?

• Řečnické - nevyžaduj́ı odpověd’, často se předpokládá záporná

– M̊uže se nad t́ım někdo pozastavovat?

3. Žádaćı

• Rozkazovaćı - vyjadřuj́ı rozkaz nebo zákaz, ukončeny tečkou nebo vykřičńıkem

– Zavři dveře.

• Přaćı - vyjadřuj́ı přáńı nebo citově zabarvenou žádost, jsou ukončeny nejčastěji

vykřičńıkem

– Kéž by se vrátil!

Věty se mohou vyskytovat i ve formě zvolaćı, jsou dány velkým citovým zabarveńım,

vždy jsou ukončeny vykřičńıkem. Tuto formu mohou mı́t věty, které by jinak byly označeny

za oznamovaćı, tázaćı, i žádaćı.

Melodická část komunikace je poskládána z malých elementárńıch kontur, které mo-

hou být v r̊uzných intonačńıch rozpět́ıch. Rozlǐsuj́ı se tři melodémy: melodém ukončuj́ıćı

klesavý, melodém ukončuj́ıćı stoupavý a melodém neukončuj́ıćı. [19] Přesněji pak může

být melodém určen r̊uznými kadencemi.

Pro melodém ukončuj́ıćı klesavý:

• kadence klesavá

• kadence stoupavo-klesavá
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3.2. INTONACE V ANGLIČTINĚ

Pro melodém ukončuj́ıćı stoupavý:

• kadence stoupavá

• kadence stoupavo-klesavá

• kadence rovno-klesavá

[11] rozlǐsuje kadence na př́ıznakové a nepř́ıznakové. Délka kadence bývá proměnlivá.

Ukončuj́ıćı melodémy se realizuj́ı v posledńım taktu výpovědi kv̊uli větnému př́ızvuku,

který je umı́stěn na stejném taktu. Pokud je větný př́ızvuk jinde, realizuje se jinde i me-

lodém. Při rozš́ı̌reńı intonačńıho rozpět́ı je kadence vńımána jako d̊urazová, použ́ıvá se

bud’ kv̊uli vyjádřeńı emoćı, pro kontrast, nebo určuje strukturu věty.

Oznamovaćı věty využ́ıvaj́ı melodém ukončuj́ıćı klesavý, realizuj́ı ho kadenćı klesavou

prostou. Doplňovaćı otázky využ́ıvaj́ı melodém ukončuj́ıćı klesavý, kadence přitom zač́ıná

na tázaćım výrazu, které jsou typické právě pro doplňovaćı otázky (kdo, co, jaký,...).

Zjǐst’ovaćı otázky, které očekávaj́ı odpověd’ ano/ne, tyto výrazy nemaj́ı, proto je potřeba

určit, že se jedná o otázku, pomoćı tónu. Pro ně je využit melodém stoupavý.

Pravidla rozš́ı̌rená v jednom jazyce nemuśı být pravidlem v jiných, [2] se zabývá po-

pisem intonace v r̊uzných jazyćıch, v čem jsou si podobné a v čem se lǐśı.

3.2 Intonace v angličtině

Ačkoliv fonetika rozlǐsuje mezi americkou a britskou angličtinou a [2] popisuje obě

zvlášt’, rozd́ıly jsou v zásadě minimálńı. Americká angličtina je silně spojena s výrazněǰśı

gestikulaćı a v́ıce změnami výrazu obličeje při vyšš́ım tónu v řeči. Zároveň nemá slovńı

a segmentálńı tón. Hlavńı funkce základńı frekvence jsou tvorba př́ızvuku a kontur.

V angličtině nemá intonace vztah s gramatikou. Mnoho otázek konč́ı stoupavým me-

lodémem, často je to jediný př́ıznak toho, že jde o otázku. Wh-otázky ve většině př́ıpad̊u

klesaj́ı. Zjǐst’ovaćı otázky zhruba stejně často stoupaj́ı i klesaj́ı, existuj́ı však typy, které

stoupaj́ı téměř vždy. Jsou to otázky, které opakuj́ı jinou otázku kv̊uli ujǐstěńı, že dotyčný

správně slyšel. Otázky jsou pak celkově výše položené než jiné věty.

Věty zvolaćı jsou položené vysoko a na konci klesaj́ı. Oznamovaćı věty můžou přinášet

nové téma, nebo odpov́ıdat na otázku, oba typy využ́ıvaj́ı klesavý melodém, ale při od-

povědi na otázku se sṕı̌se využije stoupavo-klesavá kadence. Rozkazy běžně vnáš́ı nové

téma, tud́ıž klasicky klesaj́ı, ale při opakovaném rozkazu se může kontura obrátit.

[13] se dále zabývá otázkami, které se daj́ı vyložit dvěma zp̊usoby. Konkrétně mezi

vylučovaćımi a zjǐst’ovaćımi, ve kterých je obsaženo slovo nebo. Následuj́ıćı otázky vypa-

daj́ı formálně stejně, lǐśı se pouze tónem.

• Are you allergic to dairy or soy?

• Are you allergic to dairy or soy?

13



3.3. INTONACE V NĚMČINĚ

Prvńı př́ıpad se ptá na to, zda je dotyčný alergický, nezálež́ı v tom př́ıpadě na co,

očekává se odpověd’ ano/ne, tud́ıž se tónem stoupá. V druhém př́ıpadě už v́ıme, že dotyčný

na něco alergický je, ale ptáme se, na kterou konkrétńı věc, tud́ıž se v́ıce bĺıž́ı doplňovaćı

otázce a klesá. V češtině se rozd́ıl mezi spojkami nebo ve slučovaćım a vylučovaćım poměru

rozlǐsuje čárkou před slovem nebo.

3.3 Intonace v němčině

Vědci argumentuj́ı, že běžná rytmická struktura angličtiny se s menš́ımi úpravami dá

aplikovat i na němčinu. [2] Tvrzeńı, že oznamovaćı věty použ́ıvaj́ı klesavý tón, doplňovaćı

otázky stoupavý a W-otázky (německá verze Wh-otázek) klesaj́ı, jsou považována za

př́ılǐsné zjednodušeńı, použ́ıvaj́ı se:

1. kadence klesavá - oznamovaćı věty a věty zvolaćı

2. kadence stoupavá - neukončená výpověd’, otázky

3. kadence rovná - očekává se pokračováńı promluvy

4. kadence klesavo-stoupavá - nejistota

5. kadence stoupavo-klesavá - jistota, očividnost

Tento výčet však stále nepokrývá celou variabilitu tónu v hovorové němčině. Tabulka

3.1 znázorňuje použ́ıvané melodémy podle typu věty a za jakým účelem je daná promluva

řečena. Němci zároveň využ́ıvaj́ı mnohem užš́ı frekvenčńı rozsah než jiné jazyky, tud́ıž

promluva bývá celkově monotónněǰśı.

Typ věty Melodém Účel

Oznamovaćı
klesavý tvrzeńı
stoupavý nejisté tvrzeńı

Rozkazovaćı klesavý rozkaz
Přaćı stoupavý přáńı

Tázaćı (ano/ne)
klesavý rázná otázka
stoupavý běžně

W-otázky
klesavý běžně
stoupavý zopakovaná otázka

Tabulka 3.1: Účel využit́ı melodémů v typech vět v němčině

Článek [5] pak doplňuje, že při dopředu známé odpovědi na ano/ne otázku se využ́ıvá

klesavého melodému.
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3.4. INTONACE VE ŠPANĚLŠTINĚ

3.4 Intonace ve španěľstině

Studíı přibližuj́ıćıch prozodické charakteristiky španělského jazyka je méně a často

si odporuj́ı. [2] Slova se děĺı na př́ızvučná a nepř́ızvučná, př́ızvučná tvoř́ı zhruba 63 %

mluveného jazyka. Systém intonace se zakládá na jejich rozložeńı ve větě. Každá věta

má tolik tónických skupin, kolik má slabik s př́ızvukem. Pr̊uběh je nejčastěji znázorňován

úrovněmi danými transkripčńım systémem INTSINT, od nejvyšš́ı k nejnižš́ı jsou to:

• T (Top), H (Higher), U (Upstepped), S (Same), M (Mid), D (Downstepped), L

(Lower), B (Bottom)

Krátké oznamovaćı věty jsou tedy např́ıklad dány sekvenćı T,H a D nebo B - tj.

jejich tón postupně klesá. Tato ṕısmena vždy popisuj́ı úsek př́ızvučné slabiky. Znač́ı tedy

postupně klesavou intonaci.

Intonace má velkou roli v určováńı dvou typ̊u tázaćıch vět. Ty, které naznačuj́ı gra-

matickou strukturou, že jsou otázkami (např́ıklad existenćı tázaćıch výraz̊u), na konci

klesaj́ı a předchoźı tóny jsou také na ńızké úrovni, t́ım se podobaj́ı oznamovaćım větám.

Zjǐst’ovaćı otázky maj́ı naprosto stejný slovosled a strukturu jako oznamovaćı věty, proto

se jejich tón muśı lǐsit a narozd́ıl od oznamovaćıch vět stoupá. Některé otázky se mohou

odklánět od těchto pravidel, pokud vyjadřuj́ı zdvořilost, opakováńı otázky nebo ujǐstěńı

se o nějaké skutečnosti.

3.5 Intonace v ruštině

Prozodie ruštiny tvoř́ı dva systémy, systém slovńıho př́ızvuku a systém větné intonace.

[2] Prozodie zejména seskupuje zvuky a slabiky do vyšš́ıch celk̊u. Občas může být prozodie

jediné, co naznačuje účel výpovědi - otázka, neukončenost, kontrast. Př́ızvuk je v ruštině

volný, může být na kterékoliv slabice, ale přesto existuj́ı pravidla na základě slovńıch

druh̊u. Slovńı prozodie je také velmi ovlivněna prozodíı vět. Ruština seskupuje slova do

větš́ıch celk̊u pomoćı př́ızvuku na prvńım slově.

Samostatně stoj́ıćı oznamovaćı věta je dána séríı stoupáńı a pokles̊u tónu, na konci

věty na př́ızvučné slabice výrazně klesá. V souvislé řeči nebývá konečný tón úplný, v mı́stě

př́ızvuku může stoupat. Př́ızvuk také zp̊usobuje nevýrazněǰśı melodii ostatńıch slov.

Otázky jsou pronášeny rychleji než oznamovaćı věty. Zjǐst’ovaćı otázky nepouž́ıvaj́ı

tázaćı zájmena a slovosled je zcela volný, otázka je definována ostře rostoućım tónem

na př́ızvučné slabice hlavńıho př́ızvučného slova a pokles na následuj́ıćıch slabikách.

Speciálńım př́ıpadem jsou eliptické (neukončené) otázky zač́ınaj́ıćı slovem a, např.
”
A ty?“,

které jsou tvořeny stoupavým nebo klesavě-stoupavým tónem.

Tón doplňovaćıch otázek se dle některých názor̊u shoduje s tónem oznamovaćıch vět.

Vyznačuje se však větš́ım stoupáńım před finálńım klesnut́ım. Vzácněǰśı typ doplňovaćıch

otázek je charakterizován př́ızvukem na tázaćım zájmenu a postupným ustáleńım.
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3.6. SHRNUTÍ

Intonace rozkazovaćıch a zvolaćıch vět je př́ılǐs komplikovaná a jej́ı pravidla se nedaj́ı

vyjádřit obecně.

3.6 Shrnut́ı

Intonace je nejd̊uležitěǰśı prozodická charakteristika, která je dána změnou melodie

hlasu. Celková intonačńı kontura je poskládána z menš́ıch část́ı, tzv. melodémů, které

se mohou dále realizovat r̊uznými kadencemi. Intonace je často provázána s př́ızvukem,

hladina základńıho hlasivkového tónu se měńı na př́ızvučných slabikách slov. Pravidla

př́ızvuku se mohou v r̊uzných jazyćıch lǐsit velmi výrazně, čeština má př́ızvuk vždy na

prvńı slabice slova, ale např́ıklad ruština má př́ızvuk volný a může být na kterékoliv sla-

bice. Intonace umožňuje rozlǐseńı mezi slovy v tónových jazyćıch, čleńı souvět́ı na věty

klesnut́ım hlasem mezi předěly vět, ukončuje promluvu řečńıka, určuje emocionálńı roz-

položeńı. Hlavně ale může rozlǐsovat mezi typy vět, a dále i mezi r̊uznými druhy otázek.

Otázky lze ve všech jazyćıch dělit na zjǐst’ovaćı a doplňovaćı. Méně časté jsou otázky

eliptické a vylučovaćı. Zjǐst’ovaćı otázky očekávaj́ı odpověd’ ano/ne, v naprosto běžných

podmı́nkách maj́ı stoupavou intonaci, ve většině jazyk̊u je jejich slovosled totožný s ozna-

movaćımi větami, a muśı se proto odlǐsit mezi sebou výrazným rozd́ılem v intonaci.

Doplňovaćı otázky očekávaj́ı slovńı odpověd’, obsahuj́ı tázaćı zájmena, která naznačuj́ı, ja-

kou odpověd’ očekávaj́ı. Tázaćımi zájmeny jsou např. kdo, co, jaký, který. Tyto otázky se

nezaměňuj́ı s oznamovaćımi větami, maj́ı klesavou intonaci, která však stejně neńı totožná

s intonaćı oznamovaćıch vět. Eliptické otázky se vyznačuj́ı t́ım, že nejsou dokončené,

většinou neobsahuj́ı sloveso. Mohou ale obsahovat tázaćı zájmena, a t́ım připomı́nat

doplňovaćı otázky. Na rozd́ıl od nich ale tónem stoupaj́ı. Vylučovaćı otázky jsou takové

otázky, které dávaj́ı účastńıkovi dialogu na výběr ze dvou možnost́ı. Vyznačuj́ı se spoj-

kou
”
nebo“ ve vylučovaćım poměru, tud́ıž nedávaj́ı prostor vybrat obě možnosti zároveň.

Intonace na konci takového souvět́ı klesá.

Od pravidel intonace v otázkách se lidé odkláněj́ı, když chtěj́ı vyjádřit zdvořilost,

pokud otázku opakuj́ı, nebo tvrzeńı vyjadřuj́ı s nejistotou a chtěj́ı se ujistit o nějaké

skutečnosti. Mluvč́ı pak každou promluvu může ř́ıct jinak i na základě r̊uzných emoćı.
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Kapitola 4

Ćıl práce

Ćılem bakalářské práce je automatické rozpoznáńı typ̊u otázek pro využit́ı při syntéze

řeči z pohledu ukončuj́ıćıho melodému dané otázky. Ten je d̊uležité zjistit, aby bylo možné

generovat prozodii při syntéze konkrétńı otázky. Intonace a celkově prozodie pomáhaj́ı

přirozenosti vytvořené řeči. Rozpoznáńı by mělo prob́ıhat z obecného textu.

Ačkoliv existuje mnoho výjimek zd̊uvodněných emocemi, kontextem v plynulé řeči,

či r̊uznými nářeč́ımi, při uvažováńı naprosto běžné neutrálńı výpovědi jsou přesně dány

zjǐst’ovaćı otázky stoupavým melodémem a doplňovaćı otázky klesavým melodémem (který

se však ještě dále lǐśı od klesavého melodému oznamovaćıch vět), a to ve všech jazyćıch,

pro které je ćılem práce tyto typy rozpoznávat, jak bylo uvedeno v kapitolách 3.1-3.6.

Pro práci budou využita data v češtině, angličtině, němčině, španěľstině a ruštině. Pro

zaručeńı co nejlepš́ıch výsledk̊u je nav́ıc nutné nejprve provést ručńı korekci anotaćı tón̊u

podle daných pravidel. Data obsahuj́ı převážně zjǐst’ovaćı a doplňovaćı otázky, rozlǐsovat

se bude hlavně mezi nimi. V datech je ale obsaženo i minimálńı množstv́ı vylučovaćıch

a eliptických otázek.

Pro rozpoznáváńı budou využity techniky umělé inteligence a strojového učeńı. Pro

učeńı s učitelem by měla být data rozdělena do dvou tř́ıd, Td a Tu, určuj́ıćı klesavý

a stoupavý tón. Uplatněn bude pravidlový př́ıstup s ručně a automaticky odvozenými

pravidly, SVM klasifikátor a neuronová śıt’ Text-To-Text Transfer Transformer použ́ıvaná

ke zpracováńı přirozeného jazyka, které se zkráceně ř́ıká T5.
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Kapitola 5

Rozpoznáváńı typ̊u otázek

Tato kapitola se zabývá jednotlivými př́ıstupy k rozpoznáváńı typ̊u otázek a jejich

děleńı do dvou tř́ıd. V sekci 5.1 je nejprve popsáno předzpracováńı dat k jejich následnému

použ́ıváńı. Sekce 5.2 popisuje využit́ı ručně i automaticky vytvořených pravidel. Sekce 5.3

a 5.4 pak k rozpoznáváńı typ̊u otázek použ́ıvaj́ı klasifikátory a neuronové śıtě. Veškeré

použité zdrojové kódy a konfiguračńı soubory jsou součást́ı př́ılohy na GitHubu.1

5.1 Př́ıprava dat

Před t́ım, než byla data k čemukoliv využita, bylo nutné sjednotit jejich formát. Česká,

anglická a německá data byla ve formátu:

Otázka \t anotace,

viz ukázka 5.1.

V čem myslı́te, že je Škoda dobrá? Td

Jak přenést dědičnou informaci? Td

Čı́m se chlubı́ Praha? Td

Ukázka 5.1: Požadovaný formát dat

Anotace byly rozlǐseny jako Tu (z angl.
”
tone up“, znač́ıćı stoupavý melodém) a Td

(z angl.
”
tone down“, znač́ıćı klesavý melodém). Tento tabulátorově oddělený formát,

známý jako *.tsv, je výhodný hlavně kv̊uli neuronové śıti, která bude očekávat data právě

v tomto formátu. Proto byla česká, anglická a německá data zachována v tomto formátu

a španělská a ruská data byla převedena do totožného, aby s nimi bylo možné pracovat

jednotně.

Španělská data (a i p̊uvodńı ruská data, která však kv̊uli velmi časté chybovosti anotaćı

nebyla použita) měla formát takový, že každé slovo ve větě mělo za sebou znázorněnou

1https://github.com/Kasakova/BP_kasakova
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5.1. PŘÍPRAVA DAT

fonetickou transkripci v systému IPA a daná anotace (〈Tu〉, 〈Td〉) byla umı́stěna na

konkrétńı pozici v textu/promluvě viz Ukázka 5.2. Fonetická transkripce neńı pro tuto

úlohu d̊uležitá, jelikož jde o zpracováńı textu, ne jeho fonetické podoby, lze tedy tuto

informaci z dat zcela vypustit. Konkrétńı pozice poklesu/stoupáńı tónu také neńı součást́ı

úlohy, v TTS systému ji bude určovat jiný modul. Konkrétńı anotace je však d̊uležitá,

proto je nutné ji ze závorek extrahovat a v datech ponechat. Zcela vymazáno bylo č́ıslováńı

řádk̊u na začátku a ponecháńım pouze řádk̊u, které obsahuj́ı otazńık, byly odfiltrovány

oznamovaćı věty.

cnv00251 Qué[<T’>"ke] pasa[<Td><T’>"pasa<T?>]?
cnv00252 Qué[<T’>"ke] ha[<T’>"a] pasado[<Td><T’>pa"saDo<T?>]?
cnv00253 Qué[<T’>"ke] es[<Td><T’>"es<T?>]?

Ukázka 5.2: Původńı formát španělských dat

Nová ruská data měla oproti španělským formát podobněǰśı požadovanému, je zob-

razen v Ukázce 5.3, mı́sto *.tsv šlo o *.csv, což je formát velice podobný, jen oddělený

středńıkem mı́sto tabulátoru. Bylo obráceno pořad́ı anotace a otázky oproti požadovanému

formátu, muselo být proto upraveno na správný tvar.

Tu;В стоимость аренды включено топливо?
Tu;Все на ней ездят, а она молчит?
Tu;Может, всё ещё образуется?

Ukázka 5.3: Původńı formát ruských dat

5.1.1 Korekce dat

Anotace vět nebyly vždy správné, autor této práce proto musel u jazyk̊u, u kterých

mu to jazykové schopnosti umožňuj́ı, ručně opravit některé anotace. Korekce byla pro-

vedena u dat českých, anglických, německých a španělských. V následuj́ıćıch př́ıkladech

jsou opravované věty uvedeny již se správnými anotacemi.

• Bylo nutné rozlǐsit eliptické otázky, které nejsou plnými větami (neobsahuj́ı podmět

a př́ısudek), kde tón vždy stoupá.

– So what? Tu

– Such as? Tu

• V německých datech byla u specifických a méně běžných zájmen špatná anotace Tu

pro všechny jejich výskyty.

– Wieso

– Wieviele, Wievielmal, Wievielter
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5.1. PŘÍPRAVA DAT

– Wofür

– Woraus

– Worum

– Wovor

– Wozu

• Dále bylo nutné rozlǐsit, kdy tázaćı zájmena uprostřed souvět́ı určuj́ı doplňovaćı

otázku:

– Sám jste zař́ıdil dva góly, jak jste viděl obě situace? Td

A kdy jsou jen běžnými spojkami:

– Je vyd́ıráńı běžný zp̊usob, jak zjistit pravdu? Tu

Toto rozlǐseńı je zřejmé ve španěľstině, kdy tázaćı zájmena maj́ı př́ızvuk a spojky

ne, např́ıklad Cual x Cuál. V datech ale toto rozlǐseńı neńı zachyceno správně, obě

verze slov se vyskytuj́ı jak na pozici tázaćıch zájmen, tak i spojek. Před využit́ım

tohoto rozd́ılu pro rozpoznáváńı by se musel v datech také opravit.

• Problematické bylo využit́ı vylučovaćıch otázek, které maj́ı zásadně klesavý tón,

i když neobsahuj́ı tázaćı zájmena:

– Umoudř́ı se lidé, či naopak dojde k nejhorš́ımu? Td

• Některé chyby však byly nesporné a šlo o zcela jasné doplňovaćı otázky:

– Kam jede autobusová linka č́ıslo dvacet? Td

Nebo zjǐst’ovaćı otázky:

– Musel být ten spor řešen přes média? Tu

Pokud by tyto př́ıpady byly špatně anotované již v trénovaćıch datech, klasifikátory by

nemusely být schopné správně určit veškerá nově př́ıchoźı data, protože se učily z chybných

a každá jejich daľśı klasifikace by byla opět chybná. Proto byla oprava dat velmi d̊uležitá

a až takto upravená data se mohla využ́ıt pro automatické rozpoznáváńı typ̊u otázek.

Tabulka 5.1 znázorňuje počet opravených chyb a jejich poměrné zastoupeńı v datech.

5.1.2 Rozděleńı dat a použitá metrika

Data byla rozdělena na trénovaćı a testovaćı v poměru 4:1 pomoćı metody z knihovny

Sci-kit Learn sklearn.model selection.train test split()[12]. Pro pr̊uběžnou validaci neuro-

nové śıtě a výběr optimálńıch parametr̊u klasifikátor̊u pak byla oddělena od trénovaćıch

dat stejným zp̊usobem (ale v poměru 9:1) nav́ıc validačńı data.
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5.1. PŘÍPRAVA DAT

Počet oprav Poměr chybných [%]

CZ 21 0.79
DE 55 2.18
EN 47 2.02
ES 21 1.01

Tabulka 5.1: Chybovost anotaćı

Celkové množstv́ı dat a poměr otázek se stoupavým a klesavým tónem, které reprezen-

tuj́ı tř́ıdy, do kterých se bude dělit, jsou znázorněna v tabulce 5.2. Rozděleńı na trénovaćı,

testovaćı a validačńı přibližně zachovává p̊uvodńı poměry Tu:Td.

Počet otázek Tu Td

CZ 2661 1796 865
DE 2524 1435 1089
EN 2327 1157 1170
ES 2077 1159 918
RU 4531 2418 2113

Tabulka 5.2: Rozložeńı dat pro každý jazyk

CZ DE EN ES RU
Jazyk

0

500

1000

1500

2000

2500

Po
et

 v
t

Tu
Td

Obrázek 5.1: Rozložeńı dat pro každý jazyk

Pro většinu jazyk̊u je poměr dat pro obě tř́ıdy srovnatelný a bĺıž́ı se poměru 1:1. Pro

češtinu je už poměr v́ıce jak 2:1, ale stále obsahuje dostatečné množstv́ı vět i pro tón Td.

Je jich ale nejméně ze všech jazyk̊u, i když celkem je dat téměř nejv́ıce, hned po ruštině.

Celkové množstv́ı dat pro konkrétńı jazyk i počet dat pro jednotlivé typy otázek mohou
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5.2. ZNALOSTNÍ SYSTÉM

mı́t vliv na trénováńı klasifikátor̊u, ale zároveň je d̊uležité, i jaké konkrétńı otázky se

v datech vyskytuj́ı.

Jelikož pro všechny jazyky je k dispozici dostatečné množstv́ı dat pro oba tóny, lze

považovat za srovnatelnou ztrátu, která je zp̊usobena chybnou klasifikaćı mezi oběma

tř́ıdami. Proto lze pro určeńı přesnosti klasifikace využ́ıt metriku accuracy, která určuje

poměr počtu správně zaklasifikovaných do obou tř́ıd ku všem proběhlým klasifikaćım,

podle vzorce 5.1. Význam jednotlivých člen̊u je bĺıže vysvětlen v obecné matici záměn

pro tř́ıdy Tu a Td v tabulce 5.3.

• TP = true positive - počet správně zaklasifikovaných Td

• TN = true negative - počet správně zaklasifikovaných Tu

• FP = false positive - počet nesprávně zaklasifikovaných Td

• FN = false negative - počet nesprávně zaklasifikovaných Tu

Accuracy =
TP + TN

TP + TN + FP + FN
(5.1)

Klasifikátor
Td Tu

R
ea
l. Td TP FP

Tu FN TN

Tabulka 5.3: Obecná matice záměn

5.2 Znalostńı systém

Pro rozpoznáváńı typu otázky byl nejprve využit pravidlový př́ıstup, který je nejjed-

nodušš́ı, je dán zcela jednoduchými pravidly.

V tomto př́ıpadě bylo typově využito jedno pravidlo:

Pokud věta obsahuje tázaćı zájmeno, tón je klesavý.

Tázaćı zájmena se nejčastěji vyskytuj́ı na začátku vět (obvykle na prvńı nebo druhé

pozici). Pokud jde ale o souvět́ı, můžou se vyskytovat uprostřed souvět́ı, na začátku věty

druhé. Úkolem této kapitoly je zjistit, mezi kterými slovy by se mělo tázaćı zájmeno

hledat. Použit́ı tohoto pravidla je reprezentováno rozhodovaćım stromem na obrázku 5.2.
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5.2. ZNALOSTNÍ SYSTÉM

Je ve větě tázací zájmeno?

Td

ano ne

Tu

Obrázek 5.2: Rozhodovaćı strom s jedńım pravidlem

Experimentováno bylo však i s druhým pravidlem:

Pokud je na prvńı pozici ve větě pomocné sloveso, tón je stoupavý.,

které však nelze využ́ıt obecně pro všechny jazyky; pro angličtinu plat́ı, ale pro češtinu

nebo španěľstinu nikoliv. Pro postup rozhodováńı s t́ımto pravidlem je rozhodovaćı strom

z obrázku 5.2 upraven na tvar na obrázku 5.3.

Je ve větě tázací zájmeno?

Td

ano ne

Je na první pozici věty pomocné sloveso?

Tu T?

ano ne

Obrázek 5.3: Rozhodovaćı strom se dvěma pravidly

Za t́ımto účelem však muśı být dodán seznam těchto tázaćıch zájmen, nebo v druhém

př́ıpadě pomocných sloves, ze kterého znalostńı systém vyb́ırá.2 Toho bylo dosaženo dvěma

zp̊usoby, ručně u jazyk̊u, u nichž mi to dovoluje jejich znalost, a poté automatickým

vyvozeńım z trénovaćıch dat. Seznamy byly uchovávány ve formátu *.yaml.

2Kompletńı konfiguračńı soubory jsou součást́ı př́ılohy na GitHubu.
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5.2. ZNALOSTNÍ SYSTÉM

5.2.1 Ručně odvozené znalosti

Pro znalostńı systém byly ručně vytvořeny seznamy tázaćıch zájmen. Pro angličtinu

byl nejkratš́ı a část je zobrazena v ukázce 5.4, v souboru je seznam ještě doplněn o varianty

s ’s (např. where’s) pro prvńıch 6 zájmen. Ty určuj́ı klesavý tón Td.

Td:

- where

- how

- who

- what

- why

- when

- which

- whose

- whom

Ukázka 5.4: Část konfiguračńıho souboru pro angličtinu - klesavý tón

Tu:

- do

- does

- did

- are

- is

- am

- was

- were

- will

- would

- can

- could

- shall

- may

- have

- has

- had

Ukázka 5.5: Část konfiguračńıho souboru pro angličtinu - stoupavý tón

Během práce bylo experimentováno i s část́ı konfiguračńıho souboru, která by určovala

stoupavý tón. Hlavně v angličtině jsou na prvńı pozici v zjǐst’ovaćı otázce zásadně po-

mocná slovesa viz Ukázka 5.5. V reálném konfiguračńım souboru je seznam ještě doplněn
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5.2. ZNALOSTNÍ SYSTÉM

o záporné varianty. Při rozpoznáváńı se pak můžou porovnávat slova vět s oběma se-

znamy, nebo jen zvlášt’ s každou část́ı. Následuj́ıćı část textu této kapitoly zkoumá, jaká

část konfiguračńıho seznamu by se měla využ́ıt pro co nejlepš́ı výsledky. Také zjǐst’uje,

mezi kolika počátečńımi slovy má tázaćı zájmena a pomocná slovesa hledat, zohledňuje

i variantu, kdy se hledá v celé větě. Pro vyhodnoceńı se využ́ıvaj́ı validačńı data.

Použit́ı obou část́ı konfiguračńıho souboru znamená, že některé otázky dostanou kla-

sifikaci Td, některé Tu, ale je nutné zavést kategorii
”
nezaklasifikováno“, která je repre-

zentována anotaćı T?, viz obrázek 5.3. Ta by měla být rozdělena pomoćı daľśıho pravidla

nebo pravidel na Tu a Td.

Následuj́ıćı tabulky zobrazuj́ı matice záměn (angl. confusion matrix) pro využit́ı obou

část́ı konfiguračńıho souboru na určitý počet počátečńıch slov. Jelikož část konfiguračńıho

souboru pro Tu poč́ıtá s pomocným slovesem na prvńı pozici, bylo nejprve hledáno mezi

prvńımi slovy věty viz Tabulka 5.4, kde přesnost byla 90,91 %.

Klasifikátor
T? Td Tu

R
ea
l. Td 6 86 3

Tu 7 1 84

Tabulka 5.4: Matice záměn - EN - 1 slovo Tu, 1 slovo Td

Tázaćı zájmena pro Td však mohou být na prvńı i druhé pozici viz Ukázka 5.6, takže

při hledáńı Td ve dvou slovech a Tu v jednom slově se dojde k výsledk̊um v Tabulce 5.5

a přesnosti 93,58 %.

Where can I buy tickets? Td

And what happened then? Td

And, by the way, why should the afterlife be everlasting? Td

Ukázka 5.6: Poloha tázaćıch zájmen ve větách

Klasifikátor
T? Td Tu

R
ea
l. Td 1 91 3

Tu 7 1 84

Tabulka 5.5: Matice záměn - EN - 1 slovo Tu, 2 slova Td

Překvapivě se však nejlepš́ıch výsledk̊u dosáhne při hledáńı v prvńıch dvou slovech

věty pro oba tóny (a obě části konfiguračńıho souboru), jak znázorňuje Tabulka 5.6, a to

přesnost 94,12 %.
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5.2. ZNALOSTNÍ SYSTÉM

Klasifikátor

T? Td Tu

R
ea
l. Td 1 91 3

Tu 6 1 85

Tabulka 5.6: Matice záměn - EN - 2 slova Tu, 2 slova Td

Z výsledk̊u je však jasné, že výrazně větš́ı část nezaklasifikovaných má mı́t tón Tu.

To znamená, že pro optimálńı výsledky lze zanedbat Tu (pomocná slovesa) části konfi-

guračńıho souboru a využ́ıt jen Td (tázaćı zájmena) (viz obrázek 5.2), vše ostatńı se pak

zaklasifikuje jako Tu. Matice je v tabulce 5.7, přesnost stoupne na 97,33 %.

Klasifikátor
Td Tu

R
ea
l. Td 91 4

Tu 1 91

Tabulka 5.7: Matice záměn - EN - 2 slova Td

Pro ještě větš́ı přesnost lze ještě započ́ıtat nepř́ılǐs časté př́ıpady, kdy jsou věty započaty

nevýznamovým slovem a tázaćı zájmeno je odsunuto až na třet́ı pozici typu:

• A s kým...

• Ale na který...

Klasifikátor
Td Tu

R
ea
l. Td 91 4

Tu 1 91

Tabulka 5.8: Matice záměn - EN - 3 slova Td

Z tabulek 5.7 a 5.8 je vidět, že pro angličtinu je výsledná přesnost 97,33 % stejná pro

hledáńı zájmen v prvńıch 2 i 3 slovech. Obrázek 5.4 zobrazuje srovnáńı přesnost́ı klasifikace

podle počtu počátečńıch slov dané věty, ve kterých hledá slova z Td seznamu pro všechny

jazyky. Z něj by se dalo usoudit, že hledáńı ve třech slovech je opravdu výhodněǰśı pro

všechny jazyky kromě češtiny, ale na třet́ı pozici se již často vyskytuj́ı slova, která se ṕı̌śı

stejně jako hledaná zájmena, ale ve větě maj́ı funkci spojek, např́ıklad:

• Máte představu, jak situaci Českých drah zlepšit? Tu,

proto bylo hledáńı omezeno jen na prvńı dvě slova.
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v e 1 2 3
Po áte ních slov

CZ
EN

DE
ES

Ja
zy

k

88.26% 88.73% 94.37% 93.43%

96.26% 94.65% 97.33% 97.33%

99.50% 91.58% 99.50% 100.00%

98.80% 89.22% 98.20% 98.80% 0.90

0.92

0.94

0.96

0.98

1.00

Obrázek 5.4: Porovnáńı přesnosti podle počtu slov hledáńı z Td seznamu

Jen pro porovnáńı je v tabulce 5.9 vidět využit́ı jen Tu části konfiguračńıho souboru,

který pro rozpoznáváńı neńı dostačuj́ıćı, dosahuje ze všech nejhorš́ıch výsledk̊u - přesnost

73,26%.

Klasifikátor

Td Tu

R
ea
l. Td 52 43

Tu 7 85

Tabulka 5.9: Matice záměn - EN - 2 slova Tu

Pokud se tedy hledaj́ı jen tázaćı zájmena a pouze mezi prvńımi dvěma slovy vět (což

se ukázalo jako nejlepš́ı varianta), konečné výsledky jsou v tabulce 5.10. Pro ruská data

nebyl ručně vytvořen seznam tázaćıch zájmen, neńı tud́ıž součást́ı těchto výsledk̊u.

Accuracy

CZ 94.17 %
DE 98.02 %
EN 96.78 %
ES 94.71 %

Tabulka 5.10: Přesnost ručńıch pravidel na testovaćıch datech
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5.2.2 Automatické odvozeńı znalost́ı - frekvence slov

Obecněǰśım zp̊usobem, jak vytvořit seznamy zájmen, než je ručně vypisovat v každém

tvaru, je vyvodit je př́ımo z trénovaćıch dat. Nav́ıc neńı vyžadována žádná znalost daného

jazyka. Pro automatické odvozováńı se budou na základě pokus̊u s ručně sepsanými pra-

vidly uvažovat už jen seznamy slov k určeńı klesavého tónu Td.

Pro odvozeńı slov do konfiguračńıho souboru (obsahuj́ıćıho seznam slov) je předpokla-

dem, aby se dané slovo vyskytovalo častěji v Td otázkách než Tu. To se urč́ı na základě

zjǐstěńı četnost́ı pro všechna slova zvlášt’ v obou částech dat. U všech se tedy zkoumaj́ı

dva parametry, pro které je vhodné odvodit prahy:

• Minimálńı absolutńı počet výskyt̊u slova - aby se odfiltrovala nevýznamová slova

obsažená v dané tř́ıdě sṕı̌se náhodou

• Minimálńı poměr výskyt̊u v dané tř́ıdě ze všech výskyt̊u - aby se odfiltrovala slova,

která nejsou dostatečně diskriminativńı pro danou tř́ıdu

Pro výběr prah̊u byly pro každou kombinaci r̊uzných parametr̊u vytvořeny konfiguračńı

soubory, ihned otestovány na validačńıch datech a určena jejich přesnost Accuracy mı́rou.

Následuj́ıćı tabulky vyjadřuj́ı accuracy v závislosti na obou parametrech. Pro porovnáńı

byl př́ıstup otestován na prvńıch slovech vět na obrázku 5.5, na prvńıch dvou slovech

na obrázku 5.6 a na kompletńıch větách na obrázku 5.7. Konfiguračńı soubor byl vždy

otestován na tolika slovech věty, z kolika byl vytvořen.

0.6 0.7 0.8 0.9
Min. pom r

0
1

2
3

4
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M
in
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91.55% 90.61% 86.85% 83.57%

90.61% 89.67% 85.92% 82.63%

90.61% 89.67% 85.92% 82.63%

89.67% 88.73% 85.92% 82.63%

89.67% 88.73% 85.92% 82.63%

89.67% 88.73% 85.92% 82.63%
0.83

0.84

0.85

0.86

0.87

0.88

0.89

0.90

0.91

Obrázek 5.5: Porovnáńı přesnosti pro r̊uzné parametry - CZ - prvńı slovo
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Obrázek 5.6: Porovnáńı přesnosti pro r̊uzné parametry - CZ - prvńı dvě slova

0.6 0.7 0.8 0.9
Min. pom r

0
1
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77.00% 78.40% 79.81% 75.12%

79.34% 80.75% 81.69% 73.71%

80.28% 82.16% 82.63% 74.18%

83.10% 84.98% 83.10% 74.65%

84.51% 85.45% 83.57% 75.12%

84.51% 85.45% 83.57% 75.12%
0.74

0.76

0.78

0.80

0.82

0.84

Obrázek 5.7: Porovnáńı přesnosti pro r̊uzné parametry - CZ - všechna slova

I z pokus̊u s ručně vytvořenými seznamy se vyvodilo, že optimálńı pro rozpoznáváńı

jsou prvńı dvě slova, z Obrázk̊u 5.5, 5.6 a 5.7 lze vyvodit, že je nejlepš́ı i pro automatické

vytvářeńı seznamu (na obrázku 5.6 je dosaženo nejvyšš́ıch přesnost́ı).

Pro vybráńı konstantńıch parametr̊u. které by se daly využ́ıvat pro optimálńı využit́ı

automatizovaných seznamů, je nutné se pod́ıvat na rozložeńı přesnosti v rámci obou pa-

rametr̊u. V tabulkách jsou zvýrazněná jejich maxima nejsvětleǰśım poĺıčkem. Pro češtinu

by se dalo z tabulek vyvodit, že je výhodněǰśı použ́ıt menš́ı poměr v datech (viz obrázek
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5.6, kde nejlepš́ıch výsledk̊u je dosaženo pro poměr 0.7), ale test s angličtinou na obrázku

5.8 ř́ıká naprostý opak, nejlepš́ıch výsledk̊u je dosaženo pro poměr 0.9.

0.6 0.7 0.8 0.9
Min. pom r

0
1

2
3

4
5

M
in

. p
o

et
91.44% 93.58% 95.72% 96.26%

91.98% 94.12% 96.26% 97.33%

91.98% 94.12% 96.26% 97.33%

92.51% 94.65% 96.26% 97.33%

92.51% 94.65% 96.26% 97.33%

93.58% 95.19% 96.79% 97.33% 0.92

0.93

0.94

0.95

0.96

0.97

Obrázek 5.8: Porovnáńı přesnosti pro r̊uzné parametry - EN - prvńı dvě slova

Nutnost nižš́ıho prahu pro lepš́ı výsledky na českých datech vycháźı z vyšš́ıho poměru

otázek typu:

• Kdo? Tu

• Co? Tu

v celých českých datech, tud́ıž se daná zájmena nezařad́ı na seznam. Tato tolerance, aby

dané slovo mohlo být často i v druhém typu vět, je d̊uležitá, ale zároveň nesmı́ být př́ılǐs

velká. Při ńızkém prahu totiž seznamy obsahuj́ı i slova, která nemaj́ı žádný význam pro

konkretńı tón, nebo dokonce slova, která v sekci 5.2.1 byla součást́ı té části konfiguračńıho

souboru určuj́ıćı stoupavý tón, viz Ukázka 5.7.

Td:

- should

- does

- was

- the

- so

Ukázka 5.7: Část automatického konfiguračńıho souboru pro angličtinu pro ńızký práh
poměru (60% výskyt̊u)
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Př́ılǐs ńızký nesmı́ být ani práh určuj́ıćı minimálńı četnost, při nulovém prahu se

součást́ı seznamu stanou naprosto všechna slova, která se objev́ı v celých datech i jen

jednou, pokud je to právě v Td otázce, viz Ukázka 5.8

Td:

- architect

- board

- bus

- computer

- factors

- water

Ukázka 5.8: Část automatického konfiguračńıho souboru pro angličtinu pro ńızký práh
četnosti (bez omezeńı)

Oba prahy by tud́ıž měly být kompromisem, pro výběr ideálńıch parametr̊u se využij́ı

maxima pro všechny jazyky a parametry, pro které na validačńıch datech nastávaj́ı. Jsou

znázorněny v Tabulce 5.11.

Accuracy Min. počet Min. poměr

CZ 92.49 % 0-2 0.7

DE 98.51 % 1-2 0.8-0.9

EN 97.33 % 1-5 0.9

ES 98.20 % 4-5 0.7-0.8

RU 91.46 % 2 0.8

Tabulka 5.11: Maximálńı přesnosti pro pro hledáńı slov z automaticky vytvořeného kon-
figuračńıho souboru v prvńıch 2 slovech a jejich parametry, vyhodnoceno na validačńıch
datech

Optimálńı budou některé z parametr̊u kolem pr̊uměrných, zvoleny byly minimálně

2 slova, které zab́ıraj́ı v Td otázkách alespoň 80 % ze všech výskyt̊u. V tabulce 5.12

je vidět konečná přesnost na testovaćıch datech. Přesnosti klesly jednak testováńım na

testovaćıch datech mı́sto validačńıch, ale i konkrétńı volbou parametr̊u. Při daľśım sńıžeńı

docháźı ve všech jazyćıch ale k problémům znázorněných v Ukázkách 5.7 a 5.8. Pro obecná

data tud́ıž bude vyšš́ı práh účinněǰśı a parametry jsou tud́ıž optimálńı pro tvorbu soubor̊u

z dat pro nově př́ıchoźı jazyky.
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Accuracy Min. počet Min. poměr

CZ 92.11 % 2 0.8

DE 95.05 % 2 0.8

EN 95.71 % 2 0.8

ES 93.75 % 2 0.8

RU 90.51 % 2 0.8

Tabulka 5.12: Přesnost pro vybrané parametry automaticky vytvořeného konfiguračńıho
souboru z prvńıch 2 slov, vyhodnoceno na testovaćıch datech

5.3 Klasifikátory - Sci-kit Learn

Pro rozpoznáváńı typ̊u otázek lze využ́ıt i tradičńı klasifikátory. Za jeden z nej-

použ́ıvaněǰśıch v oblasti klasifikace textu se považuje klasifikátor využ́ıvaj́ıćı SVM (Sup-

port Vector Machines), byl proto prioritizován. Pro jeho konkrétńı implementaci byla

zvolena Python knihovna Scikit-learn, která obsahuje jak zvolený klasifikátor SVC (Sup-

port Vector Classification), tak i mnoho daľśıch metod strojového učeńı.[12]

Principem SVM je naj́ıt nejlepš́ı hyperplochu, která rozděĺı dvě tř́ıdy dat o libo-

volné dimenzi. Optimálńı hyperplochu hledá pomoćı support vektor̊u, které jsou určeny

nejbližš́ımi body dané tř́ıdy od dané hyperplochy. Klasifikátor se pak snaž́ı nejmenš́ı

vzdálenosti hyperplochy od obou tř́ıd maximalizovat. [18]

Klasifikátory v knihovně jsou uzp̊usobeny klasifikaci dat ve formátu č́ıselných vektor̊u,

ne textu, tud́ıž je třeba textový formát na č́ıselný převést. K tomu však existuj́ı také imple-

mentované metody. Bylo nutné vytvořit objekt CountVectorizer(), který z textu vytvoř́ı

vektory t́ım zp̊usobem, že si uchovává uspořádaný seznam všech slov v textu. Následně

z vět vytvoř́ı vektory o délce celého seznamu slov, který má nenulové prvky pro slova,

která se ve větě vyskytuj́ı, a odpov́ıdá danému počtu. Pomoćı instance TfidfTransformer()

se nav́ıc tento počet váž́ı na základě četnosti daného slova v celých datech.

Takto vygenerované vektory, vytvořené vždy z celé věty, lze již využ́ıt pro klasifi-

kaci, klasifikátor byl vždy natrénován na trénovaćıch datech a na testovaćıch otestována

přesnost. Tabulka 5.13 porovnává SVM s klasifikátorem podle nejbližš́ıho souseda a pěti

nejbližš́ıch soused̊u (kNN), které jsou znatelně méně přesné. Dále je pro porovnáńı využito

rozhodovaćıho stromu (DecisionTree), který funguje na podobném principu jako znalostńı

systém v sekci 5.2.

Jelikož DecisionTree z dat vyvozuje znalosti zcela automaticky a nemá žádné povědomı́

o problematice, zkoumá všechna slova zvlášt’, je struktura rozhodovaćıho stromu mnohem

komplikovaněǰśı v porovnáńı se strukturou rozhodovaćıch stromů na obrázćıch 5.2 a 5.3,

viz obrázek 5.9. Tato struktura však umožňuje zamı́tnut́ı klesavého tónu např́ıklad jen po

nenalezeńı dvou r̊uzných tázaćıch zájmen. Nebo lze naopak vidět, že pro přijet́ı klesavého

tónu je potřeba kombinace v́ıce slov, i když tázaćı zájmeno bývá ve větě pouze jedno.
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Klasifikátor
SVC 1nn 5nn DecisionTree

CZ 88.91 % 70.49 % 66.92 % 89.85 %
DE 95.63 % 72.48 % 77.23 % 95.63 %
EN 97.63 % 73.61 % 75.97 % 96.56 %
ES 95.90 % 72.84 % 76.20 % 95.18 %
RU 89.62 % 64.24 % 71.30 % 85.98 %

Tabulka 5.13: Porovnáńı přesnosti klasifikátor̊u

Obrázek 5.9: Struktura automaticky vytvořeného rozhodovaćıho stromu

5.3.1 SVC

SVM dosahoval z testovaných klasifikátor̊u opravdu nejlepš́ıch výsledk̊u, v Tabulce 5.13

byl porovnáván klasifikátor využ́ıvaj́ıćı SVM bez žádných dodatečných parametr̊u, takže

byly využity ty výchoźı - funkce radiálńı báze (rbf) jako kernel a regularizačńı koeficient

roven 1. [12] V této kapitole je zjǐst’ováno, zda změna parametr̊u neovlivńı zcela zásadně

přesnost SVM klasifikátoru.

Kernel je zp̊usob transformace vstupńıch dat do požadované formy zpracováńı. Z něko-

likadimenzionálńıho prostoru všech slov tud́ıž transformuje prostor do dvou dimenźı, aby

mohly být lineárně separovatelné. Kromě funkce radiálńı báze se využ́ıvaj́ı sigmoid, poly-

nomy r̊uzných stupň̊u, i pouze lineárńı. [6] Jejich funkce je vidět na obrázku 5.10.

Regularizačńı koeficient určuje mı́ru penalizace nesprávného zaklasifikováńı. Řeš́ı kom-

promis mezi přetrénováńım a nedotrénováńım, v́ıce zašumělá data by měla mı́t větš́ı
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5.3. KLASIFIKÁTORY - SCI-KIT LEARN

toleranci nesprávného zaklasifikováńı při trénováńı a tud́ıž menš́ı parametr C. Výchoźı

hodnota je 1 a měla by být zásadně kladná. [21]

Obrázek 5.10: Rozděleńı dat r̊uznými kernely [21]

Porovnáńı přesnosti klasifikace při použit́ı r̊uzných kernel̊u a regularizačńıch koefici-

ent̊u je znázorněno na obrázku 5.11. Pro vyhodnocováńı byla použita validačńı data.
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Obrázek 5.11: Porovnáńı SVC pro r̊uzné parametry - CZ

Maximum zřejmě nastává kolem regulačńıho koeficientu 2, porovnáńı s detailněǰśımi

rozestupy je pak na obrázku 5.12.
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Obrázek 5.12: Porovnáńı SVC pro r̊uzné parametry - CZ - detail

O něco lepš́ıch výsledk̊u než výchoźı rbf dosahuje lineárńı kernel, nejlepš́ı výsledky má

pro češtinu použit́ı sigmoid kernelu. Výrazně nižš́ı přesnost má kernel polynomu. Výchoźı

je polynom třet́ıho stupně, stoj́ı za to otestovat, jaký vliv na přesnost maj́ı r̊uzné stupně

polynomu.

Na obrázku 5.13 je však vidět, že zvýšeńı stupně polynomu z p̊uvodńıch tř́ı roz-

hodně nezvýš́ı celkovou přesnost. Nejlepš́ıch výsledk̊u dosahuj́ı polynomy druhého stupně

- dostávaj́ı se přibližně na úroveň ostatńıch kernel̊u.
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Obrázek 5.13: Porovnáńı SVC pro r̊uzné stupně polynomu
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V tabulce 5.14 lze nalézt maxima pro všechny jazyky a parametry, pro něž bylo těchto

maxim dosaženo. Na prvńı pohled by se dal označit za nejlepš́ı kernel sigmoid, ale obecně

se sigmoid nedoporučuje použ́ıvat v reálných aplikaćıch pro SVM, protože funkce nabývá

pouze nezáporných hodnot (mezi 0 a 1), což může zp̊usobit nežádoućı chováńı klasi-

fikátoru. [18] Proto byly raději zvoleny výchoźı parametry, jejichž přesnost na testovaćıch

datech byla uvedena již v tabulce 5.13.

Accuracy Kernel Reg. koeficient

CZ 88.26 % Sigmoid 2

DE 98.51 % Sigmoid 2-5

EN 98.40% Sigmoid 1

ES 100 % Linear 2-3

RU 90.36 % Sigmoid 1

Tabulka 5.14: Maximálńı přesnosti pro SVC a jejich parametry

5.4 Neuronová śıt’ T5

Neuronová śıt’ je dnes již velice rozš́ı̌rený zp̊usob rozpoznáváńı, je založen na napo-

dobeńı funkce neuron̊u v mozku. Původńı nejjednodušš́ı model se jmenuje perceptron.

Skládá se z jednoho neuronu, vážených vstup̊u, prahu a výstupu. Jeho strukturu ukazuje

obrázek 5.14. Z nich se vyvinuly v́ıcevrstvé śıtě (kde výstup jednoho neuronu je vstupem

daľśıho), které se skládaj́ı z v́ıce vrstev i v́ıce neuron̊u v jedné vrstvě. Informace se tak š́ı̌ŕı

jedńım směrem ze vstupńı vrstvy až po výstupńı. Některé typy neuronových śıt́ı obsahuj́ı

i zpětnou vazbu, kde výstup posledńı vrstvy je přiveden zpět na vstup. Architektura śıtě

je pak s jej́ı aktivačńı funkćı hlavńı charakteristikou neuronové śıtě. [7] [15]

Obrázek 5.14: Schéma perceptronu [15]

Neuronová śıt’ T5 (Text-To-Text Transfer Transformer) [16] je založena na transfer

learningu. Při jej́ı tvorbě bylo experimentováno s několika architekturami, jako nejvhodněǰśı
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se ukázala enkodér-dekodér architektura. Blok enkodéru zakóduje vstup na vektor př́ı-

znak̊u, dekodér př́ıznaky dekóduje na výstup. Text-to-text framework umožňuje použit́ı

stejného modelu (se stejnou ztrátovou funkćı a hyperparametry) pro zcela r̊uzné úlohy

zpracováńı přirozeného jazyka. Proto ale vyžaduje vstupńı data v totožném formátu, jaký

je potřeba výstup. Jedině tak je model schopný pochopit, co je po něm vyžadováno.

Původńı anglický T5 model byl nejdř́ıve bez učitele předtrénován na datech Common

Crawl Corpus3, ze kterých byly vybrány pouze kompletńı anglické věty. Výsledný korpus

obsahuje zhruba 750 GB dat. [1] Modely pro ostatńı jazyky byly natrénovány v pr̊uběhu

roku 2022 na KKY ZČU v Plzni na základě část́ı Common Crawl korpusu pro konkrétńı

jazyk (věty, na kterých byla T5 pro dané jazyky předtrénována, byly staženy v ř́ıjnu

2021). Objem dat k předtrénováńı model̊u pro všechny jazyky je v tabulce 5.15.

Jazyk modelu Velikost trénovaćıch dat [GB]

CZ 122

DE 649

EN 750

ES 683

RU 2568

Tabulka 5.15: Velikost dataset̊u pro předtrénováńı model̊u

Proces předtrénováńı T5 pro daný jazyk prob́ıhá na obyčejných větách tak, že se

vynechávaj́ı určitá slova z textu a śıt’ se snaž́ı je doplnit, viz Obrázek 5.15. Pro trénováńı

bylo porušeno 15 % z textu. Vynecháńı 10-25 % slov mělo obdobné výsledky, horš́ıch

výsledk̊u trénováńı dosahoval model až při vynecháńı 50 % slov, tento vyšš́ı poměr by

také zpomaloval učeńı. Takto se lad́ı všech zhruba 220 milion̊u základńıho T5 modelu.

[16]

Obrázek 5.15: Předtrénováńı T5 modelu [16]

S neuronovou śıt́ı T5 bylo pracováno za pomoci Python knihovny t5s. [22] Použit

3https://commoncrawl.org/
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byl skript fine-tuning.py, který slouž́ı k dotrénováńı neuronové śıtě pro konkrétńı úlohu.4

Dotrénováńı prob́ıhá podle údaj̊u v konfiguračńım souboru, jehož název je nutné předat

jako argument při spuštěńı.

V konfiguračńım souboru by měly být názvy soubor̊u s daty, T5 modelu a tokenizeru.

Dále obsahuje specifikace k načteńı a trénováńı dat - např. počet epoch nebo konstantu

učeńı. Data by měla být rozdělena na trénovaćı, testovaćı a validačńı a ve formátu tsv,

tud́ıž přesně, jak byla upravena v kapitole 5.1.

Modely byly trénovány na výpočetńıch zdroj́ıch organizace MetaCentrum. Trénováńı

prob́ıhalo v 10 epochách po 1000 kroćıch, konstanta učeńı bylo rovna 0.01. Po každé

epoše byl model validován otestováńım na validačńıch datech. Nakonec byl finálńı model

otestován jak na validačńıch, tak testovaćıch datech. Výsledné přesnosti ukazuje tabulka

5.16.

valid test

CZ 94.84 % 93.42 %
DE 98.51 % 96.04 %
EN 96.26 % 96.57 %
ES 98.80 % 95.19 %
RU 89.81 % 91.61 %

Tabulka 5.16: Přesnost T5 na validačńıch a testovaćıch datech

Během trénováńı se model snaž́ı zvyšovat přesnost na validačńıch datech, proto je často

vyšš́ı než přesnost na testovaćıch. U španělských a německých dat je tento rozd́ıl největš́ı,

ale po nahlédnut́ı do výsledk̊u lze ř́ıci, že větš́ı rozd́ıl je pravděpodobně zp̊usoben jen

konkrétńım náhodným rozděleńım validačńıch a testovaćıch dat, a nedošlo k přetrénováńı.

Natrénované T5 modely jsou součást́ı př́ılohy5.

4Přetrénované T5 modely byly autoru této BP dodány. Součást́ı práce bylo jen dotrénováńı modelu
na zadanou úlohu klasifikace typ̊u otázek, proto p̊uvodńı modely nejsou součást́ı př́ılohy.

5Z d̊uvodu velikosti nejsou součást́ı př́ılohy na GitHubu, ale jsou uloženy zvlášt’ na Google Disku:
https://drive.google.com/drive/folders/19MWfAiByBFOWcqqCpOnDlaOXfoDMjDxm?usp=sharing
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Kapitola 6

Shrnut́ı výsledk̊u a analýza chyb

Práce porovnává metody rozpoznáváńı typ̊u otázek, které dělila podle stoupavé a kle-

savé intonace.

Jako prvńı se pro klasifikaci vycházelo z informace, že doplňovaćı otázky s klesavým

tónem v sobě maj́ı obsaženy tázaćı zájmena. Na tomto základě bylo vytvořeno pravidlo,

které vyhledává podle předem daného seznamu zájmen, zda se ve větě nějaké nacháźı.

Pokud ano, urč́ı tón jako klesavý.

Tento seznam byl vytvářen dvěma zp̊usoby. Jeho sepsáńı ručně zaručuje, že všechna

slova jsou opravdu tázaćımi zájmeny a jsou vypsána ve všech tvarech, ve kterých se mohou

objevit. To však nelze provést pro ty jazyky, pro které neńı k dispozici jazykový expert,

který by takový seznam mohl vytvořit.

Proto byl zpracován druhý př́ıstup, který nevyžaduje žádnou znalost jazyka a vycháźı

pouze z dostupných dat. Podle četnosti slov v typech otázek vybere taková, která jsou

vždy dostatečně diskriminativńı pro danou tř́ıdu. Z principu by to měla být právě tázaćı

zájmena, ale tato metoda nezaručuje, že všechna vybraná slova jsou skutečně tázaćı

zájmena. Také nemá jak zajistit, že budou zapsána ve všech jejich možných tvarech,

využije jen slova, která jsou reálně obsažena v trénovaćıch datech.

Pro ručńı i automatická pravidla bylo po testováńı rozhodnuto, že k hledáńı tázaćıch

zájmen docházelo pouze mezi prvńımi dvěma slovy věty. Automatická pravidla byla od-

vozována také pouze z prvńıch dvou slov.

Následně byly zvažovány klasické klasifikátory, které jsou uzp̊usobeny č́ıselným vek-

tor̊um. Tf-idf transformace sice zvýhodnila často se objevuj́ıćı slova ve větách a roz-

poznáváńı tedy prob́ıhalo hlavně podle nich, ale jinak je zcela odtrženo od jakéhokoliv

reálného kontextu a významu. Po vyzkoušeńı r̊uzných parametr̊u nedosahovala žádná

kombinace výrazně vyšš́ıch výsledk̊u, nelze proto žádné obecně doporučit, a tak byly

využity výchoźı parametry.

T5 je velký předtrénovaný model neuronové śıtě použ́ıvané ke zpracováńı přirozeného

jazyka v r̊uzných oblastech. Prob́ıhalo jej́ı dotrénováńı na konkrétńı úlohu v konkrétńım

jazyce. Předtrénováńı zajist́ı, že model
”
rozumı́“ danému jazyku. Dotrénováńı proběhlo

pomoćı t5s knihovny za pomoci pouhého konfiguračńıho souboru, což výrazně usnadnilo
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implementaci.

Porovnáńı přesnosti všech použitých metod otestovaných na testovaćıch datech ukazuje

tabulka 6.11. Zvýrazněna je vždy nejvyšš́ı přesnost pro daný jazyk, na obrázku 6.1 lze nav́ıc

vidět přesnost graficky.

pravidla aut. pravidla SVM T5

CZ 94.17 % 92.11 % 88.91 % 93.42 %
DE 98.02 % 95.05 % 92.28 % 96.04 %
EN 96.78 % 95.71 % 96.35 % 96.57 %
ES 94.71 % 93.75 % 94.71 % 95.19 %
RU — 90.51 % 90.51 % 91.61 %

Tabulka 6.1: Nejlepš́ı výsledky pro všechny jazyky každým zp̊usobem klasifikace

CZ DE EN ES RU
Jazyk

0.800

0.825

0.850

0.875

0.900

0.925

0.950

0.975

1.000

Ac
cu

ra
cy

Ru ní pravidla
Autom. pravidla
SVM
T5

Obrázek 6.1: Porovnáńı výsledk̊u r̊uzných klasifikátor̊u

Všechny metody dosahuj́ı vysoké přesnosti, kromě využit́ı SVM pro češtinu vždy

nad 90 %. Z tabulky lze usoudit, že nejlepš́ıch výsledk̊u je dosaženo využit́ım ručně vy-

tvořených pravidel a T5 neuronové śıtě. Obě metody maj́ı tu vlastnost, že zakládaj́ı na

reálné znalosti problému - pravidla pomoćı člověka a neuronová śıt’ d́ıky předtrénováńı na

obrovském množstv́ı dat. Ručńı pravidla maj́ı tu výhodu, že nevyžaduj́ı žádné trénováńı.

Jejich velkou nevýhodou je, že vyžaduj́ı existenci jazykového experta, který by seznam

tázaćıch zájmen vytvořil. Výhoda T5 je, že je celý proces plně automatizovaný, nejsou

potřeba žádná ručně vytvářená pravidla, T5 se nauč́ı vše pouze z dat. Nevýhoda T5 je

velká výpočetńı složitost i velikost modelu, oproti pravidl̊um nav́ıc muśı spoléhat pouze

na to, co je obsaženo v trénovaćıch datech.

1Pole s pravidly pro ruský jazyk je prázdné, protože nebyl k dispozici jazykový expert, který by ručně
vytvořil kompletńı seznam tázaćıch zájmen.
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6.1. ANALÝZA CHYB

Automatická pravidla jsou principem velmi podobná těm ručńım a mohou být je-

jich náhradou, pokud neexistuje pro daný jazyk expert. Dosahuj́ı však horš́ıch výsledk̊u,

protože tento př́ıstup nezaručuje výběr správných slov, podle kterých má klasifikovat, silně

zálež́ı na obsahu trénovaćıch dat, ze kterých se pravidla vyvozuj́ı. SVM pak může být nej-

jednodušš́ı pro použit́ı, ale svých nejlepš́ıch výsledk̊u může dosáhnout pouze konkrétńım

výběrem parametr̊u specifickým pro konkrétńı jazyk, což použit́ı ztěžuje. I tak ale nedo-

sahuje výsledk̊u ostatńıch metod.

V rámci jazyk̊u dosahuje nejhorš́ıch výsledk̊u ruština, přestože pro ni bylo k dispozici

nejv́ıce dat (viz tabulka 5.2). Vzhledem k tomu, že data neprošla žádnou kontrolou, nelze

ř́ıci, v kolika př́ıpadech je klasifikace určena jako chybná, přestože chyba je v datech, a ne

klasifikaci. V datech pro ostatńı jazyky bylo opraveno zhruba 1-2 % chyb (viz tabulka

5.1), což zlepšilo přesnost při klasifikaci. Pro tyto opravované jazyky se k sobě přesnosti

bĺıž́ı, počet dat je pro ně srovnatelný, ale záviśı nejen na jejich celkovém počtu, ale i na

počtu vět s jednotlivými tázaćımi zájmeny, nebo na poměrném zastoupeńı eliptických

a vylučovaćıch otázek, které jsou těmi nejproblémověǰśımi z hlediska klasifikace.

6.1 Analýza chyb

Přestože dosahuj́ı nejlepš́ıch výsledk̊u pro všechny jazyky, ani pravidla, ani T5 nejsou

bezchybné metody. Chybuj́ı hlavně v oblastech, které jsou zmı́něny již v kapitole 5.1.1

o korekci dat. V následuj́ıćıch př́ıkladech jsou věty uvedeny s t́ım tónem, který jim přǐradil

daný klasifikátor:

• Hlavńım problémem u pravidel byly eliptické otázky, které obsahovaly tázaćı zájmena.

– How come? Td (správně Tu)

– Cože? Td (správně Tu)

T5 si s nimi v některých př́ıpadech ale poradila:

– Jaký? Tu

– Od koho? Tu

K eliminaci těchto chyb by k pravidl̊um bylo možné doplnit podmı́nku, že klesavý

tón by se přǐrazoval pouze větám, které maj́ı v́ıce než dvě slova.

• T5 měl naopak větš́ı problémy, když se ve větách objevovaly některé méně obvyklé

tvary tázaćıch zájmen.

– Oč konkrétně jde? Tu (správně Td)

V trénovaćıch datech bylo
”
Oč“ obsaženo celkem 3x, všechny výskyty se správnou

anotaćı, což znamená, že ho lépe zaklasifikovala nejen ručńı pravidla, ale i ta auto-

matická.
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– Oč jde v současné době? Td

– Oč jde autor̊um? Td

– Oč v souboji advokát̊u šlo? Td

• Pravidla měla problém, pokud se vyskytovala na druhé pozici ve větě spojka o stej-

ném přepisu jako tázaćı zájmena. Spojku na jakémkoliv pozděǰśım mı́stě však za-

klasifikovala správně

– Vı́te, co to znamená? Td (správně Tu)

– Vı́te, co to je? Td (správně Tu)

– Věř́ıte všemu, co vám poradenské firmy doporučuj́ı? Tu

Pravidla tak nejsou schopna rozhodnout, že druhá věta v deľśım souvět́ı zač́ıná

tázaćım zájmenem. Správně tuto větu nezaklasifikovala ani T5, jelikož v trénovaćıch

datech neńı dostatek př́ıklad̊u, kdy se tázaćı zájmeno objevuje uprostřed věty.

– Sám jste zař́ıdil dva góly, jak jste viděl obě situace? Tu (správně Td)

Pro zlepšeńı klasifikace těchto vět by bylo vhodné zkombinovat toto rozpoznáváńı

s nějakou metodou morfologicko-syntaktické analýzy, která by předem určila slovńı

druhy a odlǐsila by tak zájmena od spojek.

• Uprostřed věty se objevuje i slovo
”
nebo“, jak ve slučovaćım, tak vylučovaćım

poměru. Pravidla nemaj́ı, jak tento typ otázek ovlivnit, když hledaj́ı pouze v prvńıch

dvou slovech - všechna
”
nebo“ jsou klasifikována jako Tu. Hledáńı by se dalo modi-

fikovat do podoby, kdy se hledá v prvńıch dvou slovech každé věty souvět́ı, v češtině

je lze někdy odlǐsit podle čárek, ale např́ıklad v angličtině se čárky tolik nepouž́ıvaj́ı.

T5 se snaž́ı rozlǐsovat mezi
”
nebo“ v obou poměrech, ale vzhledem k malému výskytu

v trénovaćıch datech také neńı př́ılǐs úspěšná:

– To be or not to be? Tu (správně Td)

– Are you blind or something? Td (správně Tu)

– Will you pay by cash or cheque? Tu (správně Td)

• T5 někdy chybovala u naprosto běžných doplňovaćıch a zjǐst’ovaćıch otázek, které

však byly velmi dlouhé:

– Která z vašich velkých bank nemuśı navyšovat rezervy, zvlášt’ při aplikaci nej-

př́ısněǰśıch zahraničńıch standard̊u? Tu (správně Td)

– Are you organizing an upcoming car show, vintage rally, car club meeting,

classic car display or other automotive event? Td (správně Tu)
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• Neuronová śıt’ měla nav́ıc problémy u vět zač́ınaj́ıćıch slovem
”
A“, pravděpodobně

kv̊uli tomu, že j́ım v trénovaćıch datech často zač́ınaj́ı eliptické otázky.

– A co ř́ıkal na výkon rozhodč́ıch? Tu (správně Td)

– A jak plat́ı ředitele škol, které osm let degraduj́ı maturitu? Tu (správně Td)

Z výše uvedené analýzy vyplývá, že nejčastěǰśımi chybami byly eliptické a vylučovaćı

otázky, klasifikátory také neumı́ rozeznat tázaćı zájmena uprostřed vět od spojek. Pro lepš́ı

výsledky T5 (a i SVM a jiných klasifikátor̊u) by muselo být dodáno větš́ı množstv́ı dat,

které by pokrývalo tyto sporněǰśı oblasti rozpoznáváńı. Mezi pravidla by se dalo zařadit

nové, které by bralo v potaz celkovou délku věty a všechny velmi krátké by byly označeny

jako eliptické. Pomoćı jednoduchých pravidel by však nešlo rozlǐsit spojky uprostřed vět

od tázaćıch zájmen a rozlǐsit, v jakém poměru je použito slovo nebo. Pomoci by mohlo

automatické zjǐst’ováńı slovńıch druh̊u.

Většina těchto problémů by nenastala, pokud by se z dat na začátku odfiltrovaly elip-

tické a vylučovaćı otázky. Rozpoznáváńı by se pak zaměřovalo jen na zjǐst’ovaćı a doplňovaćı

otázky, kterých je v datech výrazná většina, a všechny př́ıstupy by pak dosahovaly větš́ı

úspěšnosti klasifikace.

I přes uvedené chyby je T5 model nejlepš́ım automatickým př́ıstupem k rozpoznáváńı

typ̊u otázek, a to pro všechny testované jazyky. Úspěšnost toho př́ıstupu je v pr̊uměru

95 % (viz tabulka 6.1). Pokud by se tud́ıž T5 model použil v TTS systému, pouze 1 otázka

z 20 by měla špatnou intonaci.
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Kapitola 7

Závěr

Tato práce se zabývala problematikou předzpracováńı textu pro TTS systémy, které

produkuj́ı syntetickou řeč z běžného textu, konkrétně rozpoznáváńım koncových tón̊u

otázek, které jsou potřeba při generováńı prozodie. Úvodńı kapitoly se proto zabývaj́ı

obecně syntézou řeči a intonaćı. Hlavńım ćılem práce byla ručńı kontrola zpracovávaných

dat a jejich využit́ı k navržeńı postup̊u pro detekci typ̊u otázek.

Kapitola 2 nejprve rozeb́ırá jednotlivé př́ıstupy k syntéze řeči podle typu modelu,

poté přibližuje postupný historický vývoj syntetizéru řeči. Nakonec popisuje jednotlivé

fáze zpracováńı přirozeného jazyka pro následnou syntézu, kde se zabývá morfologicko-

syntaktickou analýzou, fonetickou transkripćı a generováńım prozodie.

Na generováńı prozodie navazuje daľśı kapitola, věnovaná nejd̊uležitěǰśı prozodické

charakteristice: intonaci. Zkoumá hlavně větnou intonaci, jak se projevuj́ı typy vět z hle-

diska tónu, což je nejd̊uležitěǰśı pro jejich rozpoznáváńı. Tuto informaci ověřuje pro

všechny jazyky, u kterých se měl typ otázek z hlediska tónu automaticky rozpoznávat,

a to češtinu, angličtinu, němčinu, španěľstinu a ruštinu. Nav́ıc zvýrazňuje některá spe-

cifika jazyk̊u a ukazuje, jak se může intonace u člověka odklonit od pravidel na základě

r̊uzných emocionálńıch rozpoložeńı.

Pátá kapitola se zabývá samotným rozpoznáváńım typ̊u otázek. Zač́ıná krátkým úvo-

dem o úpravě dat do formátu, ve kterém s nimi bylo pracováno. Data byla rozdělena

na trénovaćı, ze kterých se natrénoval klasifikátor, validačńı, na kterých se optimalizoval

vždy daný klasifikátor, a testovaćı, na nichž se r̊uzné klasifikátory porovnaly mezi sebou.

Postupně v sekćıch 5.2-5.4 byl představen pr̊uběh nastaveńı znalostńıho systému s ručně

a automaticky odvozenými pravidly, klasifikátor̊u z knihovny Sci-kit Learn a neuronové

śıtě T5 a jejich využit́ı při rozpoznáváńı tón̊u otázek.

Výsledky byly následně porovnány. Za nejlepš́ı metodu byly označeny ručně vytvořená

pravidla a T5 neuronová śıt’ d́ıky jejich vhledu do problematiky - pravidla z pohledu

člověka a T5 z obrovského množstv́ı dat, na kterých byla předtrénována.

Hlavńım př́ınosem této bakalářské práce bylo dotrénováńı T5 model̊u, které jsou

schopny zcela automaticky s vysokou přesnost́ı na základě pouhého textu otázek roz-

poznat jejich typ a přǐradit jim tak správnou koncovou intonaci. Tuto informaci pak lze
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využ́ıt pro syntézu řeči v TTS systémech pro zvýšeńı srozumitelnosti a přirozenosti syn-

tetizovaných promluv.
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