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Abstrakt

Tato práce se zabývá tvorbou algoritmu, který bude schopen detekovat určité
medićınské nástroje (jehelec, pinzetu, n̊užky) z obrazu. Daľśı algoritmus bude
schopen detekovat r̊uzné objekty v obraze, tato detekce bude použita k
předzpracováńı videa. Společně tyto detekce vytvoř́ı pro uživatel statistiku
a ohodnoceńı výkonu. Nejprve jsou shrnuté současné př́ıstupy ke zpracováńı
obrazu. Dále jsou popsány datasety potřebné k trénováńı neuronových śıt́ı.
Posledńı část se věnuje ověřeńı funkčnosti natrénovaných neuronových śıt́ı.

Kĺıčová slova

Neuronová śıt’, detekce, klasifikace, metriky, ztrátová funkce, bounding box,
př́ıznaky, konvoluce, transfer learning

Abstract

The focus of this bachelor thesis is to develop an algorithm that will be
able to detect certain medical instruments (needle holder, tweezers, scissors)
from an image. Another algorithm will be able to detect different objects
in the image, this detection will be used to pre-process the video. Together
these detections will produce statistics and performance ratings for the user.
First, the current approaches to image processing are summarized. Next, the
datasets needed to train the neural networks are described. The last section
is devoted to validating the performance of the trained neural networks.
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4 Část konvolučńı architektury ImageNetu . . . . . . . . . . . . 7
5 Ukázka architektury GAN . . . . . . . . . . . . . . . . . . . . 8
6 Architektury transformeru . . . . . . . . . . . . . . . . . . . . 8
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11 Ukázka trénovaćıho obrazu . . . . . . . . . . . . . . . . . . . . 20
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16 Původńı obraz . . . . . . . . . . . . . . . . . . . . . . . . . . . 22
17 Obraz po augmentaci . . . . . . . . . . . . . . . . . . . . . . . 22
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1 Úvod

V posledńıch letech došlo v oblasti strojového učeńı k velkému posunu. Tento
pokrok ovlivňuje širokou řadu oblast́ı, mezi ně patř́ı i zdravotnictv́ı. I složitá
oblast jako je chirurgie, může těžit z využit́ı technologíı založených na umělé
inteligenci. Použit́ı těchto technologíı přináš́ı lepš́ı výsledky chirurgických
zákrok̊u, větš́ı bezpečnost pacient̊u nebo zlepšeńı tradičńıch př́ıstup̊u. Jed-
nou z hlavńıch úloh zdravotnictv́ı je př́ıprava a vzděláváńı budoućıch lékař̊u.
Např́ıklad nácvik chirurgických zákrok̊u, které se skládaj́ı z mnoha část́ı jako
předoperačńı posouzeńı, podáńı anestezie, provedeńı řezu, provedeńı zákroku,
uzavřeńı rány a daľśı. Pro řadu těchto úkol̊u potřebuje chirurg umět kvalitně
š́ıt.

Běžnou prax́ı je, že šit́ı učily zkušeńı odborńıci. Tento zp̊usob je časově
velice náročný, je zapotřeb́ı velké množstv́ı expert̊u a muśı se uvažovat i
lidský faktor, protože každý chirurg provád́ı šit́ı svým vlastńım stylem. Když
v roce 2020 zasáhla svět pandemie COVIDu-19,, bylo nutné přesunout výuku
do online prostoru. Některé obory do tohoto režimu přešly bez problému,
ale obecně manuálńı obory nejsou pro výuku přes internet vhodné. Tým
okolo Prof. Dr. med. Uty Dahmen se přesto o tento krok pokusil. Konkrétně
přesunuly kurz šit́ı na platformu ZOOM. Lektoři tedy musej́ı vysvětlovat
látku a opravovat studenty za pomoćı mobilńıho telefonu a malé obrazovky
na poč́ıtači. T́ım se náročnost vyučováńı ještě zvýšila. Tento program by jim
měl alespoň částečně ulehčit práci.

Tato práce je součást́ı větš́ıho projektu mezi Fakultou aplikovaných věd
Západočeské univerzity v Plzni a Friedrich Schillerovou univerzitou v Jeně,
který se snaž́ı vytvořit program na vyhodnoceńı chirurgického šit́ı z video
záznamu. S využit́ım algoritmů a model̊u strojového učeńı by program měl
zhodnotit nahrané video a uživateli poskytnout statistiky a objektivńı hod-
noceńı kvality úkonu. Úkolem této práce je natrénovat modely pro detekci
nástroj̊u (jehelce, pinzety, n̊užek) a detekci objekt̊u, které se ve videu nacháźı.
Druhá detekce poběž́ı pouze na několika prvńıch sńımćıch videa a využije se
k předzpracováńı videa, které bude spoč́ıvat v odstraněńı část́ı obrazu (roz-
hrańı ZOOMu) nebo detekce některých objekt̊u se použije pro výpočet poměr
pixel:centimetr. Postup pro tuto práci je následuj́ıćı:

1. Sběr dat a tvorba datasetu pro obě úlohy

2. Výběr modelu nebo model̊u pro źıskáńı informaćı z videa

3. Trénink a optimalizace těchto model̊u

4. Vyhodnoceńı kvality natrénováńı model̊u na testovaćı sadě
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Obrázek 1: Vyučovaćı prostor při pandemii COVIDu-19

Struktura této práce je následuj́ıćı. V kapitole 2 je popis neuronových śıt́ı,
které se využ́ıvaj́ı na zpracováńı obrazu. Kapitola 3 popisuje úlohy z oblasti
zpracováńı obrazu a moderńı zp̊usob řešeńı. Kapitola 4 popisuje dataset,
použitý pro trénováńı model̊u, které je s výsledky vysvětleno v kapitole 5.

2 Neuronové śıtě

Neuronové śıtě jsou algoritmus použ́ıvaný v oblasti strojového učeńı. Za po-
sledńı desetilet́ı se dočkaly obrovského vývoje a v současnosti se použ́ıvaj́ı
v široké řadě aplikaćı na rozpoznáváńı obrazu, predikci událost́ı nebo zpra-
cováńı přirozeného jazyka.

Stavebńım kamenem neuronových śıt́ı je neuron (perceptron), což je ma-
tematický model biologického neuronu. Každý umělý neuron má n vstup̊u,
každý s jinou váhou. Hodnoty vstup̊u se v neuronu sečtou a použij́ı jako ar-
gument aktivačńı funkce. Hodnota aktivačńı funkce pak slouž́ı jako výstup
neuronu. Mezi nejčastěji použ́ıvané aktivačńı funkce patř́ı sigmoidálńı funkce
nebo tzv. ReLU (Rectified Linear Unit).
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V neuronové śıt́ı jsou neurony uspořádány do vrstev a tyto vrstvy do řady
za sebe. Vstupem dané vrstvy je výstup předchoźı a výstup této vrstvy je
vstupem následuj́ıćı. Prvńı vrstva se označuje jako vstup śıtě a jej́ı velikost
je závislá na typu vstupńıch dat. Posledńı vrstva je výstupńı a jej́ı struktura
a hodnoty zálež́ı na typu úlohy. V každé vrstvě se nacháźı práh, což je neuron,
který nemá žádný vstup a jeho hodnota je vždy 1. Jeho výstup tedy ovlivňuje
pouze jeho váha[1].

2.1 Historie neuronových śıt́ı

Základy neuronových śıt́ı položili Warren McCulloch a Walter Pitts v roce
1943[2], kteř́ı se zabývali chováńım neuron̊u v mozku a jak tyto procesy po-
psat matematicky. Výsledek jejich práce se považuje za prvńı model umělé
neuronové śıtě. V roce 1957 Frank Rosenblatt vytvořil matematický model
perceptronu[3], který dokázal rozdělit vstupńı data do dvou tř́ıd. Perceptron
je model pouze jednoho lidského neuronu, který má n vstup̊u a binárńı
výstup. Jeho schéma je znázorněné na obrázku 2.

Na základě modelu perceptronu začaly vznikat v́ıcevrstvé modely s v́ıce
neurony v jedné vrstvě. Tyto typy śıt́ı se nazývaj́ı v́ıcevrstvé dopředné śıtě
(feedforward networks). Během 60. a 70. let byl o neuronové śıtě velký zájem.
Koncem 70. let a v 80. letech vědci začali narážet na limity nejen neuronových
śıt́ı, ale také hardwaru potřebného pro práci s nimi.

...
w1

w2

∑x1

xn

y

Vstupńı
vrstva Váhy Suma

Aktivačńı
funkce Výstup

b

Obrázek 2: Model perceptronu
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Zájem tedy přibližně na 20 let upadl[4]. Ke konci prvńıho desetilet́ı 21.
stolet́ı se začalo experimentovat s hlubokými neuronovými śıtěmi, které jsou
trénovány na řádově miliónech dat. Jde o śıtě, které maj́ı několik deśıtek
až stovek r̊uzných typ̊u vrstev. Počet parametr̊u takových śıt́ı je v miliónech,
v současnosti některé śıtě maj́ı i přes miliardu parametr̊u[5][6]. Tento posun
byl umožněn předevš́ım d́ıky vývoji v oblasti hardwaru, použit́ı grafických
karet a obrovskému množstv́ı volně dostupných dat, ze kterých vznikla jedna
z nejd̊uležitěǰśıch databáźı této doby ImageNet[7]. V roce 2012 neuronová śıt’

nazvaná AlexNet[8] vyhrála soutěž pořádanou na ImageNet datasetu zvanou
ImageNet Large Scale Visual Recognition Challenge (ILSVRC). Tato śıt’ měla
daleko lepš́ı výsledky než jej́ı předch̊udci a položila základy pro daľśı vývoj
konvolučńıch neuronových śıt́ı.

2.2 Trénováńı neuronové śıtě

To, co odlǐsuje neuronové śıtě od ostatńıch algoritmů použ́ıvaných v oblasti
strojového učeńı, je jejich schopnost učit se z velkého množstv́ı dat a nacházet
vzory i v komplexńıch datových formátech jako je obraz nebo zvuková stopa.

Proces nastaveńı neuronové śıtě se nazývá trénováńı. Existuj́ı dva typy
trénováńı: bez učitele - do śıtě jsou na vstup postupně vkládány data
bez jakékoliv informace o nich a śıt’ se je snaž́ı shlukovat podle podob-
nosti, a trénováńı s učitelem - pro každý vstup existuje také požadovaný
výstup. Do śıtě se tedy vlož́ı vstup, ta vygeneruje výstup, který se porovná
s požadovaným výstupem. Jejich rozd́ıl je zpětně propagován skrze śıt’. Váhy
se upravuj́ı takovým zp̊usobem aby rozd́ıl mezi požadovanými a vygenero-
vanými vstupy byl minimálńı.

W (l) = W (l) − α
∂J

∂W (l)
(1)

b(l) = b(l) − α
∂J

∂b(l)
(2)

W (l) jsou váhy vrstvy l, b(l) je práh vrstvy l, α je konstanta učeńı, která
ovlivňuje rychlost změny parametr̊u. Velká hodnota konstanty učeńı může
sńıžit čas konvergence k optimu, ale může se také stát, že algoritmus se k op-
timálńı hodnotě pouze přibĺıž́ı, nebo v krajńıch př́ıpadech dokonce diverguje.
Malá hodnota konstanty učeńı zajǐst’uje, že algoritmus nebude divergovat, ale
zároveň zpomaluje proces učeńı a hroźı, že algoritmus se zasekne v lokálńım
minimu. V současné době se nepouž́ıvá konstanta učeńı pouze jako jedno
č́ıslo, ale měńı se během trénováńı k optimalizaci tohoto procesu. Výraz ∂J

∂W (l)

je gradient ztrátové funkce, kterou se snaž́ı śıt’ minimalizovat.
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J(W, b) =
1

m

m∑
i=1

||ŷi − yi|| (3)

Kde ŷ znač́ı požadovaný výstup śıtě a yi skutečný výstup śıtě. Možnost́ı,
jak definovat ztrátovou funkci, je v́ıce a zálež́ı na konkretńı úloze. Mezi nej-
populárněǰśı patř́ı středńı kvadratická chyba (MSE, L2), binárńı kř́ıžová en-
tropie atd.

Trénováńı předcháźı volba architektury śıtě a náhodná inicializace vah.
Architektura śıtě je závislá na mnoha věcech. Např́ıklad s jakým typem
dat se pracuje (obraz, zvuk, časová řada atd.), existuj́ı-li ke vstupńı dat̊um
i požadované výstupy, kolik je trénovaćıch dat a mnoho daľśıch. Obecné do-
poručeńı pro inicializaci je použ́ıt malé náhodné hodnoty v okoĺı nuly. Existuj́ı
i složitěǰśı metody jako He initialization[9], Xavier initialization[10] a daľśı.

2.2.1 Transfer learning

V současné době maj́ı neuronové śıtě použ́ıvané pro úlohy spojené se zpra-
cováńım obrazu deśıtky až stovky vrstev a deśıtky až stovky milión̊u para-
metr̊u. Natrénovat takovéto modely od základu vyžaduje několik grafických
karet a dataset s milióny obraz̊u. Z pochopitelných d̊uvodu je tento př́ıstup
nepoužitelný pro velkou řadu úloh.

Tento problém se snaž́ı řešit technika zvaná transfer learning. Nejdř́ıve
se vybere model, který byl natrénovaný na velkém datasetu a ten se použije
jako výchoźı model pro daľśı trénováńı. To už prob́ıhá na menš́ım datasetu
pro konkrétńı úlohu. Ve většině př́ıpad̊u se při trénováńı zmraźı všechny
váhy p̊uvodńıho modelu a měńı se pouze ty váhy, které byly do architektury
śıtě přidány. Za p̊uvodńı výstupńı vrstvu se pak přidá pouze jedna vrstva.
Tato vrstva slouž́ı jako výstupńı vrstva nového modelu. Jej́ı topologie od-
pov́ıdá potřebám úlohy. V některých aplikaćıch se nemuśı zmrazit všechny
váhy p̊uvodńıho modelu a při trénováńı se tyto váhy dotrénuj́ı. To která část
śıtě je zmražená zálež́ı na konkrétńı aplikaci. Tento př́ıstup se stal běžným
v úlohách, kde velikost datasetu neumožňuje trénovat celou śıt’ od začátku.

2.3 Architektura neuronových śıt́ı

Architektura neuronové śıtě popisuje kolik vrstev neuronová śıt’ má, jak jsou
vrstvy navzájem propojené, jak vrstvy vypadaj́ı a daľśı. Mezi základńı ar-
chitektury patř́ı dopředné, rekurentńı a konvolučńı śıtě. Tyto śıtě ovšem
nebývaj́ı složené pouze z jednoho typu vrstev. Např́ıklad konvolučńı śıtě maj́ı
často na začátku několik konvolučńıch vrstev a za ně jsou vložené dopředné
vrstvy.
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2.3.1 Dopředné vrstvy

Základńı architekturou je dopředná śıt’. Což je v́ıcevrstvá śıt’, kde se informace
pohybuje od vstupu k výstupu skrze sérii skrytých vrstev. Počet neuron̊u ve
vstupńı vrstvě je závislý na vstupńı informaci. Výstupńı vrstva generuje pre-
dikci anebo klasifikuje vstup do jedné z tř́ıd. Skryté vrstvy slouž́ı k nalezeńı
př́ıznak̊u ve vstupńıch datech. Dopředné śıtě se často použ́ıvaj́ı jako regresory
nebo klasifikátory.

2.3.2 Rekurentńı vrstvy a śıtě

Rekurentńı vrstvy se lǐśı t́ım, že se v śıti nacháźı i zpětné vazby. Tedy výstup
některých neuron̊u může zároveň být vstupem té samé vrstvy. Jako vstup se
často použ́ıvaj́ı sekvenčńı data a časové řady. Dopředné śıtě považuj́ı jednot-
livé vstupy za nezávislé, zat́ımco u rekurentńıch śıt́ı mohou předchoźı vstupy
ovlivňovat současné i budoućı výstupy. Tato vlastnost umožňuje śıti udržovat
si jakousi pamět’ a tedy zachytit závislosti v čase. Proto jsou rekurentńı śıtě
(RNNs) vhodné pro zpracováńı přirozené jazyka nebo na úlohy rozpoznáńı
řeči, překladu a daľśıch[11]. Ilustrace práce rekurentńı śıtě je zobrazena na
obrázku 3.
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Obrázek 3: Ilustrace rekurentńı śıtě

2.3.3 Konvolučńı vrstvy

Konvolučńı vrstva se skládá z filtr̊u, ty často bývaj́ı reprezentovány matićı
(většinou čtvercovou - 3x3, 5x5 atd.). Tyto filtry se postupně posouvaj́ı přes
vstupńı data a na každém mı́stě provedou s část́ı vstupńıch dat konvoluci.
Výstupem z konvolučńı vrstvy je mapa př́ıznak̊u reprezentována matićı. Tyto
mapy zachycuj́ı lokálńı vzory jako hrany, tvary nebo struktury. Poskládáńı
několika konvolučńıch vrstev za sebe umožňuje śıt́ı rozpoznat v datech i abs-
traktněǰśı př́ıznaky.
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Konvolučńı vrstvy jsou často použ́ıvané v kombinaci s dopřednými vrst-
vami, kde konvolučńı část śıtě slouž́ı jako generátor př́ıznak̊u a dopředná
část jako klasifikátor a regresor. Př́ıznakové mapy se muśı tedy upravit, aby
mohli být použity jako vstup do dopředné vrstvy, která vyžaduje vektor.
Nejdř́ıve se na př́ıznakové mapy aplikuje operace zvaná pooling (max poo-
ling, average pooling atd.), která sńıž́ı dimenzi těchto map. Pooling často
vyb́ırá jednu hodnotu z malé oblasti matice. Např́ıklad operace max pooling
vybere nejvyšš́ı hodnotu z dané oblasti. Výstup z této operace se zarovná
do vektoru. Nevýhodou zarovnáńı je, že vygenerované př́ıznaky částečně
ztráćı prostorovou strukturu, která je např́ıklad při zpracováńı obrazu velmi
d̊uležitá. Konvolučńı śıtě umožnily velký posun v oblasti zpracováńı obrazu.
Ale použ́ıvaj́ı se i v jiných aplikaćıch jako ve zpracováńı přirozeného ja-
zyka nebo signálu[12]. Část architektury konvolučńı śıtě je znázorněna na
obrázku 4[8]. V tomto schéma sou vidět konvolučńı vrstvy, Max pooling ope-
race a dopředná část śıtě.

Figure 2: An illustration of the architecture of our CNN, explicitly showing the delineation of responsibilities
between the two GPUs. One GPU runs the layer-parts at the top of the figure while the other runs the layer-parts
at the bottom. The GPUs communicate only at certain layers. The network’s input is 150,528-dimensional, and
the number of neurons in the network’s remaining layers is given by 253,440–186,624–64,896–64,896–43,264–
4096–4096–1000.

neurons in a kernel map). The second convolutional layer takes as input the (response-normalized
and pooled) output of the first convolutional layer and filters it with 256 kernels of size 5× 5× 48.
The third, fourth, and fifth convolutional layers are connected to one another without any intervening
pooling or normalization layers. The third convolutional layer has 384 kernels of size 3 × 3 ×
256 connected to the (normalized, pooled) outputs of the second convolutional layer. The fourth
convolutional layer has 384 kernels of size 3 × 3 × 192 , and the fifth convolutional layer has 256
kernels of size 3× 3× 192. The fully-connected layers have 4096 neurons each.

4 Reducing Overfitting

Our neural network architecture has 60 million parameters. Although the 1000 classes of ILSVRC
make each training example impose 10 bits of constraint on the mapping from image to label, this
turns out to be insufficient to learn so many parameters without considerable overfitting. Below, we
describe the two primary ways in which we combat overfitting.

4.1 Data Augmentation

The easiest and most common method to reduce overfitting on image data is to artificially enlarge
the dataset using label-preserving transformations (e.g., [25, 4, 5]). We employ two distinct forms
of data augmentation, both of which allow transformed images to be produced from the original
images with very little computation, so the transformed images do not need to be stored on disk.
In our implementation, the transformed images are generated in Python code on the CPU while the
GPU is training on the previous batch of images. So these data augmentation schemes are, in effect,
computationally free.

The first form of data augmentation consists of generating image translations and horizontal reflec-
tions. We do this by extracting random 224× 224 patches (and their horizontal reflections) from the
256×256 images and training our network on these extracted patches4. This increases the size of our
training set by a factor of 2048, though the resulting training examples are, of course, highly inter-
dependent. Without this scheme, our network suffers from substantial overfitting, which would have
forced us to use much smaller networks. At test time, the network makes a prediction by extracting
five 224 × 224 patches (the four corner patches and the center patch) as well as their horizontal
reflections (hence ten patches in all), and averaging the predictions made by the network’s softmax
layer on the ten patches.

The second form of data augmentation consists of altering the intensities of the RGB channels in
training images. Specifically, we perform PCA on the set of RGB pixel values throughout the
ImageNet training set. To each training image, we add multiples of the found principal components,

4This is the reason why the input images in Figure 2 are 224× 224× 3-dimensional.

5

Obrázek 4: Část konvolučńı architektury ImageNetu

2.3.4 GAN

GANs - generative adversarial networks je neuronová śıt’ složená ze dvou mo-
del̊u: generátoru a diskriminátoru. Při trénováńı se modely trénuj́ı společně.
Na vstup generátoru se přivede vektor délky n a jako výstup se vygeneruje
falešný obraz. Na vstup diskriminátoru se přivede falešný obraz vytvořený
generátorem anebo reálný obraz. Úkolem generátoru je vytvořit obrazy co
nejpodobněǰśı reálným, aby diskriminátor nebyl schopný rozpoznat falešný
obraz od reálného. Diskriminátor se snaž́ı rozpoznat výstup generátoru od
reálného obrazu. Toto odpov́ıdá hře minimax pro dva hráče, kde jeden model
se snaž́ı minimalizovat užitek druhého. Schéma práce GANů je na obrázku
5. GANs se použ́ıvaj́ı k vytvářeńı realistických obraz̊u např́ıklad v oblastech,
kde źıskat reálná data může být velice namáhavé[13][14].
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Obrázek 5: Ukázka architektury GAN

2.3.5 Transformer

Transformer je architektura neuronové śıtě, která má strukturu enkodér-
dekodér. Podobně jako rekurentńı śıtě, pracuje se sekvenčńımi daty. Trans-
formery částečně navazuj́ı na rekurentńı śıtě, ale snaž́ı vypořádat s problémy,
které při trénováńı a použ́ıváńı rekurentńıch śıt́ı nastávaj́ı.

Figure 1: The Transformer - model architecture.

3.1 Encoder and Decoder Stacks

Encoder: The encoder is composed of a stack of N = 6 identical layers. Each layer has two
sub-layers. The first is a multi-head self-attention mechanism, and the second is a simple, position-
wise fully connected feed-forward network. We employ a residual connection [11] around each of
the two sub-layers, followed by layer normalization [1]. That is, the output of each sub-layer is
LayerNorm(x + Sublayer(x)), where Sublayer(x) is the function implemented by the sub-layer
itself. To facilitate these residual connections, all sub-layers in the model, as well as the embedding
layers, produce outputs of dimension dmodel = 512.

Decoder: The decoder is also composed of a stack of N = 6 identical layers. In addition to the two
sub-layers in each encoder layer, the decoder inserts a third sub-layer, which performs multi-head
attention over the output of the encoder stack. Similar to the encoder, we employ residual connections
around each of the sub-layers, followed by layer normalization. We also modify the self-attention
sub-layer in the decoder stack to prevent positions from attending to subsequent positions. This
masking, combined with fact that the output embeddings are offset by one position, ensures that the
predictions for position i can depend only on the known outputs at positions less than i.

3.2 Attention

An attention function can be described as mapping a query and a set of key-value pairs to an output,
where the query, keys, values, and output are all vectors. The output is computed as a weighted sum
of the values, where the weight assigned to each value is computed by a compatibility function of the
query with the corresponding key.

3

Obrázek 6: Architektury transformeru
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Problémem u rekurentńıch śıt́ı je to, že zapracovávaj́ı vstup prvek po
prvku, snižuje se t́ım možnost paralelizace trénováńı. Kĺıčovou vlastnost́ı
transformer̊u je technika zvaná self-attention, která váž́ı d̊uležitost všech ele-
ment̊u vstupńı posloupnosti. Což umožňuje modelu věnovat se d̊uležitým
částem sekvence a rozpoznat závislosti na větš́ı vzdálenosti v posloup-
nosti[15]. V současné době transformery předváděj́ı lepš́ı výsledky než re-
kurentńı śıtě[16]. Obecnou strukturu transformer̊u popisuje obrázek 6[15].

Mezi daľśı architektury patř́ı např́ıklad deep residual network (Re-
sNet)[17], autoenkódery[18], LSTM (Long Short-Term Memory - podobné
rekurentńım śıt́ım)[19] a daľśı.

2.4 Použité technologie

V této sekci jsou zmı́něny často použ́ıvané technologie pro práci s neuro-
novými śıtěmi. Zároveň byly tyto technologie použity k vypracováńı této
bakalářské práce. K trénováńı neuronových śıt́ı a př́ıpravě dat byl použit
výhradně Python. Mezi Python knihovny, které v této sekci nejsou zmı́něny
stoj́ı za zmı́něńı NumPy[20], Matplotlib[21] a Albumentation[22].

2.4.1 Python

Python je populárńı vysokoúrovňový programovaćı jazyk, který poprvé
představil Guido van Rossum v roce 1991. Jeho filozofie návrhu klade
d̊uraz na čitelnost a jednoduchost kódu, což z něj čińı ideálńı jazyk
pro začátečńıky i zkušené programátory. Syntaxe jazyka Python je jasná
a stručná, k ohraničeńı blok̊u kódu se použ́ıvaj́ı b́ılé znaky mı́sto tradičńıch
složených závorek, což usnadňuje čteńı a psańı. Jeho výkonná standardńı
knihovna a baĺıčky třet́ıch stran poskytuj́ı podporu pro širokou škálu úloh,
od vývoje webových stránek a analýzy dat až po vědecké výpočty a umělou
inteligenci. Obliba jazyka Python v pr̊uběhu let neustále roste a v současné
době je široce použ́ıván v pr̊umyslu, akademické sféře i ve výzkumu[23].

2.4.2 PyTorch

PyTorch je knihovna zaměřená na strojové učeńı, napsaná převážně v ja-
zyce C++. Původně ji vyv́ıjela společnost Facebook (nyńı Meta), ale od
zář́ı roku 2022 je zodpovědná za daľśı vývoj knihovny PyTorch Foundation,
dceřiná společnost neziskové organizace Linux Foundation. Hlavńım záměrem
tv̊urc̊u PyTorche bylo zachovat rychlost předchoźıch knihoven, jako jsou Ten-
sorFlow[24] a Caffe[25], zároveň však vytvořit knihovnu, která bude snadno
použitelná. Tato rovnováha mezi rychlost́ı a jednoduchost́ı dělá knihovnu
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PyTorch tak obĺıbenou. Přestože se PyTorch často spojuje s jazykem Py-
thon, velká část knihovny je napsána v C++. Důvodem je tzv. global inter-
preter lock (GIL)[26], který zabraňuje běhu v́ıce vláken najednou v jazyce
Python (konkrétně v CPythonu - nejrozš́ı̌reněǰśı implementace Pythonu)[27].
Při poč́ıtáńı derivaćı by GIL mohl výrazně zpomalovat běh programu, proto
byl výkonově náročný kód implementován v jazyce C++[28].

2.4.3 MMDetection

MMDetection je sada nástroj̊u pro detekci objekt̊u založená na PyTorchy.
MMDetection vznikl z kódové základny MMDet týmu, který v roce 2018
vyhrál COCO Challenge 2018. Obsahuje nejen kódy pro trénováńı a inferenci,
ale také váhy pro v́ıce než 200 model̊u neuronových śıt́ı. V MMDetection lze
provádět širokou řadu úloh spojenou s neuronovým śıtěmi jako trénováńı
śıt́ı od základu, fine-tunning, použit́ı již natrénovaných model̊u a daľśı.
Jeho vývoj má na starosti MMLab (Multimedia Laboratory), což je labo-
ratoř na Č́ınské univerzitě v Hongkongu. MMLab vyv́ıj́ı mnoho nástroj̊u pro
zpracováńı obrazových dat, např́ıklad MMPose, MMClassification, MMCV
a daľśı. Výhodu má MMDetection oproti podobným nástroj̊um, jako je De-
tectron[29] nebo SimpleDet[30] v rozsahu sb́ırky model̊u tzv.

”
Model ZOO“.

Jedná se o sb́ırku všech model̊u, které jsou v MMDetection implemen-
továny[31].

3 Zpracováńı obrazu

Zpracováńı obraz̊u je jednou z oblast́ı strojového učeńı. Zabývá se analýzou
a źıskáváńım informaćı z obrazu. Často použ́ıvané techniky jsou např́ıklad
filtrace, prahováńı nebo segmentace, které se použ́ıvaj́ı pro źıskáńı informaćı,
které se dále zpracovávaj́ı. V současné době se pro většinou úkol̊u z této
oblasti použ́ıvaj́ı neuronové śıtě. Aplikace zpracováńı obrazu se nacháźı v ro-
botice, zdravotnictv́ı, dálkovém sńımkováńı země a daľśıch.

3.1 Detekce objekt̊u

Je jednou ze základńıch úloh poč́ıtačového viděńı. Úkolem je naj́ıt objekty
reálného světa v obrazu nebo ve videu a ohraničit je tzv. bounding bo-
xem (obdélńık, který ohraničuje oblast ve které se objekt nacháźı). Vstu-
pem je tedy obraz a výstupem je určitý počet bounding box̊u a označeńı,
do které tř́ıdy jednotlivé bounding boxy patř́ı. Jedná se o zásadńı problém
v poč́ıtačovém viděńı s mnoha aplikacemi do reálného světa jako bezpečnostńı
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kamery, autonomńı ř́ızeńı nebo medićınské zobrazováńı. Přesná detekce může
být těžký úkol kv̊uli měńıćımu se prostřed́ı. Změny mohou nastávat v poloze
kamery (měř́ıtku), změně v osvětleńı (jas) a daľśı. Velký posun v oblasti
neuronových śıt́ı zaručil i posun v oblasti detekce objekt̊u.

3.2 Segmentace instanćı

Segmentace instanćı je daľśı úloha z poč́ıtačového viděńı. V podstatě jde
o stejný úkol jako v detekci objekt̊u, s t́ım rozd́ılem, že segmentace instanćı
je podrobněǰśı. Úkolem je detekovat objekty na úrovni pixel̊u. Výsledkem je
tedy zařazeńı každého pixelu do nějaké tř́ıdy. Pokud se v obraze nacháźı v́ıce
instanćı jedné tř́ıdy, tak algoritmy přǐrad́ı každému pixelu ID, aby šlo rozpo-
znat ke které instanci daný pixel patř́ı. Segmentace instanćı je přesněǰśı, ale
zároveň náročněǰśı zp̊usob detekce objekt̊u. Podobně jako detekce objekt̊u má
mnoho aplikaćı např́ıklad v robotice, augmentované realitě, nebo v analýze
vidéı.

3.3 Metriky

Pro detekci objekt̊u bylo vyvinuto velké množstv́ı metrik, podle kterých se
hodnot́ı kvalita detekce. Základńı a nejpouž́ıvaněǰśı metrikou je IoU (Inter-
section over Union), jej́ıž hodnota se poč́ıtá následovně:

IoU =
S(A ∩B)

S(A ∪B)
(4)

S(A∩B) je obsah pr̊uniku oblast́ı A a B, S(A∪B) je sjednoceńı těchto oblast́ı.
A je skutečná oblast ve které se objekt nacháźı a B je systémem odhadnutá
oblast. Hodnota IoU se pohybuje v intervalu ⟨0, 1⟩, č́ım v́ıce se hodnota bĺıž́ı
k 1, t́ım lepš́ı je predikce, 1 znamená úplnou shodu. Pro vyhodnoceńı IoU
se použ́ıvá práh α, pokud hodnota IoU je větš́ı než práh α, tak se detekce
objektu považuje za správnou, pokud ne považuje se predikce za nesprávnou.
Jako úspěšná detekce se často považuje ta z hodnotou IoU > 0.5[32].

Pro popis daľśıch metrik je zapotřeb́ı zařadit každou predikci do jedné ze
čtyř kategoríı:

• True Positive (TP) - model predikuje objekt a je to správná predikce

• False Positive (FP) - model predikuje objekt a je to špatná predikce

• False Negative (FN) - model objekt nepredikuje, ale měl by

• True Negative (TN) - model objekt nepredikuje a je to správná predikce
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Pomoćı těchto skupin se definuj́ı následuj́ıćı kategorie. Precision popisuje,
kolik pozitivńıch predikćı bylo ve skutečnosti správně. Je to tedy poměr TP
ku součtu TP a FP.

Precisionn =
TPn

TPn + FPn

(5)

n znač́ı tř́ıdu. Tedy pro detekci pěti tř́ıd dostaneme pět hodnot precision.
Recall ukazuje kolik objekt̊u bylo identifikováno správně. Je to tedy poměr

TP ku součtu TP a FN.

Recalln =
TPn

TPn + FNn

(6)

Při optimálńı nastaveńı modelu by hodnoty FP a FN byly nulové (Preci-
sion i Recall by se rovnali jedné). Z rovnic 5 a 6 je jasné, že vysoká hodnota
Precision znamená, že predikce vytvořené modelem budou ve většině př́ıpad̊u
správné. Zat́ımco vysoká hodnota Recall ukazuje, že pokud na obrazu bude
objekt, tak ho model z velkou pravděpodobnost́ı detekuje. Ideálńı poměr mezi
těmito dvěma hodnotami neexistuje a záviśı na konkrétńı aplikaci[32].

Precision a Recall se budou měnit z prahem τ . Detekce objektu je repre-
zentována pomoćı tř́ı atribut̊u - tř́ıdy, polohy a confidence threshold, tedy
na kolik si je model jistý svou detekćı. Při vyhodnocováńı práce modelu se
τ nastav́ı na konstantu a objekty s vyšš́ım confidence threshold se považuj́ı
jako detekce. Precision-Recall křivka se źıská, tak že pro několik (11, 101
aj.) hodnot τ se spoč́ıtá hodnota Recall. Poté pro každou hodnotu Recall se
vybere nejvyšš́ı hodnota Precision se stejným τ a tyto body se vynesou do
grafu. Následně se interpolaćı lineárńı křivkou źıská spojitá křivka, kterou je
možné integrovat[33].

Daľśı d̊uležitou metrikou je AP (Average Precision), jej́ıž hodnota se źıská
jako obsah pod Precision-Recall křivkou.

AP =

∫ 1

r=0

p(r)dr (7)

Metrika, která se v detekčńıch soutěž́ıch použ́ıvá nejčastěji je AP poč́ıtaná
na nějakém IoU prahu (značeńı AP@α). Problém s metrikou AP nastává,
když se detekuje v́ıce než jedna tř́ıda. Řešeńım je mean Average Precision:

mAP =
1

n
·

n∑
i=1

APi (8)

Zde se n rovná počtu tř́ıd. Mean Average Precision se velice často využ́ıvá
v dokumentaćıch neuronových śıt́ı nebo detekčńıch soutěž́ıch. V těchto
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využit́ıch se ale obvykle poč́ıtá několik hodnot mAP, protože se použ́ıvaj́ı
r̊uzné hodnoty prahu IoU pro výpočet AP@α[33]. Za zmı́nku stoj́ı, že v COCO
datasetu se AP a mAP nerozlǐsuj́ı, protože AP je zpr̊uměrována přes počet
tř́ıd stejně jako mAP[34].

Stejně jako pro Precision i pro Recall existuje
”
pr̊uměrovaćı“ metrika AR,

s t́ım rozd́ılem, že pro výpočet AR se nebere v úvahu confidence threshold.
Pro výpočet AR je zapotřeb́ı nejdř́ıve nadefinovat RCIoU(o) křivku, kde o je
hodnota IoU. Hodnoty této křivky se źıskaj́ı tak, že se zvoĺı libovolný práh
IoU a pro něj se spočte hodnota Recall. Do grafu se na osu x vynesou prahy
IoU a na osu y hodnoty křivky RCIoU(o). Hodnoty IoU se vyb́ıraj́ı z intervalu
⟨0.5; 1⟩[33][35].

AR =

∫ 1

0,5

RCIoU(o)do (9)

Podobně jako pro mAP se mAR spočte jako pr̊uměrné AR. COCO dataset
opět nerozeznává rozd́ıl mezi AR a mAR[34].

mAR =
1

n
·

n∑
i=1

ARi (10)

Pro porovnáńı, jak dobře si vede model při detekci r̊uzně velkých objekt̊u,
se v detekčńıch soutěž́ıch objevuj́ı metriky AP a AR s indexy S, M, L (APS,
APM a APL). Tyto indexy znač́ı, jak velké objekty se do výpočtu těchto
metrik zahrnuj́ı[34].

• S (small) - velikost objektu < 322 pixel̊u

• M (medium) - 322 < velikost objektu < 962 pixel̊u

• L (large) - velikost objektu > 962 pixel̊u

Posledńı z nejznáměǰśıch metrik je F1 skóre. Tato metrika popisuje poměr
mezi Precision a Recall. Hodnota F1 skóre se pohybuje v intervalu ⟨0; 1⟩.
Nula znač́ı, že alespoň jeden ze dvojice Precision Recall, se rovná nule. Jedna
znamená, že i Precision i Recall se rovná jedné[32] [33].

F1 = 2 · Precision · Recall
Precision + Recall

(11)
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3.4 Př́ıstup

Historicky byl problém detekce objekt̊u řešen dvěma zp̊usoby. Prvńı, tak-
zvané tradičńı metody, byly založeny na ručně vybraných př́ıznaćıch. V těchto
algoritmech se nejčastěji použ́ıvalo posuvné okénko, které se postupně po-
souvalo přes obraz a klasifikátor poté určil, zda tato část odpov́ıdá nějakému
z hledaných objekt̊u. Protože posuvné okénko muselo proj́ıt celý obraz a vy-
zkoušet r̊uzné velikosti, tak byly tyto algoritmy často časově i výpočetně
náročné. Mezi nejvýznamněǰśı algoritmy této skupiny patř́ı Viola Jones de-
tektor[36], HOG detektor[37] nebo Deformable Part-Based Model (DPM)[38].
Dı́ky vzestupu hlubokého učeńı byly tyto detektory z velké části nahrazeny
neuronovými śıtěmi[39].

Druhý př́ıstup, kterým se řeš́ı úlohy okolo detekce objekt̊u, je založen
na hlubokém učeńı. Tyto metody začaly vznikat po roce 2012, kdy tři pra-
covńıci na univerzitě v Torontu zveřejnili ImageNet[8]. Což je hluboká kon-
volučńı neuronová śıt’, která v té době překonala veškeré klasifikačńı algo-
ritmy. Představeńı této śıtě bylo jedńım z faktor̊u, který ovlivnil jakési zno-
vuzrozeńı hlubokých konvolučńıch neuronových śıt́ı. Jejich výhodou je, že
konvolučńı vrstvy jsou schopné se natrénovat na konkrétńı úlohu. A kon-
volučńı vrstvy jsou schopny sami z obrazu źıskat př́ıznaky, které následně
slouž́ı právě k detekci či klasifikaci.

3.5 Vývoj v posledńım desetilet́ı

Jak bylo již zmı́něno v sekci 3.4, př́ıstup k detekci objekt̊u se kolem roku 2012
výrazně změnil. Neuronové śıtě s architekturou založenou na konvolučńıch
śıt́ıch se staly state-of-the-art technikou pro řešeńı úloh v tomto oboru. Tento
př́ıstup se brzy rozdělil na dvě větve.

Tyto detektory se děĺı na dvě skupiny. Prvńı z nich jsou dvoustupňové
(v́ıcestupňové) detektory. Tento př́ıstup se rozděluje na v́ıce fáźı. V prvńı
fázi se ze vstupńıho obrazu źıskaj́ı kandidáti na objekty. Na tuto část se
použ́ıvaj́ı algoritmy jako Selective Search[40] a EdgeBoxes[41], nebo kon-
volučńı śıtě jako RPN (Regions Proposal Network). V druhé fázi se zlepšuje
odhad těchto kandidátu a klasifikuj́ı se do tř́ıd. Nejdř́ıve źıská konvolučńı śıt’

př́ıznaky a následně je dopředná śıt’ klasifikuje a vytvoř́ı bounding boxy pro
objekty. Mezi tyto detektory patř́ı R-CNN, SPPNet[42], Fast R-CNN, Faster
R-CNN.

Druhým př́ıstupem jsou jednostupňové detektory. Ty vynechávaj́ı tvorbu
kandidát̊u a rovnou lokalizuj́ı a klasifikuj́ı objekty. Výhodou těchto detektor̊u
je jejich rychlost. T́ım, že vynechávaj́ı krok generováńı kandidátu, který často
bývá časově nejnáročněǰśı z celého procesu, tak maj́ı určitou výhodu oproti
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dvoustupňovým detektor̊um. Dvoustupňové detektory maj́ı výhodu v kva-
litě detekce, jednostupňové detektory maj́ı obecně problém s detekćı malých
objekt. Mezi jednostupňové detektory patř́ı YOLO[43], SSD[44] nebo Reti-
naNet[45].

3.5.1 R-CNN

V roce 2014 se objevila prvńı śıt’ na detekci nazvaná R-CNN (Regions
with CNN)[46]. Za pomoćı algoritmu nazvaného selective search se vytvoř́ı
přibližně 2000 region̊u (část́ı obrazu). Tyto regiony slouž́ı jako kandidáti na
objekt. Následně jsou přeškálovány na fixńı velikost a použity jako vstup pro
konvolučńı vrstvy śıtě. Jejich výstup je vstupem pro SVMs (Support Vector
Machines), které zjǐst’uj́ı zda se v daném regionu nacháźı nějaký objekt a po-
kud ano, tak do jaké tř́ıdy patř́ı. Tento postup zpracováńı obrazu zobrazuje
obrázek 7[46].

Rich feature hierarchies for accurate object detection and semantic segmentation

Ross Girshick Jeff Donahue Trevor Darrell Jitendra Malik
UC Berkeley

{rbg,jdonahue,trevor,malik}@eecs.berkeley.edu

Abstract

Object detection performance, as measured on the
canonical PASCAL VOC dataset, has plateaued in the last
few years. The best-performing methods are complex en-
semble systems that typically combine multiple low-level
image features with high-level context. In this paper, we
propose a simple and scalable detection algorithm that im-
proves mean average precision (mAP) by more than 30%
relative to the previous best result on VOC 2012—achieving
a mAP of 53.3%. Our approach combines two key insights:
(1) one can apply high-capacity convolutional neural net-
works (CNNs) to bottom-up region proposals in order to
localize and segment objects and (2) when labeled training
data is scarce, supervised pre-training for an auxiliary task,
followed by domain-specific fine-tuning, yields a significant
performance boost. Since we combine region proposals
with CNNs, we call our method R-CNN: Regions with CNN
features. Source code for the complete system is available at
http://www.cs.berkeley.edu/˜rbg/rcnn.

1. Introduction
Features matter. The last decade of progress on various

visual recognition tasks has been based considerably on the

use of SIFT [27] and HOG [7]. But if we look at perfor-

mance on the canonical visual recognition task, PASCAL

VOC object detection [13], it is generally acknowledged

that progress has been slow during 2010-2012, with small

gains obtained by building ensemble systems and employ-

ing minor variants of successful methods.

SIFT and HOG are blockwise orientation histograms,

a representation we could associate roughly with complex

cells in V1, the first cortical area in the primate visual path-

way. But we also know that recognition occurs several

stages downstream, which suggests that there might be hier-

archical, multi-stage processes for computing features that

are even more informative for visual recognition.

Fukushima’s “neocognitron” [17], a biologically-

inspired hierarchical and shift-invariant model for pattern

recognition, was an early attempt at just such a process.

The neocognitron, however, lacked a supervised training al-

1. Input 
image

2. Extract region 
proposals (~2k)

3. Compute 
CNN features

aeroplane? no.

...
person? yes.

tvmonitor? no.

4. Classify 
regions

warped region
...

CNN

R-CNN: Regions with CNN features

Figure 1: Object detection system overview. Our system (1)

takes an input image, (2) extracts around 2000 bottom-up region

proposals, (3) computes features for each proposal using a large

convolutional neural network (CNN), and then (4) classifies each

region using class-specific linear SVMs. R-CNN achieves a mean

average precision (mAP) of 53.7% on PASCAL VOC 2010. For

comparison, [34] reports 35.1% mAP using the same region pro-

posals, but with a spatial pyramid and bag-of-visual-words ap-

proach. The popular deformable part models perform at 33.4%.

gorithm. Building on Rumelhart et al. [30], LeCun et al.
[24] showed that stochastic gradient descent via backprop-

agation was effective for training convolutional neural net-

works (CNNs), a class of models that extend the neocogni-

tron.

CNNs saw heavy use in the 1990s (e.g., [25]), but then

fell out of fashion with the rise of support vector machines.

In 2012, Krizhevsky et al. [23] rekindled interest in CNNs

by showing substantially higher image classification accu-

racy on the ImageNet Large Scale Visual Recognition Chal-

lenge (ILSVRC) [9, 10]. Their success resulted from train-

ing a large CNN on 1.2 million labeled images, together

with a few twists on LeCun’s CNN (e.g., max(x, 0) rectify-

ing non-linearities and “dropout” regularization).

The significance of the ImageNet result was vigorously

debated during the ILSVRC 2012 workshop. The central

issue can be distilled to the following: To what extent do

the CNN classification results on ImageNet generalize to

object detection results on the PASCAL VOC Challenge?

We answer this question by bridging the gap between

image classification and object detection. This paper is the

first to show that a CNN can lead to dramatically higher ob-

ject detection performance on PASCAL VOC as compared

to systems based on simpler HOG-like features. To achieve

this result, we focused on two problems: localizing objects
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Obrázek 7: Zpracováńı obrazu pomoćı R-CNN

3.5.2 Fast R-CNN

Jak napov́ıdá název Fast R-CNN navazuje na R-CNN a největš́ı změna na-
stala v rychlosti. Zrychleńı spoč́ıvá v tom, že Fast R-CNN sd́ıĺı výpočet
př́ıznak̊u přes všechny kandidáty. V R-CNN se totiž tyto př́ıznaky poč́ıtaj́ı
pro jednotlivé kandidáty zvlášt’. Nav́ıc Fast R-CNN představila vrstvu zva-
nou Region of Interest pooling (RoI) vrstvu, která má na vstupu výstup
z konvolučńı části śıtě a jako výstup generuje př́ıznakový vektor fixńı délky.
Posledńım př́ınosem je použit́ı jednotné ztrátové funkce, která společně op-
timalizuje klasifikaci a lokalizaci bounding box̊u[47].
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3.5.3 Faster R-CNN

Faster R-CNN[48] navazuje na Fast R-CNN a opět přináš́ı zrychleńı. Archi-
tektura Faster R-CNN je podobná jako u Fast R-CNN. Rozd́ılem je, že mı́sto
exterńıho generováńı kandidát̊u je Faster R-CNN generuje pomoćı konvolučńı
śıtě zvané Region Proposal Network (RPN), která je připojená za konvolučńı
vrstvy. Sd́ıleńı konvolučńıch výpočt̊u přes všechny kandidáty sice zrychlilo
proces zpracováńı obrazu, ale nevyřešilo to problém, se kterým se potýkaly
předchoźı modely. Ten nastává při generováńı kandidát̊u na objekt. Tyto
śıtě použ́ıvaly bud’ algoritmus zvaný selective search, který navrhne velké
množstv́ı kandidát̊u, takže sice objekt je s velkou pravděpodobnost́ı v jed-
nom z kandidát̊u, ale jeho časová náročnost je vysoká. Alternativou je algo-
ritmus EdgeBoxes, který je kompromisem mezi rychlost́ı a přesnost́ı. Daľśı
nevýhodu těchto algoritmů je, že nejdou trénovat společně s neuronovou śıt́ı
na konkrétńı úlohu. 3

image

conv layers

feature maps

Region Proposal Network

proposals

classifier

RoI pooling

Figure 2: Faster R-CNN is a single, unified network
for object detection. The RPN module serves as the
‘attention’ of this unified network.

into a convolutional layer for detecting multiple class-
specific objects. The MultiBox methods [26], [27] gen-
erate region proposals from a network whose last
fully-connected layer simultaneously predicts mul-
tiple class-agnostic boxes, generalizing the “single-
box” fashion of OverFeat. These class-agnostic boxes
are used as proposals for R-CNN [5]. The MultiBox
proposal network is applied on a single image crop or
multiple large image crops (e.g., 224×224), in contrast
to our fully convolutional scheme. MultiBox does not
share features between the proposal and detection
networks. We discuss OverFeat and MultiBox in more
depth later in context with our method. Concurrent
with our work, the DeepMask method [28] is devel-
oped for learning segmentation proposals.

Shared computation of convolutions [9], [1], [29],
[7], [2] has been attracting increasing attention for ef-
ficient, yet accurate, visual recognition. The OverFeat
paper [9] computes convolutional features from an
image pyramid for classification, localization, and de-
tection. Adaptively-sized pooling (SPP) [1] on shared
convolutional feature maps is developed for efficient
region-based object detection [1], [30] and semantic
segmentation [29]. Fast R-CNN [2] enables end-to-end
detector training on shared convolutional features and
shows compelling accuracy and speed.

3 FASTER R-CNN
Our object detection system, called Faster R-CNN, is
composed of two modules. The first module is a deep
fully convolutional network that proposes regions,
and the second module is the Fast R-CNN detector [2]
that uses the proposed regions. The entire system is a

single, unified network for object detection (Figure 2).
Using the recently popular terminology of neural
networks with ‘attention’ [31] mechanisms, the RPN
module tells the Fast R-CNN module where to look.
In Section 3.1 we introduce the designs and properties
of the network for region proposal. In Section 3.2 we
develop algorithms for training both modules with
features shared.

3.1 Region Proposal Networks
A Region Proposal Network (RPN) takes an image
(of any size) as input and outputs a set of rectangular
object proposals, each with an objectness score.3 We
model this process with a fully convolutional network
[7], which we describe in this section. Because our ulti-
mate goal is to share computation with a Fast R-CNN
object detection network [2], we assume that both nets
share a common set of convolutional layers. In our ex-
periments, we investigate the Zeiler and Fergus model
[32] (ZF), which has 5 shareable convolutional layers
and the Simonyan and Zisserman model [3] (VGG-16),
which has 13 shareable convolutional layers.

To generate region proposals, we slide a small
network over the convolutional feature map output
by the last shared convolutional layer. This small
network takes as input an n × n spatial window of
the input convolutional feature map. Each sliding
window is mapped to a lower-dimensional feature
(256-d for ZF and 512-d for VGG, with ReLU [33]
following). This feature is fed into two sibling fully-
connected layers—a box-regression layer (reg) and a
box-classification layer (cls). We use n = 3 in this
paper, noting that the effective receptive field on the
input image is large (171 and 228 pixels for ZF and
VGG, respectively). This mini-network is illustrated
at a single position in Figure 3 (left). Note that be-
cause the mini-network operates in a sliding-window
fashion, the fully-connected layers are shared across
all spatial locations. This architecture is naturally im-
plemented with an n×n convolutional layer followed
by two sibling 1× 1 convolutional layers (for reg and
cls, respectively).

3.1.1 Anchors
At each sliding-window location, we simultaneously
predict multiple region proposals, where the number
of maximum possible proposals for each location is
denoted as k. So the reg layer has 4k outputs encoding
the coordinates of k boxes, and the cls layer outputs
2k scores that estimate probability of object or not
object for each proposal4. The k proposals are param-
eterized relative to k reference boxes, which we call

3. “Region” is a generic term and in this paper we only consider
rectangular regions, as is common for many methods (e.g., [27], [4],
[6]). “Objectness” measures membership to a set of object classes
vs. background.

4. For simplicity we implement the cls layer as a two-class
softmax layer. Alternatively, one may use logistic regression to
produce k scores.

Obrázek 8: Schéma Faster R-CNN

Faster R-CNN vyřešila tento problém právě pomoćı RPN. Což je malá
konvolučńı śıt’, která je přidaná za konvolučńı vrstvy śıtě. Jako vstup má tedy
př́ıznakovou mapu, vygenerovanou konvolučńımi vrstvami. Jako výstup gene-
ruje kandidáty na objekty. Každý kandidát má takzvané skóre předmětnosti
(objectness score), které pomoćı IoU popisuje zda se v kandidátovi nacháźı
objekt, nebo je kandidát pouze pozad́ı. Tato architektura řeš́ı problém zdlou-
havého generováńı kandidát̊u, protože to provád́ı konvolučńı śıt’, je tedy
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možné ji trénovat se zbytkem śıtě. A vzhledem k tomu, že RPN pracuje
s př́ıznakovými mapami, tak je výrazně rychleǰśı. Výstup z RPN a kon-
volučńıch vrstev se poté zkombinuje a vlož́ı do RoI pooling vrstvy, která
je stejná jako v Fast R-CNN. RPN přináš́ı do śıtě mechanismus pozornosti,
protože kandidáti z RPN ř́ıkaj́ı zbytku śıtě, kam se má koukat. Na obrázku
8[48] je znázorněno jak śıt’ nejdř́ıve vytvoř́ı př́ıznakové mapy, poté vygeneruje
kandidáty a po pr̊uchodu ROI pooling vrstvou se kandidáti klasifikuj́ı.

Při trénováńı Faster R-CNN se stř́ıdá mezi trénováńım RPN a detektoru
objekt̊u (Fast R-CNN) při zafixovaných kandidátech. Celková ztrátová funkce
je kombinaćı mezi ztrátovými funkcemi RPN a detektoru. Obě ztrátové
funkce se ještě děĺı na klasifikačńı a regresńı ztrátu (lokalizace objekt̊u). Toto
schéma produkuje sjednocenou śıt’, která sd́ıĺı konvolučńı př́ıznaky mezi ge-
nerováńım kandidátu a detekćı.

3.5.4 Mask R-CNN

Mask R-CNN je rozš́ı̌reńım Faster R-CNN. Architektura Faster R-CNN
se ponechala, pouze přibyla konvolučńı část, která generuje segmentačńı
masku. Śıt’ má tedy tři výstupy bounding box na hrubý odhad polohy ob-
jektu, segmentačńı masku a označeńı do které tř́ıdy objekt patř́ı, respektive
pravděpodobnost s jakou si je śıt’ jistá, že model do dané tř́ıdy patř́ı.

Mask R-CNN

Kaiming He Georgia Gkioxari Piotr Dollár Ross Girshick

Facebook AI Research (FAIR)

Abstract

We present a conceptually simple, flexible, and general
framework for object instance segmentation. Our approach
efficiently detects objects in an image while simultaneously
generating a high-quality segmentation mask for each in-
stance. The method, called Mask R-CNN, extends Faster
R-CNN by adding a branch for predicting an object mask in
parallel with the existing branch for bounding box recogni-
tion. Mask R-CNN is simple to train and adds only a small
overhead to Faster R-CNN, running at 5 fps. Moreover,
Mask R-CNN is easy to generalize to other tasks, e.g., al-
lowing us to estimate human poses in the same framework.
We show top results in all three tracks of the COCO suite
of challenges, including instance segmentation, bounding-
box object detection, and person keypoint detection. With-
out bells and whistles, Mask R-CNN outperforms all ex-
isting, single-model entries on every task, including the
COCO 2016 challenge winners. We hope our simple and
effective approach will serve as a solid baseline and help
ease future research in instance-level recognition. Code
has been made available at: https://github.com/
facebookresearch/Detectron.

1. Introduction
The vision community has rapidly improved object de-

tection and semantic segmentation results over a short pe-
riod of time. In large part, these advances have been driven
by powerful baseline systems, such as the Fast/Faster R-
CNN [12, 36] and Fully Convolutional Network (FCN) [30]
frameworks for object detection and semantic segmenta-
tion, respectively. These methods are conceptually intuitive
and offer flexibility and robustness, together with fast train-
ing and inference time. Our goal in this work is to develop a
comparably enabling framework for instance segmentation.

Instance segmentation is challenging because it requires
the correct detection of all objects in an image while also
precisely segmenting each instance. It therefore combines
elements from the classical computer vision tasks of ob-
ject detection, where the goal is to classify individual ob-
jects and localize each using a bounding box, and semantic

RoIAlignRoIAlign

class
box

convconv convconv

Figure 1. The Mask R-CNN framework for instance segmentation.

segmentation, where the goal is to classify each pixel into
a fixed set of categories without differentiating object in-
stances.1 Given this, one might expect a complex method
is required to achieve good results. However, we show that
a surprisingly simple, flexible, and fast system can surpass
prior state-of-the-art instance segmentation results.

Our method, called Mask R-CNN, extends Faster R-CNN
[36] by adding a branch for predicting segmentation masks
on each Region of Interest (RoI), in parallel with the ex-
isting branch for classification and bounding box regres-
sion (Figure 1). The mask branch is a small FCN applied
to each RoI, predicting a segmentation mask in a pixel-to-
pixel manner. Mask R-CNN is simple to implement and
train given the Faster R-CNN framework, which facilitates
a wide range of flexible architecture designs. Additionally,
the mask branch only adds a small computational overhead,
enabling a fast system and rapid experimentation.

In principle Mask R-CNN is an intuitive extension of
Faster R-CNN, yet constructing the mask branch properly
is critical for good results. Most importantly, Faster R-
CNN was not designed for pixel-to-pixel alignment be-
tween network inputs and outputs. This is most evident in
how RoIPool [18, 12], the de facto core operation for at-
tending to instances, performs coarse spatial quantization
for feature extraction. To fix the misalignment, we pro-
pose a simple, quantization-free layer, called RoIAlign, that
faithfully preserves exact spatial locations. Despite being

1Following common terminology, we use object detection to denote
detection via bounding boxes, not masks, and semantic segmentation to
denote per-pixel classification without differentiating instances. Yet we
note that instance segmentation is both semantic and a form of detection.
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Obrázek 9: Schéma Mask R-CNN

V Mask R-CNN se muśı implementovat algoritmus zvaný RoIAlign. Ten
zajǐst’uje, že konvolučńı př́ıznaky źıskané na výstup RoI pooling vrstvy, se za-
rovnaj́ı s p̊uvodńım obrazem. Ztrátová funkce pro tuto śıt’ je opět kombinaćı
ztrátových funkćı jednotlivých část́ı modelu.
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L = Lcls + Lbox + Lmask (12)

Kde Lcls znač́ı klasifikačńı ztrátu, Lbox znač́ı ztrátu zp̊usobenou nepřesnost́ı
v souřadnićıch bounding boxu a Lmask je chyba vygenerované masky[49].

Mask R-CNN a Faster R-CNN jsou neuronové śıtě použité v této práci.

4 Návrh datasetu

Pro každou úlohu byl vytvořen samostatný dataset. Jedńım z d̊uvod̊u je to,
že v každé úloze se model snaž́ı naj́ıt jiné objekty. Nav́ıc se pro výpočet
vzdálenosti na základě polohy objekt̊u použ́ıvá śıt’ Mask R-CNN, která jako
vstup vyžaduje masku. Oproti tomu śıt Faster R-CNN použ́ıvá jako vstup
bounding box. Všechny datasety byly vytvořené z vidéı student̊u Friedrich-
Schillerovy univerzity v Jeně. K anotaci byl použit nástroj CVAT.

4.1 CVAT

CVAT je interaktivńı nástroj pro anotováńı obrazových dat. Původně vyvinut
v roce 2019 společnost́ı Intel. Umožňuje anotaci pomoćı čtyř typ̊u objekt̊u:
bounding box, polygon, polyline a point. Podporuje několik typ̊u automati-
zaćı jako automatické značeńı, sledováńı atd.

Obrázek 10: Uživatelské rozhrańı CVATu
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Práce ve CVATu se rozděluje na projekty, ve kterých se vytvář́ı jednotlivé
úkoly. Projekty a úkoly se daj́ı přǐradit jednotlivým uživatel̊um. Každý pro-
jekt má své tř́ıdy, které se daj́ı anotovat. Jednotlivé úlohy lze mezi projekty
přenášet t́ım, že se tř́ıdy přenášené úlohy namapuj́ı na tř́ıdy ćılového pro-
jektu. CVAT podporuje téměř všechny použ́ıvané formáty dataset̊u (COCO,
KITTI, PASCAL VOC, YOLO atd.) pro segmentaci, detekci a jiné úlohy
spojené se zpracováńım obrazu[50].

4.2 COCO

Pojem COCO může mı́t v oblasti zpracováńı obrazu dva významy. Prvńım
je MS COCO[51], což je dataset vyvinutý společnost́ı Microsoft v roce 2015.
V datasetu se nacháźı přes 300 tiśıc obrázku, na kterých je dohromady 2,5
milión̊u objekt̊u. Ty jsou rozděleny do 91 kategoríı. Tento dataset navazuje
na ImageNet[7], PASCAL VOC[52] a SUN[53] datasety. Každý z nich se
soustřed́ı na mı́rně odlǐsnou část práce s obrazem, ale všechny spojuje jejich
velikost. PASCAL VOC je nav́ıc součást́ı PASCAL VOC Challenge. Tato
výzva zahrnovala i každoročńı soutěž.

Pojem COCO lze také chápat jako formát datasetu. Ten určuje, jak se
informace o anotaćıch uchovává. Zp̊usobem jakým jsou objekty v datasetu
popsány se lǐśı dataset od datasetu, ale ve většině př́ıpad̊u se údaje uchovávaj́ı
v jednom souboru. Ty se odlǐsuj́ı typem souboru (XML, textový soubor aj.)
a strukturou jakou jsou informace v souboru zaznamenány. COCO formát
uchovává informace v JSON souboru s následuj́ıćı strukturou. Prvńı dva kĺıče
jsou licence (licenses) a informace (info), ve kterých jsou obecné informace
o souboru. V kĺıči obrazy (images) se uchovávaj́ı nejd̊uležitěǰśı informace jako
výška, š́ı̌rka a jméno obrazu. Prvńı tř́ı kĺıče jsou v každém anotačńım COCO
souboru. Daľśı kĺıče jsou závislé na konkrétńı úloze. Pro detekci objekt̊u jsou
v souboru daľśı dva kĺıče. Prvńım kĺıčem je kategorie (categories), zde jsou do
pole uspořádány všechny kategorie, které se v souboru nacháźı. Druhý kĺıč
je anotace (annotations), v němž jsou opět do pole poskládány informace
o jednotlivých anotaćıch. Obsahem je ke kterému obrazu tato anotace patř́ı,
do jaké tř́ıdy tato anotace patř́ı a jej́ı poloha. Zp̊usobem jakým je uchována
informace o poloze, zálež́ı na typu anotace.

Obrazy, které se použ́ıvaj́ı k trénováńı, validováńı a testováńı modelu se
ukládaj́ı do samostatného adresáře. Jména v tomto adresáři si muśı odpov́ıdat
se jmény v JSON souboru. Pokud je zapotřeb́ı rozdělit dataset na trénovaćı,
validačńı a testovaćı část, tak se toto rozděleńı muśı udělat bud’ manuálně,
anebo před vytvořeńım anotačńıho souboru.
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4.3 Dataset pro detekci nástroj̊u

Tento dataset byl vytvořen z osmi vidéı a rozdělen v poměru 75% trénovaćı,
12.5% validačńı a 12.5% testovaćı množiny. V datasetu se nacháźı tři tř́ıdy,
kde každá z nich reprezentuje jednotlivý nástroj (jehelec, pinzeta a n̊užky).
Při anotaci byl kladen d̊uraz na ohraničeńı viditelné části nástroje. Člověk in-
tuitivně odhadne, kde se nacháźı skrytá část nástroje. Neuronová śıt’ použitá
na tuto úlohu toho schopná neńı a pokud by se při trénováńı použ́ıvaly ob-
razy, kde je anotovaná i ta část nástroje, která je skrytá, mohlo by se stát,
že neuronová śıt’ bude mı́t v testovaćı fázi nežádoućı chováńı. Např́ıklad de-
tekce rukou ve, kterých žádný nástroj neńı, nebo detekce výřezu, ve kterém
se žádný nástroj nenacháźı. Důležité bylo také anotovat všechny viditelné
nástroje, aby se při trénováńı nestalo, že penalizujeme neuronovou śıt’ za
správnou detekci nástroje.

Obrázek 11: Ukázka trénovaćıho obrazu

4.3.1 Augmentace datasetu

Augmentace byla zvolena z v́ıce d̊uvod̊u, prvńım z nich je nedostatek dat.
Před použit́ım augmentace se v datasetu nacházelo pouze 578 obraz̊u.
Druhým d̊uvodem pro využit́ı augmentace je obohaceńı dat. Většina lid́ı má
dominantńı pravou ruku, proto drž́ı pinzetu v levé ruce a jehelec v pravé.
V tomto př́ıpadě hroźı, že se neuronová śıt’ nauč́ı nežádoućı chováńı, jako
např́ıklad to, že pinzeta je vždy na levé straně obrazu.
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Augmentace dat je zp̊usob, jakým lze uměle zvětšit trénovaćı množinu.
V obraze se většinou jedná o r̊uzné typy transformaćı. Úkolem obecně bývá
zabránit přetrénováńı modelu. V tomto př́ıpadě se jedná o problém nerovnosti
v počtu pravák̊u a levák̊u. T́ım, že v datasetu bude velké množstv́ı jedinc̊u,
kteř́ı budou držet pinzetu v levé ruce, tak existuje možnost, že se neuronová
śıt’ nauč́ı, že nástroj pohybuj́ıćı se v levé části obrazovky je vždy pinzeta.
V této práci byly použity tři druhy augmentace.

HorizontalFlip

Je zrcadlové otočeńı obrazu, tedy otočeńı obrazu kolem svislé osy vedoućı
středem obrazu. Tento typ transformace se použil na všechny p̊uvodńı obrazy.
Trénovaćı množina se tedy zvětšila o 578 obraz̊u. A je řešeńım problému
nerovnosti počtu pravák̊u a levák̊u.

Obrázek 12: Původńı obraz
Obrázek 13: Aplikace Horizontal-
Flip

RGBShift

Náhodně posune hodnotu každého barevného kanálu (s nastaveným limitem).
Studenti obecně nemaj́ı jednotné vybaveńı. Nástroje se lǐśı pouze v detailech,
ale např́ıklad barva podložky, která zab́ırá nemalou část obrazu, je r̊uzná.
Proto by tento typ augmentace měl zmı́rnit pravděpodobnost přetrénováńı
a zároveň zvětšit trénovaćı množinu.
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Obrázek 14: Původńı obraz Obrázek 15: Aplikace RGBShift

Downscale, HueSaturationValue

Prvńı z nich sńıž́ı a poté zvýš́ı kvalitu obrazu, druhá změńı hodnotu odst́ınu
a sytosti. Tyto transformace byly použity dohromady a to z d̊uvodu r̊uzné
kvality vidéı v trénovaćı množině. Podobně jako v předchoźım př́ıpadě
podmı́nky každého jedince jsou rozd́ılné. Např́ıklad vybaveńı pro natočeńı
úkonu, osvětleńı scény a daľśı. Tato augmentace se tedy snaž́ı obohatit
trénovaćı množinu a videa s rozd́ılným prostřed́ım.

Obrázek 16: Původńı obraz Obrázek 17: Obraz po augmentaci

Před augmentaćı Po augmentaci

Množina Trénovaćı Validačńı Testovaćı Trénovaćı Validačńı Testovaćı

Počet p̊uvodńıch obraz̊u 429 74 75 429 74 75
Horizontal Flip 0 0 0 429 74 75
RGBShift 0 0 0 429 74 75
Downscale, HSV 0 0 0 429 74 75

Celkový počet 429 74 75 1716 296 300

Tabulka 1: Počet dat v jednotlivých množinách datasetu
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Po augmentaci vznikl nový dataset. Opět bylo zapotřeb́ı jej rozdělit na
trénovaćı, validačńı a testovaćı množinu. V trénovaćı množině je přibližně
75% obraz̊u z datasetu, 12.5% je ve validačńı i testovaćı množině. Toto
rozděleńı je znázorněno v tabulce 1.

4.4 Dataset pro detekci vzdálenosti

Tento dataset byl vytvořen kombinaćı dev́ıti vidéı. Posledńı video je složeno
přibližně z dvaceti vidéı, kde z každého videa je vybráno pouze několik
úvodńıch záběr̊u. Snahou bylo do datasetu zahrnout co nejv́ıce tř́ıd, které
by mohla neuronová śıt’ spolehlivě detekovat. Ve finálńı verzi se v datasetu
nacháźı celkem šest kategoríı:

1. řez - oblast řezu

2. operačńı oblast - část obrazu, ve které prob́ıhá úkon

3. podstavec - podstava, na kterou je gumami přichycena praseč́ı noha

4. QR kód

5. UI videohovoru - uživatelské rozhrańı ZOOM

6. výběžky - oblasti na podstavci

Tento dataset byl vytvořen pro předzpracováńı videa. Myšlenkou bylo,
že neuronová śıt’ natrénovaná na tomto datasetu zpracuje pouze prvńı záběr
videa. Pokud se povede detekovat operačńı oblast, tak se při daľśım zpra-
cováńı bude použ́ıvat pouze tato část videa. Pokud se detekce operačńı ob-
lasti nepodař́ı, ale povede se detekovat UI videohovoru, tak se tato část videa
odstrańı, protože by mohla rušit neuronovou śıt’, která má za úkol hledat
nástroje. Pro tuto detekci jsou dva hlavńı d̊uvody. Prvńım je sńıžeńı času
zpracováńı celého videa, protože video po předzpracováńı má menš́ı veli-
kost. A druhým d̊uvodem je, že ostatńı studenti ve videohovoru mohou také
provádět úkon a v tom př́ıpadě by mohlo nastat, že model, co má na starosti
detekci nástroj̊u je bude nacházet právě v UI videohovoru.

Při úspěšné detekci ostatńıch tř́ıd se použij́ı pro výpočet reálné veli-
kosti jednoho pixelu (velikost pixelu v centimetrech). Nález řezu a podstavce
nav́ıc umožňuje vyhodnoceńı pohybu nástroj̊u, protože v ideálńım př́ıpadě
se nástroje vzdaluj́ı od těchto část́ı co nejméně.
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Obrázek 18: Ukázka z datasetu pro výpočet vzdálenosti

Řez Operačńı oblast Podstavec QR kód UI videohovoru Výběžky
Trénovaćı 504 975 232 1566 270 1802
Testovaćı 264 335 61 295 167 620

Celkem 768 1310 293 1861 437 2422

Tabulka 2: Četnost jednotlivých tř́ıd v datasetu

5 Výsledky

Pro vyhodnoceńı kvality natrénováńı neuronové śıtě se použ́ıvala testovaćı
množina. Validačńı množina slouž́ı ke kontrole zda trénováńı prob́ıhá správně.
V MMDetection lze nastavit parametr evaluation interval, ten ovlivňuje jak
často se bude trénováńı validovat.

Metriky použité pro vyhodnoceńı experiment̊u jsou detailněji popsané
v kapitole 3.3. Po natrénováńı śıtě pomoćı funkce train detector() MMDe-
tection spočte několik metrik (AP - Average precision, AR - Average Recall,
mAP - mean AP a mAR - mean AR) na validačńı a testovaćı množině (na
validačńı množině jsou tyto hodnoty poč́ıtány i v pr̊uběhu trénováńı). Pro
AR byly použity pouze metriky ARm a ARl, protože pro výpočet ARs ne-
bylo v datasetu dostatek hodnot, které by patřili do kategorie malé (velikost
objektu < 322 pixel̊u). Při výpočtu těchto metrik je zapotřeb́ı IoU práh,
v MMDetection se použ́ıvaj́ı hodnoty v intervalu ⟨0, 5; 0, 95⟩. Důvodem proč
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se použ́ıvá IoU práh až od 0.5 je ten, že hodnotu IoU pod 0.5 se považuje
jako nepřesná lokalizace objektu.

Pro vyhodnoceńı IoU byla použitá vlastńı implementace IoU distribuce.
Která pro každý testovaćı obraz vezme anotované bounding boxy a výsledky
detekce, spočte jejich IoU a nakonec vykresĺı rozložeńı pro celou testovaćı
množinu. Vodorovná osa je rozdělena do deseti interval̊u (⟨0; 0, 1), ⟨0.1; 0, 2)
atd.), y hodnota znač́ı procentuálńı počet v daném intervalu.

5.1 Detekce nástroj̊u

Pro tuto úlohu byla použita neuronová śıt’ s názvem Faster R-CNN. Podrobný
popis jej́ıho fungováńı je v kapitole 3.5.3. Vybraná byla proto, že je rychleǰśı
než jej́ı předch̊udci a zároveň má lepš́ı detekčńı schopnosti.

5.1.1 Trénováńı bez použit́ı augmentovaných dat

Augmentace by teoreticky měla zlepšit kvalitu natrénováńı śıtě. V praxi je
třeba natrénovat śıt’ nejdř́ıve na originálńıch datech a poté na augmento-
vaném datasetu a výsledky porovnat. Trénováńı proběhlo s následuj́ıćımi
parametry:

• learning rate: 1.75e−3

• evaluation metric: bbox loss

• learning rate warmup: None

• number of epochs: 30

• evaluation interval: 5

Ke konci trénováńı loss (ztráta) konvergovala k 0.08, nakonec skončila na
hodnotě 0.0869 a accuracy (přesnost) konvergovala k hodnotě 99 a skončila
na 99.0723. Tato ztrátová funkce hodnot́ı nastaveńı celého modelu jako celku.
Existuj́ı ale detailněǰśı ztrátové funkce, které hodnot́ı pouze část neuronové
śıtě. Ty záviśı na komponentách, ze kterých se śıt’ skládá. Pro Faster R-CNN
mezi ně patř́ı: loss rpn cls, loss rpn bbox, loss cls, loss bbox.

Ztrátové funkce, které maj́ı v názvu
”
rpn“, se vztahuj́ı pouze na RPN

část neuronové śıtě. Funkce loss rpn bbox popisuje chybu, kterou udělala
RPN část při generováńı souřadnic kandidát̊u, loss rpn cls popisuje chybu
klasifikace kandidát̊u do tř́ıd. Zbylé dvě funkce poč́ıtaj́ı ztrátu pro část od-
pov́ıdaj́ıćı Fast R-CNN, loss cls je ztráta klasifikace objektu a loss bbox je
chyba odhadu souřadnic daného objektu[48].
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Rozd́ıl mezi těmito dvěma typy ztrátových funkćı je v tom, že funkce pro
Fast R-CNN se zabývaj́ı už finálńım odhadem śıtě. Zat́ımco

”
rpn“ chyby se

poč́ıtaj́ı pro velké množstv́ı kandidát̊u, které slouž́ı pouze jako návrhy, kde
by objekty mohly být.

loss rpn cls loss rpn bbox loss cls loss bbox acc loss
5. epocha 0.0014 0.0131 0.0353 0.0776 98.6621 0.1274
10. epocha 0.0005 0.0081 0.0222 0.0482 99.1895 0.0789
15. epocha 0.0009 0.0088 0.0284 0.0575 98.9062 0.0956
20. epocha 0.0003 0.0104 0.0244 0.0552 99.0137 0.0904
25. epocha 0.0004 0.0071 0.0290 0.0557 98.8574 0.0922
30. epocha 0.0008 0.0071 0.0251 0.0539 99.0723 0.0869

Tabulka 3: Pr̊uběh ztrát a přesnosti při trénováńı bez augmentace

Jak bylo zmı́něno výše pro vyhodnoceńı natrénováńı neuronové śıtě
použijeme několik metrik, které MMDetection poč́ıtá v pr̊uběhu trénováńı.
Před trénováńım byl parametr evaluation interval nastavený na hodnotu
5. To zaručuje, že vždy po proběhnut́ı pěti epoch se vyhodnot́ı nastaveńı
śıtě. Pro 30 trénovaćıch epoch to znamená, že śıt’ bude šestkrát ohodnocena
během tréninku. Tyto metriky společně s hodnotami ztrát z tabulky 3 slouž́ı
ke kontrole pr̊uběhu trénováńı.

mAP50 mAP75 mARm mARl

Validačńı množina

5. epocha 0.9612 0.6180 0.4594 0.6319
10. epocha 0.9579 0.6682 0.4895 0.6758
15. epocha 0.9542 0.6896 0.4884 0.6750
20. epocha 0.9534 0.6957 0.4863 0.6675
25. epocha 0.9527 0.6904 0.4874 0.6687
30. epocha 0.9527 0.7003 0.4880 0.6662

Testovaćı množina Po trénováńı 0.7396 0.4994 0.4632 0.6007

Tabulka 4: Pr̊uběh metrik při trénováńı bez augmentace

Posledńım typem ohodnoceńı natrénováńı śıtě je graf IoU rozložeńı.
Pro každý objekt v testovaćı množině se spočte IoU s př́ısluš́ıćım deteko-
vaným objektem. Tyto hodnoty se rozděĺı do jednoho z deseti interval̊u
(⟨0; 0, 1), ⟨0.1; 0, 2) atd.). V každém intervalu se sečtou hodnoty pro každý
typ objektu a výsledek se převede na procentuálńı pod́ıl z celé testovaćı
množiny. Tyto hodnoty slouž́ı jako výška sloupc̊u v grafu na vodorovné ose
jsou vynesena minima interval̊u.
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Min. intervalu 0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9
Nůžky 0.03 0.00 0.00 0.00 0.01 0.00 0.01 0.04 0.10 0.81
Jehelec 0.03 0.03 0.03 0.08 0.17 0.12 0.12 0.14 0.22 0.06
Pinzeta 0.00 0.00 0.18 0.02 0.02 0.02 0.05 0.20 0.22 0.30

Tabulka 5: IoU distribuce
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Obrázek 19: IoU distribuce

Jako postačuj́ıćı detekce se ve většině př́ıpad̊u udává hodnota IoU
s ground truth (anotovaným objektem), která má hodnotu > 0.5. Nůžky
byly detekovány úspěšně v 96% př́ıpad̊u, jehelec v 66% a pinzeta v 78%
př́ıpad̊u. Celkem tedy śıt’ detekovala úspěšně 80% objekt̊u.

5.1.2 Použit́ı augmentovaných dat

Jak bylo zmı́něno výše, pro zjǐstěńı zda augmentace byla pro experiment
prospěšná, je zapotřeb́ı nejdř́ıve natrénovat śıt’ bez augmentovaných dat
a poté s nimi. Aby dával experiment smysl, tak byla použitá stejná neu-
ronová śıt’, stejné parametry pro trénováńı a stejný poměr pro rozděleńı dat
na trénovaćı, validačńı a testovaćı množinu.
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loss rpn cls loss rpn bbox loss cls loss bbox acc loss
5. epocha 0.0010 0.0079 0.0296 0.0508 98.8574 0.0893
10. epocha 0.0016 0.0062 0.0189 0.0453 99.1602 0.0719
15. epocha 0.0004 0.0045 0.0168 0.0343 99.3359 0.0560
20. epocha 0.0004 0.0043 0.0142 0.0393 99.4141 0.0581
25. epocha 0.0004 0.0058 0.0147 0.0340 99.4043 0.0549
30. epocha 0.0002 0.0065 0.0166 0.0364 99.3652 0.0596

Tabulka 6: Pr̊uběh chyb a přesnosti při trénováńı

Použité ztrátové funkce jsou stejné jako při vyhodnoceńı natrénováńı aug-
mentovaných dat v tabulce 3. Je zapotřeb́ı si uvědomit, že tyto hodnoty jsou
ovlivněné počtem obraz̊u použitých při trénováńı. Protože při použit́ı aug-
mentovaných dat se zvětš́ı počet obraz̊u, které se při každé epoše použije
k trénováńı. Zvětšeńı trénovaćı množiny ale bylo jedńım z ćıl̊u augmentace.

mAP50 mAP75 mARm mARl

Validačńı množina

5. epocha 0.9362 0.7003 0.5102 0.7109
10. epocha 0.9332 0.6734 0.5097 0.7088
15. epocha 0.9344 0.6755 0.5104 0.7116
20. epocha 0.9334 0.6751 0.5099 0.7117
25. epocha 0.9331 0.6761 0.5110 0.7082
30. epocha 0.9342 0.6792 0.5106 0.7093

Testovaćı množina Po trénováńı 0.7085 0.5083 0.4704 0.6636

Tabulka 7: Pr̊uběh metrik při trénováńı

Porovnáńı výsledk̊u natrénováńı śıt́ı na datasetu bez a s augmentovanými
daty jsou popsány v kapitole 5.3. Zvýrazněné hodnoty v tabulkách 3, 4, 6 a 7
ukazuj́ı nejlepš́ı hodnotu dané ztrátové funkce nebo metriky.

Min. intervalu 0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9
Nůžky 0.01 0.00 0.00 0.00 0.00 0.01 0.02 0.03 0.33 0.60
Jehelec 0.01 0.00 0.01 0.12 0.08 0.26 0.07 0.09 0.3 0.06
Pinzeta 0.00 0.00 0.19 0.00 0.02 0.02 0.05 0.15 0.22 0.36

Tabulka 8: IoU distribuce
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Obrázek 20: IoU distribuce

Stejně jako v experimentu bez augmentovaných dat i zde se považuje jako
postačuj́ı hodnota IoU > 0.5. Nůžky byly detekovány úspěšně v 99% př́ıpad̊u,
jehelec v 78% a pinzeta v 79% př́ıpad̊u. Celkem tedy 85.33% detekćı bylo
úspěšných.

5.2 Detekce vzdálenosti

Na rozd́ıl od detekce nástroj̊u pro tuto úlohu byla použita neuronová śıt’

s názvem Mask R-CNN. Důvodem pro použit́ı této śıtě mı́sto Faster R-CNN
je ten, že Mask R-CNN je schopna pracovat z takzvanou maskou, zat́ımco
Faster R-CNN pracuje pouze s bounding boxy. Maska na rozd́ıl od bounding
boxu může mı́t libovolný tvar. Proto se tedy hod́ı v́ıce na úlohy, kde objekt
neńı obdélńıkového tvaru. Což je pro tento úkol d̊uležité, protože v mnoha
př́ıpadech nemaj́ı objekty v této úloze rovnoběžný tvar. A č́ım přesněǰśı bude
lokalizace těchto objekt̊u, t́ım přesněǰśı bude odhad vzdálenosti.

Nevýhodou při použit́ı Mask R-CNN je, že se déle trénuje a déle zpra-
covává obrazy při provozu. Vzhledem k tomu, že by se v tomto projektu
měla použ́ıvat na několik málo sńımk̊u, tak ztráta na rychlosti zpracováńı by
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neměla být velká. Při trénováńı modelu Mask R-CNN se použ́ıvaj́ı stejné
ztrátové funkce jako u modelu Faster R-CNN. Nav́ıc je přidána funkce
loss mask, protože Mask R-CNN má tři výstupy - bounding box, confidence
threshold a masku - zat́ımco Faster R-CNN má pouze dva. Funkce loss mask
charakterizuje chybu tvorby masky.

loss rpn cls loss rpn bbox loss cls loss bbox loss mask acc loss
5. epocha 0.0159 0.0305 0.1001 1.3660 0.0739 97.3975 1.5865
10. epocha 0.0112 0.0175 0.0731 0.3740 0.0513 98.1624 0.5270
15. epocha 0.0131 0.0185 0.0718 0.2679 0.0495 98.1315 0.4208
20. epocha 0.0120 0.0181 0.0805 0.2931 0.0551 97.9720 0.4588
25. epocha 0.0134 0.0189 0.0789 0.3043 0.0527 97.8630 0.4682
30. epocha 0.0135 0.0184 0.0761 0.3185 0.0532 97.9720 0.4797

Tabulka 9: Pr̊uběh chyb a přesnosti při trénováńı

Stejně jako Faster R-CNN má Mask R-CNN na výstupu bounding boxy
a informaci do jaké tř́ıdy patř́ı. Lǐśı se v tom, že jako daľśı výstup má i seg-
mentačńı masku. Bounding box ohraničuje oblast, ve které se objekt nacháźı.
Maska má za úkol určit, které pixely z oblasti určené bounding boxem jsou
daným objektem.

Každý výstup śıtě se hodnot́ı samostatně. Pokud se zjist́ı, že se śıt’ ne-
natrénovala dobře nebo nefunguje v̊ubec, je snadněǰśı nalézt problém.

mAP50 mAP75 mARm mARl

Validačńı množina

5. epocha 0.8007 0.6248 0.7021 0.7394
10. epocha 0.8036 0.5968 0.7355 0.7030
15. epocha 0.8023 0.6016 0.7053 0.7411
20. epocha 0.8108 0.6235 0.7314 0.7400
25. epocha 0.7989 0.6235 0.7716 0.7191
30. epocha 0.8001 0.6603 0.7308 0.7486

Testovaćı množina Po trénováńı 0.7359 0.6534 0.6936 0.6997

Tabulka 10: Pr̊uběh metrik bounding boxu při trénováńı

Následuj́ıćı tabulka použ́ıvá stejné metriky jako předchoźı. Rozd́ıl je
v tom, že se metriky poč́ıtaj́ı na masce a ne na bounding boxu jako
v předchoźıch př́ıpadech.
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mAP50 mAP75 mARm mARl

Validačńı množina

5. epocha 0.7904 0.7112 0.7201 0.7660
10. epocha 0.8036 0.6138 0.7139 0.7240
15. epocha 0.8023 0.6235 0.6757 0.7599
20. epocha 0.8015 0.6378 0.7068 0.7572
25. epocha 0.7989 0.6428 0.7462 0.7466
30. epocha 0.8001 0.6791 0.7539 0.7692

Testovaćı množina Po trénováńı 0.7420 0.6144 0.7521 0.7600

Tabulka 11: Pr̊uběh metrik masky při trénováńı

Nevýhodou těchto metrik i výše zmı́něných ztrátových funkćı je to, že
z nich nelze usoudit kvalitu detekce jednotlivých tř́ıd. Počet objekt̊u v jed-
notlivých tř́ıdách tohoto datasetu neńı vyvážený. Hroźı riziko, že model ne-
bude schopný dobře detekovat objekty, které patř́ı do méně zastoupených
tř́ıd. IoU distribuce může ukázat zda model opravdu detekuje některé typy
objekt̊u h̊uře.
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Obrázek 21: IoU distribuce pro bounding boxy

31



Min. intervalu 0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9

Řez 0.06 0.00 0.00 0.00 0.00 0.02 0.21 0.21 0.50 0.00
Operačńı oblasti 0.50 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.09 0.41
QR kód 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.01 0.99
Výběžky 0.00 0.00 0.00 0.00 0.00 0.00 0.02 0.26 0.62 0.10
Podstavec 1.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00
UI videohovoru 1.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00

Tabulka 12: IoU distribuce pro bounding boxy

Pokud se použije stejný IoU práh pro hodnoceńı správné a špatné detekce
jako v předchoźı úloze, tak vyjde, že 42.67% detekćı je špatných. Pokud se, ale
nezapoč́ıtaj́ı tř́ıdy Podstavec a UI videohovoru, tak vycháźı, že 86% detekćı
je správných.

5.3 Interpretace výsledk̊u

Pro vyhodnoceńı natrénováńı neuronových śıt́ı byly použity ztrátové funkce
popsané v kapitole 5.1.1, metriky zmı́něné v kapitole 3.3 a graf IoU distribuce,
který má popisovat schopnost śıtě detekovat jednotlivé tř́ıdy.

5.3.1 Výsledky pro detekci nástroj̊u

Pro úlohu detekce nástroj̊u byly natrénovány dvě neuronové śıtě. Prvńıch
z nich byla natrénovaná na originálńım datasetu, druhá na augmentovaném.
Pro účel porovnáńı výsledk̊u byla použita stejná neuronová śıt’ - Faster
R-CNN a stejné parametry pro trénováńı. Pr̊uběh ztrátových funkćı je
znázorněn v tabulkách 3 a 6. Z pohledu ztrátových funkćı se dá pokládat aug-
mentace za př́ınosnou pro experiment, protože minima všech těchto funkćı
jsou v tabulce 6 nižš́ı než v tabulce 3.

Z tabulek 4 a 7 pro pr̊uběh metrik je vidět, že model trénovaný na aug-
mentovaném datasetu má vyšš́ı AR, ale nižš́ı AP. Vysoké AR znamená, že
model málokdy nedetekuje objekt, i když by měl. Vysoké AP znamená, že
model zř́ıdka predikuje objekt, který v obraze neńı. Což znamená, že aug-
mentovaný model mine málo objekt̊u, ale hroźı, že bude detekovat i objekty
které na obrazu nejsou. Na testovaćı sadě je u prvńıho modelu vyšš́ı pouze
hodnota mAP50, ale výrazný rozd́ıl je pouze v hodnotě metriky mARl. Z po-
hledu metrik přináš́ı augmentace pouze malé zlepšeńı.

Grafy IoU distribuce ukazuj́ı schopnost model̊u detekovat jednotlivé tř́ıdy.
Detekce n̊užek je pro model zdaleka nejjednodušš́ı, pravděpodobně kv̊uli
tomu, že n̊užky jsou téměř celou dobu na stejném mı́stě. Model trénovaný
na originálńım datasetu úspěšně detekoval 80% objekt̊u z trénovaćı množiny.
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Model trénovaný na augmentovaném datasetu měl úspěšnost 85.33%. Tedy
i z tohoto pohledu přinesla augmentace užitek. Hodnoty 85.33% i 80% jsou
uspokojivé. Model má problém např́ıklad pokud jsou sńımky rozmazané
anebo je velká část nástroje zakrytá.

Obrázek 22: Výsledek detekce nástroj̊u

5.3.2 Výsledky pro detekci objekt̊u

Při porovnańı pr̊uběhu ztrátových funkćı u detekce objekt̊u s detekćı nástroj̊u
je patrné, že model pro detekci objekt̊u se nedostane na hodnoty jako se do-
staly modely pro detekci nástroj̊u. Což je ale pochopitelné, protože jde o těžš́ı
úlohu. Za prvé Mask R-CNN je složitěǰśı śıt’ než Faster R-CNN a objekty,
které se v této úloze detekuj́ı, bývaj́ı často zakryté nebo je na obrazu vidět
pouze jejich část. O výsledćıch této úlohy dobře vypov́ıdá obrázek 21. Z něho
je patrné, že śıt’ nebyla schopná detekovat podstavec a UI videohovoru. Je
vidět, že má problém s detekćı operačńı oblasti, protože ji správně detekuje
pouze v 50% př́ıpad̊u. Toto č́ıslo je ńızké z toho d̊uvodu, že si śıt’ plete UI
videohovoru právě s operačńı oblast́ı. Zbylé tři tř́ıdy je model schopný dete-
kovat téměř bez problémů.

Hodnota IoU přes 0.9 pro QR kód je 99%, QR kód je tedy optimálńı
objekt k výpočtu vzdálenosti na videu.
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Obrázek 23: Výsledek detekce objekt̊u
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6 Závěr

Ćılem této práce bylo vytvořit nastroj pro podporu vyhodnoceni výkonu
studenta při nácviku chirurgického šit́ı. Tento nástroj detekuje chirurgické
nástroje (jehelec, pinzetu, n̊užky) využ́ıvané k provedeńı výkonu a několik
objekt̊u, které pomohou s jeho vyhodnoceńım.

I přestože jsou podmı́nky za kterých studenti vykonávaj́ı šit́ı téměř
neměnné, objevuj́ı se určité výchylky v datech. Zároveň pro kvalitńı
natrénováńı neuronové śıtě je zapotřeb́ı velké množstv́ı dat. Oba problémy se
snaž́ı řešit datová augmentace, která zvětš́ı počet trénovaćıch dat a zároveň
použit́ım r̊uzných transformaćı odstrańı určité výchylky v datech jako je ne-
vyváženost v počtu lid́ı s dominantńı pravou a počtu lid́ı s dominantńı levou
rukou.

V detekci nástroj̊u byla śıt’ natrénovaná na augmentovaném datasetu
schopna detekovat správně přes 85% objekt̊u z testovaćı množiny a dosáhnout
hodnoty mAP50 = 0.9362. Śıt’ pro detekci nástroj̊u tedy funguje spolehlivě
a je schopná ve videu sledovat nástroje. Neuronová śıt’ pro detekci objekt̊u
sice neńı schopná dobře detekovat všechny tř́ıdy, ale objekty jako QR kód
nebo řez detekuje s velkou úspěšnost́ı. Tyto detekce se budou dále dát využ́ıt
pro výpočet vzdálenosti nebo pro hodnoceńı polohy nástroj̊u (nástroje by se
v ideálńım př́ıpadě měli vzdalovat od řezu co nejméně). Budoućı práce lež́ı
ve zlepšeńı detekce některých objekt̊u pro lepš́ı předzpracováńı videa. Také
ve vývinu algoritmu co s detekce např́ıklad QR kódu bude schopen źıskat
přesnou velikost jednoho pixelu v centimetrech.
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507. issn: 00368075. doi: 10.1126/science.1127647.

[7] Jia Deng et al.
”
ImageNet: A large-scale hierarchical image database“.

In: Institute of Electrical a Electronics Engineers (IEEE), břez. 2010,
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