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Abstrakt

K modelovánı́ tržnı́ penetrace po uvedenı́ nového produktu na trh existuje mnoho různorodých
matematických modelů. Obvykle uvažujı́ nekonečnou, homogennı́ populaci a spojitý čas. Uve-
dené předpoklady mohou být v rozporu s reálným světem, ve kterém je zjevně struktura sociál-
nı́ch sı́tı́ jemnějšı́ a komplexnějšı́. Kromě nereálného předpokladu nekonečné populace zmiňme
naivnı́ předpoklad homogenity. Tendence jedinců uvedený produkt zakoupit však může být
ovlivněna různými faktory, např. věkem, pohlavı́m nebo ekonomickou situacı́.

Diplomová práce se proto věnuje návrhu alternativnı́ch matematických modelů uvažujı́cı́ch
diskrétnı́ stavový prostor a diskrétnı́ čas, umožňujı́cı́ch modelovánı́ tržnı́ penetrace (nebo obec-
něji šı́řenı́ inovace) ve strukturované a nehomogennı́ populaci. Postupné šı́řenı́ inovace na zvo-
lených grafových strukturách je modelováno za pomoci Markovského řetězce s diskrétnı́m sta-
vovým prostorem. Jsou formulována dvě pravidla, podle kterých jedinci inovaci přijı́majı́. V si-
mulacı́ch pro nehomogennı́ populaci je použita teorie small-world předpokládajı́cı́ sdružovánı́
lidı́ do shluků (rodina, stát, pracovnı́ tým) a krátký řetězec osob mezi libovolnými dvěma je-
dinci v populaci (v řetězci jsou vždy spojeni takovı́ jedinci, kteřı́ se vzájemně znajı́).

Simulace (a v některých jednoduššı́ch přı́padech rovněž analytická odvozenı́) naznačujı́,
že inovace se obecně šı́řı́ rychleji v grafech s menšı́m počtem vrcholů a vyššı́ konektivitou, tj.
v menšı́ch sociálnı́ch sı́tı́ch s vyššı́m počtem vazeb mezi jednotlivci. Rychlost šı́řenı́ naopak
snižuje přı́tomnost imunnı́ch členů v populaci (v některých přı́padech se vlivem imunnı́ch je-
dinců inovace nerozšı́řı́ ke všem potenciálnı́m zájemcům) nebo rozdı́l mezi pravděpodobnostmi
přijmutı́ inovace v nehomogennı́ch skupinách.

Klı́čová slova: penetrace trhu, teorie šı́řenı́ inovacı́, diskrétnı́ matematické modely, sociálnı́ sı́t’,
small-world
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Abstract

Many different mathematical models exist to describe market penetration after a new product
is launched on a market. They usually assume an infinite continuous population and continuous
time. These premises might be at odds with the real world, as the population is probably much
more diverse and complex. Apart from the unrealistic assumption of an infinite population,
the naive premise of homogeneous individuals should also be considered. The tendency of each
individual to buy the product might vary depending on their age, gender, financial situation,
and many other factors.

The goal of this master’s thesis is to build alternative mathematical models considering dis-
crete state space and discrete time, that will allow the description of market penetration (or,
more generally, the diffusion of innovation), in a structured and heterogeneous population.
The gradual spread of the innovation on selected graph structures is modelled using Markov
chains with discrete state space. Two rules of how individuals adopt the innovation are de-
fined. The theory of small-world networks assumes that people tend to form dense groups
(family, state, project team) and there is a short chain of people connecting any two members
in the social network (when people that know each other are connected in the chain).

Simulations (and analytical derivation in some simpler cases) suggest that innovation ge-
nerally spreads faster in graphs with high connectivity and a smaller number of vertices (i.e.
in smaller social webs with a higher number of links between individuals). On the other hand,
the speed of adoption is reduced by the presence of immune individuals (the innovation will not
even reach all potential adopters in some cases, when immune members are present) or by diffe-
rences between probabilities of adoption in heterogeneous groups.

Keywords: market penetration, diffusion of innovation, discrete mathematical models, social
network, small-world
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Úvod 1
Od 19. stoletı́ jsme, zejména dı́ky průmyslové revoluci, svědky obrovského technologického po-
kroku. Mnoho dnes běžně dostupných technologiı́ se od prvotnı́ fáze, ve které byly využı́vány
jen vybraným počtem jedinců, postupně rozšı́řilo téměř do každé domácnosti po celém světě.

Jako přı́klad uved’me oblast telekomunikace a konkrétně rozmach internetu na přelomu 20.
a 21. stoletı́. Podle zdroje [17] vzrostl mezi lety 2000 až 2020 počet uživatelů internetu o 1167 %
a k počátku roku 2020 využı́vá internet 58.7 % světové populace.

Internetové připojenı́ zjevně můžeme intuitivně označit za ”inovaci“, nicméně byla by chyba
omezovat tento pojem pouze na technologie. V populaci se mohou šı́řit i jiné typy inovacı́, např.
informace, produkt nebo zvyk. Principům, podle kterých se obvykle inovace šı́řı́, se věnuje tzv.
teorie šı́řenı́ inovacı́.

Této teorii se od druhé poloviny 20. stoletı́ dostává velké pozornosti v mnoha sférách akade-
mického světa. Relativně jednoduchá prvotnı́ myšlenka z oblasti sociologie, že během jednot-
livých fázı́ šı́řenı́ inovace tuto inovaci přijı́majı́ (adoptujı́) různé skupiny lidı́, a že vývoj adopce
v čase má obvykle specifický tvar, významně ovlivnila i dalšı́ oblasti výzkumu.

V přı́padě marketingu je rozdělenı́ potenciálnı́ch zákaznı́ků do kategoriı́ jednou z cest, jak
může firma vhodně sestavit marketingovou kampaň a reklamu s cı́lem dosáhnout s daným
produktem co nejvyššı́ho tržnı́ho podı́lu (tržnı́ penetrace). Pokud by firma zároveň dokázala
odhadnout, jak bude přibližně vypadat křivka popisujı́cı́ prodeje daného produktu v čase,
umožnilo by jı́ to, v závislosti na aktuálnı́ fázi adopce, vhodně alokovat zdroje.

Přı́buzná teorie a modely se použı́vajı́ také v epidemiologii, kde lze tuto teorii využı́t nejen
ke zkoumánı́ možných epidemiologických scénářů (tj. jakým způsobem se v populaci nemoc
rozšı́řı́), ale také k využitı́ daných poznatků ke zpomalenı́ šı́řenı́ nákazy, jako tomu bylo podle
zdroje [29] v přı́padě preventivnı́ho programu s názvem ”STOP AIDS“. Program byl v polovině
80. let 20. stoletı́ zorganizován gay komunitou v San Franciscu a v tomto přı́padě nemluvı́me
o šı́řenı́ nemoci jako takové, ale o šı́řenı́ informacı́ edukativnı́ho charakteru o nezbytné prevenci,
kdy tato aktivita dle zdroje [8] vedla ke dramatickému zpomalenı́ šı́řenı́ AIDS/HIV.

K modelovánı́ šı́řenı́ inovacı́ existuje množstvı́ matematických modelů, [19]. Jednı́m z nej-
známějšı́ch je tzv. Bassův model, který z původnı́ teorie šı́řenı́ inovacı́ vycházı́ a předpokládá
nestrukturovanou, nekonečnou a homogennı́ populaci a spojitý čas. Ačkoliv se Bassův mo-
del a jeho různá rozšı́řenı́, [36], prokázaly v mnohých přı́padech jako užitečný nástroj, [30],
předpoklady kladené na tyto modely mohou být v rozporu s reálným světem.

Podle zdroje [37] struktura populacı́ velmi blı́zce odpovı́dá tzv. modelu malého světa, který
předpokládá, že lidé se obvykle sdružujı́ do menšı́ch shluků (tj. známı́ určitého jedince se prav-
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KAPITOLA 1. ÚVOD 2

děpodobně znajı́ navzájem), zároveň však délka řetězce osob mezi libovolnými dvěma jedinci
na světě je překvapivě malá (v řetězci jsou vždy spojeni takovı́ jedinci, kteřı́ se navzájem znajı́).
V některých přı́padech se uvádı́, že tento řetězec je tvořen šesti osobami, o čemž pojednává tzv.
teorie šesti stupňů separace, [14].

Stejně tak předpoklad, že ve vztahu k přijmutı́ nějaké inovace je populace homogennı́, je zje-
vně značně zjednodušený. Z pohledu marketingu by bylo naivnı́ domnı́vat se, že pravděpodob-
nost zakoupenı́ produktu je u všech potenciálnı́ch zákaznı́ků stejná. Vliv na tuto pravděpo-
dobnost mohou mı́t různé faktory, at’ už se jedná o pohlavı́ cı́lového jedince, věk, sociálnı́ vazby
nebo jeho ekonomickou situaci. Rovněž z hlediska epidemiologie se v populaci mohou vysky-
tovat jedinci, kteřı́ jsou vůči dané nemoci přirozeně imunnı́, [3], a kteřı́ tedy nikdy neonemocnı́.

Cı́lem této diplomové práce je proto konstrukce alternativnı́ch matematických modelů uva-
žujı́cı́ch diskrétnı́ stavový prostor a diskrétnı́ čas, které umožnı́ popis šı́řenı́ inovace ve struktu-
rované a nehomogennı́ populaci.

V Kapitole 2 je představena teorie šı́řenı́ inovacı́ a jejı́ souvislost s marketingem a tržnı́ pe-
netracı́. Jako jeden z modelů penetrace trhu je uveden Bassův model a je naznačena analogie
s epidemiologickými modely.

Kapitola 3 definuje základnı́ alternativnı́ modely, které uvažujı́ diskrétnı́ stavový prostor.
Pro představenı́ přı́stupu k diskrétnı́m modelům jsou uvažovány jednoduché grafové struktury
(úplný graf, k-regulárnı́ graf, cesta, hvězda), na kterých je naznačen princip modelovánı́ šı́řenı́
inovace za pomoci diskrétnı́ho Markovského řetězce. Rychlost šı́řenı́ inovace je zkoumána si-
mulačně a v některých přı́padech také analyticky. Je zkoumán vliv parametrů simulacı́ (graf
modelujı́cı́ sociálnı́ sı́t’ a jeho konektivita, velikost populace, pravděpodobnost adopce, pravidlo
adopce) na rychlost rozšı́řenı́ inovace v populaci. Pro diskrétnı́ Markovský řetězec na úplném
grafu je naznačena souvislost s Bassovým modelem a jsou uvedeny okolnosti jeho konvergence
ke spojitému modelu.

V Kapitole 4 je přı́stup představený ve třetı́ kapitole rozšı́řen na složitějšı́ grafové struktury.
Je představena teorie small-world, popisujı́cı́ strukturu mnoha sociálnı́ch sı́tı́, a na základě této
teorie jsou generovány odpovı́dajı́cı́ simulace. V neposlednı́ řadě jsou uvažovány heterogennı́
populace s nehomogennı́ pravděpodobnostı́ adopce pro jednotlivé členy.



Penetrace trhu a šı́řenı́
inovace 2

V roce 1957 uvedl rusko-americký matematik Igor Ansoff penetraci trhu jako jednu z možných
tržně-produktových strategiı́. Jedná se o strategii firmy navýšit prodeje existujı́cı́ho produktu
ve snaze zvýšit svůj podı́l na stávajı́cı́m trhu, [2].

Penetrace trhu může kromě výše zmı́něné strategie označovat mı́ru rozšı́řenı́ daného pro-
duktu na trhu. Cambridgeský slovnı́k vysvětluje pojem ”market penetration“ jako ”the degree
to which a product or brand is bought, used, or known by a particular group of customers“, tedy jako

”stupeň, nakolik jsou daný produkt či značka kupovány, použı́vány a rozpoznávány v konkrétnı́ skupině
zákaznı́ků“, [23].

V této práci chápeme tržnı́ penetraci výhradně ve smyslu pronikánı́ konkrétnı́ho produktu
na trh. Trh je tvořen sı́tı́ potenciálnı́ch zákaznı́ků a snahou firmy je rozšı́řit produkt k co největ-
šı́mu počtu jedinců.

2.1 Teorie šı́řenı́ inovacı́

Na penetraci trhu se lze podı́vat o něco obecněji. Předmětem šı́řenı́ nemusı́ být přı́mo daný pro-
dukt. Populacı́ se může šı́řit rovněž nová myšlenka, zpráva, zvyk či obecně nějaký objekt, který
by jedinci v populaci označili za ”nový“ (tj. dosud nerozšı́řený). Obecně lze mluvit o inovaci.

Jednou ze zásadnı́ch sociálnı́ch teoriı́, která o šı́řenı́ inovacı́ v populaci pojednává, je teorie
šı́řenı́ inovacı́, kterou v roce 1962 ve své knize Diffusion of Innovations [29] formuloval sociolog
Everett M. Rogers.

Rogers popisuje šı́řenı́ inovace jako proces, ve kterém je inovace postupně komunikována
napřı́č jedinci v populaci, kdy tito jedinci komunikovanou inovaci postupně adoptujı́ (tj. přijı́-
majı́ myšlenku, zprávu, osvojujı́ si zvyk nebo kupujı́ produkt). Protože jedinci v populaci ob-
vykle inovaci neadoptujı́ všichni naráz, jsou na základě času, kdy danou inovaci adoptujı́,
rozděleni do pěti kategoriı́:

1. Inovátoři,

2. Časnı́ adoptujı́cı́,

3. Časná většina,

4. Pozdnı́ většina,

3



KAPITOLA 2. PENETRACE TRHU A ŠÍŘENÍ INOVACE 4

5. Opozdilci.

Na Obrázku 2.1 je naznačeno rozdělenı́ počtů adoptujı́cı́ch v závislosti na čase včetně vy-
značenı́ jednotlivých kategoriı́ adoptujı́cı́ch a jejich přibližného procentuálnı́ho zastoupenı́, jak
je uvádı́ Rogers. Podle Rogerse prozatı́mnı́ výzkum difúze inovacı́ z empirických dat naznačuje,
že se počet adoptujı́cı́ch v závislosti na čase řı́dı́ normálnı́m rozdělenı́m.

Časná většina Pozdní většina Opozdilci

Časní 

adoptujícíInovátoři

2.5 % 13.5 % 34 % 34 % 16 %
t

A
d

o
p

c
e

Obrázek 2.1: Šı́řenı́ inovace dle Rogerse [29]: Rozloženı́ adopce v čase a kategorie adoptujı́cı́ch
s přibližným procentuálnı́m zastoupenı́m v jednotlivých kategoriı́ch.
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Inflexní bod

Obrázek 2.2: Šı́řenı́ inovace dle Rogerse [29]: Rozloženı́ kumulativnı́ adopce v čase ve tvaru
S-křivky.

Přestože je zřejmě vyčleněnı́ členů populace do pěti skupin zjednodušenı́m v realitě složitějšı́
struktury, tento přı́stup poskytuje možnost srovnánı́. Rogers ve své knize popisuje ”ideálnı́“
zástupce jednotlivých kategoriı́. Pokud by firma vhodně odhadla, v jaké fázi pronikánı́ na trh
se nacházı́, může schopnost charakterizovat cı́lovou skupinu významně přispět k vhodně na-
stavené marketingové kampani. Napřı́klad inovátoři jsou popisováni jako jedinci se zálibou
ve zkoušenı́ nových, neokoukaných, a v některých přı́padech dokonce riskantnı́ch, věcı́. Na-
proti tomu opozdilci jsou charakterizováni jako skeptičtı́, opatrnı́ jedinci, kteřı́ inovaci adoptujı́
až poté, co tak učinila většina populace.

Kumulativnı́ verze šı́řenı́ inovace (tj. rozloženı́ kumulativnı́ho počtu adoptujı́cı́ch v čase)
je naznačena na Obrázku 2.2. Tato funkce nabývá ve většině přı́padů tvaru S-křivky (jedná
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se o tzv. sigmoidálnı́ funkci). Ze začátku celkový počet adoptujı́cı́ch roste pomalu (adoptujı́ je-
dinci z nejmenšı́ skupiny inovátorů), ale se zvětšujı́cı́m se počtem adoptujı́cı́ch roste i rychlost
adopce. Po překonánı́ inflexnı́ho bodu S-křivky se rychlost šı́řenı́ opět zpomaluje, protože v po-
pulaci zbývá menšı́ počet jedinců, kteřı́ dosud neadoptovali (pozdnı́ většina nebo opozdilci).
Nakonec se počet adoptujı́cı́ch ustálı́ (velikost populace je omezena) a proces šı́řenı́ je dokončen.

2.2 Bassův model

Nevýhodou Rogersovy teorie šı́řenı́ inovace je, že se nedá použı́t k predikci. Ačkoliv dı́ky této
teorii tušı́me přibližný tvar rozdělenı́ adoptujı́cı́ch v čase, nedá se snadno určit, v jaké části
procesu se aktuálně firma s daným produktem nacházı́. Tento nedostatek pomohl v roce 1969
vyřešit matematický model sestavený Frankem M. Bassem v jeho článku [4] představujı́cı́m spo-
jitý difúznı́ model popisujı́cı́ pronikánı́ nového produktu na trh. Jak Bass sám uvádı́, [5], model
vycházı́ z původnı́ Rogersovy idey teorie šı́řenı́ inovace, kterou kvantifikuje. Model je znám
jako ”Bassův model“.

Bassův model popisuje šı́řenı́ nového produktu (penetraci trhu) pro prvnı́ pořı́zenı́ daného
produktu. Bass ve své práci vycházı́ z Rogersovy teorie, podle nı́ž se část populace rozhodne
inovaci adoptovat nezávisle na ostatnı́ch. To je typické pro 1. kategorii – kategorii inovátorů,
která dle Rogerse pojı́má zhruba 2.5 % z celkové populace.

Jedinci ze zbývajı́cı́ch kategoriı́ jsou ve své adopci do nějaké mı́ry ovlivněni tlakem společ-
nosti, kdy s rostoucı́m počtem jedinců, kteřı́ inovaci již adoptovali, roste také tlak k adoptovánı́
na zbývajı́cı́, dosud neadoptujı́cı́, jedince. Tato část populace je označována jako imitátoři a Bass
uvádı́, že se jedná o jedince ze skupin 2 až 5 v původnı́ Rogersovo teorii.

Bassův model vycházı́ z předpokladu, že pravděpodobnost P(t), že daný jedinec ze sku-
piny imitátorů inovaci adoptuje v čase t, jestliže ji dosud neadoptoval, je lineárnı́ funkce počtu
jedinců, kteřı́ inovaci dosud adoptovali, ve tvaru

P(t) = p +
q
m

A(t). (2.1)

Výrazy p ≥ 0, q > 0 a m > 0 jsou konstanty, A(t) je funkce kumulativnı́ho počtu adop-
tujı́cı́ch do času t. Protože A(0) = 0, parametr p udává pravděpodobnost adopce inovátorů
v čase t = 0. Bass uvádı́, že velikost p reflektuje vliv inovátorů ve společnosti. Výraz q

m A(t)
modeluje zvyšujı́cı́ se tlak k adopci na imitátory při růstu počtu jedinců, kteřı́ již adoptovali.
V literatuře bývá parametr p označován jako ”koeficient inovace“ a parametr q jako ”koeficient
imitace“. Konstanta m označuje počet potenciálnı́ch adoptujı́cı́ch.

Bassův model má dva klı́čové předpoklady. V prvnı́ řadě uvažuje, že všichni potenciálnı́
adoptujı́cı́ inovaci časem adoptujı́. Za druhé, opětovná adopce (např. opětovné pořı́zenı́ daného
produktu) nenı́ v modelu uvažována, a v datech by proto neměla být zahrnuta.

Podmı́něnou pravděpodobnost P(t), že daný jedinec v čase t adoptuje, jestliže dosud nea-
doptoval, můžeme napsat ve tvaru

f (t)
1− F(t)

= P(t) = p +
q
m

A(t) = p + qF(t), (2.2)

kde f (t) je pravděpodobnost adopce v čase t, F(t) =
∫ t

0 f (s)ds (kde F(0) = 0), je pravdě-
podobnost adopce do času t, m je velikost trhu (počet potenciálnı́ch adoptujı́cı́ch) a A(t) a F(t)
jsou svázány vztahem

A(t) = mF(t).
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Hodnoty funkce F(t) jsou tedy normalizovány do intervalu [0, 1].
Pro model procesu šı́řenı́ inovacı́ navrhl Bass nelineárnı́ diferenciálnı́ rovnici prvnı́ho řádu

ve tvaru
dA(t)

dt
=
(

p +
q
m

A(t)
)
(m− A(t)) , t > 0. (2.3)

Připojı́me-li přirozenou počátečnı́ podmı́nku A(0) = 0 (a přejdeme-li současně ke stručnějšı́mu
značenı́ pro derivaci A′(t) = dA(t)

dt ), dostaneme Bassovu počátečnı́ úlohu{
A′(t) =

(
p + q

m A(t)
)
(m− A(t)) , t > 0,

A(0) = 0,

kterou lze pomocı́ separace proměnných explicitně vyřešit. Řešenı́ má tvar

A(t) = m

(
1− e−(p+q)t

1 + q
p e−(p+q)t

)
. (2.4)

Rovnice (2.4) popisuje výše zmı́něnou S-křivku, kterou lze použı́t k modelovánı́ celkové
(kumulativnı́) adopce v závislosti na čase, [30].

Alternativně můžeme sestavit Bassův model pro normalizovanou funkci F(t). Funkce F(t)
popisuje procentuálnı́ penetraci trhu v populaci. Vydělı́me-li rovnici (2.3) počtem potenciálnı́ch
adoptujı́cı́ch m > 0, dostaneme

1
m

A′(t) =
1
m

(
p +

q
m

A(t)
)
(m− A(t)) ,

1
m

A′(t) =
(

p +
q
m

A(t)
)(

1− A(t)
m

)
,

a následně dostáváme normalizovanou Bassovu diferenciálnı́ rovnici

F′(t) = (p + qF(t)) (1− F(t)) , t > 0. (2.5)

Řešenı́ počátečnı́ úlohy s F(0) = 0 má následně tvar

F(t) =
1− e−(p+q)t

1 + q
p e−(p+q)t

. (2.6)

Funkci f (t), popisujı́cı́ podı́l adoptujı́cı́ch v čase t, zı́skáme derivacı́ F(t) podle času

F′(t) = f (t) =
p(p + q)2e−(p+q)t(

p + qe−(p+q)t
)2 . (2.7)

Bod nejrychlejšı́ho růstu funkce F(t), odpovı́dajı́cı́ bodu maxima f (t), označı́me jako t∗. Jedná
se o bod, ve kterém jsou funkce F′′(t), resp. f ′(t), rovny nule, tj. dostáváme rovnici

F′′(t∗) = f ′(t∗) =
p(p + q)3e−(p+q)t∗

(
qe−(p+q)t∗ − p

)
(

p + qe−(p+q)t∗
)3 = 0 (2.8)
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a jejı́m řešenı́m je bod

t∗ = −
ln p

q

(p + q)
. (2.9)

Bod t∗ lze interpretovat jako bod nejrychlejšı́ penetrace či jako bod vrcholu (tzv. ”peaku“) ado-
pce. Na Obrázku 2.3 jsou funkce F(t) a f (t) vykresleny pro různé hodnoty parametrů p a q.
Poloha bodu t∗ je naznačena přerušovanou čarou v přı́padech, ve kterých to dává smysl (tj.
p < q).
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(g) p = 0.03, q = 0.1
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Obrázek 2.3: Vykreslenı́ funkcı́ F(t) a f (t) popsaných rovnicemi (2.6), resp. (2.7), pro různé
hodnoty parametrů p a q se znázorněným bodem peaku t∗ (přerušovaná čára).

Normalizovaná Bassova diferenciálnı́ rovnice (2.5) má přirozený úzký vztah na jeden z nej-
významnějšı́ růstových populačnı́ch modelů, logistickou diferenciálnı́ rovnici.

Poznámka 2.1. Uvažujeme-li speciálnı́ přı́pad normalizovaného Bassova modelu (2.5) s p = 0,
dostáváme (normalizovanou) logistickou diferenciálnı́ rovnici

F′(t) = qF(t)(1− F(t)), t > 0,

resp. jejı́ nenormalizovanou verzi

A′(t) = qA(t)(m− A(t)), t > 0. (2.10)
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Rovnice (2.10) se nazývá logistická diferenciálnı́ rovnice a představuje jeden z nejpoužı́vanějšı́ch
modelů populačnı́ho růstu. Byla poprvé odvozena již v roce 1838 belgickým matematikem
Pierrem Françoisem Verhulstem. Parametr m > 0 zde má přirozenou interpretaci kapacity
prostředı́, vı́ce v [27]. Bassův model lze tedy vnı́mat jako drobné zobecněnı́ logistického růstu.

Tato vazba nám odkrývá důležitou vlastnost Bassova modelu, a tou je spojitý čas. Fakt,
že je pro modelovánı́ penetrace trhu použı́vána diferenciálnı́, a ne diferenčnı́, rovnice, plyne
jednoduše z chaotického chovánı́ diskrétnı́ analogie logistické diferenciálnı́ rovnice (2.10) (viz
např. [32]), které přı́mo implikuje i chaotické chovánı́ diskrétnı́ analogie Bassova modelu (2.5)
majı́cı́ tvar např.

Fn+1 = Fn + (p + qFn) (1− Fn) , n ∈N.

Vzhledem k diskrétnı́ povaze dat, která sloužı́ k odhadovánı́ parametrů Bassova modelu, byly
navrženy i jiné diskrétnı́ verze, [30], zaručujı́cı́ nechaotické chovánı́. Jejich nepřirozené vlast-
nosti (jako nemonotonie trajektoriı́ či absence přirozené interpretace) nicméně objasňujı́ drtivou
převahu použı́vánı́ spojitých modelů.

Kromě Bassova modelu, který je založen na logistickém růstu, lze k modelovánı́ procesu
šı́řenı́ inovace a celkové adopce v závislosti na čase použı́t i jiné modely, majı́cı́ mı́rně odlišné
analytické vlastnosti, [18]. Jeden z takových přı́stupů je založen na tzv. Gompertzově růstu

F(t) = me−Ae−Bt
,

kde m je maximálnı́ velikost populace a A, B > 0 jsou parametry udávajı́cı́ tvar růstové křivky.

2.3 Analogie marketingových a epidemiologických modelů

Přestože byly modely šı́řenı́ inovacı́ doposud popisovány předevšı́m v kontextu marketingu
a penetrace trhu, dané modely majı́ úzkou souvislost s modelovánı́m procesu šı́řenı́ nákazy
v populaci, [35].

Proto i v následujı́cı́ch kapitolách mluvı́me obecně o ”inovaci“ (myšlenka, produkt, nemoc,
atd.), ”adopci“ (jedinec přijme myšlenku, koupı́ produkt, nakazı́ se nemocı́) a jestliže daný jedi-
nec inovaci adoptoval, mluvı́me o něm jako o ”nakaženém“ jedinci.

Abychom vazbu marketingových a epidemiologických modelů dobře objasnili, představme
si základnı́ epidemiologické modely, [12]. Jedná se o tzv. přihrádkové modely (angl. compartmen-
tal models), kde každý jedinec populace je v jedné ze dvou (třı́, obecně n ∈ N) skupin dle fáze
nakaženı́, tzv. přihrádek.

Nejjednoduššı́m přı́kladem přihrádkového epidemiologického modelu je SI model, který
uvažuje dvě přihrádky. SI model se schematicky popisuje tzv. diagramem (schématem) přihrád-
kového modelu, viz Obr. 2.4. Každý jedinec (nekonečné a homogennı́) populace se bud’ může

S I

β

Obrázek 2.4: Schéma přihrádkového SI modelu (2.11).
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nacházet ve stavu S – susceptible (zdravý a náchylný k nakaženı́), resp. I – infected (nakažený).
Matematicky je model SI popsán soustavou dvou diferenciálnı́ch rovnic

S′(t) = − βI(t)S(t)
N

, t > 0,

I′(t) =
βI(t)S(t)

N
,

(2.11)

kde S(t), I(t) je počet náchylných a nakažených v čase t,

N = S(t) + I(t) (2.12)

je konstantnı́ velikost populace a β > 0 je konstanta popisujı́cı́ intenzitu šı́řenı́ nemoci.
Na Obrázku 2.5 je řešenı́ modelu SI v závislosti na čase t pro různé hodnoty koeficientu β.
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(c) β = 4

Obrázek 2.5: Epidemiologický model SI. Počátečnı́ podmı́nka odpovı́dá 1 % nakažených v po-
pulaci v t = 0 .

Z epidemiologického hlediska je tento základnı́ SI model nepraktický, protože nakaženým
neumožňuje uzdravenı́, nakaženı́ ani neumı́rajı́. Je ale ideálnı́ pro ukázánı́ vazby mezi marke-
tingovým Bassovým modelem (2.5), populačnı́m Volterrovým modelem (2.10) a epidemiolo-
gickými modely, [31]. Využijeme-li totiž vztahu (2.12), který lze přepsat jako S(t) = N − I(t),
můžeme ho dosadit do druhé rovnice v (2.11) a zı́skáme jednu diferenciálnı́ rovnici pro počet
nakažených

I′(t) =
βI(t)S(t)

N
=

βI(t)(N − I(t))
N

.

Označı́me-li si novou konstantu β̄ = β
N , tak zı́skáváme

I′(t) = β̄I(t)(N − I(t)), (2.13)

což je přı́mo model ekvivalentnı́ s populačnı́m Volterrovým modelem (2.10) a ve smyslu Pozná-
mky 2.1 i s Bassovým modelem (2.5) s p = 0.

Vztah marketingových a epidemiologických (či populačnı́ch) modelů je tedy velice úzký,
i když nenı́ zcela identický, zejména kvůli přı́tomnosti konstanty p popisujı́cı́ podı́l inovátorů
v Bassově modelu (2.5). Nicméně, široká rozpracovanost např. přihrádkových modelů v epi-
demiologii a jejich rozmanitých variant a rozšı́řenı́ poskytuje nepřeberné množstvı́ možnostı́
rozšiřovánı́ modelů.

Uved’me si několik dalšı́ch možných směrů pro rozšı́řenı́ marketingových modelů na zákla-
dě epidemiologických modelů, pro přehled zejména spojitých epidemiologických modelů od-
kazujeme např. na knihy [1, 12] a přehledový článek [6].
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• SIS model umožňujı́cı́ opakovanou nákazu (sezónnı́ chřipka) odpovı́dajı́cı́ např. opako-
vaným nákupům, viz schema na Obr. 2.6,

S′(t) = − βI(t)S(t)
N

+ γI(t), t > 0,

I′(t) =
βI(t)S(t)

N
− γI(t),

(2.14)

• SIR model umožňujı́cı́ úplné vyléčenı́ (nemoci, které lze prodělat jen jednou a vytváře-
jı́cı́ protilátky, např. spalničky, zarděnky, přı́ušnice, ...) odpovı́dajı́cı́ např. jednorázovému
předplatnému či přechodu k lepšı́ technologii, viz schema na Obr. 2.7,

S′(t) = − βI(t)S(t)
N

, t > 0,

I′(t) =
βI(t)S(t)

N
− γI(t),

R′(t) = γI(t),

(2.15)

• buněčné automaty typu Greenberg-Hastings (viz např. [12, Kap. 6.2.]) umožňujı́cı́ stu-
dium malých populacı́,

• prostorově heterogennı́ modely šı́řenı́ epidemiı́ (viz např. [20]), umožňujı́cı́ studium vlivu
struktury vazeb uvnitř dané (konečné) populace.

S I

β

γ

Obrázek 2.6: Schéma přihrádkového SIS modelu (2.14).

S I R

β γ

Obrázek 2.7: Schéma přihrádkového SIR modelu (2.15).

Na Obrázcı́ch 2.8 a 2.9 jsou vykreslena řešenı́ modelů SIS a SIR v závislosti na čase t pro růz-
né hodnoty parametrů β a γ. Hodnota parametru β = 1

4 modeluje situaci, kdy nakažený jedinec
z přihrádky I nakazı́ v průměru jednoho zdravého člověka za čtyři časové jednotky, uvažujme
dále dny. V přı́padě γ = 1

14 trvá průměrně 14 dnı́, než se nakažený jedinec vyléčı́ (přesune
se z přihrádky I do S v přı́padě SIS modelu nebo se přesune z I do R v přı́padě SIR modelu).
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0 10 20 30 40 50
t

0.2

0.4

0.6

0.8

1.0
S, I

S(t) I(t)

(a) β = 1
4 , γ = 1

14

0 10 20 30 40 50
t

0.2

0.4

0.6

0.8

1.0
S, I

S(t) I(t)

(b) β = 1, γ = 1
14

0 10 20 30 40 50
t

0.2

0.4

0.6

0.8

1.0
S, I

S(t) I(t)

(c) β = 4, γ = 1
14

0 10 20 30 40 50
t

0.2

0.4

0.6

0.8

1.0
S, I

S(t) I(t)

(d) β = 1
4 , γ = 1

7

0 10 20 30 40 50
t

0.2

0.4

0.6

0.8

1.0
S, I

S(t) I(t)

(e) β = 1, γ = 1
7

0 10 20 30 40 50
t

0.2

0.4

0.6

0.8

1.0
S, I

S(t) I(t)

(f) β = 4, γ = 1
7

Obrázek 2.8: Epidemiologický model SIS. Počátečnı́ podmı́nka odpovı́dá 1 % nakažených v po-
pulaci v t = 0.
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Obrázek 2.9: Epidemiologický model SIR. Počátečnı́ podmı́nka odpovı́dá 1 % nakažených v po-
pulaci v t = 0.
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2.4 Empirické poznámky

Dı́ky velké aplikovatelnosti Bassova modelu existuje množstvı́ článků zabývajı́cı́ se odhady pa-
rametrů p, q a m Bassova modelu napřı́č různými produkty na trhu, např. [24], [25], [30], [34].

Podle Liliena, Rangaswama a De Bruyna [21] je jednou z výhod Bassova modelu jeho ”fle-
xibilita“ ve smyslu modelovánı́ různých scénářů prodeje daného produktu přes různé hodnoty
parametrů p a q:

• Jestliže q > p, dominuje efekt imitace nad efektem inovace a funkce adopce f (t) má tvar
převráceného U.

• Pro q < p naopak dominuje efekt inovace, tj. největšı́ prodeje jsou zaznamenány při před-
stavenı́ produktu a funkce adopce f (t) postupně klesá.

• Jestliže p i q jsou vysoké, pak produkt zaznamená rychlý nárůst prodejů a zároveň jejich
rychlý pokles po dosaženı́ maximálnı́ hodnoty (peaku).

Zdroj [21] dále zmiňuje, že k predikci prodejů je vhodné nejprve samostatně odhadnout
tržnı́ potenciál m (např. průzkumem dlouhodobých obchodnı́ch záměrů) a následně pro dané
m použı́t nelineárnı́ regresi k odhadu parametrů p a q Bassova modelu.

Satoh [30] uvádı́, že pro odhad parametrů p a q se použı́vá např. metoda nejmenšı́ch čtverců,
metoda maximálnı́ věrohodnosti nebo metoda nelineárnı́ch nejmenšı́ch čtverců. Zatı́mco me-
toda nelineárnı́ch čtverců obecně dosahuje uspokojivých výsledků při použitı́ k predikci, výho-
da obyčejných nejmenšı́ch čtverců je v jejich relativně jednoduché implementaci.

V Tabulce 2.1 je uvedeno několik přı́kladů průměrných odhadů parametrů pro různé pro-
dukty vč. zdrojů těchto odhadů. Odhady p a q ze zdroje [24] pocházejı́ z dat prodejů v USA,
v přı́padě zdroje [25] jde o odhady provedené na základě prodejů na německém trhu.

p q
Barevná TV, [24] 0.059 0.146
Elektrický kávovar, [24] 0.077 1.106
Hybridnı́ automobil, [25] 0.001 0.479
Mobilnı́ telefon, [24] 0.008 0.421

Tabulka 2.1: Odhady parametrů p a q Bassova modelu pro různé produkty.

Chandrasekaran a Tellis [11] uvádı́, že

• průměr parametru inovace p napřı́č širšı́m spektrem produktů ležı́ mezi hodnotami 0.027
a 0.03 s relativně malým rozptylem pro různé typy produktů, zatı́mco

• průměr parametru imitace q napřı́č širšı́m spektrem produktů ležı́ mezi hodnotami 0.38
a 0.42 s velkým rozptylem odhadu závisejı́cı́m na typu produktu a dalšı́ch faktorech.

Odlišnost tvaru křivek Bassova modelu pro produkty uvedené v Tabulce 2.1 je pro funkci
adopce f (t) na Obrázku 2.10a, pro funkci kumulativnı́ adopce F(t) na Obrázku 2.10b. Přerušo-
vanou čarou je vykreslen tvar křivek pro průměrné hodnoty odhadů (resp. hornı́ hranici odha-
dovaných intervalů) p = 0.03 a q = 0.42 podle Chandrasekarana a Tellise, [11].
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(a) Funkce adopce f (t) pro produkty uvedené v Tabulce 2.1.
Křivka pro uváděné průměrné hodnoty p = 0.03 a q = 0.42
je naznačena přerušovanou čarou.
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(b) Funkce kumulativnı́ adopce F(t) pro produkty uve-
dené v Tabulce 2.1. Křivka pro uváděné průměrné hod-
noty p = 0.03 a q = 0.42 je naznačena přerušovanou čarou.

Faktory ovlivňujı́cı́ parametry Bassova modelu

Hodnoty odhadů parametrů Bassova modelu závisı́ na různých faktorech. Významným fak-
torem je kategorie/typ produktu, kdy např. průmyslové či zdravotnické produkty majı́ obecně
vyššı́ koeficient inovace než jiné typy zbožı́, [11].

Zmiňme také závislost na regionu (např. státu), ve kterém je produkt uveden. Obecně platı́,
že jak průměrný koeficient inovace, tak průměrný koeficient imitace, jsou pro rozvinuté země
vyššı́, než pro země rozvojové. Zároveň Van den Bulte [34] uvádı́, že v zemı́ch s tradičně ko-
lektivistickou mentalitou je hodnota parametru imitace q vyššı́, než v zemı́ch s mentalitou in-
dividualistickou (jako přı́klad je uvedeno Japonsko jako zástupce spı́še kolektivistické kultury
a USA jako zástupce spı́še individualistické kultury).

V neposlednı́ řadě uved’me faktor času, ve kterém je produkt představen. Z empirických dat
se ukazuje, že některé fáze penetrace trhu se postupně zkracujı́. Chandrasekaran a Tellis [11]
uvádı́, že zatı́mco produkt, který v roce 1946 v USA dosahoval 5% penetrace trhu, potřeboval
k rozšı́řenı́ z 10 % na 90 % odhadované maximálnı́ kumulativnı́ adopce cca 14 let, v roce 1980
se tento čas zkrátil v průměru na polovinu, tj. 7 let.

Výhody a nevýhody použitı́ Bassova modelu

Ačkoliv se Bassův model v mnoha přı́padech prokázal jako užitečný nástroj k odhadům pro-
dejů nově představených produktů, objevujı́ se i kritické názory na použitı́ difúznı́ch modelů
a jejich spolehlivost k odhadovánı́ penetrace trhu. Heeler a Hustad [16] uvádı́, že difúznı́ mo-
dely dosahujı́ v některých přı́padech podprůměrných výsledků, Bernhardt a MacKenzie [7] do-
konce uvádı́, že nadprůměrné výsledky těchto modelů jsou v některých přı́padech zapřı́činěny

”prozı́ravým výběrem situace, populace, inovace a časového intervalu pro vyhodnocenı́ výsledků odhadů
dat“.

Zdroj [22] uvádı́, že přestože Bassův model obvykle dobře aproximuje ročnı́ prodeje, v přı́-
padě čtvrtletnı́ch či dokonce měsı́čnı́ch dat bývá jeho použitı́ vzhledem k možné sezónnosti
v datech méně účinné. Jestliže by však firma chtěla daný model použı́t k predikci úspěšnosti
nového produktu, v drtivém množstvı́ přı́padů je použitı́ ročnı́ch dat přı́liš pozdě na vyhodno-
cenı́ klı́čových investic.
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Nesporná výhoda použitı́ Bassova modelu je v jeho relativnı́ jednoduchosti a snadné im-
plementaci. Nicméně tato jednoduchost souvisı́ s mnohdy nereálnými předpoklady na model.
Ve spojitém modelu je každý imitátor okamžitě ovlivněn zvyšujı́cı́m se počtem adoptujı́cı́ch,
populace je homogennı́ a nestrukturovaná.

Tyto předpoklady jsou zjevně v rozporu s reálným světem, ve kterém jsou někteřı́ jedinci
v populaci do jisté mı́ry ”izolováni“ od ostatnı́ch (at’ už fyzickou nebo sociálnı́ vzdálenostı́),
někteřı́ potenciálnı́ adoptujı́cı́ majı́ vyššı́ pravděpodobnost adopce než jinı́ (např. u nové techno-
logie může mı́t vyššı́ pravděpodobnost adopce jedinec z ekonomicky aktivnı́ skupiny obyvatel),
atd.

Vzhledem k uvedeným nevýhodám spojitého Bassova modelu se dále zabývejme modely
uvažujı́cı́mi konečnou a strukturovanou populaci a diskrétnı́ čas, které však, stejně jako Bassův
model, z myšlenky šı́řenı́ inovacı́ vycházejı́.



Základnı́ modely šı́řenı́
inovace 3

3.1 Diskrétnı́ Markovský řetězec

V následujı́cı́ kapitole budeme šı́řenı́ inovace napřı́č konečnou a strukturovanou populacı́ mo-
delovat za pomoci diskrétnı́ho Markovského řetězce. V nejjednoduššı́m přı́padě úplného grafu
půjde o Markovský řetězec s množinou stavů S = {1, 2, . . . , n}, kde n ∈ N je maximálnı́ ve-
likost populace. Jednotlivé stavy řetězce i ∈ S jsou počty jedinců, kteřı́ inovaci již adoptovali.
V přı́padě obecného grafu (obecné heterogennı́ struktury) bude množina stavů mnohem bo-
hatšı́. V nejextrémnějšı́m přı́padě může obsahovat 2n stavů. Počátečnı́ rozdělenı́ µ(0) popisuje
počátečnı́ podmı́nku stavu adopce (přijmutı́) dané inovace. V grafech je, bez újmy na obecnosti,
počátečnı́ podmı́nka na indexu t = 1.

K popisu daných populačnı́ch struktur použijeme neorientovaný graf G = (V, E), kde V
je množina vrcholů a E je množina neorientovaných hran. Populaci velikosti n modelujeme gra-
fem na n = |V| vrcholech, kde každý vrchol označuje konkrétnı́ho člena populace a přı́tomnost
hrany {u, v} ∈ E označuje, že se jedinci u a v navzájem znajı́ (tj. mohou se vzájemně ovlivňovat
v adoptovánı́ dané inovace). Graf G budeme popisovat maticı́ sousednosti A(G) jak pro analy-
tické, tak simulačnı́ postupy.

Každý jedinec (resp. vrchol grafu v ∈ V) se může nacházet v jednom ze dvou stavů. Stav 0
odpovı́dá situaci, kdy daný jedinec uvažovanou inovaci ještě neadoptoval a budeme v návaz-
nosti na souvislost s epidemiologickými modely mluvit o nenakaženém jedinci. Stav 1 naopak
bude odpovı́dat jedinci, který již danou inovaci adoptoval, a budeme hovořit o nakaženém
jedinci.

Formulujme dále uvažovaná ”pravidla“ adopce. Prvnı́m pravidlem (označme ho jako pravi-
dlo A) je přı́stup, ve kterém pravděpodobnost adopce závisı́ na počtu nakažených sousedů. Po-
kud má nenakažený vrchol m nakažených sousedů, pak ho každý z m sousedů může v daném
kroku nakazit s pravděpodobnostı́ p. Pravděpodobnost adopce tedy závisı́ na počtu nakažených
sousedů.

Druhým pravidlem (označme ho jako pravidlo B) je přı́stup, ve kterém se jedinec nakazı́
s pravděpodobnostı́ p v přı́padě, že má alespoň jednoho nakaženého souseda. Pravděpodobnost
adopce tedy nezávisı́ na počtu nakažených sousedů (v přı́padě, že má jedinec alespoň jednoho
nakaženého souseda). Pravidla adopce tedy jsou:

• Pravidlo A: Každý nakažený soused může daného jedince nakazit s pravděpodobnostı́ p.

15
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S každým nakaženým sousedem tedy roste pravděpodobnost, že jedinec inovaci rovněž
adoptuje.

• Pravidlo B: Pokud má jedinec alespoň jednoho nakaženého souseda, jeho pravděpodob-
nost adopce je p. Vyššı́ počet nakažených sousedů nezvyšuje pro daného jedince pravdě-
podobnost adopce.

Na základě zvoleného pravidla adopce pak definujeme pravděpodobnost adopce p. V přı́-
padě pravidla A jde o pravděpodobnost, s jakou má každý nakažený soused šanci ”zdravého“
jedince nakazit. V přı́padě pravidla B jde o pravděpodobnost, s jakou se zdravý jedinec nakazı́,
pokud má alespoň jednoho nakaženého souseda.

Mezi parametry modelu šı́řenı́ inovace tedy zahrneme

• graf G = (V, E) na n vrcholech reprezentovaný maticı́ sousednosti A(G),

• velikost populace n = |V|,

• počátečnı́ rozdělenı́ inovace µ(0),

• pravidlo adopce (pravidlo A nebo B) ,

• pravděpodobnost adopce p.

3.2 Diskrétnı́ Markovský řetězec na úplném grafu

Jednı́m z nejjednoduššı́ch uvažovaných modelů struktury konečné populace je úplný graf Kn
na n vrcholech. V úplném grafu vede hrana mezi každými dvěma vrcholy, tj. modelujeme situ-
aci, kdy se každý jedinec zná s každým (např. užšı́ rodina, studijnı́ kruh, projektový tým, . . . ).
Vizualizace takové struktury pro různá n je na Obrázku 3.1. Pro jednoduchost uvažujme situaci,
kdy se na počátku v dané populaci vyskytne právě jeden nakažený člen a bez újmy na obecnosti
uvažujme, že tento nakažený je popsán vrcholem na pozici 1, tj. µ(0) = (1, 0, . . . , 0)T . Nakažený
vrchol je v grafech zvýrazněn červeně.

1 2

3

(a) G = K3

1
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(b) G = K6

1

2

3

4 5

6

7

8

9

(c) G = K9

Obrázek 3.1: Modely populace pro různá n, úplný graf G = Kn s naznačenou počátečnı́
podmı́nkou jednoho nakaženého v populaci (červený vrchol).
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Počátečnı́ rozdělenı́ Markovského řetězce je vektor délky n s jedničkou na pozici nakaženého
vrcholu a nulami jinde. Kromě stavu, kdy je celá populace nakažena, jsou všechny stavy pře-
chodné. Situace, kdy je nakaženo všech n jedinců v populaci, je stav absorpčnı́, protože ne-
uvažujeme možnost vyléčenı́.

Pro úplný graf na n vrcholech a pravidlo A (tj. zvyšujı́cı́ se počet nakažených sousedů
zvyšuje pravděpodobnost, že daný vrchol inovaci adoptuje) bude matice pravděpodobnostı́
přechodu PA =

{
pA

ij , i, j ∈ S
}

matice n× n s prvky na pozici pA
ij ve tvaru

pA
ij =

(
n− i
j− i

)(
1− (1− p)i

)j−i (
(1− p)i

)n−j
, i ≤ j. (3.1)

Jedná se o hornı́ trojúhelnı́kovou matici, protože neuvažujeme možnost vyléčenı́ – při stavu i,
kdy i je počet nakažených, můžeme zůstat v současném stavu (nikdo se v daném kroku ne-
nakazı́) nebo nakazit až n − i jedinců. Při přechodu ze stavu i do stavu j, kde i ≤ j, tedy
z nenakažených n − i jedinců vybı́ráme j − i takových, kteřı́ se při přechodu z i do j nakazı́.
Kombinačnı́ čı́slo (n−i

j−i) popisuje počet všech kombinacı́, jak tyto jedince vybrat. Výraz ve tvaru(
1− (1− p)i

)j−i
označuje pravděpodobnost nákazy j− i jedinců, kteřı́ se při daném přechodu

z i do j nakazı́, výraz
(
(1− p)i

)n−j
označuje pravděpodobnost toho, že se zbývajı́cı́ch n − j

jedinců při přechodu z i do j nenakazı́.
Napřı́klad pro populaci o velikosti n = 3, znázorněnou na Obrázku 3.1a, je matice pravdě-

podobnostı́ přechodu matice 3× 3 ve tvaru

PA
K3

=

(1− p)2 2p(1− p) p2

0 (1− p)2 1− (1− p)2

0 0 1

 . (3.2)

Na Obrázku 3.2 je pro danou populaci znázorněn diskrétnı́ Markovský řetězec popisujı́cı́
pravděpodobnosti přechodu mezi jednotlivými stavy pro pravidlo A (závisı́ na počtu nakaže-
ných sousedů). Stavy daného řetězce jsou následujı́cı́:

• Stav 1 (nakažen jeden člen populace): přechodný a výchozı́ stav,

• Stav 2 (nakaženi dva členi populace): přechodný stav,

• Stav 3 (nakaženi tři členi populace): absorpčnı́ stav.

Na Obrázku 3.2 vidı́me, že šipky vedou vždy od stavu s nižšı́m čı́slem ke stejnému nebo
vyššı́mu. Tato skutečnost souvisı́ s předpokladem, že jedince nelze vyléčit. Pokud tedy začı́ná-
me s jednı́m nakaženým, v dalšı́m kroku se nemusı́ nakazit žádný jedinec (zůstáváme ve stavu
1) nebo se nakazı́ jeden jedinec (přecházı́me do stavu 2) nebo se nakazı́ oba zbývajı́cı́ jedinci
(přecházı́me do stavu 3) a řetězec je absorbován.

V přı́padě pravidla B je matice pravděpodobnostı́ přechodu PB =
{

pB
ij, i, j ∈ S

}
matice n× n

s prvky na pozici pB
ij ve tvaru

pB
ij =

(
n− i
j− i

)
pj−i (1− p)n−j , i ≤ j. (3.3)
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Obrázek 3.2: Markovský řetězec pro K3, pravidlo A a dané pravděpodobnosti přechodu shrnuté
v matici PA

K3
v rovnici (3.2).

Stejně jako v přı́padě pravidla A se jedná o hornı́ trojúhelnı́kovou matici, protože neuvažujeme
možnost vyléčenı́. Oproti pravidlu A nezvyšuje pravděpodobnost adopce počet nakažených
sousedů i. Výraz pj−i označuje pravděpodobnost nákazy j− i jedinců, kteřı́ se při daném pře-
chodu ze stavu i do stavu j nakazı́, výraz (1− p)n−j označuje pravděpodobnost toho, že se zbý-
vajı́cı́ch n− j jedinců při přechodu z i do j nenakazı́, a kombinačnı́ čı́slo (n−i

j−i) dává počet všech
kombinacı́, jak je možné při daném přechodu nakazit j− i jedinců z n− i zdravých.

Uvažujme opět populaci o velikosti n = 3 znázorněnou na Obrázku 3.1a. Matice pravdě-
podobnostı́ přechodu pro pravidlo adopce B je matice 3× 3 ve tvaru

PB
K3

=

(1− p)2 2p(1− p) p2

0 1− p p
0 0 1

 . (3.4)

Na Obrázku 3.3 je pro danou populaci znázorněn diskrétnı́ Markovský řetězec popisujı́cı́
pravděpodobnosti přechodu mezi jednotlivými stavy pro pravidlo B (nezávisı́ na počtu nakaže-
ných sousedů). Stavy řetězce jsou totožné jako v přı́padě pravidla A.

Jak je patrné při srovnánı́ rovnice (3.2), popisujı́cı́ matici pravděpodobnostı́ přechodu pra-
vidla A, a rovnice (3.4), popisujı́cı́ matici pravděpodobnostı́ přechodu pro pravidlo B, jediný
řádek, který se pro n = 3 lišı́, je řádek druhý. V přı́padě, kdy jsme ve stavu i = 1 (popsán
prvnı́m řádkem), jsou pravděpodobnosti přechodů do stavů j = 1, j = 2 a j = 3 stejné pro obě
pravidla, protože každý zdravý vrchol má pouze jednoho nakaženého souseda. Pro stav i = 2
jsou odpovı́dajı́cı́ řádky obou matic odlišné, protože pro pravidlo A je vyššı́ pravděpodobnost,
že se jediný zdravý vrchol nakazı́ (a analogicky nižšı́, že se nenakazı́). Pro stav i = 3 jsou od-
povı́dajı́cı́ si řádky opět shodné, nebot’ nakaženi jsou již všichni členi populace a zůstáváme
tedy ve stavu i = 3 s pravděpodobnostı́ 1.
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Obrázek 3.3: Markovský řetězec pro K3, pravidlo B a dané pravděpodobnosti přechodu shrnuté
v matici PB

K3
v rovnici (3.4).

Čas absorpce Markovského řetězce na úplném grafu

Zajı́mavým atributem šı́řenı́ inovace napřı́č jednotlivými populacemi je průměrný čas do ab-
sorpce. V přı́padě uvažovaných Markovských řetězců, znázorněných na Obrázku 3.2 pro pra-
vidlo A a na Obrázku 3.3 pro pravidlo B, lze rozložit množinu stavů S na množinu stavů
přechodných (nakaženo méně jedinců než n) a jednoprvkovou množinu stavů trvalých, tj. tento
stav je absorpčnı́ (nakaženo n jedinců). Matici pravděpodobnostı́ přechodu lze pak uspořádat
do tzv. kanonického tvaru, [28],

P =

(
P∗ 0
Q R

)
, (3.5)

kde P∗ =
{

pij, i, j ∈ Tc}, Q =
{

pij, i ∈ T, j ∈ Tc}, R =
{

pij, i, j ∈ T
}

, T je množina přechodných
stavů a Tc je množina obsahujı́cı́ trvalý (absorpčnı́) stav.

Matice P∗ odpovı́dá přechodům mezi absorpčnı́mi stavy i a j. V našem přı́padě je množina
absorpčnı́ch stavů vždy jednoprvková. Pro pravidlo A s maticı́ pravděpodobnostı́ přechodu
(3.2) je P∗A = pA

33 = 1. Všimněme si, že oproti (3.2) docházı́ k přeuspořádánı́ stavů a absorpčnı́
stav budeme psát do prvnı́ho řádku dle zvyků z teorie Markovských procesů, [28].

Matice Q odpovı́dá přechodu z přechodného stavu i do trvalého (zde absorpčnı́ho) stavu j.
V přı́padě matice (3.2) je

QA =

(
p2

1− (1− p)2

)
. (3.6)

Matice R je část matice přechodu v kanonickém tvaru s přechodnými stavy, v matici (3.2)
je tvaru

RA =

(
(1− p)2 2p(1− p)

0 (1− p)2

)
. (3.7)
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Vzhledem k diskrétnı́ povaze jednotlivých stavů je časem do absorpce myšlen celkový počet
časových okamžiků strávených v množině přechodných stavů T předtı́m, než je řetězec absor-
bován. K analytickému určenı́ průměrného času do absorpce použijeme tzv. fundamentálnı́
matici ve tvaru

F = (I − R)−1, (3.8)

kde I je jednotková matice rozměru odpovı́dajı́cı́mu rozměru R. Vektor

t = F · c, (3.9)

kde c je sloupcový vektor jedniček odpovı́dajı́cı́ délky, potom na pozici ti obsahuje průměrný
čas absorpce, pokud řetězec začal ve stavu i.

Pro populaci n = 3 s maticı́ pravděpodobnostı́ přechodu (3.2) je F ve tvaru

FA =

 1−(1−p)2

4p2−p3+p4
2(1−p)p

4p2−p3+p4

0 1−(1−p)2

4p2−p3+p4

 (3.10)

a vektor tA je

tA =
(

4−3p
(−2+p)2 p , 1

2p−p2

)T
. (3.11)

Prvek tA
1 = 4−3p

(−2+p)2 p je průměrný čas do absorpce, jestliže řetězec začal ve stavu i = 1 (jeden

nakažený), tA
2 = 1

2p−p2 je průměrný čas do absorpce, jestliže řetězec začal ve stavu i = 2 (dva

nakaženı́). Pro p = 0.1 je tA rovno přibližně tA =
(
10.25, 5.26

)T .
V přı́padě pravidla B a populaci o velikosti n = 3 s maticı́ pravděpodobnostı́ přechodu (3.4)

je fundamentálnı́ matice F ve tvaru

FB =

( 1
2p−p2

1
p + 1

p−2

0 1
p

)
(3.12)

a vektor tB je

tB =
(
−3+2p
(−2+p)p , 1

p

)T
. (3.13)

Pro p = 0.1 je tB rovno přibližně tB =
(
14.74, 10

)T . Jak pro start ze stavu i = 1 (jeden
nakažený), tak pro start z i = 2 (dva nakaženı́) je odpovı́dajı́cı́ průměrný čas absorpce vyššı́ než
v přı́padě pravidla A, což souvisı́ s tı́m, že vyššı́ počet nakažených sousedů zvyšuje v přı́padě
pravidla A pro daný vrchol pravděpodobnost adopce.

Na Obrázku 3.4 je znázorněna závislost průměrného času absorpce t na pravděpodobnosti
absorpce p pro obě uvažovaná pravidla adopce.

Na Obrázku 3.5 je srovnánı́ závislosti času absorpce t1 na pravděpodobnosti absorpce p
při startu ze stavu i = 1 pro obě uvažovaná pravidla adopce. Z grafu je patrné, že průměr-
ný čas absorpce při startu ze stavu i = 1 t1 je pro danou pravděpodobnost vyššı́ pro pravi-
dlo B, protože pro něj platı́, že zvyšujı́cı́ se počet nakažených nezvyšuje pro zdravé vrcholy
pravděpodobnost adopce. V přı́padě pravidla A zvyšujı́cı́ se podı́l nakažených v populaci zvy-
šuje pravděpodobnost, že zbývajı́cı́ zdravı́ jedinci inovaci adoptujı́, a průměrný čas absorpce
je nižšı́ než v přı́padě pravidla B.
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Obrázek 3.4: Závislost průměrného času absorpce na pravděpodobnosti absorpce p pro G = K3
a počátečnı́ stavy řetězce i = 1 (červená křivka) a i = 2 (černá křivka).
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Obrázek 3.5: Srovnánı́ závislosti času absorpce t1 na pravděpodobnosti absorpce p při startu
ze stavu i = 1 (jeden nakažený) pro pravidlo A (modrá křivka) a pro pravidlo B (oranžová
křivka).
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Tı́mto způsobem jsme schopni zı́skat čas absorpce pro libovolnou velikost n ∈ N úplného
grafu Kn. Označme si an(p) průměrný čas absorpce v populaci popsané úplným grafem s počá-
tečnı́ podmı́nkou danou jednı́m nakaženým jedincem,

µ(0) = (1, 0, . . . , 0)T .

Pak můžeme opět rozloženı́m na kanonický tvar (3.5) rozlišit přechodné a absorpčnı́ stavy
a zı́skat obecný tvar matice RA

n řádu (n − 1) × (n − 1) reprezentujı́cı́ přechody mezi jednot-
livými přechodnými stavy 1, . . . , n− 1

RA
n =


pA

11 pA
12 . . . pA

1,n−1
0 pA

22 . . . pA
2,n−1

...
...

. . .
...

0 0 . . . pA
n−1,n−1

 ,

kde prvky pA
ij jsou dány vztahy (3.1). Následně můžeme vyjádřit čas absorpce analyticky jako

prvnı́ složku vektoru časů absorpce t̄.

LEMMA 3.1. Průměrný čas absorpce Markovského řetězce na úplném grafu Kn, n ∈ N, n ≥ 2
řı́zeného pravidlem A s počátečnı́ podmı́nkou µ(0) = (1, 0, . . . , 0)T je dán

aA
n (p) = t̄A

1 ,

kde vektor t̄A je určen
t̄A = (I − RA

n )
−1c.

Důkaz. Důkaz plyne z [15, Theorem 11.5].

Samozřejmě můžeme zı́skat podobný výsledek pro Pravidlo B, kdy jednotlivé členy matice

RB
n =


pB

11 pB
12 . . . pB

1,n−1
0 pB

22 . . . pB
2,n−1

...
...

. . .
...

0 0 . . . pB
n−1,n−1

 ,

LEMMA 3.2. Průměrný čas absorpce Markovského řetězce na úplném grafu Kn, n ∈ N, n ≥ 2
řı́zeného pravidlem B s počátečnı́ podmı́nkou µ(0) = (1, 0, . . . , 0)T je dán

aB
n (p) = t̄B

1 , (3.14)

kde vektor t̄B je určen
t̄B = (I − RB

n )
−1c.

Poznámka 3.3. Uzavřený tvar časů absorpce aA
n (p) a aB

n (p) pro libovolné n ∈N neumı́me zı́skat,
ale dı́ky postupu popsanému Lemmaty 3.1–3.2 můžeme vypočı́tat konkrétnı́ hodnoty pro pevně
zadané n ∈N. Prvnı́ch několik hodnot je vypočteno v Tabulce 3.1.

Všimněme si jednak toho, že pro n = 2 platı́ aA
2 (p) = aB

2 (p), což plyne jednoduše z faktu,
že neadoptujı́cı́ jedinec může mı́t pouze jednoho nakaženého souseda. Podobně hodnoty aA

3 (p)
a aB

3 (p) jsme přı́mo vypočetli v (3.11) a (3.13).
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n aA
n (p) aB

n (p)

2 1
p

1
p

3 4−3p
(−2+p)2 p

−3+2p
(−2+p)p

4 4p5−31p4+90p3−130p2+99p−33
(p−2)p(p2−3p+3)2(p2−2p+2)

p(3(p−4)p+19)−11
(p−2)p((p−3)p+3)

...
...

...

Tabulka 3.1: Průměrné časy absorpce Markovských řetězců na úplných grafech Kn určených
pravidly A a B, viz Lemmata 3.1–3.2.

Srovnánı́ analytického a simulačnı́ho přı́stupu určenı́ času absorpce pro úplný graf

Pro strukturovanou populaci popsanou úplným grafem na n vrcholech je analytické určenı́
průměrného času absorpce (popsáno výše Lemmaty 3.1–3.2) porovnáno s průměrným časem
do absorpce zı́skaného za pomoci simulacı́. V obou přı́padech uvažujeme počátečnı́ podmı́nku
i = 1, tj. v populaci se na počátku nacházı́ jeden nakažený jedinec.

Hlavnı́ motivacı́ pro tento odstavec je navázánı́ na následujı́cı́ odstavce, kde již nenı́ vždy
možno pro obecný graf (neúplný a s jemnějšı́ strukturou) zı́skat obecná tvrzenı́ typu Lemmat
3.1–3.2 a simulačnı́ přı́stup se stane důležitějšı́m článkem našı́ analýzy.

Za účelem srovnánı́ analytických a simulačnı́ch výsledků bylo pro obě pravidla adopce
pro jednotlivá n od 5 do 50 provedeno 10000 simulacı́. Srovnánı́ analytického řešenı́ a od-
povı́dajı́cı́ho výsledku simulacı́ je na Obrázku 3.6.

V přı́padě pravidla A se zvyšujı́cı́m se n klesá průměrný čas do absorpce, zatı́mco u pravidla
B je tomu naopak.

Poměr nakažených v populaci v závislosti na čase

Dalšı́m zkoumaným ukazatelem pro různé struktury populace je poměr průměrného počtu
nakažených i v populaci o velikosti n v závislosti na čase.

Průměrný počet nakažených v daném čase je určen simulačně. Pro každou z uvažovaných
pravděpodobnostı́ adopce p = 0.1, p = 0.2, . . . , p = 1 je provedeno 1000 simulacı́ a na Obrázku
3.7 je pak vykreslen průměrný poměr nakažených pro uvažovaná pravidla adopce.

Zı́skané křivky popisujı́ kumulativnı́ adopci, stejně jako tomu bylo u normalizovaného Bas-
sova modelu představeného v kapitole 2 a funkce kumulativnı́ adopce F(t) popsané rovnicı́
(2.7).

3.3 Diskrétnı́ Markovský řetězec na k-regulárnı́m grafu

Jako dalšı́ model strukturované populace uvažujme k-regulárnı́ graf. Graf je k-regulárnı́, jestliže
stupeň každého vrcholu d(v) je roven čı́slu k pro všechna v ∈ V, [10]. Dle této definice je i výše
uvedený úplný graf Kn regulárnı́ s k = n− 1 (každý vrchol má stupeň n− 1).

V přı́padě libovolného k je však nutné ověřit podmı́nky existence daného grafu, nebot’,
na rozdı́l od úplného grafu na n vrcholech, k-regulárnı́ graf na n vrcholech nebude pro libo-
volnou kombinaci n, k existovat vždy. Napřı́klad, pro lichý počet vrcholů n nebude existovat
k-regulárnı́ graf, kde k je liché.
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(a) Průměrný čas absorpce při startu ze stavu i = 1 (jeden
nakažený) pro různá n, úplný graf, pravidlo A, p = 0.1,
10000 simulacı́.
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(b) Průměrný čas absorpce při startu ze stavu i = 1 (jeden
nakažený) pro různá n, úplný graf, pravidlo B, p = 0.1,
10000 simulacı́.
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(c) Rozdı́l analytického řešenı́ a simulacı́ pro různá n,
úplný graf, pravidlo A, p = 0.1, 10000 simulacı́.
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(d) Rozdı́l analytického řešenı́ a simulacı́ pro různá n,
úplný graf, pravidlo B, p = 0.1, 10000 simulacı́.

Obrázek 3.6: Srovnánı́ analytického a simulačnı́ho přı́stupu určenı́ času do absorpce při startu
ze stavu i = 1 (jeden nakažený).

Pro ověřenı́ existence k-regulárnı́ho grafu je použita Erdős-Gallaiova věta, [10]:

VĚTA 3.4. Nutnou a postačujı́cı́ podmı́nkou toho, aby posloupnost d = (d1, d2, . . . , dn), kde d1 ≥
d2 ≥ dn, byla grafová, je sudý součet stupňů ∑n

i=1 di a splněnı́ nerovnosti

m

∑
i=1

di ≤ m(m− 1) +
n

∑
i=m+1

min {m, di} pro 1 ≤ m ≤ n. (3.15)

Pro daný k-regulárnı́ graf obecně neplatı́, na rozdı́l od úplných grafů, že by procesy s různý-
mi nakaženými jedinci byly vzájemně ekvivalentnı́. Navı́c, pro danou dvojici n, k může exis-
tovat mnoho vzájemně nepřeveditelných (neizomorfnı́ch) k-regulárnı́ch grafů na n vrcholech,
čemuž opět budou odpovı́dat rozdı́lné a vzájemně nepřeveditelné Markovské řetězce. Proto
se omezı́me na simulačnı́ přı́stup.
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(b) Pravidlo B

Obrázek 3.7: Poměr průměrného počtu nakažených i v populaci velikosti n = 20 v závislosti
na čase t pro různé pravděpodobnosti adopce p, úplný graf K20, 1000 simulacı́.

Čas absorpce

Pro obě pravidla adopce a pravděpodobnost adopce p = 0.1 byl simulačně spočten průměrný
čas absorpce. Pro každé k od 2 do 10 bylo vygenerováno 1000 grafů pro n = 20 a n = 50.
Přı́klady takto vygenerovaných grafů na n = 20 vrcholech pro k = 3, k = 5 a k = 10 jsou
na Obrázku 3.8. Výsledné průměrné časy absorpce jsou uvedeny v Tabulce 3.2.
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(b) Náhodný 5-regulárnı́ graf
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(c) Náhodný 10-regulárnı́ graf

Obrázek 3.8: Modely populace pro n = 20, náhodně vygenerovaný k-regulárnı́ graf G s naznače-
nou počátečnı́ podmı́nkou jednoho nakaženého v populaci (červený vrchol).

Na Obrázku 3.9 jsou vizualizovány průměrné časy absorpce uvedené v Tabulce 3.2. Z Ta-
bulky 3.2 je patrné, že se zvyšujı́cı́m se k se zvětšuje rozdı́l mezi odpovı́dajı́cı́mi průměrnými
časy absorpce pravidla A a pravidla B. V přı́padě k = 2 je struktura populace popsána pomocı́
jediného souvislého 2-regulárnı́ho grafu na n vrcholech, kterým je cyklický graf (kružnice) Cn.
Inovace se v populaci šı́řı́ ”postupně“, tj. vrchol, který nenı́ spojen s jiným nakaženým vrcholem,
se nemůže nakazit. V přı́padě kružnice Cn se tedy inovace bude pro obě pravidla adopce šı́řit
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n
k 2 3 4 5 6 7 8 9 10

20 95.673 34.716 22.560 16.958 13.978 11.894 10.414 9.490 8.521
50 242.298 50.725 31.226 23.469 18.960 16.202 14.090 12.632 11.444

(a) Pravidlo A

n
k 2 3 4 5 6 7 8 9 10

20 100.126 50.026 41.582 39.090 37.665 36.843 35.550 34.964 34.651
50 250.351 69.307 56.796 51.623 49.882 47.743 46.557 46.556 46.125

(b) Pravidlo B

Tabulka 3.2: Průměrný čas absorpce v závislosti na k pro n = 20 a n = 50, p = 0.1, 1000 simulacı́.
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Obrázek 3.9: Průměrný čas absorpce v závislosti na k pro n = 20 a n = 50, p = 0.1, 1000 simu-
lacı́.
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Obrázek 3.10: Srovnánı́ závislosti času absorpce t1 na k pro n = 20 při startu ze stavu i = 1
(jeden nakažený) pro pravidlo A (modré body) a pro pravidlo B (oranžové body), 1000 simulacı́.
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stejně až do stavu i = n− 1, protože každý zdravý vrchol má nejvýše jednoho nakaženého sou-
seda. Ve stavu i = n− 1 je pravděpodobnost, že zbývajı́cı́ vrchol inovaci adoptuje, vyššı́ pro pra-
vidlo A. Zdravý vrchol má právě dva nakažené sousedy a v přı́padě pravidla A se s každým
nakaženým sousedem zvyšuje pravděpodobnost adopce.

Se zvyšujı́cı́m se k klesá průměrný čas absorpce pro pravidlo A výrazněji, než pro pravidlo B,
což je patrné z Obrázku 3.10, na kterém jsou pro n = 20 vykresleny časy absorpce pro různá k.

Poměr nakažených v populaci v závislosti na čase

Podı́vejme se nynı́ na to, jak se lišı́ poměr průměrného počtu nakažených jedinců i v populaci
velikosti n v závislosti na čase pro různé hodnoty k regulárnı́ho grafu.

Na Obrázku 3.11 je vykreslen poměr i
n v závislosti na čase pro n = 20, p = 0.1 a k = 2, k = 3

až k = 10 pro obě pravidla adopce.
Pro pravidlo A na Obrázku 3.11a je celá populace nakažena (tj. poměr i

n je roven jedné)
nejrychleji pro k = 10. Se snižujı́cı́m se k se zpomaluje také rychlost šı́řenı́ inovace.

Stejně je tomu pro pravidlo B na Obrázku 3.11b, nicméně v přı́padě pravidla B je pro od-
povı́dajı́cı́ si k šı́řenı́ pomalejšı́ než v přı́padě pravidla A. Rozdı́l mezi rychlostı́ šı́řenı́ inovace
pro odpovı́dajı́cı́ si k se prohlubuje se zvyšujı́cı́m se k. Křivky pro obě pravidla adopce vypadajı́
na prvnı́ pohled odlišně (např. pro k = 10 má v přı́padě pravidla A šı́řenı́ inovace strmějšı́ růst,
než v přı́padě pravidla B). Oproti tomu pro k = 2 vypadajı́ křivky v přı́padě obou pravidel
adopce téměř totožně.

Pro regulárnı́ graf s k = 2 je grafem popisujı́cı́m populaci kružnice na n vrcholech Cn.
Protože na počátku šı́řenı́ uvažujeme v populaci jednoho nakaženého, každý zdravý vrchol má
nejvýše jednoho nakaženého souseda a pravděpodobnost adopce je tedy stejná pro pravidlo A
i pro pravidlo B. Jedinou výjimkou je situace, kdy v populaci zbývá jediný zdravý vrchol, který
má dva nakažené sousedy. V tomto přı́padě se bude pravděpodobnost adopce pro daný vrchol
lišit s ohledem na zvolené pravidlo adopce. Pokud je uvažováno pravidlo A, pro vrchol bude
vyššı́ pravděpodobnost, že inovaci adoptuje, protože má dva nakažené sousedy a každý ho
může nakazit s pravděpodobnostı́ p. U pravidla B bude pravděpodobnost, že poslednı́ vrchol
inovaci adoptuje, stejná jako v přı́padě všech předchozı́ch vrcholů s nakaženým sousedem.

Závislost poměru nakažených i
n na čase pro různé pravděpodobnosti adopce p je pro 4-

regulárnı́ graf vizualizována na Obrázku 3.12. Pro obě pravidla adopce platı́, že se zvyšujı́cı́
se pravděpodobnostı́ adopce p má poměr nakažených v závislosti na čase strmějšı́ růst.

3.4 Diskrétnı́ Markovský řetězec na cestě

V přı́padě struktury populace popsané cestou na n vrcholech se jedná o graf Pn, ve kterém,
kromě krajnı́ch vrcholů, má každý vrchol dva sousedy. S ohledem na uvažovanou počátečnı́
podmı́nku jednoho nakaženého v populaci bude pro šı́řenı́ inovace na cestě Pn záležet na umı́s-
těnı́ nakaženého vrcholu. V přı́padě, že prvnı́ nakažený vrchol bude vždy jeden ze dvou krajnı́ch
vrcholů, nebude záležet na zvoleném pravidlu adopce, protože nakažený jedinec může v daném
kroku nakazit nejvýše jednoho dalšı́ho jedince, resp. nenakažený jedinec může být v každém
kroku nakažen nejvýše jednı́m sousedem.

Předpokládejme pro jednoduchost extrémnı́ přı́pad, kdy prvnı́ nakažený jedinec je vždy
umı́stěn do počátečnı́ho (krajnı́ho) vrcholu, obě pravidla adopce by tedy měla poskytovat ob-
dobné výsledky šı́řenı́ inovace v dané populaci.
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Obrázek 3.11: Poměr průměrného počtu nakažených i
n v populaci velikosti n = 20 v závislosti

na čase t pro různé k-regulárnı́ grafy, p = 0.1, 1000 simulacı́.
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Obrázek 3.12: Poměr průměrného počtu nakažených i v populaci velikosti n = 20 v závislosti
na čase t pro různé pravděpodobnosti adopce p, 4-regulárnı́ graf, 1000 simulacı́.
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V tomto jednoduchém přı́padě jsme schopni dokázat analyticky tvrzenı́ o úplném nakaženı́
populace.

VĚTA 3.5. Uvažujeme-li cestu Pn s počátečnı́m stavem jediného nakaženého jedince na okraji a p ∈
(0, 1], pak k úplnému nakaženı́ populace dojde v průměru po n−1

p krocı́ch jak v přı́padě pravidla A, tak
v přı́padě pravidla B.

Důkaz. Matice přechodu je dvoudiagonálnı́ matice ve tvaru

P =



1− p p 0 . . . 0 0
0 1− p p . . . 0 0
0 0 1− p . . . 0 0
...

...
...

. . .
...

...
0 0 0 . . . 1− p p
0 0 0 . . . 0 1


,

a tedy

R =


1− p p . . . 0 0

0 1− p . . . 0 0
...

...
. . .

...
...

0 0 . . . 1− p p
0 0 . . . 0 1− p

 .

Fundamentálnı́ matice je následně hornı́ trojúhelnı́ková matice ve tvaru

F =



1
p

1
p . . . 1

p
1
p

0 1
p . . . 1

p
1
p

...
...

. . .
...

...
0 0 . . . 1

p
1
p

0 0 . . . 0 1
p


A proto snadno ověřı́me, že v každém stavu (počtu nakažených) setrvá proces v průměru 1

p
kroků. Následně

t̄ = F · c =
(

n− 1
p

,
n− 2

p
, . . . ,

2
p

,
1
p

)T
,

z čehož plyne tvrzenı́ Věty 3.5.

Pro model šı́řenı́ inovace, informace, atd., se jedná o model ve smyslu hry ”tichá pošta“.
Informace se šı́řı́ napřı́č danou skupinou velikosti n od prvnı́ho jedince a každý dalšı́ jedinec
předá informaci tomu následujı́cı́mu, který ji adoptuje s pravděpodobnostı́ p.

Cesta P20 se znázorněnou počátečnı́ podmı́nkou jednoho nakaženého v populaci je na Obrá-
zku 3.13a.
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3.5 Diskrétnı́ Markovský řetězec na hvězdě

Graf Sn označovaný jako ”hvězda“ je graf na n vrcholech, kde právě jeden vrchol je spojen
hranou se všemi ostatnı́mi vrcholy grafu, zatı́mco každý ze zbývajı́cı́ch vrcholů (listů) je spojen
pouze s tı́mto jednı́m (centrálnı́m) vrcholem.

Stejně jako v přı́padě cesty Pn bude u hvězdy Sn záležet na umı́stěnı́ prvnı́ho nakaženého
jedince. Protože proces s jednı́m nakaženým v centrálnı́m vrcholu nebude nikdy obsahovat
vrcholy s vı́ce než jednı́m nakaženým sousedem, Pravidla A a B budou odpovı́dat stejným
Markovským řetězcům. Navı́c existuje přı́má vazba na Markovské procesy na úplném grafu
s pravidlem B.

LEMMA 3.6. Markovský řetězec s pravidlem A i B na hvězdě s počátečnı́ podmı́nkou odpovı́dajı́cı́
nakaženému centrálnı́mu uzlu

µ(0) = (1, 0, . . . , 0)T ,

je ekvivalentnı́ s Markovským řetězcem na úplném grafu Kn a průměrný čas absorpce je dán aB
n (p)

ze vztahu (3.14).
Markovský řetězec s pravidlem A i B na hvězdě s počátečnı́ podmı́nkou odpovı́dajı́cı́ nakaženému

libovolnému listu, např.
µ(0) = (0, 1, . . . , 0)T ,

má průměrný čas absorpce daný
1
p
+ aB

n−1(p).

Důkaz. Prvnı́ tvrzenı́ plyne z faktu, že u pravidla B na úplném grafu nezávisı́ na počtu sousedů
a všechny vrcholy jsou od začátku sousedy centrálnı́ho vrcholu, který je již nakažen.

Druhé tvrzenı́ vyplývá z toho, že centrálnı́ vrchol se nakazı́ v průměru za 1/p kroků a dále
proces odpovı́dá, dı́ky stejnému argumentu, Markovskému procesu na úplném grafu Kn−1
s n− 1 vrcholy.

Pro model šı́řenı́ inovace lze takovým grafem modelovat např. reklamu na sociálnı́ sı́ti
zaměřenou na určitou část populace. Centrálnı́ vrchol grafu Sn je daná reklama, která se opako-
vaně zobrazuje jedincům, kteřı́ se vzájemně neznajı́ a neovlivňujı́ (ve smyslu adoptovánı́ dané
informace/inovace), tj. zbývajı́cı́m vrcholům grafu Sn.

Hvězda S20 se znázorněnou počátečnı́ podmı́nkou jednoho nakaženého v populaci je na Ob-
rázku 3.13b.

3.6 Simulačnı́ srovnánı́

V předchozı́ch kapitolách byly popsány jednotlivé uvažované modely struktury populace po-
psané grafem G na n vrcholech. Zabývali jsme se

• úplným grafem Kn,

• k-regulárnı́m grafem na n vrcholech,

• cestou Pn,

• hvězdou Sn.
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Obrázek 3.13: Modely populace pro n = 20, cesta P20 a hvězda S20 s naznačenou počátečnı́
podmı́nkou jednoho nakaženého v populaci (červený vrchol).

V přı́padě k-regulárnı́ho grafu nejsme, na rozdı́l od ostatnı́ch možnostı́, schopni zı́skat analy-
tické vyjádřenı́, proto se pokusı́me o simulačnı́ srovnánı́.

Předmětem dalšı́ho zkoumánı́ může být otázka, pro jakou strukturu se inovace nejrychleji
rozšı́řı́ do celé populace a jaký vliv na to majı́ uvažovaná pravidla adopce.

Za účelem srovnánı́ vlivu struktury populace na šı́řenı́ inovace bylo provedeno pro každý
typ grafu 1000 simulacı́ pro obě pravidla adopce. Pravděpodobnost adopce je v simulacı́ch na-
stavena jako p = 0.1 a je uvažováno několik velikostı́ populace, konkrétně n = 20, 30, . . . , 100.

Pro populaci velikosti n = 20 a n = 100 je na Obrázku 3.14 vykreslen poměr nakažených
v populaci v závislosti na čase pro obě pravidla adopce. V dané grafické vizualizaci si lze
všimnout několika skutečnostı́.

Začněme poznatky týkajı́cı́mi se úplného grafu Kn. Pro pravidlo A (počet nakažených sou-
sedů zvyšuje pravděpodobnost, že daný vrchol inovaci adoptuje) zobrazené na Obrázku 3.14a
pro n = 20 a na Obrázku 3.14c pro n = 100 se pro poměr nakažených v populaci v závislosti
na čase jedná o S-křivku.

V přı́padě pravidla B (počet nakažených sousedů nezvyšuje pravděpodobnost, že daný vr-
chol inovaci adoptuje) na Obrázku 3.14b pro n = 20 a na Obrázku 3.14d pro n = 100 je vývoj
počtu nakažených pro Kn téměř totožný s grafem pro hvězdu Sn, viz Lemma 3.6. V přı́padě
hvězdy Sn je na počátku nakažen centrálnı́ vrchol, ze kterého vede hrana do každého zdravé-
ho vrcholu. Každý nenakažený vrchol je tedy od počátku simulace spojen hranou s prvnı́m
nakaženým vrcholem, stejně je tomu u úplného grafu Kn. Protože u pravidla B zvyšujı́cı́ se počet
nakažených sousedů nezvyšuje pravděpodobnost adopce daného vrcholu, poskytuje simulace
pro Kn téměř totožné výsledky, jako v přı́padě Sn, kde mezi vrcholy, které jsou na počátku si-
mulace zdravé, hrany neexistujı́.

U 10-regulárnı́ho grafu na n vrcholech je tvar křivek pro obě pravidla podobného charak-
teru, jako v přı́padě úplného grafu Kn. Šı́řenı́ inovace je v průměru rychlejšı́ pro úplný graf
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(c) Pravidlo A, n = 100
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Obrázek 3.14: Poměr průměrného počtu nakažených i v populaci velikosti n v závislosti na čase
t pro různé struktury populace, p = 0.1, 1000 simulacı́.

Kn, než pro 10-regulárnı́ graf. V přı́padě n = 20 vede u úplného grafu K20 z každého vrcholu
20− 1 = 19 hran, v přı́padě n = 100 dokonce 100− 1 = 99 hran, zatı́mco u 10-regulárnı́ho
grafu pro obě uvažované velikosti populace n = 20 a n = 100 vede z každého vrcholu 10 hran.

Podobně jako u 10-regulárnı́ho grafu je tomu u 5-regulárnı́ho grafu, kde je však průměrné
šı́řenı́ inovace pomalejšı́, než v přı́padě úplného grafu Kn nebo 10-regulárnı́ho grafu, protože
z každého vrcholu vede ”pouze“ 5 hran a inovace se tedy napřı́č populacı́ šı́řı́ pomaleji.

V přı́padě hvězdy Sn poskytujı́ pro dané n obě pravidla adopce téměř totožné výsledky.
Protože na počátku je nakažený jedinec vždy umı́stěn do centrálnı́ho vrcholu, každý zdravý
vrchol má na počátku právě jednoho nakaženého souseda, kterým je onen centrálnı́ vrchol.

Pro 2-regulárnı́ graf a cestu Pn je šı́řenı́ inovace v dané populaci nejpomalejšı́ ze všech
uvažovaných struktur. Na rozdı́l od 2-regulárnı́ho grafu, kde se inovace může šı́řit na obě
strany od množiny nakažených vrcholů, pro cestu Pn se v daném časovém kroku může na-
kazit nejvýše jeden vrchol. Proto se pro cestu Pn šı́řı́ inovace nejpomaleji. U cesty Pn je prvnı́
nakažený umı́stěn do počátečnı́ho (krajnı́ho) vrcholu, proto v přı́padě cesty Pn obě pravidla
adopce poskytujı́ obdobné výsledky.
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Podrobné srovnánı́ průměrných časů absorpce pro různé grafové struktury G, velikosti po-
pulace n a obě pravidla adopce je v Tabulce 3.3.

G
n 20 30 40 50 60 70 80 90 100

Kn 5.120 4.390 4.018 3.782 3.564 3.354 3.206 3.105 3.043
10-reg. 8.482 9.810 10.620 11.435 11.913 12.475 12.823 13.187 13.370
5-reg. 16.801 19.470 22.140 23.160 25.370 25.790 27.030 27.180 27.920
Sn 34.287 38.168 40.724 42.861 44.967 46.732 47.736 48.475 49.532
2-reg. 96.384 145.215 194.839 246.37 293.159 346.174 395.431 446.798 492.490
Pn 188.647 288.707 391.116 486.922 590.198 692.388 788.686 885.617 993.182

(a) Pravidlo A

G
n 20 30 40 50 60 70 80 90 100

Kn 34.661 37.408 41.130 42.305 45.023 46.494 47.565 48.004 50.429
10-reg. 35.465 40.729 42.750 46.252 47.291 49.402 52.125 52.944 53.933
5-reg. 38.267 44.303 48.583 51.138 55.356 56.977 58.493 58.340 61.068
Sn 34.843 38.341 40.705 43.270 44.222 46.454 47.567 48.881 49.593
2-reg. 99.432 150.304 198.229 248.337 300.327 349.654 398.412 448.772 503.123
Pn 189.921 289.379 389.838 491.334 589.587 689.009 795.472 889.334 991.146

(b) Pravidlo B

Tabulka 3.3: Průměrný čas absorpce pro různé G a n, p = 0.1, 1000 simulacı́.

V přı́padě pravidla A, kde vyššı́ počet nakažených sousedů zvyšuje pravděpodobnost ado-
pce, se v provedených simulacı́ch inovace nejrychleji rozšı́řila v populaci popsané úplným gra-
fem Kn. Úplný graf modeluje populaci, ve které se každý jedinec ”zná“ se všemi zbývajı́cı́mi
členy populace a může je v adopci dané inovace ovlivnit. V rychlosti šı́řenı́ inovace pro pravi-
dlo A po úplném grafu Kn následujı́ 10-regulárnı́ a 5-regulárnı́ grafy na n vrcholech, dále hvězda
Sn, 2-regulárnı́ graf a nejpomaleji se inovace šı́řı́ v přı́padě cesty Pn.

U pravidla B, kde vyššı́ počet nakažených sousedů nezvyšuje pravděpodobnost adopce,
je, stejně jako u pravidla A, úplný graf Kn jednı́m z grafů, pro které se inovace šı́řı́ nejrych-
leji. Nicméně obdobné průměrné časy adopce, jako má graf Kn, poskytuje v daných simulacı́ch
hvězda Sn. To je způsobeno skutečnostı́, že každý zdravý vrchol je od začátku simulace spo-
jen hranou s nakaženým vrcholem. Po úplném grafu Kn a hvězdě Sn v rychlosti šı́řenı́ inovace
následujı́ 10-regulárnı́, 5-regulárnı́ a 2-regulárnı́ grafy a strukturou, pro kterou se inovace v po-
pulaci rozšı́řı́ nejpomaleji, je, stejně jako v přı́padě pravidla A, cesta Pn.

3.7 Konvergence k Bassovu modelu

Diskrétnı́ Markovské řetězce, které jsme studovali v této kapitole, majı́ přes svůj odlišný cha-
rakter (diskrétnı́ čas, diskrétnı́ a konečná populace) úzký vztah k Bassovu modelu, resp. ke spo-
jitým modelům popsaných pomocı́ diferenciálnı́ch rovnic. Tento vztah se nynı́ pokusı́me nastı́-
nit.

Budeme uvažovat nejjednoduššı́ konfiguraci, úplný graf Kn, a bude nás zajı́mat chovánı́
námi představených diskrétnı́ch Markovských řetězců pro n zvyšujı́cı́ se do nekonečna.
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Vezměme v potaz nejprve pravidlo B a podı́vejme se na diferenčnı́ rovnici, která zkoumá
vývoj průměrného počtu nakažených x(t).

LEMMA 3.7. Průměrná trajektorie diskrétnı́ho Markovského řetězce na Kn, který se řı́dı́ pravidlem
B, splňuje diferenčnı́ rovnici

x(t + 1) = x(t) + p(1− x(t)).

Důkaz. V čase t má populace 1− x(t) dosud nenakažených jedinců, pravděpodobnost nakaženı́
každého z nich je p. Počet nakažených se tedy řı́dı́ binomickým rozdělenı́m Bi(1 − x(t), p)
a průměrný počet nově nakažených je p(1− x(t)). Proto je počet nakažených v čase t + 1 roven
počtu nakažených v čase t a počtu nově nakažených, tedy

x(t + 1) = x(t) + p(1− x(t)).

Za účelem odvozenı́ spojitého modelu, nynı́ uvažujme jemnějšı́ diskretizaci (diskrétnı́ ča-
sovou škálu) s krokem h

Th = {0, h, 2h, . . .} (3.16)

a upravme přı́slušně pravděpodobnost nakaženı́ na

p̃ = hp. (3.17)

Diskrétnı́ Markovský řetězec na Th splňuje

x(t + h) = x(t) + hp(1− x(t)),

x(t + h)− x(t)
h

= p(1− x(t)). (3.18)

VĚTA 3.8. Diskrétnı́ Markovský řetězec řı́dı́cı́ se pravidlem B s jemnějšı́m časovým krokem (3.16)
a modifikovanou pravděpodobnostı́ (3.17) konverguje ke spojitému modelu

x′(t) = p(1− x(t)). (3.19)

Důkaz. Tvrzenı́ plyne přı́mo z limitnı́ho přechodu h→ 0 v diferenčnı́ rovnici (3.18).

Přejděme nynı́ k pravidlu A (pravděpodobnost se zvětšuje s počtem nakažených), kde bude
vztah komplexnějšı́, zejména kvůli tomu, že obdoba Lemmatu 3.7 je složitějšı́.

LEMMA 3.9. Je-li x(t) podı́l nakažených jedinců v čase t diskrétnı́ho Markovského řetězce na Kn,
který se řı́dı́ pravidlem A, pak x(t + 1) splňuje

x(t + 1) = x(t) + px(t)(1− x(t)) + O(p2). (3.20)

Důkaz. Pravděpodobnost nakaženı́ jednoho nenakaženého jedince v závislosti na podı́lu naka-
žených jedinců x ∈ (0, 1) je dána

P(x) = 1− (1− p)x.

Pro dostatečně malé p můžeme použı́t aproximaci Taylorovým rozvojem

P(x) = 1− (1− p)x = px− 1
2

p2 ((x− 1) x) +
1
6

p3(x− 2)(x− 1)x + O
(

p4
)

.
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Obrázek 3.15: Ilustrace konvergence diskrétnı́ho Markovského řetězce ke spojitému Bassovu
modelu. Červené křivky zobrazujı́ spojité modely (3.19) a (3.22), modré body pak řešenı́ modi-
fikovaných diferenčnı́ch rovnic (3.18) a (3.21), při uvažovaném grafu G = K10 a diskretizačnı́m
kroku h = 1

10 .

Protože podı́l nakažených je 1− x(t), průměrný počet nakažených v každém kroku zı́skáme
jako střednı́ hodnotu binomického rozdělenı́, tedy

px(t)(1− x(t)) + O(p2),

z čehož plyne (3.20).

Uvažujeme-li opět proces s jemnějšı́m diskrétnı́m časem Th daným (3.16), můžeme odvodit
modifikovanou diferenčnı́ rovnici

x(t + h)− x(t)
h

= px(t)(1− x(t)) + O(hp2), t ∈ T. (3.21)

VĚTA 3.10. Diskrétnı́ Markovský řetězec řı́dı́cı́ se pravidlem A s jemnějšı́m časovým krokem (3.16)
a modifikovanou pravděpodobnostı́ (3.17) konverguje ke spojitému modelu

x′(t) = px(t)(1− x(t)). (3.22)

Důkaz. Tvrzenı́ plyne z limitnı́ho přechodu h→ 0 v diferenčnı́ rovnici (3.21).

Poznámka 3.11. Kvůli členům vyššı́ch řádů v (3.21) je konvergence Markovského řetězce s pra-
vidlem A pomalejšı́ pro většı́ pravděpodobnosti p. Zároveň oproti pravidlu B pozorujeme většı́
odchylky od spojitého modelu pro většı́ hodnoty pravděpodobnosti nakaženı́ p, viz Obr. 3.15.

Dále si všimněme faktu, že limitnı́ rovnice (3.22) přı́mo odpovı́dá normalizovanému Bas-
sovu modelu (2.5) bez inovacı́.

Přestože jsme se nynı́ zabývali konvergencı́ k Bassovu modelu, uvědomme si výhody, které,
oproti spojitému Bassovu modelu, použitı́ diskrétnı́ch Markovských řetězců poskytuje. V uva-
žovaných diskrétnı́ch modelech rozlišujeme každého jedince v populaci. Použitı́m grafových
struktur k modelovánı́ populace můžeme každému vrcholu, představujı́cı́mu daného jedince,
přiřadit jak unikátnı́ hodnotu pravděpodobnosti adopce, tak konektivitu. Diskrétnı́ Markovské
řetězce tak umožňujı́ modelovánı́ rozmanitějšı́ a komplexnějšı́ populace. V dalšı́ kapitole se pro-
to budeme zabývat těmito diskrétnı́mi řetězci a jejich použitı́m k modelovánı́ šı́řenı́ inovace
v nehomogennı́ populaci, jejı́ž struktura odpovı́dá empirickým studiı́m sociálnı́ch sı́tı́.



Modely šı́řenı́ inovace
uvažujı́cı́ nehomogennı́

populaci 4
4.1 Nehomogennı́ populace

V předchozı́ kapitole byl pro model šı́řenı́ inovace použit diskrétnı́ Markovský řetězec. Jako
model struktury dané populace byl použit graf G na n vrcholech a byla uvažována dvě různá
pravidla adopce.

V přı́padě pravidla A se se zvyšujı́cı́m se počtem nakažených sousedů zdravého vrcholu
zvyšuje pravděpodobnost, že zdravý vrchol inovaci adoptuje, protože v daném kroku ho může
nakazit každý z nakažených sousedů s pravděpodobnostı́ p.

Pro pravidlo B zvyšujı́cı́ se počet nakažených sousedů nezvyšuje pravděpodobnost, že zdra-
vý vrchol inovaci adoptuje. Pokud se v množině jeho sousedů vyskytuje alespoň jeden nakaže-
ný, pak daný vrchol inovaci adoptuje s pravděpodobnostı́ p.

Jednı́m z nedostatků těchto (do jisté mı́ry ”naivnı́ch“) modelů je skutečnost, že je na všechny
vrcholy v populaci v jistém smyslu nahlı́ženo stejně.

U pravidla A majı́ každé dva vrcholy, které majı́ stejný počet nakažených sousedů, stejnou
pravděpodobnost adopce.

U pravidla B majı́ stejnou pravděpodobnost adopce všechny vrcholy, které majı́ alespoň
jednoho souseda, který přijal danou inovaci.

To je značně zjednodušený pohled na ve skutečnosti mnohem komplexnějšı́ a složitějšı́ re-
alitu. Uvažujeme-li dané modely ve smyslu šı́řenı́ inovace, v reálném světě zřejmě nebude
pro každého jedince v populaci platit stejná pravděpodobnost, že danou inovaci adoptuje.

Dalšı́m v realitě těžko uplatnitelným předpokladem je popis populace za pomoci pravidelné
a symetrické struktury. V předchozı́ kapitole byly pro jednoduchost uvažovány grafy, ve kte-
rých na počátku nenakažené vrcholy byly stejného stupně (kromě cesty Pn, ve které je poslednı́
nenakažený vrchol stupně 1 a ostatnı́ na počátku nenakažené vrcholy jsou stupně 2).

Nehomogennı́ populaci lze v přı́padě simulacı́ modelovat několika způsoby. Prvnı́m způ-
sobem je popis populace pomocı́ grafu G s různými stupni vrcholů, tj. pomocı́ neregulárnı́ch
grafů.

Druhým způsobem, jak zajistit nehomogennı́ populaci, je rozdı́lnost vrcholů ve smyslu jejich

36
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pravděpodobnosti adopce. Mı́sto jednoho fixnı́ho parametru p pro celou populaci velikosti n,
jako to bylo uvažováno v předchozı́ kapitole, můžeme každému i-tému vrcholu, kde i = 2, . . . , n
(uvažujeme, že prvnı́m nakaženým je vrchol na pozici 1), nastavit unikátnı́ hodnotu pi ∈ [0, 1].

4.2 Small-world a šest stupňů separace

Small-world network (volně přeloženo jako ”sı́t’ malého světa“) je fenomén, podle kterého
jsou, zjednodušeně řečeno, libovolnı́ dva lidé ve světové populaci propojeni relativně krátkým
řetězcem osob, kdy v řetězci jsou vždy spojeni takovı́ jedinci, kteřı́ se navzájem znajı́.

Jednou z prvnı́ch studiı́, které myšlenku small-world formulovaly, je práce Stanleyho Mil-
grama [26] z roku 1967. V rámci této práce, s cı́lem prozkoumat sociálnı́ vazby v americké po-
pulaci, provedl Milgram experiment. Tzv. ”startujı́cı́“ jedinci dostali za úkol doručit zásilku
tzv. ”cı́lovému“ jedinci. Náhodně vybraný vzorek startujı́cı́ch jedinců žijı́cı́ch ve městě Wichita,
Kansas, obdržel zásilku se základnı́mi informacemi o náhodně určeném cı́lovém jedinci žijı́cı́m
v Bostonu, Massachusetts.

Společně s informacemi o cı́lovém jedinci byl v zásilce přiložen popis jednoduchých pravidel
experimentu – jestliže daný startujı́cı́ jedinec cı́lového člověka zná osobně (kde ”znát se osobně“
znamená, že se vzájemně oslovujı́ křestnı́m jménem), může mu zásilku poslat přı́mo. Jestliže ho
osobně nezná, má se zamyslet nad člověkem z okruhu svých známých, který by cı́lového jedince
znát mohl, a poslat zásilku jemu. Tento vybraný známý má postupovat obdobným způsobem.

Přestože mnoho ze započatých řetězců předánı́ zásilky nebylo dokončeno, z těch, které
se časem dostaly k cı́lovému jedinci, vyplynulo, že průměrný počet prostřednı́ků (tj. délka
řetězce mezi startujı́cı́m a cı́lovým jedincem) je mezi pěti a šesti. Teorie, podle které je počet
prostřednı́ků roven právě šesti, je potom označována jako ”šest stupňů separace“, [14].

Ačkoliv reálný počet stupňů separace mezi světovou populacı́ nemusı́ být avizovaných šest,
skutečnost, že libovolnı́ dva jedinci jsou propojeni relativně krátkým řetězcem prostřednı́ků,
byla pozorována i v dalšı́ch studiı́ch. V roce 2011 byla provedena studie analyzujı́cı́ sociálnı́
sı́t’ 721 miliónů v té době aktivnı́ch uživatelů Facebooku. Pro danou strukturu byla mimo jiné
určena průměrná nejkratšı́ cesta délky 4.71, [33]. To pro danou sociálnı́ sı́t’ odpovı́dá průměrné-
mu stupni separace 3.71.

Protože našı́ snahou je, na rozdı́l od předchozı́ kapitoly, sestaveným modelem populace
co nejvěrněji reflektovat realitu, použijeme dále v simulacı́ch šı́řenı́ inovacı́ jako danou grafovou
strukturu G právě small-world sı́t’.

Modelovánı́ small-world

Myšlenku small-world kvantifikuje článek Wattse a Strogatze [37] z roku 1998. V daném článku
Watts a Strogatz upozorňujı́, že k modelovánı́ sı́tı́ (např. elektrické soustavy, neuronových sı́tı́
či sociálnı́ch sı́tı́) se obvykle použı́vajı́ bud’ struktury s pravidelnými vazbami, nebo struktury
s vazbami čistě náhodnými. S ohledem na teorii small-world však tyto dva extrémnı́ přı́pady
nemusejı́ být vhodné.

Graf G označujı́ jako small-world sı́t’, jestliže se vyznačuje

• vysokou mı́rou shlukovánı́,

• krátkou průměrnou nejkratšı́ cestou.
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Populaci, ve které se známı́ konkrétnı́ho jedince pravděpodobně navzájem znajı́, lze po-
psat sı́tı́ se shluky, [14]. Uvnitř shluků je struktura provázanějšı́, jednotlivé shluky jsou zároveň
menšı́m počtem hran propojeny mezi sebou. Přı́tomnost shluků může být v realitě zapřı́činěna
fyzickou vzdálenostı́, sociálnı́ vzdálenostı́, jazykovou bariérou, pohlavı́m, zemı́ původu, atd.
Ve výše uvedené studii uživatelů Facebooku bylo zjištěno, že 84.2 % hran popisujı́cı́ch propo-
jenı́ uživatelů vede v rámci jednoho státu, zbytek hran propojuje uživatele napřı́č různými státy.

Krátká průměrná nejkratšı́ cesta koresponduje s ideou šesti stupňů separace. Je určena délka
tzv. ”charakteristické cesty“ L, což je průměrný počet hran v nejkratšı́ cestě mezi libovolnými
dvěma vrcholy v dané sı́ti.

K měřenı́ mı́ry shlukovosti v sı́ti je použit shlukový koeficient C. Vrchol v má v uvažované
sı́ti kv sousednı́ch vrcholů. Jestliže samotný vrchol v vynecháme, mezi danými kv vrcholy může
existovat nejvýše kv(kv−1)

2 hran. Lokálnı́ shlukový koeficient Cv je potom počet existujı́cı́ch hran
mezi kv sousedy uzlu v ku jejich maximálnı́mu možnému počtu. Označı́me-li si množinu těchto
hran Ev a jejich počet |Ev|, pak platı́

Cv =
|Ev|

kv(kv−1)
2

=
2|Ev|

k2
v − kv

. (4.1)

Shlukový koeficient C dané sı́tě je určen jako průměrný lokálnı́ shlukový koeficient.
Přı́klad určenı́ lokálnı́ho shlukového koeficientu C1 pro vrchol v1 je na Obrázku 4.1. Z pů-

vodnı́ho grafu G na Obrázku 4.1a odstranı́me v1. Vrchol v1 má v původnı́m grafu k1 = 4 sou-
sedů. Na čtyřech vrcholech může existovat nejvýše 4(4−1)

2 = 6 hran. Po odstraněnı́ v1 (znázor-
něno šedou barvou) zbývajı́ mezi k1 sousedy |Ev1 | = 2 hrany. Tyto hrany jsou znázorněny
na Obrázku 4.1b. Lokálnı́ shlukový koeficient pro vrchol v1 je proto C1 = 4

42−4 = 1
3 .
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(a) Původnı́ graf G.
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(b) Znázorněnı́ |E|k1 = 2 hran v G− v1.

Obrázek 4.1: Znázorněnı́ určenı́ lokálnı́ho shlukového koeficientu C1.

Small-world struktura G je zı́skána zakomponovánı́m určitého stupně náhodnosti do pra-
videlné struktury, tj. jedná se kombinaci pravidelného a náhodného grafu. Tato náhodnost
je určena pravděpodobnostı́ pWS.

Při tvorbě modelu small-world struktury dle Wattse a Strogatze začı́náme s tzv. k-regulárnı́
kruhovou mřı́žku na n vrcholech. V k-regulárnı́ kruhové mřı́žce na n vrcholech je každý vrchol
spojen s vrcholy do vzdálenosti k v kružnici Cn, tj. jedná se o k-tou mocninu kružnice Cn, [9].
Pro n = 8 a k = 4 je tato pravidelná, nenáhodná struktura na Obrázku 4.2.
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Obrázek 4.2: Přı́klad pravidelné 4-regulárnı́ kruhové mřı́žky na n = 8 vrcholech.

V kruhové mřı́žce zvolı́me vrchol v a hranu, která v spojuje s jeho nejbližšı́m sousedem
u1 (ve směru hodinových ručiček). Následně s pravděpodobnostı́ pWS tuto hranu ”přepojı́me“
z u1 do libovolného jiného vrcholu v sı́ti, s tı́m, že násobné hrany nejsou povoleny. Po směru
hodinových ručiček takto postupujeme u každého vrcholu v sı́ti a jeho nejbližšı́ho souseda. Dále
uvažujeme vrchol v a jeho druhého nejbližšı́ho souseda u2 a opět hranu s pravděpodobnostı́
pWS přepojı́me z u2 do jiného vrcholu v sı́ti. Obdobným způsobem postupujeme, dokud nenı́
každá hrana v původnı́ mřı́žce ”podrobena“ pokusu o přepojenı́.

Přı́klad sı́tě zı́skané z pravidelné mřı́žky s n = 100 a k = 20 na Obrázku 4.3a s rozdělenı́m
stupňů znázorněným na Obrázku 4.4a při pravděpodobnosti přepojenı́ pWS = 0.01 je na Ob-
rázku 4.3b, rozdělenı́ stupňů vrcholů dané struktury je na Obrázku 4.4b.

(a) Kr. mřı́žka: pWS = 0 (b) Small-world: pWS = 0.01 (c) Náhodný graf: pWS = 1

Obrázek 4.3: Struktury zı́skané v závislosti na pravděpodobnosti pWS, která pro každou
hranu v pravidelné kruhové mřı́žce s n = 100 a k = 20 udává pravděpodobnost, že dojde
k náhodnému přepojenı́.

Pro pWS = 1 dostáváme náhodný graf. Přı́klad náhodného grafu zı́skaného z pravidelné
mřı́žky s n = 100 a k = 20 je na Obrázku 4.3c, jeho rozdělenı́ stupňů vrcholů je na Obrázku 4.4c.

Watts a Strogatz ve své práci zkoumajı́ tři typy reálných sı́tı́. Jako zástupce sociálnı́ struk-
tury testujı́ sı́t’ herců, kde mezi vrcholy, označujı́cı́ jednotlivé herce, vede hrana, pokud danı́
herci společně účinkovali ve filmu. Dále je zkoumána sı́t’ popisujı́cı́ elektrické vedenı́ na západě
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Obrázek 4.4: Procentuálnı́ zastoupenı́ stupňů vrcholů ve struktuře zı́skané v závislosti
na pravděpodobnosti pWS, která pro každou hranu v pravidelné kruhové mřı́žce s n = 100
a k = 20 udává pravděpodobnost, že dojde k náhodnému přepojenı́.

USA a v neposlednı́ řadě sı́t’ modelujı́cı́ nervovou soustavu červa Caenorhabditis elegans (česky
Hád’átko obecné).

Pro všechny uvedené reálné struktury jsou Wattsem a Strogatzem určeny hodnoty L a C
a tyto hodnoty jsou porovnány s hodnotami LR, resp. CR pro náhodný graf zı́skaný z mřı́žky
na stejném počtu vrcholů n a se stupněm vrcholů k, kde k je průměrný počet hran v odpovı́dajı́cı́
reálné sı́ti. Zı́skané hodnoty, uvedené v Tabulce 4.1, dle Wattse a Strogatze naznačujı́, že ve všech
přı́padech jde o small-world struktury. Délka charakteristické cesty reálné sı́tě se hodnotově
blı́žı́ délce charakteristické cesty v náhodném grafu, zatı́mco shlukový koeficient je v přı́padě
reálné sı́tě řádově vyššı́, než v přı́padě odpovı́dajı́cı́ho náhodného grafu.

L LR C CR

Sı́t’ herců 3.650 2.990 0.790 0.001
Elektrické vedenı́ 18.700 12.400 0.080 0.005
Hád’átko obecné 2.650 2.250 0.280 0.050

Tabulka 4.1: Empirické přı́klady small-world sı́tı́, [37, Table 1].

V článku Wattse a Strogatze [37] je vykreslen normalizovaný shlukový koeficient C(pWS)
C(0)

a normalizovaná charakteristická cesta L(pWS)
L(0) pro různé pravděpodobnosti přepojenı́ pWS (nor-

malizace je provedena hodnotami pro odpovı́dajı́cı́ regulárnı́ mřı́žku C(0) a L(0)). Z obrázku
[37, Figure 2] je patrné, že hodnota pWS = 0.01 poskytuje jak vysokou hodnotu shlukového
koeficientu, tak relativně krátkou charakteristickou cestu. V simulacı́ch, kde jsou z pravidelné
regulárnı́ mřı́žky generovány small-world struktury, je proto dále použita hodnota pravděpo-
dobnosti přepojenı́ pWS = 0.01.

Simulačnı́ srovnánı́

Podı́vejme se nynı́ na simulačnı́ srovnánı́ rychlosti adopce pro pravidelnou k-regulárnı́ mřı́ž-
ku, small-world strukturu, která vznikne z pravidelné k-regulárnı́ mřı́žky při pravděpodo-
bnosti přepojenı́ pWS = 0.01 a náhodný graf, který vznikne z pravidelné k-regulárnı́ mřı́žky
při pravděpodobnosti přepojenı́ pWS = 1.

Na Obrázku 4.5a je vykreslen poměr nakažených v závislosti na čase pro pravidlo adopce A,
na Obrázku4.5b je poměr nakažených vykreslen pro pravidlo B. Jedná se o srovnánı́ rychlosti
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šı́řenı́ ve strukturách vzniklých z pravidelné 20-regulárnı́ kruhové mřı́žky s výše popsanými
pravděpodobnostmi přepojenı́ pWS.

Obdobným způsobem je vykreslen poměr nakažených na Obrázcı́ch 4.5c pro pravidlo A
a 4.5d pro pravidlo B, jestliže small-world a náhodnou strukturu vytvářı́me z pravidelné 4-
regulárnı́ kruhové mřı́žky.
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(b) Pravidlo B, k = 20
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(c) Pravidlo A, k = 4
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(d) Pravidlo B, k = 4

Obrázek 4.5: Poměr počtu nakažených i v populaci velikosti n = 100 v závislosti na čase t
pro různé struktury populace zı́skané z pravidelné k-regulárnı́ mřı́žky, p = 0.1, 1000 simulacı́.

Z Obrázku 4.5 je patrné, že šı́řenı́ inovace v populaci je nejrychlejšı́ pro náhodný graf. Nic-
méně inovace se šı́řı́ relativně rychle i ve struktuře small-world, což souvisı́ s vlastnostı́ krátké
charakteristické cesty L, přestože si tato struktura zachovává poměrně vysoký shlukový koe-
ficient C. Nejpomaleji je inovace šı́řena v pravidelné k-regulárnı́ mřı́žce, která se sice, stejně
jako small-world, vyznačuje vysokým shlukovým koeficientem C, nicméně v této struktuře
je charakteristická cesta L nejdelšı́. Délka charakteristické cesty L a shlukový koeficient C jsou
pro struktury G, vzniklé z k-regulárnı́ mřı́žky, uvedeny v Tabulce 4.2.

Simulačně jsou určeny průměrné časy absorpce pro grafové struktury vycházejı́cı́ z pra-
videlných mřı́žek s k = 20, k = 10, k = 6 a k = 4, zkoumána jsou obě pravidla adopce
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G L C
Kr. mřı́žka 2.980 0.711
Small-world 2.036 0.562
Náhodný graf 1.809 0.201

(a) k = 20

G L C
Kr. mřı́žka 12.878 0.500
Small-world 4.819 0.392
Náhodný graf 3.488 0.009

(b) k = 4

Tabulka 4.2: Délka charakteristické cesty L a shlukový koeficient C pro pravidelnou k-regulárnı́
mřı́žku, small-world sı́t’, která vznikne z pravidelné k-regulárnı́ mřı́žky při pravděpodob-
nosti přepojenı́ pWS = 0.01 a náhodný graf, který vznikne z pravidelné k-regulárnı́ mřı́žky
při pravděpodobnosti přepojenı́ pWS = 1.

s pravděpodobnostı́ adopce p = 0.1. Výsledky simulacı́ jsou uvedeny v Tabulce 4.3a pro pravi-
dlo A a v Tabulce 4.3b pro pravidlo B.

Všimněme si, že v přı́padě obou pravidel se inovace šı́řı́ tı́m rychleji, čı́m vyššı́ je hodnota
k. Zároveň rychlost šı́řenı́ ovlivňuje velikost populace daná parametrem n, kdy pro většı́ po-
pulaci trvá rozšı́řenı́ inovace delšı́ dobu. Stejně jako v kapitole 3 je čas adopce menšı́, pokud
k modelovánı́ šı́řenı́ inovace použı́váme pravidlo A. Na Obrázku 4.6 je průměrný čas absorpce
v závislosti na pravděpodobnosti přepojenı́ pWS pro obě uvažovaná pravidla adopce.
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Obrázek 4.6: Průměrný čas absorpce pro populaci velikosti n = 100 v závislosti na prav-
děpodobnosti přepojenı́ pWS pro různé struktury populace zı́skané z pravidelné 20-regulárnı́
mřı́žky, p = 0.1, 1000 simulacı́.

4.3 Přı́tomnost imunnı́ch jedinců v populaci

At’ už je na daný model nahlı́ženo z marketingového či epidemiologického pohledu, v obou
přı́padech může populace velikosti n obsahovat jak potenciálně adoptujı́cı́ členy, tak přirozeně

”imunnı́“ jedince.
V přı́padě marketingu zjevně nemusı́ být předpoklad, že každý člen populace inovaci časem

adoptuje, správný. V populaci se mohou vyskytovat jedinci, kteřı́ si daný výrobek nikdy ne-
koupı́.
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G
n 40 60 80 100

Kr. mřı́žka, k = 20 6.445 8.007 9.687 11.493
Small-world, k = 20 6.300 7.472 7.875 8.215
Náhodný graf, k = 20 6.246 6.843 7.342 7.662
Kr. mřı́žka, k = 10 13.955 19.234 24.575 29.790
Small-world, k = 10 11.260 14.370 16.284 17.545
Náhodný graf, k = 10 10.900 13.144 15.951 15.884
Kr. mřı́žka, k = 6 29.977 43.251 56.531 69.965
Small-world, k = 6 24.639 24.776 35.938 32.879
Náhodný graf, k = 6 20.103 23.183 29.675 26.081
Kr. mřı́žka, k = 4 58.483 86.864 114.795 148.313
Small-world, k = 4 52.265 55.587 66.911 48.817
Náhodný graf, k = 4 39.678 41.329 44.560 46.655

(a) Pravidlo A

G
n 40 60 80 100

Kr. mřı́žka, k = 20 41.718 47.284 51.301 54.996
Small-world, k = 20 42.245 46.523 49.309 51.384
Náhodný graf, k = 20 41.913 45.458 49.155 51.959
Kr. mřı́žka, k = 10 46.356 55.471 64.056 71.211
Small-world, k = 10 43.977 50.292 53.329 56.646
Náhodný graf, k = 10 42.659 47.813 52.233 54.920
Kr. mřı́žka, k = 6 59.508 76.625 95.467 112.588
Small-world, k = 6 53.364 56.381 70.169 65.946
Náhodný graf, k = 6 46.675 51.697 60.638 58.844
Kr. mřı́žka, k = 4 84.763 119.004 153.271 187.594
Small-world, k = 4 76.842 81.526 99.448 77.793
Náhodný graf, k = 4 58.208 61.069 64.743 69.245

(b) Pravidlo B

Tabulka 4.3: Časy absorpce při pravděpodobnosti adopce p = 0.1 pro pravidelnou k-regulárnı́
mřı́žku, small-world sı́t’, která vznikne z pravidelné k-regulárnı́ mřı́žky při pravděpodobnosti
přepojenı́ pWS = 0.01 a náhodný graf, který vznikne z pravidelné k-regulárnı́ mřı́žky při prav-
děpodobnosti přepojenı́ pWS = 1, 1000 simulacı́.
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Podobně je tomu u epidemiologie a simulovánı́ šı́řenı́ určité nákazy. V populaci se mohou
vyskytovat jedinci, kteřı́ jsou vůči dané nemoci přirozeně imunnı́, a proto neonemocnı́, ani po-
kud jsou dané infekci vystaveni, [3].

Počet imunnı́ch jedinců může ovlivnit rozšı́řenı́ inovace napřı́č populacı́. V některých přı́pa-
dech může umı́stěnı́ imunnı́ch členů zapřı́činit, že někteřı́ jedinci inovaci neadoptujı́, ačkoliv
patřı́ mezi potenciálnı́ adoptujı́cı́ (jejich pravděpodobnost adopce je nenulová). Jestliže takový
jedinec přicházı́ do kontaktu pouze s jedinci imunnı́mi (tj. odpovı́dajı́cı́ vrchol nenı́ spojen hra-
nou s žádným dalšı́m potenciálnı́m adoptujı́cı́m), pak je ”blokován“ imunnı́ bariérou a v da-
ném modelu se inovace ke všem potenciálnı́m adoptujı́cı́m nikdy zcela nerozšı́řı́. Podı́vejme
se na jednoduchý přı́klad takové situace, který je znázorněn na Obrázku 4.7a.
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Obrázek 4.7: Znázorněnı́ imunnı́ch členů v populaci (šedé vrcholy) v grafu G = C10 a v grafu
G2 = náhodný 3-regulárnı́ graf na 20 vrcholech.

Uvažujeme nejprve populaci velikosti n = 10 se strukturou popsanou kružnicı́ C10. Stejně
jako v předcházejı́cı́ch přı́padech umı́stı́me do populace jednoho nakaženého (červený vrchol).
V populaci se v tomto přı́padě nacházejı́ dva imunnı́ jedinci s nulovou pravděpodobnostı́ ado-
pce, jedná se o vrcholy 3 a 7 (šedé vrcholy), tj. p3 = p7 = 0. Zbytek vrcholů odlišených zele-
nou barvou má nenulovou pravděpodobnost adopce. Ačkoliv vrcholy 4, 5 a 6 jsou potenciálnı́
adoptujı́cı́ (jejich pravděpodobnost adopce je nenulová), tito jedinci inovaci nikdy neadoptujı́,
protože jsou obklopeni imunnı́mi členy populace.

Pro kružnici na n vrcholech je na prvnı́ pohled vidět, jestli potenciálnı́ adoptujı́cı́ inovaci
adoptujı́, nebo ne. V přı́padě komplexnějšı́ grafové struktury však nemusı́ být na prvnı́ pohled
patrné, zda jsou potenciálnı́ adoptujı́cı́ izolováni imunnı́ bariérou.

Už v přı́padě náhodného 3-regulárnı́ho grafu G2 na n = 20 vrcholech a s osmi imunnı́-
mi jedinci na pozicı́ch 6, 7, 9, 12, 13, 15, 16 a 20, znázorněného na Obrázku 4.7b, nemusı́ být
od pohledu zřejmé, zda se inovace může ke všem potenciálnı́m adoptujı́cı́m rozšı́řit.

Pro obecné určenı́ vrcholů, které inovaci nikdy neadoptujı́, ačkoliv majı́ nenulovou pravdě-
podobnost adopce (tj. vrcholů obklopených imunnı́ bariérou), je proto v simulacı́ch využit
algoritmus prohledávánı́ grafu do hloubky, [13]. V přı́padě imunnı́ch jedinců je simulaci od-
povı́dajı́cı́m vrcholům nastavena pravděpodobnost adopce pi = 0.
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Nejprve jsou z původnı́ch grafů G a G2 odstraněny všechny imunnı́ vrcholy. Zı́skané pod-
grafy (označme je jako G′ a G′2) jsou na Obrázku 4.8a (podgraf G′ zı́skaný odstraněnı́m imunnı́ch
členů z G) a na Obrázku 4.8b (podgraf G′2 zı́skaný odstraněnı́m imunnı́ch členů z G2).
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Obrázek 4.8: Podgrafy G′ a G′2 zı́skané odstraněnı́m imunnı́ch vrcholů z grafů G a G2.

Jestliže v zı́skaných podgrafech je každý vrchol dosažitelný z prvnı́ho nakaženého vrcholu,
potom časem inovaci adoptujı́ všichni potenciálnı́ jedinci. Pro ověřenı́ dosažitelnosti prohledá-
váme podgrafy G′ a G′2 do hloubky a startujeme v prvnı́m nakaženém vrcholu (tj. ve vrcholu
na pozici 1). Jestliže jsou nalezeny všechny vrcholy majı́cı́ nenulovou pravděpodobnost adopce,
pak nenı́ v původnı́ch grafech G a G2 žádný potenciálnı́ adoptujı́cı́ izolován imunnı́ bariérou,
a proto časem inovaci adoptujı́ všichni potenciálnı́ jedinci.

Naproti tomu, pokud v zı́skaném podgrafu existuje vrchol, který z prvnı́ho nakaženého vr-
cholu nenı́ dosažitelný (tj. podgraf zı́skaný odstraněnı́m imunnı́ch členů nenı́ souvislý), potom
v populaci existujı́ potenciálnı́ adoptujı́cı́, kteřı́ i přes nenulovou pravděpodobnost adopce da-
nou inovaci neadoptujı́.

Na Obrázku 4.8 je vidět, že G′ a G′2 nejsou souvislé, tudı́ž v obou přı́padech existujı́ po-
tenciálnı́ adoptujı́cı́, kteřı́ inovaci neadoptujı́. V přı́padě G′ se jedná o vrcholy na pozicı́ch 4, 5
a 6 a v přı́padě G′2 se jedná o vrchol na pozici 19.
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Simulačnı́ srovnánı́

Podı́vejme se nynı́ simulačně na to, kolik takových imunnı́ch jedinců musı́ být v populaci za-
stoupeno, aby se inovace ke členům s nenulovou pravděpodobnostı́ adopce nerozšı́řila. Tato
otázka je zkoumána pro pravidelnou k-regulárnı́ mřı́žku, small-world sı́t’ vzniklou z dané mřı́ž-
ky s pravděpodobnostı́ přepojenı́ pWS = 0.01 a pro náhodný graf generovaný z mřı́žky s prav-
děpodobnostı́ přepojenı́ pWS = 1.

Procentuálnı́ zastoupenı́ imunnı́ch členů v celkové populaci velikosti n popı́šeme paramet-
rem rIM. V každé provedené simulaci je vygenerována odpovı́dajı́cı́ grafová struktura G. Do G
jsou náhodně umı́stěni imunnı́ jedinci, jejichž počet odpovı́dá parametru rIM. Následně jsou vr-
choly s nulovou pravděpodobnostı́ adopce odstraněny. Jestliže je zı́skaný podgraf G′ souvislý
(testováno výše zmı́něným algoritmem prohledávánı́ grafu do hloubky), pak v dané simulaci
adoptujı́ všichni potenciálnı́ adoptujı́cı́.

Zı́skané procento simulacı́, ve kterých všichni potenciálnı́ jedinci adoptovali, ku počtu cel-
kových provedených simulacı́, pak můžeme vnı́mat jako odhad pravděpodobnosti, že při da-
ném poměru rIM imunnı́ch jedinců adoptujı́ všichni potenciálnı́ zájemci.

V Tabulce 4.4 jsou uvedeny odhady této pravděpodobnosti pro různá rIM a pro různé grafy
G. Čı́m nižšı́ je poměr rIM, tı́m vyššı́ je odhad pravděpodobnosti, že všichni potenciálnı́ jedinci
inovaci časem adoptujı́.

Zároveň je z uvedených výsledků simulacı́ patrné, že nižšı́ konektivita k vede k nižšı́mu
odhadu pravděpodobnosti, že se inovace rozšı́řı́.

U small-world a náhodného grafu, které jsou z k-regulárnı́ mřı́žky generovány, nenı́ obecně
zaručeno, že zı́skaná struktura bude souvislá. Jestliže je tedy v dané simulaci G vygenerován ne-
souvislý, pak by se inovace rozšı́řila jen v přı́padě, že by všichni potenciálnı́ jedinci byli umı́stěni
ve stejné komponentě grafu G (společně s prvnı́m nakaženým).

G
rIM 0.05 0.10 0.25 0.50 0.75 0.90 0.95

Kr. mřı́žka, k = 20 1 1 1 1 0.586 0.009 0.004
Small-world, k = 20 1 1 1 1 0.608 0.007 0.013
Náhodný graf, k = 20 1 1 1 1 0.905 0.222 0.093
Kr. mřı́žka, k = 10 1 1 0.999 0.555 0 0 0
Small-world, k = 10 1 1 1 0.613 0.001 0 0.002
Náhodný graf, k = 10 0.998 0.998 0.987 0.849 0.141 0.005 0.006
Kr. mřı́žka, k = 6 1 0.999 0.713 0 0 0 0
Small-world, k = 6 1 1 0.802 0.002 0 0 0
Náhodný graf, k = 6 0.900 0.852 0.659 0.143 0.002 0 0.001
Kr. mřı́žka, k = 4 0.993 0.853 0.004 0 0 0 0
Small-world, k = 4 0.995 0.869 0.025 0 0 0 0
Náhodný graf, k = 4 0.343 0.256 0.069 0.001 0 0 0.001

Tabulka 4.4: Odhad pravděpodobnosti, že při poměru rIM náhodně umı́stěných imunnı́ch je-
dinců ve struktuře G na n = 100 vrcholech se časem nakazı́ všichni potenciálně adoptujı́cı́
v populaci, 1000 simulacı́.
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4.4 Nehomogennı́ pravděpodobnosti adopce

Zaměřme se nynı́ na situaci, kdy jednotlivci v populaci popsané k-regulárnı́m grafem majı́ ne-
nulové a nehomogennı́ pravděpodobnosti adopce.

Zajı́mavou otázkou může být, v jakém typu populace se inovace rozšı́řı́ rychleji. Jestli v ho-
mogennı́ populaci s pravděpodobnostı́ adopce p, nebo v populaci nehomogennı́, kdy průměr
pravděpodobnostı́ adopce jednotlivých členů odpovı́dá pravděpodobnosti adopce p v homo-
gennı́ populaci.

Mějme populaci s homogennı́ pravděpodobnostı́ adopce p = 0.5. Pro srovnánı́ dále uva-
žujme populaci s nehomogennı́mi pravděpodobnostmi adopce. V této populaci jsou přı́tomny
dvě stejně velké skupiny jedinců. V prvnı́ skupině jsou jedinci s nižšı́ pravděpodobnostı́ adopce
než p, ve druhé skupině s vyššı́.

Uvažovánı́ pouhých dvou skupin s různou pravděpodobnostı́ adopce v celé populaci zjev-
ně, stejně jako v přı́padě homogennı́ch pravděpodobnostı́, značně zjednodušuje komplexnějšı́
realitu. Přesto tato situace intuitivně lépe modeluje reálný svět. Jako tyto dvě rozdı́lné skupiny
můžeme uvažovat např. skupiny dané pohlavı́m jedinců, kdy ženy mohou mı́t u určitých pro-
duktů vyššı́ pravděpodobnost pořı́zenı́ a naopak.

Rozdı́l pravděpodobnostı́ nehomogennı́ch skupin popišme parametrem q. V prvnı́ skupině
majı́ členi populace pravděpodobnost adopce p1 = p − q, analogicky pak ve druhé skupině
je pravděpodobnost adopce p2 = p + q.

Simulačnı́ srovnánı́

Protože jsou simulace prováděny pro k-regulárnı́ grafy na n = 100 vrcholech, v přı́padě ne-
homogennı́ populace má vrchol na pozici 2 v simulacı́ch nastavenou pravděpodobnost adopce
p (aby obě nehomogennı́ skupiny měly stejný počet členů). Stejně jako v přı́padě předchozı́ch
kapitol je vrchol na pozici 1 uvažován jako prvnı́ nakažený jedinec v populaci.

Pro zbývajı́cı́ vrcholy na pozicı́ch 3, . . ., n je náhodně určeno, zda daný vrchol patřı́ do prvnı́
skupiny s pravděpodobnostı́ adopce p1, nebo do skupiny druhé, ve které je pravděpodobnost
adopce p2.

Rychlost rozšı́řenı́ inovace je určena pro homogennı́ populaci (odpovı́dá q = 0). Dále je čas
absorpce určen pro populaci nehomogennı́ s parametrem q = 0.1 (tj. pravděpodobnosti adopce
nehomogennı́ch skupin jsou p1 = 0.4 a p2 = 0.6), . . ., q = 0.4 (tj. pravděpodobnosti adopce
nehomogennı́ch skupin jsou p1 = 0.1 a p2 = 0.9).

Přestože je průměrná pravděpodobnost adopce v přı́padě homogennı́ i nehomogennı́ popu-
lace shodná, rychlost šı́řenı́ inovace se může pro oba uvažované typy populace lišit, jak je na-
značeno v Tabulce 4.5.

Zı́skané výsledky indikujı́, že v přı́padě nehomogennı́ populace vyššı́ hodnota parametru
q (tj. většı́ rozdı́l v pravděpodobnostech adopce nehomogennı́ch skupin) vede k delšı́mu času
absorpce. Závislost průměrného času absorpce na hodnotě parametru q pro 6-regulárnı́ graf
je na Obrázku 4.9 pro obě pravidla adopce. Přestože nejprve průměrný čas absorpce roste s ros-
toucı́m q pomalu, po překonánı́ určité hodnoty q průměrný čas absorpce prudce narůstá.

Na Obrázku 4.10 jsou vykresleny poměry počtu nakažených v čase pro homogennı́ popu-
laci a pro nehomogennı́ populaci s q = 0.1 a q = 0.4. Vidı́me, že v přı́padě q = 0.1 pro obě
pravidla je rozdı́l v rychlosti šı́řenı́ inovace mezi homogennı́ a nehomogennı́ populacı́ menšı́,
než pro q = 0.4.
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Obrázek 4.9: Průměrný čas absorpce v závislosti na q pro 6-regulárnı́ graf na n = 100 vrcholech,
1000 simulacı́.
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Obrázek 4.10: Poměr počtu nakažených i v populaci velikosti n = 100 v závislosti na čase t
pro různá q popisujı́cı́ rozdı́l mezi pravděpodobnostmi u nehomogennı́ch skupin, 4-regulárnı́
graf, p = 0.5, 1000 simulacı́.
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G
q 0 0.1 0.2 0.3 0.4

6-reg. 6.200 6.424 7.131 8.616 13.005
4-reg. 8.924 9.325 10.342 12.819 20.294
2-reg. 99.461 103.259 117.750 154.372 273.792

(a) Pravidlo A

G
q 0 0.1 0.2 0.3 0.4

6-reg. 10.771 12.218 15.869 23.017 45.912
4-reg. 12.842 14.099 17.525 25.280 48.462
2-reg. 99.621 71.297 87.465 126.697 251.625

(b) Pravidlo B

Tabulka 4.5: Srovnánı́ času absorpce pro homogennı́ populaci s pravděpodobnostı́ adopce
p = 0.5 (odpovı́dá sloupci s q = 0) s rychlostı́ adopce v populaci nehomogennı́, kde parametr q
udává rozdı́l pravděpodobnostı́ adopce u nehomogennı́m skupin, n = 100, 1000 simulacı́.

Podı́vejme se nynı́ na parametr q s jemnějšı́m rozlišenı́m. V Tabulce 4.6 jsou uvedeny prů-
měrné časy absorpce pro q = 0, q = 0.01, q = 0.02, . . ., q = 0.10, uvažujeme-li 6-regulárnı́ graf
na n = 100 vrcholech.

q 0 0.01 0.02 0.03 0.04 0.05 0.06 0.07 0.08 0.09 0.10
A 6.211 6.218 6.213 6.238 6.249 6.271 6.296 6.323 6.347 6.385 6.408
B 10.911 10.915 10.937 11.012 11.091 11.213 11.401 11.546 11.741 11.935 12.179

Tabulka 4.6: Srovnánı́ času absorpce pro homogennı́ populaci s pravděpodobnostı́ adopce
p = 0.5 (odpovı́dá sloupci s q = 0) s rychlostı́ adopce v populaci nehomogennı́, kde parametr
q udává rozdı́l pravděpodobnostı́ adopce u nehomogennı́m skupin, uvažována pravidla A a B,
6-regulárnı́ graf, n = 100, 10000 simulacı́.

I v tomto přı́padě se inovace rozšı́řı́ rychleji pro menšı́ hodnoty parametru q, přestože průměrná
pravděpodobnost adopce v populaci je ve všech přı́padech stejná.



Závěr 5
V diplomové práci jsme se zabývali návrhem matematických modelů tržnı́ penetrace po uve-
denı́ nového produktu na trh (nebo obecněji návrhem matematických modelů šı́řenı́ inovace
v populaci). Přestože v současné době existuje množstvı́ matematických modelů šı́řenı́ inovacı́,
tyto modely v mnoha přı́padech předpokládajı́ homogennı́, nekonečnou populaci a spojitý čas.
Představili jsme jeden z nejznámějšı́ch z těchto modelů, tzv. Bassův model.

S ohledem na teorii small-world však předpoklad nestrukturované populace nemusı́ být
správný. Podle této teorie majı́ lidé tendenci sdružovat se do shluků (např. vlivem národnos-
ti, pracovnı́ch týmů, rodiny, atd.), zároveň však řetězec osob mezi dvěma libovolnými jedinci
na světě, kde v řetězci jsou spojeni lidé, kteřı́ se vzájemně znajı́, je relativně krátký.

Stejně tak předpoklad homogennı́ populace je značně zjednodušený, protože mezi lidmi
mohou existovat rozdı́ly zapřı́čiňujı́cı́ odlišný přı́stup k adoptovánı́ inovace (např. odlišná eko-
nomická situace, vzdělánı́, věk, pohlavı́ jedinců, atd.). V populaci se rovněž mohou vyskytovat
jedinci, kteřı́ danou inovaci nikdy neadoptujı́.

Vzhledem k výše uvedeným nereálným předpokladům spojitých modelů bylo cı́lem diplo-
mové práce sestavenı́ modelů alternativnı́ch, uvažujı́cı́ch diskrétnı́ stavový prostor, diskrétnı́
čas, nehomogennı́, konečnou a strukturovanou populaci. Tyto alternativnı́ modely poskytujı́
možnost reálněji popsat mnohdy velmi komplexnı́ a nehomogennı́ sociálnı́ sı́tě. Ač v některých
přı́padech vı́ce odpovı́dajı́ realitě, diskrétnı́ modely bývajı́ složitějšı́ nejen na implementaci, ale
i na různá analytická odvozenı́ jejich chovánı́. Proto jsou pro ně výsledky mnohdy určovány
pouze za pomoci simulacı́.

Ačkoliv jsou v této práci některé vztahy diskrétnı́ch modelů odvozeny analyticky (průměr-
ný čas absorpce Markovského řetězce na úplném grafu, na cestě a na hvězdě), pro šı́řenı́ inovace
na složitějšı́ch grafových strukturách byly výsledky určeny simulačně. Byla studována dvě pra-
vidla, podle kterých mohou jedinci inovaci přijı́mat. Jestliže je inovace přijı́mána podle pravi-
dla A, pak nenakaženého jedince může každý nakažený známý nakazit s pravděpodobnostı́ p.
U pravidla B nenakažený jedinec inovaci přijme s pravděpodobnostı́ p, pokud je alespoň jeden
jeho známý nakažen. Simulace postupného šı́řenı́ inovace na zvolených grafech pro defino-
vaná pravidla adopce byly implementovány v prostředı́ MATLAB. Samotné grafové struktury
použité v simulacı́ch pak byly generovány za pomoci Wolfram Mathematica.

Z analytických výsledků i provedených simulacı́ je patrné, že inovace se rozšı́řila rychleji
v grafech s vyššı́ konektivitou, vyššı́ průměrnou pravděpodobnostı́ adopce a menšı́m počtem
vrcholů (kromě pravidla A na úplném grafu, pro který se s většı́ populacı́ čas absorpce snižuje).
Z uvažovaných pravidel adopce se inovace šı́řila rychleji v přı́padě pravidla A, protože zvyšujı́cı́
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se počet adoptujı́cı́ch známých daného jedince zvyšuje pravděpodobnost, že on sám inovaci
rovněž adoptuje.

Kromě pravidelných a symetrických grafů byla rychlost šı́řenı́ inovace zkoumána rovněž
pro složitějšı́ struktury. Sociálnı́ sı́tě byly generovány na základě Wattsova-Strogatzova modelu.
Tyto struktury majı́ vlastnosti odpovı́dajı́cı́ výše zmı́něným small-world sı́tı́m. I v přı́padě malé
pravděpodobnosti přepojenı́ pWS při generovánı́ small-world sı́tě z pravidelné kruhové mřı́žky
se inovace ve small-world sı́ti rozšı́řı́la výrazně rychleji než v odpovı́dajı́cı́ kruhové mřı́žce.

Rychlost šı́řenı́ inovace snižuje přı́tomnost imunnı́ch členů populace, kdy v některých přı́-
padech se vlivem bariéry vytvořené imunnı́mi jedinci (tj. potenciálnı́ho adoptujı́cı́ho mohou
ovlivnit pouze jedinci, kteřı́ sami nikdy neadoptujı́) inovace nerozšı́řila ke všem potenciálnı́m
zájemcům o inovaci.

V neposlednı́ řadě byla porovnána rychlost šı́řenı́ inovace v populaci homogennı́ a v popu-
laci nehomogennı́. Přestože v každé simulaci byla průměrná pravděpodobnost adopce v po-
pulaci stejná, inovace se rychleji rozšı́řila v populaci homogennı́. Průměrný čas absorpce u ne-
homogennı́ populace se zvyšuje s rozdı́lem mezi pravděpodobnostmi adopce nehomogennı́ch
skupin.

Kromě zkoumánı́ vlivu parametrů alternativnı́ch modelů na šı́řenı́ inovace v populaci byly
uvedeny podmı́nky konvergence Markovského řetězce na úplném grafu k Bassovu modelu.
Možným rozšı́řenı́m diplomové práce by bylo zkoumánı́ limitnı́ho chovánı́ Markovských řetě-
zců na dalšı́ch grafových strukturách.
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