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Anotace

Práce se zaměřuje na rozpoznáváńı gest z webové kamery pro ovládáńı PC. Řešeńı úlohy se skládá
z klasifikace barvy k̊uže trénované z obličeje, sledováńı shluku a klasifikace tvaru ruky pomoćı
Histogram of oriented gradient deskriptoru. Jsou porovnávány r̊uzné volby deskriptoru a r̊uzné
volby SVM klasifikátoru. Součást́ı práce je vytvořený program pro sběr gest, jejich natrénováńı a
klasifikaćı gest z kamery.

The work focuses on hand gesture recognition from webcam to control the PC. Solution of
problem consists of a skin color detection trained in facial, blob tracking and classification of hand
gesture with histogram of oriented gradient descriptor. There is comparation of different options of
desriptors and different choices of SVM classifier. The work contents software for collection gestures,
training gestures and classification hand gestures from camera.
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3.1.3 Výběr barevného modelu . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24
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3.2.2 Sledováńı . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25

3.3 Klasifikace tvaru . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26
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2.2 Rozděleńı YUV . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8
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2.12 Rozděleńı do buňek . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17
2.13 HoG deskriptor . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
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Kapitola 1

Současný stav řešeńı

Rozpoznáváńı obrazu se rozšǐruje i do komerčńı sféry osobńıch poč́ıtač̊u, mobilńıch telefon̊u, auto-
mobil̊u a daľśıch př́ıstroj̊u vybavených kamerovým systémem. Jedna z takto využ́ıvaných možnost́ı
je vytvořeńı periférie pro neverbálńı komunikaci mezi uživatelem a technikou v podobě rozpoznáváńı
gestikulace od uživatele. Množstv́ı gest při komunikaci záviśı na entropii informace a rychlosti ko-
munikace. Může se jednat jen o pár gest rozhodč́ıho ve sportu, přes gesta dokresluj́ıćı sd́ılenou
informaci u herce či řečńıka, až po několik tiśıc gest ve znakové řeči.

Tato práce se zaměřuje na ovládáńı gest s běžně dostupným hardware osobńıch poč́ıtač̊u které
jsou vybaveny jednou webovou kamerou. Výsledkem má být software, který rozpozná gesto jedné
ruky. Úvodńı kapitola má shrnout některá dnes použ́ıvaná řešeńı rozpoznáváńı gest. Zaměř́ı se na
projekty, z kterých tato práce vycháźı nebo řeš́ı podobný úkol. Nejprve si urč́ıme, jak lze gesto
chápat, jak lze gesto ruky popsat v poč́ıtačovém viděńı. V daľśıch částech jsou popsány detekce
oblasti ruky na scéně, rozpoznáńı tvaru ruky a jej́ı trajektorie řešené v jiných praćıch.

1.1 Popis gesta

Tvar ruky je dán r̊uzným postaveńım prst̊u v̊uči sobě s fyziologickými omezeńımi danými klouby,
šlachami a svaly. Gesto rukou je dáno nejenom jej́ım tvarem, ale i natočeńım ruky v̊uči pozorovateli.
Např́ıklad gesto, kdy ukazováček ukazuje na konkrétńı věc či osobu nebo gesto pozor, kdy ukazováček
mı́̌ŕı vzh̊uru, maj́ı zcela odlǐsný význam, ačkoli prsty jsou vzájemně stejně postavené. Dále význam
gesta může být rozš́ı̌ren i o trajektorii pohybu ruky, a spolu s tvarem a natočeńım ruky lze źıskat
astronomické množstv́ı možných gest.

Realistický 3D model lidské ruky na Obrázku 1.4 má podle Článku [HDC] 26 stupň̊u volnosti.
Jeden stupeň volnosti (protažeńı / ohnut́ı) je pro každý mezičlánkový (interfalangeálńı) kloub mezi
články prst̊u a nebo kloub na zápěst́ı (interfalangeálńı). Dva stupně volnosti (protažeńı / ohnut́ı
a přitažeńı / odtažeńı) pro každý metakarpofalangetálńı kloub kromě palce, (u kterého je jeden
stupeň volnosti) a jeden stupeň volnosti (krut) pro každý trapeziometakarpálńı klouby kromě palce
(který má dva stupně volnosti pro přitažeńı / odtažeńı a krut). Dlaň má šest stupň̊u volnosti pro
zápěstńı pohyby a rotaci.
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1.2. DETEKCE OBLASTI RUKY KAPITOLA 1. SOUČASNÝ STAV ŘEŠENÍ

Obrázek 1.1: Virtuálńı 3D model ruky z Článku [HDC] s popisem stupň̊u volnosti.

1.2 Detekce oblasti ruky

Při rozpoznáváńı gest nebývá k dispozici jenom obraz s gestikulovanou rukou, ale scéna bývá mno-
hem složitěǰśı a ruka je jenom malá část obrazu. Proto je zapotřeb́ı ruku od zbytku scény odlǐsit,
určit tak oblast, kde se ruka nacháźı, a pak použ́ıt klasifikátor tvaru ruky. Kromě problémů se
složitou scénou ovlivňuje řešeńı úlohy i kvalita záznamu. Z fyzikálńıho hlediska se muśı splnit pro
senzory podmı́nky minimálńı světlost pro digitalizaci obrazu a nastaveńı ohniskové vzdálenosti. Z
matematického hlediska tu jsou podmı́nky, kde je zapotřeb́ı splnit věty jako je vzorkovaćı teorém
nebo mı́ra šumu a ruch̊u vzniklých při digitalizaci. Úloha se dá usnadnit rozš́ı̌reńım hardware, kde se
použ́ıvá např́ıklad v́ıce kamer pro stereometrii, infra kamera, gyroskopické senzory, nebo barevnými
terči na scéně. Bez použit́ı výše zmı́něného hardware a pomůcek se může oblast určit jen z barvy,
pohybu a nebo tvaru.

Oblast ruky z barvy źıskáme klasifikátorem odděluj́ıćı barvu k̊uže od zbytku scény. Jeden z
klasifikátor̊u vycháźı z převod̊u do barevných model̊u s jasovou složkou. T́ım se odděĺı barevná složka
od složky šedotónové a barevná složka pak neńı závislá na intenzitě světla či vzniklých rušivých st́ın̊u
na scéně. Tyto Články [Soo] a [Ste06] vycházej́ı z vlastnosti, že barevná složka pigmentu k̊uže má
v histogramu normálńı rozděleńı četnosti. Lǐśı se však výchoźım barevným modelem, kde se v [Soo]
použ́ıvá YCbCr model a v [Ste06] YUV model. V obou př́ıpadech se referenčńı barva urč́ı z obličeje,
který se detekuje snadněji, než ruka. V Článku [Ste06] se upřesňuje barva z nalezené oblasti ruky
a i jej́ıho okoĺı zobrazené na 1. a 2. Obrázku 1.2. Výsledkem je pak podmı́něná pravděpodobnost
výskytu barvy k̊uže a barvy okoĺı.

Zcela jiný př́ıstup k řešeńı klasifikace barvy k̊uže je napsán v Článku [Bue]. V něm se vycháźı
z myšlenky, že většina jasových barevných model̊u (jako je HSV, HSL, YCbCr, LUV) funguje za
předpokladu, že scéna je osvětlena b́ılým a konstantńım světlem. Výpočet barvy k̊uže ze sńımané
scény vycháźı z rovnice obsahuj́ıćı dvě složky. Jednou z nich je zdrojové světlo s určenou vlnovou
délkou, a druhou je odraz od osv́ıcených předmět̊u. Na základě tohoto modelu se řeš́ı rozložeńı RGB
modelu v gaussovských směśı, které se určuj́ı pomoćı Expectation–maximization (EM) algoritmu. Z
gaussovské směsi je dána pravděpodobnost, která určuje, zda se jedná o pokožku či o pozad́ı scény
v závislosti na barvě v RGB prostoru. Pod́ıl těchto dvou pravděpodobnost́ı se porovná s hodnotou
rizika a t́ım se klasifikuje, zda daná barva je či neńı barva k̊uže.
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1.3. KLASIFIKACE TVARU RUKY KAPITOLA 1. SOUČASNÝ STAV ŘEŠENÍ

Obrázek 1.2: Tento obrázek je z Článku [Ste06], který ukazuje plochy oblasti ruky a okoĺı (1. a 3.
obrázek, kde 1. je z barevných kanál̊u [U, V ] a 3. je z rozd́ılového obrázku.) a pravděpodobnostńı
rozložeńı těchto ploch (2. a 4. obrázek).

Za předpokladu, že na scéně nejsou žádné pohyblivé objekty a že při gestikulaci rukou pohy-
bujeme, lze použ́ıt tyto pohyby k detekci oblasti výskytu ruky. Této vlastnosti využ́ıvá [Ste06] k
upřesněńı již dř́ıve popsaného modelu pro určeńı barvy k̊uže. Pohyb pak určuje z rozd́ılového ob-
razu, kde urč́ı pravděpodobnost pohybu ruky a pravděpodobnost pohybu pozad́ı zobrazené na 3. a
4. Obrázku 1.2. Z pravděpodobnost́ı pak urč́ı hodnotu prahu v rozd́ılovém obrazu.

1.3 Klasifikace tvaru ruky

Objekt źıskaný z videozáznamu je pro strojové klasifikováńı nevhodný. Tvar potřebujeme popsat do
vektoru př́ıznak̊u nebo syntaktického popisu, který co nejvěrohodněji reprezentuje tvarové vlastnosti
objektu, a tento popis je potom předán klasifikátoru k rozpoznáńı.

Jednoduchou aplikaćı rozpoznáváńı tvaru ruky je klasifikováńı jej́ıho obrysu. U použit́ı detekce
oblasti máme k dispozici dvourozměrný binárńı obraz, kde jedna barva znač́ı pozad́ı a druhá vy-
značuje ruku. Ve Článku [WZD07] urč́ı centrálńı moment vybrané oblasti a vypoč́ıtá křivku v
polárńıch souřadnićıch se středem centrálńıho bodu. Na této křivce potom pomoćı K-Means klasi-
fikátoru určuj́ı, které prsty jsou natažené.

Obrázek 1.3: Ukázka obrysu ruky a modelu ruky pro klasifikaci natažených prst̊u z Článku [WZD07].

U rozpoznáváńı složitěǰśıch gest je zapotřeb́ı sledovat v́ıce vlastnost́ı, než jen obrys ruky. Ve
Článku [Bue] se pro rozpoznáváńı tvaru použ́ıvá metoda template matching, která porovnává části
obrazu se vzorem hledaného objektu. Jako referenčńı vzor je použ́ıvána textura ruky o velikosti
30x30 pixel̊u. Pro každý tvar ruky daného gesta se použ́ıvá dvou stranově obrácených vzor̊u pro
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1.4. TRAJEKTORIE POHYBU RUKY KAPITOLA 1. SOUČASNÝ STAV ŘEŠENÍ

levou a pravou ruku. Daľśı metoda popisu tvaru je např́ıklad Histogram of oriented gradients (HoG),
která byla prezentována ve Článku [Dal] v roce 2005. Technika rozpoznáváńı spoč́ıvá na základě
četnost́ı gradient̊u v lokálńıch částech obrazu. Objekt se klasifikuje pomoćı distribuce intenzity
gradient̊u nebo směr̊u hran. HoG je úspěšně použ́ıvaný na rozpoznáváńı osob, zv́ı̌rat či automobil̊u
z videa nebo statických obraz̊u. Daľśı možnosti, jak popsat a klasifikovat tvary, můžete nalézt
např́ıklad v [BHS93].

Obrázek 1.4: Ukázka sńımané ruky s odpov́ıdaj́ıćım 3D modelem ruky [STTC06]. Horńı řada obrázk̊u
je sńımaná ruka s obrysem z modelu a spodńı řada je 3D model ruky, který koresponduje s horńı
řadou.

Jeden z nejlepš́ıch zp̊usob̊u rozpoznáváńı tvaru ruky, založeném na virtuálńım 3D modelu zobra-
zen na Obrázku 1.4. Tento model se použ́ıvá předevš́ım pro rozpoznáváńı znakové řeči. Daný model
má stejnou pohyblivost jako má lidská ruka a r̊uzné varianty postaveńı prst̊u v̊uči sobě nevyžaduj́ı
žádný vzorek nebo referenčńı texturu. Během rozpoznáváńı se postupně měńı tvar a natočeńı mo-
delu ruky, jež se postupně porovnává s nalezenou oblast́ı ruky a určuje se největš́ı shoda. Vı́ce o
rozpoznáváńı pomoćı virtuálńıho modelu 3D ruky je popsán např́ıklad ve Článku [STTC06]

1.4 Trajektorie pohybu ruky

Daľśı význam gesta dodává trajektorie ruky, stejně jak je tomu i u tvaru ruky, složitost trajektorie
se měńı v závislosti na okolnostech. Např́ıklad ve znakové řeči je potřeba sledovat složitou troj-
rozměrnou trajektorii, rychlost ruky a zároveň změnu jej́ıho tvaru během trajektorie. V př́ıpadě
gestikulace během př́ımé řeči si vystač́ıme jenom se směrem pohybu.

Jeden jednoduchý popis pohybu ruky je v již zmiňovaném Článku [Soo], kde z dvou posledńıch
známých poloh se vypoč́ıtá 1. a 2. derivace pohybu a z tohoto popisu odhaduje, kde je ruka na daľśım
sńımku. Ve Článku [Bue] použ́ıvaj́ı kalman̊uv filtr, který rekurzivńım odhadem určuje vnitřńı stav
a dokáže odhadovat polohu při zašuměném měřeńı. Dále použ́ıvaná metoda, která se použ́ıvá při
sledováńı objekt̊u v reálném čase, je Camshift. Byl vyvinut pro ovládáńı her pomoćı pohyb̊u hlavy.
Tato metoda byla uvedena v roce 1998 ve Článku [Bra] a jedná se o adaptivńı verzi metody Mean-
shift. Na rozd́ıl od Mean-Shiftu Camshift dokáže měnit velikost okna během konvergence a úhel
natočeńı sledovaného shluku.

Velmi úspěšnou metodou pro sledováńı pohybu je Condensation algorithm, popisovaný ve Článku
[IB98] který umožňuje velmi obecné vyjádřeńı pravděpodobnostńıho popisu. Experimentálńı výsledky
ukazuj́ı, že Condensation algorithm, umožňuje velmi kvalitńı sledováńı při kř́ıžeńı objekt̊u a umožňuje
použ́ıt nelineárńıch složitěǰśıch modelu než se použ́ıvá např́ıklad v kalmánově filtru. Na Obrázku
1.5 je ukázka použit́ı Condensation algorithm pro sledováńı osob.
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1.4. TRAJEKTORIE POHYBU RUKY KAPITOLA 1. SOUČASNÝ STAV ŘEŠENÍ

Obrázek 1.5: Ukázka sledováńı tř́ı osob pomoćı Condensation algoritmu. Vpravo na scéně jsou tři
osoby, kde se jedna pohybuje a dvě stoj́ı. Na levé části obrazu je pravděpodobnostńı odhad osob.
V inicializaci má pravděpodobnost zhruba normálńı rozděleńı, které se rychle vyvij́ı ve vrcholky
koresponduj́ıćı na každou ze tř́ı osob na scéně.
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Kapitola 2

Teoretický základ

V úvodńım textu již bylo nast́ıněno pár př́ıklad̊u řešeńı této úlohy. Pro rozpoznáváńı gest potře-
bujeme źıskat př́ıznaky opisuj́ıćı tvar ruky a klasifikátor, který pomoćı př́ıznaku dané gesto zařad́ı.
Obraz můžeme segmentovat z klasifikované barvy a sledovat tak pozici ruky, která gestikuluje. Tato
kapitola je zaměřena na teoretický základ a popis proces̊u, který jsou v práci použity. Rozděluje se
na klasifikaci barvy, trajektorii objektu a klasifikaci tvaru.

2.1 Klasifikace barvy

Klasifikátor barvy se trénuje z histogramu jednoho nebo v́ıce barevných kanál̊u. Výsledkem je scéna
rozdělená na oblasti s pravděpodobným výskytem hledané barvy. Pro přesněǰśı určeńı pravděpo-
dobnosti se histogram poč́ıtá i z jiných barevných model̊u, než který nám poskytuje hardware.

2.1.1 Barevné modely

Barva je v př́ırodě dána směśı světla r̊uzných vlnových délek. Různé barevné modely se snaž́ı
napodobit barvu co nejvěrněji. Rozd́ılnými pohledy na popis barvy (umělecký, grafický, fyzikálńı)
a r̊uznou zobrazovaćı či záznamovou techniku zde vznikla celá řada barevných standard̊u. Většinou
jde ale o podobné principy, které se daj́ı shrnout do následuj́ıćıch rodin:

CIE 1 (XYZ, Lab, Luv. Yuv ...) – popisuj́ıćı barvu na základě fyzikálńıch vlastnost́ı, jako je vlnová
délka světla a použ́ıvaj́ı se jako referenčńı prostory.

YUV (YUV, YDbDr, YIQ, YCbCr ...) – byli vyvinutý pro přenos videosignálu standardy PAL,
SECAM, NTSC a komprimaci videa.

RGB (RGB, Adobe, scRGB, CMYK ... ) – pomoćı mı́cháńı základńıch třech barev jsou použ́ıvané
na veškeré zobrazovaćı technice jako je monitor, projektory, tiskárny.

HSV (HSV, HSL, RYB ... ) – odpov́ıdaj́ı lidskému popisu vńımáńı barev a barvy jak j́ı člověk
vńımá. Tyto modely využ́ıvaj́ı hlavně umělci a grafici.

V následuj́ıćı části textu si v́ıce přibĺıž́ıme některé zástupce těchto rodin, které jsou v práci použ́ıvané.

1Mezinárodńı komise pro osvětlováńı (Commission internationale de l’éclairage, CIE)
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2.1. KLASIFIKACE BARVY KAPITOLA 2. TEORETICKÝ ZÁKLAD

RGB je dominantńı ve video elektronice jako součást obrazového signálu a je nejpouž́ıvaněǰśım
modelem pro datové struktury v programovaćıch jazyćıch a datech v souborech. Pro náš př́ıpad
potřebujeme pracovat s modelem, který rozděĺı barvu na jasovou a chromatickou složku. Tuto
vlastnost maj́ı modely z kategorie CIE a YUV, kde si u vybraných model̊u bĺıže poṕı̌seme jejich
fyzikálńı či matematický popis a převod z RGB modelu.

YCbCr a YUV YUV se použ́ıvá ve standardech kódováńı barevného signálu PAL. Tento stan-
dard byl navržen pro zpětnou kompatibilitu černob́ılých přij́ımač̊u, které využ́ıvaly pouze složky
Y. Chromatické složky se použ́ıvaj́ı v rozsahu od -0.5 do +0.5, jasová složka má rozsah od 0 do 1.
YCbCr obsahuje nav́ıc váhové koeficienty KR −KB, a je vhodněǰśı pro použit́ı digitálńıho přenosu
a komprese JPEG nebo MPEG. Y’ je řazen do luminačńı (jasové) složky a Cb s Cr do modrých a
červených chrominačńıch složek. (někdy krácen na YCC)

Y ′ = KR ·R′ + (1−KR −KB) ·G′ +KB ·B′ (2.1)

PB =
1

2
· B

′ − Y ′

1−KB

(2.2)

PR =
1

2
· R

′ − Y ′

1−KR

(2.3)

Kde Kb a Kr jsou obyčejně odvozeny od odpov́ıdaj́ıćıho RGB prostoru. Např́ıklad pro standard
ITU-R BT.601 (SDTV) má koeficienty Kb = 0.114,Kr = 0.299 a pro ITU-R BT.709 standard
(HDTV) má koeficienty Kb = 0.0722,Kr = 0.2126. Tento rozd́ıl je dán odlǐsnost́ı zobrazeńı mezi
starš́ımi CRT monitory a nověǰśımi monitory či display.





Y ′

U
V



 =





0.299 0.587 0.114
−0.14713 −0.28886 0.436
0.615 −0.51499 −0.10001









R
G
B



 (2.4)

Obrázek 2.1: Barevný obrázek a jeho prvky Y, Cb a Cr. (CC 2 BY-SA 2.5)

Lab, CIE XYZ Barevný prostor CIE XYZ a Lab (který je z XYZ odvozen) vycháźı ze studie
fyziologie člověka. Vńımáńı barev může být rozděleno na 2 části – jas (vńımaj́ı tyčinky) a barvu
(vńımaj́ı č́ıpky). Prostor CIE XYZ byl záměrně navržen tak, že parametr Y vyjadřuje jas a vlastńı
barva je specifikována dvěma odvozenými parametry X a Z. Lab je navržen tak, že má nelineárńı
vztah mezi složkami L, a a b, které maj́ı napodobovat nelineárńı vlastnost oka. To umožńı, že
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2.1. KLASIFIKACE BARVY KAPITOLA 2. TEORETICKÝ ZÁKLAD

Obrázek 2.2: Barevný obrázek a jeho prvky Y, U a V. (CC BY-SA 2.5)

změna hodnoty v prostoru barvy zp̊usobuje přibližně stejnou vizuálńı změnu barvy. Tato vlastnost
umožńı, že podobné barevné odst́ıny jsou v chromatických složkách zobrazeny v kruhu. V ostatńıch
barevných prostorech jsou tyto barevné odst́ıny zobrazeny v jiných strukturách jako je elipsa nebo
obdélńık. Neexistuje jednoznačně daný vzorec pro převod mezi RGB nebo CMYK hodnoty a Lab,
protože RGB a CMYK barevné modely jsou závislé na hardwaru. RGB nebo CMYK hodnoty je
nutno nejprve transformovat na konkrétńı absolutńı barevný prostor, jako CIE XYZ nebo sRGB.
Tato úprava bude závislá na zař́ızeńı, ale výsledná data z transformace budou na př́ıstroji nezávislá
a potom převeditelná do Lab.

Obrázek 2.3: Barevný obrázek a jeho prvky L, a a b. (CC BY-SA 2.5)

HSV, HSL HSL i HSV popisuj́ı barvy jako body ve válci nebo kuželu. Centrálńı osa sahá od
černé k b́ılé a udává hodnotu jasu nebo množstv́ı b́ılého světla (Value nebo Lightness). Úhel kolem
osy odpov́ıdá odst́ınu nebo barevnému tónu (Hue) a vzdálenost od osy odpov́ıdá sytosti barvy,
představuj́ıćı množstv́ı šedi v poměru k odst́ınu Saturation.
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h =































nedefinován, jestliže max = min

60◦ × g−b
max−min

+ 0◦, jestliže max = r a g ≥ b

60◦ × g−b
max−min

+ 360◦, jestliže max = r a g < b

60◦ × b−r
max−min

+ 120◦, jestliže max = g

60◦ × r−g
max−min

+ 240◦, jestliže max = b

(2.5)

l = 1
2(max+min) (2.6)

s =











0, jestlize l = 0 nebo max = min
max−min
max+min

= max−min
2l , jestliže 0 < l ≤ 1

2
max−min

2−(max+min) =
max−min

2−2l , jestliže l > 1
2

(2.7)

2.1.2 Pravděpodobnostńı popis histogramu

Histogram obrázku vyjadřuje poměrné zastoupeńı počtu pixel̊u s odpov́ıdaj́ıćı hodnotou jasu či
barvy. Vı́cerozměrný histogram vyjadřuje poměrné zastoupeńı pixel̊u popsaný vektorem nebo v́ıce
složkami barvy. Nyńı pracujeme s barevnými modely s jasovou složkou, kde pro poč́ıtáńı dvou-
rozměrného histogramu použ́ıváme vektor z chromatických složek. Vlivem nepřesnosti sńımáńı a
vlivu nekonzistentńı barvy je v histogramu reprezentována jako shluk bod̊u, které mohou být apro-
ximováni normálńım rozděleńı.

Pro určeńı dvourozměrného normálńıho rozděleńı potřebujeme znát středńı hodnotu a kova-
riančńı matici. Tyto parametry můžeme źıskat pomoćı statistického popisu Moment. Obecný tvar
momentu je vyjádřen pomoćı následuj́ıćıho vztahu a z něho źıskáme středńı hodnotu µ.

Mij =
∑

x

∑

y

xiyjI(x, y) E(x, y) =

(

x̄
ȳ

)

=

[

M10

M00
,
M01

M00

]T

(2.8)

Pro kovariančńı matici potřebujeme ještě centrálńı moment, který je ve tvaru

µpq =
∑

x

∑

y

(x− x̄)p(y − ȳ)qf(x, y) (2.9)

ze kterého vypočteme druhé centrálńı momenty.

µ′
20 =

µ20

µ00
=

M20

M00
− x̄2 µ′

02 =
µ02

µ00
=

M02

M00
− ȳ2 µ′

11 =
µ11

µ00
=

M11

M00
− x̄ȳ (2.10)

Hodnoty µ′
20 a µ

′
02 vyjadruj́ı rozptyly jednotlivých veličin (pro x a y). Nyńı můžeme určit kovariančńı

matici, která je ve tvaru

cov(x, y) =

[

µ′
20 µ′

11

µ′
11 µ′

02

]

(2.11)

(2.12)

Tyto vztahy nám popisuj́ı dvourozměrné normálńı rozděleńı a můžeme pomoćı Gaussovy funkce
určit hustotu pravděpodobnosti:

fX(x) =
1

√

(2π)2|Σ|
e

(

−
1
2 (x−µ)′ cov(x,y)−1(x−µ)

)

(2.13)
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Kde Σ je kovariančńı matice a |Σ| je determinant kovariančńı matice. V př́ıpadě jednorozměrného
normálńıho rozděleńı nám stač́ı znán hodnotu rozptylu σ.

f(x) =
1

σ
√
2π

e−
(x−µ)2

2σ2 (2.14)

Dále z moment̊u můžeme určit ještě daľśı vlastnosti dvourozměrného normálńıho rozděleńı jako
jsou poloosy elipsy λ a jejich orientace Θ.

λi =

√

√

√

√
µ′
20 + µ′

02 ±
√

4µ′2
11 + (µ′

20 − µ′
02)

2

2
Θ =

1

2
arctan

(

2µ′
11

µ′
20 − µ′

02

)

(2.15)

Tyto parametry jsou názorně zobrazeny na Obrázku 2.4.

x̄

ȳ

λ1

λ2

Θ

Obrázek 2.4: Př́ıklad dvourozměrného normálńıho rozděleńı a popis veličin

Podobně, jako se z obrázku vypoč́ıtá histogram, lze zpětně z obrázku a histogramu vypoč́ıtat
obrázek, který pro každý pixel přiděĺı hodnotu z histogramu. Pokud použijeme histogram aproxi-
movaný normálńım rozděleńım pro hledanou barvu, vyjadřuje tento obraz pro každý pixel s jakou
pravděpodobnost́ı se shoduje jeho barva s hledanou barvou. Takto sestavený obrázek se v odborné
literatuře nazývá back projection.

2.1.3 Źıskáńı oblast́ı

Filtrovaná barva z obrázku nám vyjadřuje pro každý pixel pravděpodobnost barevné shody pixelu
s barvou objektu, který chceme rozpoznávat, ale nepodává přesnou informaci o jeho oblasti. Na
tomto pravděpodobnostńım obrazu se mohou objevovat r̊uzné rušivé pixely, které maj́ı bud’ vysokou
pravděpodobnost mimo oblast objektu na scéně, nebo naopak malou pravděpodobnost v oblasti
objektu. Tyto chyby mohou být zp̊usobeny již na scéně, kde je barva mimo objekt zaměnitelná s
hledaným objektem nebo vlivem nevhodného osvětleńı a odraz̊u vzniknou na objektu. Dále chyby
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mohou vznikat při digitalizaci v podobě šumu, nebo při přechodu hrany vznikaj́ı nepřesnosti vlivem
rozlǐseńı kamery.

Filtrovaný obraz segmentujeme jednoduchou metodou prahováńı, která rozděĺı binárně pixely na
hodnotu 1 s pravděpodobnost́ı vetš́ı než práh a opačném př́ıpadě 0. Matematický zápis transformace
obrazu f na binárńı obraz g je

g(i, j) =

{

1 jestliže f(i, j) ≥ práh

0 jestliže f(i, j) < práh
(2.16)

Binárńı obraz lze vyjádřit jako 2D bodovou množinu. Dı́ky tomu můžeme na binárńı obraz použ́ıt
morfologické transformace, která je založena na teorii množin, integrálńı algebře a algebře svaz̊u.

Morfologické transformace měńı tvar a velikost geometrických objekt̊u v obraze, a ćılem je
odstraněńı šumu, a zjednodušeńı tvaru objekt̊u. Morfologická transformace je dána relaćı mezi
obrazem (bodová množina) a jinou bodovou množinou, které se ř́ıká strukturńı element. Základńımi
morfologickými transformacemi jsou dilatace ⊕, eroze ⊖, otevřeńı ◦ a uzavřeńı •. Dilataci můžeme
vyjádřit jako sjednoceńı posunutých bodových množin (obraz a strukturńı element) a erozi jako
jejich pr̊unik.

A⊖B =
⋂

b∈B

A−b A⊕B =
⋃

b∈B

Ab (2.17)

Př́ıklad operaćı dilatace ⊕, eroze ⊖ je graficky znázorněn na Obrázku 2.5 Kombinaćı těchto dvou

(a) Original (b) Dilatace (c) Eroze

Obrázek 2.5: Dilatace zvětšuje objekty o strukturńı element a zaplňuje d́ıry menš́ı než strukturńı
element. Eroze naopak zmenšuje objekty, rozděluje oblasti o strukturńı element a objekty menš́ı než
strukturńı element vymiźı.

operaćı źıskáme operace otevřeńı a uzavřeńı. Otevřeńı můžeme vyjádřit jako erozi následovanou
dilataćı a uzavřeńı naopak.

A ◦B = (A⊖B)⊕B A •B = (A⊕B)⊖B (2.18)

Př́ıklad operaćı otevřeńı ◦ a uzavřeńı • je graficky znázorněna na Obrázku 2.6
Posloupnost těchto krok̊u (filtrace barvy, prahováńı a morfologické transformace) nám umožňuj́ı

objekty popisovat pomoćı velikosti plochy – nebo-li počet pixel̊u obsahuj́ıćı souvislou plochu, můžeme
určit výšku a š́ı̌rku objektu, rozměry opsaného obdélńıku a jiné vlastnosti. Dı́ky tomu můžeme ob-
jekty porovnávat a odstranit ty, co nám velikostně nevyhovuj́ı. Př́ıklad této segmentace je zobrazen
na Obrázku 2.7.
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(a) Original (b) Otevřeńı (c) Uzavřeńı

Obrázek 2.6: Otevřeńı a uzavřeńı zachovávaj́ı p̊uvodńı rozměr. Otevřeńı odděĺı objekty spojené užš́ı
š́ıj́ı než je velikost strukturńıho elementu a odstrańı malé detaily. Uzavřeńı spoj́ı objekty, které jsou
od sebe bĺıže, než je velikost strukturńıho elementu, zaplńı malé d́ıry a úzké zálivy.

(a) Výchoźı obrázek (b) Pravděpodobnostńı
obrázek

(c) Výběr souvislých oblast́ı

Obrázek 2.7: Posloupnost obrázk̊u, které znázorňuj́ı postupně kroky při rozpoznáváńı barvy pig-
mentu. Obrázky (a) a (b) jsou okomentovány v předchoźıch sekćıch. Obrázek (c) vznikl z obrázku
(b) prahováńım na hodnotě 64 (kdy pravděpodobnost je převedena do intervalu od 0 do 255), mor-
fologickou operaćı uzavřeńı s jádrem 4x4, vyplněńı děr a výběru oblast́ı, které maj́ı plochu opsaného
obdélńıku větš́ı než 100 pixel̊u.
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2.2 Trajektorie objektu

V této práci se jedná o sledováńı shluku v obrazu filtrované barvy z Podkapitoly 2.1 a určujeme tak
jeho polohu, změnu polohy a velikost. Tuto polohu pak použijeme pro vymezeńı oblasti v jasové
složce barevného modelu a źıskáme t́ım sledovaný objekt v šedotónovém obrázku.

2.2.1 Mean-shift a Camshift

Mean shift je procedura pro nalezeńı maximálńı hustoty v diskrétńıch funkćıch. Jedná se o interačńı
algoritmus, kdy se každým krokem posune odhad směrem k nejbližš́ı vyšš́ı hustotě. Jednoduše
řečeno, algoritmus postupně šplhá na vrcholek. Mean shift využ́ıvá okénka pro váhu okolńıch bod̊u
pro nový odhad středńı hodnoty. Vážený pr̊uměr hustoty z okénka K se vypočte jako

m(x) =

∑

xi∈N(x)K(xi − x)xi
∑

xi∈N(x)K(xi − x)
(2.19)

kde N(x) je okoĺı vektoru x, pro které plat́ı K(x) 6= 0. Okénko K(x) může být např́ıklad čtvercové,
gaussovské či epanechnikovské

K(x) =

{

1 jestliže a ≥ x ≥ b

0 jinak
K(x) = e−c||x||2 K(x) =

{

3
4(1− x2) jestliže |x| ≥ 1

0 jinak
(2.20)

V každém kroku algoritmu se potom hodnota vektoru x nastav́ı z funkce m(x) a ukončuje se,
pokud je posun menš́ı než stanovený práh. Grafické znázorněńı algoritmu Mean-shift je zobrazeno
na Obrázku 2.8

init
X
K

Obrázek 2.8: Př́ıklad nalezeńı maximálńı hustoty X algoritmu Mean-shift pro r̊uzné počátečńı
souřadnice. Šedé kolečko vyjadřuje inicializačńı souřadnici. Kružnice znázorňuj́ı velikost okénka
K a jednotlivé kroky algoritmu.

Camshift (Continuously Adaptive Mean Shift) prezentovaný v roce 1998 je navržen na sledováńı
obličeje pro ovládáńı poč́ıtačových her. Algoritmus rozšǐruje Mean shift o adaptivńı změnu okoĺı a
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úhel natočeńı hustoty. Výslednou velikost a pozici okénka použije pro daľśı sńımek jako počátečńı
nastaveńı algoritmu. Camshift tak dokáže sledovat přibližuj́ıćı se nebo vzdaluj́ıćı se objekty ve
video sekvenci. Adaptivńı část úhlu natočeńı a velikost okénka se určuje z moment̊u popsaných v
Podkapitole 2.1.2. Podrobeněǰśı popis algoritmu přesahuje rámec toho textu a v́ıce informaćı můžete
nalézt ve článku [Bra].

2.2.2 Kalman̊uv filtr

Kalman̊uv filtr lze shrnout jako rekurzivńı algoritmus pro odhad stavu lineárńıho gausovského
pozorovaného systému s jednokrokovou predikćı. Bývá aplikován v navigaćıch, ovládáńı vozidel či
letadlech. Je široce použ́ıvaný v analýze časových řad, zpracováńı signálu nebo ekonometrii.

Lineárńı diskrétńı systém je popsán následuj́ıćımi vztahy:

xk = Fkxk−1 + uk +wk (2.21)

zk = Hkxk + vk (2.22)

Rovnice 2.21 popisuje vývoj stavu x, vstupńı signál uk a neměřitelný šum systému wk ∼ N(0,Qk).
Rovnice měřeńı 3.2.2 definuje vztah mezi výstupem systému yk = Hkxk šumem vk ∼ N(0,Rk) a
měřeńım zk.

Algoritmus pracuje ve dvou kroćıch. Krok predikce, kdy Kalman̊uv filtr vytvář́ı odhady aktuálńıho
stavu systému, a po tomto kroku je krok korekce, kdy z výsledk̊u měřeńı urč́ı lepš́ı aposteriorńı od-
had. Predikce je popsána následuj́ıćımi vztahy.

x̂k|k−1 = Fkx̂k−1|k−1 +Bk−1uk−1 (2.23)

Pk|k−1 = FkPk−1|k−1F
T
k +Qk (2.24)

Rovnice 2.23 je odhadovaný stav systému a Rovnice 2.24 je odhad kovariančńı matice. Korekce je
popsána následuj́ıćımi vztahy.

ỹk = zk −Hkx̂k|k−1 (2.25)

Kk = Pk|k−1H
T
k (HkPk|k−1H

T
k +Rk)

−1 (2.26)

x̂k|k = x̂k|k−1 +Kkỹk (2.27)

Pk|k = (I −KkHk)Pk|k−1 (2.28)

Rovnice 2.25 je měřeńı výstupu, 2.26 je Kalman̊uv zisk, 2.27 aposteriorńı odhad a 2.28 je aktuali-
zovaná kovariančńı matice.

2.3 Klasifikace tvaru

Klasifikace nám umožńı zařazovat pozorované objekty do tř́ıd a nebo nalézt objekt dané tř́ıdy na
obrázku. V našem př́ıpadě se pracuje se šedotónovou složky a potřebujeme rozhodnout, jaký tvar
ruky specifikovaná část obsahuje. Pokud chceme objekt klasifikovat do jednoho z vybraných tvar̊u,
muśıme objekt formálně popsat. V následuj́ıćı části textu je popsáno několik metod, jak objekt
popsat pomoćı vektoru př́ıznak̊u a jak ho následně zařadit do konkrétńı tř́ıdy.

14
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2.3.1 Support vector machines

Support vector machines (SVM) je metoda strojového učeńı s učitelem pro analýzu dat, která se
použ́ıvá pro klasifikaci a regresńı analýzu. SVM umožňuje klasifikovat data do dvou tř́ıd ~xi, yi, kde
yi ∈ −1, 1 a i = 1, 2, ..., n. Ćılem klasifikátoru je nalezeńı rozděluj́ıćıho pásu maximálńı š́ı̌rky tak,
aby se při klasifikaci do tř́ıdy minimalizovalo riziko klasifikace. Výsledkem je rozděluj́ıćı optimálńı
nadrovina ~w · ~x− b = 0 (př́ıklad na Obrázku 2.9), kde ~w je normálový vektor rozděluj́ıćı nadrovinu
a hodnota b/||~w|| je vzdálenost nadroviny k počátku souřadnicového systému. Pro lineárńı SVM

Obrázek 2.9: Př́ıklad lineárńı rozděluj́ıćı nadroviny pro dvou dimenzionálńı prostor

Trénovaćı data vyhovuj́ı následuj́ıćım podmı́nkám.

~w · ~x− b ≥ +1 pro yi = +1 (2.29)

~w · ~x− b ≤ −1 pro yi = −1 (2.30)

Tyto dvě podminky lze formulovat

yi · (~w · ~x− b)− 1 ≥ 0∀i (2.31)

U nelineárńı SVM se trénovaćı data transformuj́ı do prostoru s vyšš́ı dimenzi pomoćı zvoleného
jádra a postup klasifikace je pak stejný jako v př́ıpadě lineárńıho SVM.

2.3.2 Histogram of oriented gradient

Histogram of Oriented Gradient descriptors, nebo-li HoG descriptors je technika rozpoznáváńı ob-
jekt̊u, která byla vyvinuta pro rozpoznáváńı osob, zv́ı̌rat či automobil̊u z videa nebo statických
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obraz̊u. Tato technika vycháźı z myšlenky, že objekt lze popsat distribućı intenzity gradient̊u nebo
směry hran. Posloupnost operaćı při použit́ı HoG je znázorněno na schématu 2.10, kde jednotlivé
kroky budu dále popisovat.

Obrázek 2.10: Diagram krok̊u výpočtu a klasifikace objekt̊u

Na šedotónovém nebo barevném obraze provedeme gamma korekci, která srovná světelné inten-
zity objekt̊u na scéně a źıkáme tak normalizovaný obraz I. Z obrazu I vypočteme gradientńı obraz
G, který vyjadřuje vektorové pole směru a velikosti největš́ı změny intenzity. Diferenci obrazu v
horizontálńım a vertikálńım směru źıskáme konvolućı jednoduché 1–D masky [−1, 0, 1]

I : (2.32)

Ix = I ∗ [−1, 0, 1] ⇒ Ix : Iy = I ∗ [−1, 0, 1]T ⇒ Iy : (2.33)

Z takto źıskané diference Ix a Iy vypočteme velikost a orientace gradientu

|G| =
√

I2x + I2y ⇒ |G| : θ = arctan
Ix
Iy

⇒ θ : (2.34)

(2.35)

Ve článku [Dal] jsou zmı́něny i jiné masky pro výpočet gradientu, ale nedosahovaly takového výkonu.
Pro v́ıcekanálový obraz vypočteme odděleně gradienty pro každý kanál zvlášt’ a výsledný gradientńı
obraz źıskáme normováńım gradient̊u ze všech kanál̊u.

Daľśım krokem v metodě HoG je rozdělit obraz G do buněk, ve kterých se budou poč́ıtat his-
togramy orientaćı gradientu. Buňky mohou být obdélńıkového či radiálńıho tvaru. Pro výpočet
histogramu potřebujeme určit interval na kterém se bude histogram poč́ıtat a počet tř́ıd, na který
se interval rozděĺı. Úhel natočeńı gradientu θ je v intervalu [−π − π] nebo [0 − 2π] při použit́ı
znaménkového gradientu a interval (0−π] při použit́ı neznaménkového gradientu. Převod intervalu
ze znaménkového gradientu na interval neznaménkový je znázorněn na Obrázku 2.11. Ve článku [Dal]
experimentálně ověřili, že pro klasifikaci osob je histogram nejvhodněǰśı použ́ıt interval (0−π] dělený
do dev́ıti tř́ıd. Ilustračńı př́ıklad rozděleńı obrazu do buněk a vypočtené histogramy v jednotliv́ıch
buňkách je znázorněn na následuj́ıćım Obrázku 2.12, kde velikost buňky je použita 8x8 pixelu a
histogramy s četnost́ı v dev́ıti tř́ıdách.

Kv̊uli změnám jasu a kontrastu muśı být gradienty jednotlivých buněk lokálně normalizovány,
což nás vede k seskupováńı jednotlivých buněk do blok̊u. HoG deskriptor je potom vektor norma-
lizovaných buněk histogramu ze všech blokových oblast́ı. Bloky se mohou překrývat a pak některé
buňky do výsledného deskriptoru mohou přisṕıvat i v́ıcekrát. 2.13 Pro normalizaci blok̊u lze použ́ıt
několik r̊uzných normalizačńıch schémat:

L2 − norm, v =
v

√

||v||22 + e2
L1 − norm, v =

v

||v||1 + e
L1 − sqrt, v =

√

v

||v||1 + e
(2.36)
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+π

−π

0

2π

θ

θ + π

θ − π

Obrázek 2.11: Převod orientace gradientu do meźı (0− π]

Obrázek 2.12: Prvńı graf znázorňuje rozděleńı obrazu do buňek o velikosti 8x8 pixel̊u. Druhý
znázorňuje gradienty pro každý pixel a na třed́ım grafu jsou hystogrami gradient̊u pro jednotlivé
buňky.
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Obrázek 2.13: Na obrázku jsou znázorněny buňky, normalizačńı bloky a šipky znázorňuj́ı posuv
normalizačńıho bloku po obrázku.

kde v je neznormalizovaný vektor obsahuj́ıćı všechny histogramy v daném bloku, ||v||k jeho k− sqrt
pro k = 1, 2 a e je malá konstanta. L2 − hys lze spoč́ıtat jako L2 − sqrt, kde je výsledek oř́ıznut
(limitován maximálńı hodnotou v na 0, 2) a normalizován. Finálńı deskriptor je tvořen všemi
buňkami uvnitř všech blok̊u v detekčńım okně. Konečnou fáźı při rozpoznáváńı objekt̊u pomoćı
HoG deskriptor̊u je předáńı deskriptor̊u klasifikátoru. Ve článku [Dal] se pro klasifikaci použ́ıvá
lineárńı SVM klasifikátor popsaný v části 2.3.1

2.3.3 Haar-like př́ıznaky

Detekce objekt̊u pomoćı haar-like př́ıznak̊u se použ́ıvá na objekty, které maj́ı tvarově dané vlastnosti
jako je např́ıklad kolo, auto, postava, obličej ze předu, obličej z profilu a jiné objekty. Např́ıklad u
obličeje jsou tmavš́ı oblasti kolem oč́ı než oblasti v mı́stě čela. Tyto vlastnosti se určuj́ı v detekčńım
okénku kde se vyhodnot́ı jestli daný objekt je či neńı v okénku obsažen. Tvary se popisuj́ı pomoćı
haar-like vlny, která se skládá z obdélńıkových oblast́ı kde část obdélńıku se k obrazu přič́ıtá a část
odeč́ıtá. Použ́ıvá se asi 15 základńıch typ̊u haar-like vln a jej́ı pozićı a velikost́ı v rámci detekčńıho
okénka je př́ıznak definován. Př́ıklad detekčńıho okénka a postup vkládáńı haar-like vlny v okénku je
na obrázku 2.14 Pro každou haar-like vlnu se vyhodnocuje jestli výsledný součet ploch je pod či nad
stanoveným prahem a přiděĺı se j́ı hodnota +1 nebo -1. Klasifikátor pak vyhodnot́ı vážený součet
všech těchto hodnot v rámci detekčńıho okénka. Kladná nebo záporná hodnota součtu určuje jestli
je či neńı objekt v okénku obsažen. Postupném posouváńı a změnou velikosti detekčńıho okénka v
rámci obrazu se vyhodnot́ı kde všude je hledaný objekt v obrazu nalezen.
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Obrázek 2.14: Př́ıklad detekčńıho okénka a 15 ukázek přiložených haar-like vln pro detekci obličeje.
Tento př́ıklad je źıskaný z klasifikace obličeje knihovny OpenCV a celý proces obsahuje přes 200
př́ıznak̊u. (CC BY-NC 3.0, autor Adam Harvey)
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Kapitola 3

Systémové řešeńı

Řešeńı úlohy se skládá z rozpoznáńı barvy k̊uže na scéně, rozděleńı na oblasti a jejich sledováńı,
popsáńı tvaru v oblastech do př́ıznak̊u, a klasifikace źıskaných př́ıznak̊u. Zjednodušené schéma tohoto
procesu je zobrazeno na obrázku 3.1 V této kapitole jsou rozepsány výše zmı́něné kroky, jsou

Obrázek 3.1: Schéma řešené úlohy pro rozpoznáváńı gest. Vstupem je sekvence obrázk̊u z kamery,
videa nebo seznamu soubor̊u. Výstupem je pro každé natrénované gesto jestli je či neńı na obrázku
obsaženo.

doplněny ilustračńımi př́ıklady z programu. Časová náročnost udávaná u př́ıklad̊u je źıskána při
výpočtu na procesoru Athlon 64 X2 2.6 GHz.

3.1 Rozpoznáváńı barvy k̊uže

Barva k̊uže je hlavně určena množstv́ım melaninu1 v pokožce, který j́ı chráńı proti poškozeńı světlem.
Různé populace jsou vyv́ıjeny s r̊uznou intenzitou slunečńıho zářeńı, které zp̊usobuje, že r̊uzné lidské
rasy maj́ı geneticky zakódované odlǐsné barvy pleti. Dále barva k̊uže se může změnit chemickou nebo
operativńı cestou jako je ĺıčeńı či tetováńı, které často zp̊usobuj́ı nerovnoměrné rozděleńı barvy a
nesplňuje předpoklad stejného odst́ınu.

Vstupńı obrázek může být předzpracován geometrickou transformaćı přetočeńı nebo zrcadleńı
aby výstup byl pro člověka přirozeněǰśı. Dále zmenšeńı vstupńıho obrázku sńıž́ı výpočetńı a pamět’ovou

1Melanin je označeńı pro hnědý až černý pigment, který se vyskytuj́ı v tělech živočich̊u i prvok̊u.
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náročnost úlohy, která dokáže pracovat s rozlǐseńım již od 320x240 pixel̊u. Pro potlačeńı šumu typu
s̊ul a pepř lze použ́ıt mediánový filtr.

Rozpoznáváńı barvy k̊uže je založeno na klasifikaci barvy chromatických složek popsaný v části
2.1. Jsou zde použity dvě metody z článk̊u [Ste06, Soo] kterými se budeme bĺıže zabývat. V obou
př́ıpadech rozpoznáváńı barvy prob́ıhá ve dvou fáźıch. Fáze trénovaćı, která se poušt́ı jen na jeden
sńımek na začátku nebo při změně světelných podmı́nek, a fáze klasifikace barvy, kdy se z obrázku
vypočte pravděpodobnostńı obraz výskytu barvy k̊uže.

3.1.1 Trénováńı

V obou metodách se použ́ıvá jako referenčńı oblast obličej, který detekujeme pomoćı Haar-like
př́ıznak̊u (popsané v 2.3.3). V nalezené oblasti se vypočte z chromatických složek dvourozměrný
histogram. V tomto histogramu je četnost pixel̊u barvy k̊uže dominantńı a může se pomoćı momen-
tového popisu, vyjádřený v Rovnićıch 2.10 až 2.11, spoč́ıtat parametry normálńıho rozděleńı. Ve
článku [Soo] se dvourozměrný histogram chromatických složek aproximuje na dva jednorozměrné
histogramy v podprostoru hlavńı a vedleǰśı poloosy elipsy λ1,2 vyjádřené v Rovnici 2.15. Ve článku
[Ste06] se kromě histogramu z oblasti obličeje poč́ıtá nav́ıc i histogram z jeho okoĺı, který popisuje
četnost barvy v pozad́ı. Př́ıklad histogramů je zobrazen na obrázćıch 3.2. Z výsledných histogramů

(a) Výchoźı obrázek (b) Chromatické složky
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Obrázek 3.2: Ukázka jednotlivých krok̊u při výpočtu dvourozměrných histogramů. Obrázek (a) se
převede do barevného modelu s chromatickými složkami, dále na obrázku (b) se urč́ı oblast obličeje
a jeho okoĺı. Obrázky (c) a (d) jsou již vypočtené histogramy.

se urč́ı normálńı rozděleńı které určuje pravděpodobnost výskytu k̊uže (P (fg)) a pravděpodobnost
pozad́ı (P (bg)). Výsledná pravděpodobnost je pak rozd́ıl pravděpodobnost́ı P (fg)− P (bg).

Parametry pravděpodobnost́ı se poč́ıtaj́ı jenom během trénováńı a můžeme si hodnoty předpoč́ıtat
pro každý barevný vektor zvlášt’. Źıskáme tak look up tabulku, která každému vektoru barvy z chro-
matické složky přiděĺı danou hodnotu pravděpodobnosti. Výpočetńı náročnost jednotlivých krok̊u
při trénováńı barvy je v tabulce 3.1. Generováńı 2D look up tabulky a 1D look up tabulky se poušt́ı

detekce
obličeje

výpočet
histogramu

výpočet
moment̊u

generováńı
2D look up

generováńı
1D look up

čas[ms] 407 0.8 0.6 386 0.07

Tabulka 3.1: Časová náročnost trénováńı barvy. Vypočteno na obrázku o velikosti 640x480 pixel̊u
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pro každou metodu zvlášt’. Vysoká hodnota generováńı 2D look up tabulky je zp̊usobena neefektivńı
implementaćı vypočtu dvourozměrného normálńıho rozděleńı. Při správné implementaci by hodnota
měla být o řád až dva menš́ı.

3.1.2 Klasifikace

V metodě ve článku [Ste06] se klasifikace vypočte z chromatických složek a z look up tabulky
vypočtenou při trénováńı. Př́ıklad pravděpodobnostńıho obrazu vypočtený touto metodou je zob-
razen na obrázku 3.3. Z př́ıkladu je vidět že při použit́ı pravděpodobnosti barvy pozad́ı se můžou

(a) Originálńı obrázek (b) P (fg) (c) P (bg) (d) P (fg)− P (bg)

Obrázek 3.3: Ukázka klasifikace barvy k̊uže podle článku [Ste06]. Obrázek (a) je originálńı obrázek
kde je zeleným čtvercem vyznačena oblast obličeje a červeným čtvercem jeho okoĺı z kterých je
klasifikátor trénován. Obrázek (b) je klasifikovaná barva z oblasti obličeje. Obrázek (c) je klasifiko-
vaná barva z okoĺı oblasti obličeje nebo–li barva pozad́ı. Výsledná pravděpodobnost barvy k̊uže je
zobrazená na obrázku (d).

potlačit rušivé barvy (v tomto př́ıpadě obraz) a zlepšit tak klasifikaci barvy. Barva pozad́ı nebývá
konzistentńı jako je tomu v př́ıpadě k̊uže a při použit́ı směsi normálńıch rozděleńı pro barvu pozad́ı
by se proces mohl ještě zlepšit.

V metodě ze [Soo] nejprve muśıme transformovat vektor chromatických složek o úhel Θ natočeńı
elipsy do vektoru [α, β], na který lze použ́ıt dva jednorozměrné histogramy. Transformace kanál̊u se
dá vyjádřit pomoćı následuj́ıćıho vztahu

[

α
β

]

=

[

cosΘ − sinΘ
sinΘ cosΘ

] [

C1− x̄
C2− ȳ

]

−
[

x̄
ȳ

]

(3.1)

kde C1 a C2 jsou chromatické kanály barevného modelu a α a β jsou transformované kanály. Tato
transformace umožńı, že pravděpodobnost kanál̊u α a β je nezávislá, a pro výpočet barvy k̊uže je
můžeme vynásobit. Nezávislost kanál̊u α a β je zřetelná z ukázky na Obrázku 3.4, kde jsou histo-
gramy chromatických kanál̊u a transformovaných kanál̊u. Dva pravděpodobnostńı obrazy pro každý
kanál zvlášt’ (α a β) vypočteme z jednorozměrných look up tabulek. Jejich vynásobeńım źıskáme
pravděpodobnostńı obraz barvy k̊uže. Př́ıklad pravděpodobnostńıho obrazu vypočtený touto meto-
dou je zobrazen na obrázku 3.5. Z obrázk̊u je patrné, že klasifikované barvy kanál̊u α a β nepopisuj́ı
požadovanou barvu a obsahuj́ı velké množstv́ı rušivých barev. Jejich vynásobeńım źıskáme oblasti
které maj́ı společné, ostatńı oblasti se vzájemně vyruš́ı a výsledek je potom podobný s klasifikaćı na
obrázku 3.3d v předchoźı metodě. Výhody této metody je menš́ı výpočetńı a pamět’ová náročnost.
Výpočetńı náročnost jednotlivých krok̊u při klasifikaci barvy je v tabulce 3.2. Při klasifikaci kanál̊u
α a β je započten i jejich transformace, která dobu výpočtu značně zvyšuje. Pokud by tato trans-
formace vynechala a poč́ıtalo by se př́ımo s chromatickými kanály, výsledný čas bude menš́ı než u
výpočtu z 2D tabulky.
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(a) Hisotram chromatických složek
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(b) Histogram transformovaných
chromatických složek

Obrázek 3.4: Př́ıklad histogramu chromatických složek na obrázku (a) a transformované chromatické
složky αβ na obrázku (b). Na obrázku (a) je vyznačena hlavńı a vedleǰśı poloosy elipsy, které
zobrazuj́ı podprostor histogramu pro kanál α a β.

(a) Originálńı obrázek (b) p(α|xα) (c) p(β|xβ) (d) p(α|xα)p(β|xβ)

Obrázek 3.5: Ukázka klasifikace barvy k̊uže podle článku [Soo]. Obrázek (a) je originálńı obrázek
kde je zeleným čtvercem vyznačena oblast obličeje z které je klasifikátor trénován. Obrázky (b) a
(c) jsou klasifikované barvy pro kanály α a β, kde x vyjadřuje pixely s barvou k̊uže. Obrázek (d) je
výsledný pravděpodobnostńı obraz, který vznikl vynásobeńım obrázk̊u (b) a (c)

transformace barvy klasifikace barvy
chromatických
složek

klasifikace barvy α a
β

čas[ms] 5.3 2.1 30

Tabulka 3.2: Časová náročnost klasifikace barvy. Vypočteno na obrázku o velikosti 640x480 pixel̊u.
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Během filtrace jsou parametry pravděpodobnost́ı konstantńı a při změně světelných podmı́nek
se muśı opět pustit trénováńı barvy. Pokud by se trénováńı pouštělo každý sńımek včetně detekce
obličeje, rychlost filtrace by se zpomalila tak 50x (viz tabulky 3.1 a 3.2). Tento nedostatek by šel
řešit, jako je ve Článku [Ste06], adaptivńı změnou klasifikátoru barvy trénované z ruky.

3.1.3 Výběr barevného modelu

Pro rozpoznáváńı barvy k̊uže byly vyzkoušeny barevné modely HSV, HLS, YCbCr, YUV, Lab a
Luv. Př́ıklad histogramů těchto barevných model̊u je zobrazen na obrázku 3.6.

(a) HSV (b) HLS (c) YCbCr (d) YUV (e) Lab (f) Luv

Obrázek 3.6: Ukázka histogramů chromatických složek výše zmı́něných barevných model̊u. Na vo-
dorovné a svislé ose jsou hodnoty chromatických kanál̊u převedené do 8–bit neznaménkové stupnici.
Modré body znázorňuj́ı barvu k̊uže a červené barvu pozad́ı.

Barevné modely HSV, HLS maj́ı četnost barvy v histogramu sṕı̌se obdélńıkový charakter, což
je zp̊usobeno že v chromatické složce jedna osa charakterizuje barevný tón a druhá sytost barvy.
Dále poloosy elipsy u normálńıho rozděleńı této četnosti jsou téměř rovnoběžné s osami histogramu
a nemuśı se provádět transformace do kanál̊u α a β. Tyto barevné modely funguj́ı za ideálńıch
podmı́nek, kdy v pozad́ı je b́ılá nebo kĺıčovaćı barva.

Zbylé modely maj́ı četnost barvy v histogramu elipsovitý charakter. Barevné modely YCbCr a
YUV maj́ı při filtraci shodné výsledky a tato vlastnost je patrná i z histogramů, kde jejich shluky
jsou si podobné akorát jinak orientované. Model Lab má shluk četnost́ı o něco menš́ı než je u YCbCr
a model Luv má tvar podlouhlé elipsy. Při experimentováńı se všemi modely barvu k̊uže nejlépe
reprezentuje model Lab, nicméně za specifických podmı́nek má mnohem horš́ı výsledky než YCbCr
který má robustněǰśı charakter.

3.2 Sledováńı shluku

Z klasifikace barvy máme k dispozici pravděpodobnostńı obraz výskytu barvy k̊uže v podobě na
obrázku 3.3d nebo 3.5d. Na něm jsou vidět shluky, které reprezentuj́ı předevš́ım obličej a ruce.
Tyto shluky se daj́ı lokalizovat pomoćı metody Camshift popsané v 2.2.1 a opětovnému použit́ı této
metody pro daľśı sńımky můžeme źıskat trajektorii objektu. Shluky, které chceme sledovat, muśıme
v prvńım kroku odhadnout jejich oblast. V následuj́ıćı části textu je popsán postup, jak shluky v
inicializaci vybrat a jak se dále sleduj́ı.

3.2.1 Výběr oblast́ı

Pravděpodobnostńı obraz rozděĺıme pomoćı prahováńı popsané v části 2.1.3. Pro r̊uzné barevné
modely je volba prahu empiricky určena v rozmeźı od 0.12 do 0.36. V př́ıpadě programu je to
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hodnota od 30 do 92, protože obrázek je v paměti uložen do 8–bit datového typu a obor hodnot
pravděpodobnosti je v intervalu od 0 do 255. Volba prahu je volitelná a je přednastavena na hod-
notu 64. T́ım źıskáme binárńı obraz na který je použitá morfologická operace uzavřeńı pro spojeńı
nekonzistentńıch část́ı ploch. Na takto zpracovaném obraze často z̊ustávaj́ı malé plochy z rušivých
barev, které můžeme zanedbat. Velikost plochy, které se maj́ı zanedbat, je empiricky určena na
velikost 100 pixel̊u. Zbylé plochy již můžeme použ́ıt jako počátečńı oblasti pro sledováńı shluk̊u.
Celý tento proces segmentováńı trvá méně než 4 ms na obrázku o velikosti 640x480 pixel̊u.

3.2.2 Sledováńı

Vstup metody Camshift je pravděpodobnostńı obraz z klasifikace barvy, a obdélńıková oblast
popsána souřadnicemi a rozměrem obdélńıku. Tato oblast je bud’ určená z předchoźıho kroku a
nebo jako počátečńı oblast źıskaná ze segmentace obrazu. Výstupem jsou souřadnice, rozměry a
úhel natočeńı obdélńıkové oblasti. Předpokládáme, že oblast pro gesto prováděné dlańı a prsty má
čtvercový tvar a tak sledovanou oblast můžeme popsat pomoćı souřadnic a velikost́ı strany čtverce.

Měřeńı oblasti shluku je dáno vektorem zk = [xk, yk, sk]
T , kde x a y jsou souřadnice shluku

a s je jeho velikost. Dále měřenou oblast můžeme zpřesnit Kalmanovým filtrem. Měřenou ob-
last rozš́ı̌ŕıme stavem o rychlost a zrychleńı jej́ıho pohybu, kde stavový vektor má tvar xk =
[xk, yk, sk, ẋk, ẏk, ṡk, ẍk, ÿk]

T . Zrychleńı velikosti s̈ zanedbáme, protože velikost oblasti se v pr̊uběhu
pozorováńı měńı minimálně. Stavová rovnice Kalmanva filtru z 2.21 má pak následuj́ıćı tvar:
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Vstupńı signál uk je nulový, protože pohyb neńı ř́ızen žádnou veličinou. Rovnice měřeńı má následuj́ıćı
tvar:
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ÿk

























+ vk (3.3)

Při sledováńı v́ıce shluk̊u můžeme stavy porovnávat normou vektoru a detekovat tak, jestli
dva a v́ıce funkćı začne sledovat jeden shluk. Rozš́ı̌reńı Camshiftu o Kalmanuv filtr nám vylepš́ı
sledováńı v́ıce objekt̊u, které svoj́ı trajektorii kř́ıž́ı. Tato vlastnost je zobrazena na obrázku 3.7 kde
je porovnáńı skutečné trajektorie, trajektorie bez Kalmana a trajektorie s Kalmanem. Z př́ıkladu
je vidět, že trajektorie bez Kalmana se slouč́ı při prvńım překř́ıžeńı rukou. Trajektorie s Kalmanem
je spolehlivěǰśı, nicméně při kř́ıžeńı objekt̊u také selhává. Ukázka je puštěna na video sekvenci,
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(a) skutečný pohyb (b) sledováńı s Kalmanem (c) sledováńı bez Kalmana

Obrázek 3.7: Horńı řada obrázk̊u je výběr sńımk̊u z video sekvence, z které sledujeme pohyb rukou
a obličeje. Obrázky (a), (b) a (c) zobrazuj́ı trajektorii rukou a obličeje během video sekvence. Zelené
body jsou pro levou ruku, červené pro pravou a modré pro obličej.

kde máme zaručený konstantńı čas mezi sńımky a predikce stavu je dobře odhadnutá. Záznam
použ́ıvaný z webové kamery nemá garantovaný konstantńı čas mezi sńımky a trajektorie se t́ım může
zhoršit. Pro spolehlivěǰśı trajektorii je nutné zvolit jinou metodu pro sledováńı jako je např́ıklad
Condensation algorithm a nebo Particle Filter. Časová náročnost sledováńı dvou shluk̊u (obličeje a
ruky) pomoćı Camshift + Kalmana trvá méně než 0.5 ms.

3.3 Klasifikace tvaru

Z kroku sledováńı shluk̊u máme pro každý sńımek několik čtvercových oblast́ı, které koṕıruj́ı tra-
jektorii předmět̊u natrénované barvy. Při sledováńı trajektorie ruky je sledovaná oblast zaměřena
hlavně na dlaň a prsty u ruky mohou být mimo sledovanou oblast. Pro klasifikace gesta jsou prsty
na ruce nezbytné a proto je potřeba tuto oblast rozš́ı̌rit. Velikost čtvercové oblasti je empiricky
určena na 1.5 násobku strany čtverce. Dále již pracujeme pouze se šedotónovou složkou barevného
modelu z které vybereme výše zmı́něné rozš́ı̌rené oblasti.

3.3.1 Volba př́ıznak̊u

Ze šedotónového obrázku se př́ıznaky objektu poč́ıtaj́ı metodou Histogram of oriented gradient
popsanou v části 2.3.2. Ve článku [Dal] doporučuj́ı použ́ıvat buňky ve velikosti od 4x4 do 12x12
pixel̊u. Pro detekci postav použ́ıvaj́ı velikost okna 48x96 nebo 64x128 pixel̊u. V našem př́ıpadě
máme čtvercový obrázek objektu, který chceme klasifikovat a pro klasifikaci jsou navrženy tři typy
deskriptor̊u. Lǐśı se velikost́ı buňky a velikost́ı okna a zbylé parametry HoG jsou převzaty ze článku
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[Dal]. Př́ıklady navržených HoG deskriptor̊u vypočteném na ilustračńım obrázku jsou zobrazeny na
3.8. Z ukázky je patrné, jak poměr velikosti okna a buňky ovlivňuje počet př́ıznak̊u.

(a) Okno 60x60 pixel̊u a buňka
6x6 pixel̊u

(b) Okno 64x64 pixel̊u a buňka
8x8 pixel̊u

(c) Okno 60x60 pixel̊u a buňka
10x10 pixel̊u

Obrázek 3.8: Př́ıklad tř́ı HoG deskriptor̊u vypočtené na černob́ılém obrázku kolečka a čáry. Šedá
mř́ıžka znázorňuje jednotlivé buňky HoGu a zelené čáry jsou histogramy gradient̊u vyznačuj́ıćı směr
a jejich velikost. Všechny př́ıklady jsou poč́ıtány pro histogramy v intervalu (0−π] dělený do dev́ıti
tř́ıd, a jsou pr̊uměrovány na blok o velikosti 2x2 buňky s posuvem bloku 1x1 buňka.

HoG deskriptor poč́ıtá př́ıznaky z obrázk̊u o velikosti okna deskriptoru. Pokud chceme spoč́ıtat
př́ıznaky z obrázk̊u libovolné velikosti, muśıme změnit velikost obrázku na velikost okna deskriptoru.

3.3.2 Trénováńı

Pro klasifikaci HoG deskriptoru dle Článku [Dal] se použ́ıvá SVM klasifikátor, o kterém jsme již
psali v Podkapitole 2.3.1. Pro trénováńı klasifikátoru je zapotřeb́ı mı́t dva seznamy. Pozitivńı se-
znam obrázk̊u, který trénovaný objekt obsahuj́ı a negativńı seznam obrázk̊u, který obsahuj́ı jiný či
nespecifikovaný objekt. Pro každý obrázek z obou seznamů se vypočte př́ıznak z HoG deskriptoru,
a všechny př́ıznaky se předaj́ı klasifikátoru s ohodnoceńım +1, v př́ıpadě kladného, a −1 záporného
objektu.

Proces trénováńı je navržen podle dokumentace [ope13], kde klasifikátor trénuj́ı pomoćı software
SVMlight2. Obsahuje dva programy, svm learn pro trénováńı, z kterého źıskáme natrénovaný model,
a svm classify pro klasifikaci natrénovaného modelu. V našem př́ıpadě použ́ıváme klasifikátor v
knihovně OpenCV a tak posledńım krokem je převod model̊u do př́ıznakového vektoru pro použit́ı
klasifikátoru této knihovny.

Pro trénováńı a následnou klasifikaci je zvoleno pět tvar̊u ruky zobrazené na obrázku 3.9. Pro
každý tvar bylo poř́ızeno cca 1500 sńımk̊u v několika r̊uzných prostřed́ı. Ve Článku [Dal] standardně
použ́ıvaj́ı lineárńı SVM a pro zvýšeńı výkonu klasifikátoru použ́ıvaj́ı Gaussova jádro na úkor doby
zpracováńı. Gaussovo jádro se nastavuje hodnotou γ, kde pro detekci lid́ı určili jako nejvhodněǰśı
hodnotu 3e − 2. Daľśı nastaveńı klasifikátoru je citlivosti okraje C. Ve výše zmı́něném Článku j́ı
použ́ıvaj́ı ve velikosti 0.01. Program SVMlight tuto hodnotu nastavuje na avg(x2)−1 vektoru, pokud
j́ı uživatel nenastav́ı sám.

2http://svmlight.joachims.org/
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(a) tvar 1 (b) tvar 2 (c) tvar 3 (d) tvar 4 (e) tvar 5

Obrázek 3.9: Zvolená gesta ruky pro ovládáńı.

V tabulce 3.3 jsou porovnány vlastnosti a výpočetńı náročnosti navržených HoG deskriptor̊u.
Časová náročnost je vzhledem velikosti př́ıznakového vektoru přibližně lineárńı. V př́ıpadě lineárńıho

Typ deskriptoru 60x60–6x6 64x64–8x8 60x60–10x10

Počet buněk 100 64 36

Velikost př́ıznakového vektoru 2917 1765 901

Doba výpočtu 7800 HoG př́ıznak̊u 290 s 223 s 180 s

Doba výpočtu modelu z př́ıznak̊u lineárńı SVM 244 105 s 41 s

Doba výpočtu modelu z př́ıznak̊u Gaussova jádra 1480 s 950 s 530 s

Doba převodu modelu 46 s 22 s 14 s

Tabulka 3.3: Porovnáńı HoG deskriptor̊u. Typ deskriptoru je ve formátu velikost okna–
velikost buňky v pixelech.

klasifikátoru, výpočet pěti př́ıznakových vektor̊u ze 7800 sńımk̊u trvá řádově deśıtky minut. V
př́ıpadě nelineárńıho Gaussova jádra, se stejnými př́ıznaky a sńımky je doba trénováńı hodina až
dvě.

Výsledkem celého trénováńı je 5 navržených př́ıznakových vektor̊u pro SVM klasifikátory, kde
každý z nich dokáže vyhodnotit jestli testovaný obrázek obsahuje či neobsahuje natrénovaný tvar.

3.3.3 Klasifikace

Máme navrženo pět tvar̊u ruky, tři modifikace HoG deskriptor̊u, dva typy SVM klasifikátor̊u s
volitelnou hodnotu C. V tabulce 3.4 je porovnána kvalita lineárńıho SVM se všemi HoG deskriptory
a v tabulce 3.5 je porovnána kvalita SVM s Gaussovým jádrem.

Z Tabulky 3.4 lineárńıho SVM je patrné, že vysokou úspěšnost maj́ı deskriptory 60x60–6x6
a 64x64 –8x8. Nižš́ı úspěšnost deskriptoru 60x60– 10x10 může být zp̊usobena již malou velikost́ı
př́ıznakového vektoru. Různé hodnoty C maj́ı na klasifikaci vliv, ale z hodnot se nedá jednoznačně
určit, která by měla být vhodněǰśı. Na zvoleńı vhodné hodnoty C je potřeba udělat v́ıce test̊u s jej́ı
r̊uznou hodnotou. V tabulce jsou velmi špatné hodnoty tvaru 3, který se sṕı̌s klasifikuje jako tvar
4. Jedno z možných vysvětleńı je, že při nepřesnosti klasifikace barvy k̊uže, může u prst̊u tvaru 3
vznikat př́ılǐs malé shluky na to, aby je metoda Camshift zaregistrovala. T́ım se následně sledovaná
oblast posouvá mimo střed sledované ruky, a prsty u tvaru se pak dostávaj́ı mimo sledovanou oblast.
Pak je tvar 3 zaměnitelný s tvarem 4.

V př́ıpadě tabulky 3.5 SVM s Gaussovým jádrem, maj́ı vysokou úspěšnost všechny deskriptory.
Hodnota C vycháźı lepe pro 0.01. Test byl prováděn pouze s gesty, na které byly klasifikátory
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60w, 6b
64w, 8b
60w, 10b

28.5 /70.2 0 /0 0 / 0 0 / 0 0 / 0
49.00/88.1 0 /1.3 0 / 0 0/ 0 0 / 0
31.1 /70.9 0 /0 0 / 0 0/ 0 0 / 0

0 / 0 93.4 / 71.5 0 / 0 0.6 / 10.3 0 / 0
0 / 0 86.7 / 74.8 0 / 0 0.6 / 16.8 0 / 0
0 / 0 66.9 / 78.8 0 / 0 0 / 18.1 0 / 0

0 / 0 0 / 0 1.3 / 11.2 3.2 / 18.7 0 / 0
0 / 0 0 / 0 2 / 5.3 0.6/ 32.9 0 / 0
0 / 0 0 / 0 0 / 4.6 0 / 16.8 0 / 0

0 / 0 0 / 0 0 / 0 97.4 / 100 0 / 0
0 / 0 0 / 0 0 / 0 98.1 / 100 0 / 0
0 / 0 0 / 0 0 / 0 77.4 / 100 0 / 0

0 / 0 0 / 0 0 / 0 3.2 / 0 93.8 / 68.1
0 / 0 0 / 0 0 / 0 01.3 / 0 76.4 / 65.3

0 / 02.6 0 / 0 0 / 0 0 / 0 51.4 / 40.3

Tabulka 3.4: Hodnoty klasifikace lineárńıho SVM klasifikátoru s hodnotou C = 0.01 a C =
avg(x2)−1. Řádky znázorňuj́ı vstupńı texturu pro klasifikátor. Sloupce znázorňuj́ı gesto, které kla-
sifikátor rozpoznal. Textury, které nerozpoznal ani jeden klasifikátor nejsou v tabulce uvedeny. V
každé buňce jsou hodnoty ze všech třech HoG deskriptor̊u v pořad́ı uvedeném v levé horńı buňce.
Dvě r̊uzně hodnoty pro každý deskriptor vyjadřuj́ı r̊uznou hodnotu C SVM klasifikátoru ve formátu
C = 0.01 / C = avg(x2)−1. Hodnoty v tabulce jsou uvedeny v %. Test byl proveden cca na 150
texturách pro každé gesto.
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60w, 6b
64w, 8b
60w, 10b

100 / 100 0 / 0 0 / 0 0 / 0 0 / 0
100 / 100 0 / 0 0 / 0 0 / 0 0 / 0
100 / 100 0 / 0 0 / 0 0 / 0 0 / 0

0 / 0 100 / 98.7 0 / 0 0 / 1.3 0 / 0
0 / 0 100 / 99.3 0 / 0 0 / 0.6 0 / 0

0 / 31.8 100 / 60.3 0 / 0 0 / 7.7 0 / 0

6.6 / 19.2 0.7 / 0 39.5 / 36.8 52.3 / 43.2 0 / 0
11.9/ 35.1 3.3 / 4 50.7 / 23.7 33.5 / 36.8 0 / 0
7.3/ 41.7 2 / 0 49.3 / 11.2 0.4 / 46.5 0/ 0

0 / 0 0 / 0 0 / 0 100 / 100 0 / 0
0 / 0 0 / 0 0 / 0 100 / 100 0 / 0
0 / 0 0 / 0 0 / 0 100 / 100 0 / 0

1.3 / 21.2 0 / 0 0 / 0 0 / 0 98.6 / 77.8
2 / 25.8 0 / 0 0 / 0 0 / 0 97.9 / 72.9
2.6/ 72.2 0 / 0 0 / 0 0 / 0 97.2 / 24.3

Tabulka 3.5: Hodnoty klasifikace SVM s Gaussovým jádrem γ = 3e − 2 klasifikátoru s hodnotou
C = 0.01 a C = avg(x2)−1. Řádky znázorňuj́ı vstupńı texturu pro klasifikátor. Sloupce znázorňuj́ı
gesto, které klasifikátor rozpoznal. Textury, které nerozpoznal ani jeden klasifikátor nejsou v tabulce
uvedeny. V každé buňce jsou hodnoty ze všech třech HoG deskriptor̊u v pořad́ı uvedeném v levé horńı
buňce. Dvě r̊uzně hodnoty pro každý deskriptor vyjadřuj́ı r̊uznou hodnotu C SVM klasifikátoru ve
formátu C = 0.01 / C = avg(x2)−1. Hodnoty v tabulce jsou uvedeny v %. Test byl proveden cca
na 150 texturách pro každé gesto.
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3.3. KLASIFIKACE TVARU KAPITOLA 3. SYSTÉMOVÉ ŘEŠENÍ

trénované, a klasifikace je velmi přesná. Nicméně klasifikátory s Gaussovým jádrem vyhodnot́ı téměř
libovolné gesto, které nebylo trénované, do jedné z pěti tř́ıd. Tato vlastnost je patrná na tvaru
3, který klasifikátor v podstatě hádá. Takto natrénované klasifikátory by se nemohli použ́ıt pro
vyhledáváńı ruky v rámci celého vstupńıho obrazu, jak je tomu použito při detekci osob na fotce.
Tato ”nepřesnost”je pravděpodobně zp̊usobena nevhodnou volbou textur do negativńıho seznamu,
který obsahoval převážně tvary ruky ostatńıch klasifikátor̊u. Dále výsledek můžeme zpřesnit lepš́ımi
volbami C a γ, protože hodnoty byly navrženy pro detekci osob.

Celý krok klasifikace od změny velikosti obrázku, vypočteńı HoG př́ıznaku až po vyhodnoceńı
5–ti SVM klasifikátor̊u trvá 4 ms pro všechny tři deskriptory. Stejný čas pro r̊uzné deskriptory
naznačuje tomu, že klasifikace samotná má o proti změně velikosti obrázku zanedbatelný čas.
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Kapitola 4

Softwarová implementace

Softwarová část práce je implementována v jazyce C++ a byla vyv́ıjena na překladač́ıch MinGW pod
platformou Win32 a GCC pod platformou Linux. Program použ́ıvá pro zpracováńı obrazu knihovny
OpenCV, dále řadu nástroj̊u knihovny boost. Klasifikátory jsou trénované v programu SvmLight.

Tato kapitola je zaměřena na stručný přehled zdrojových kód̊u a ukázek programu. Veškeré
metody a proměnné jsou komentovány v hlavičkových souborech. Kompletńı výčet metod a popis
přesahuje rámec tohoto textu.

4.1 Tř́ıdy a soubory

Zdrojové kódy práce se daj́ı rozdělit na pomocné a základńı tř́ıdy. V základńıch jsou implemen-
továny hlavńı funkce programu a pomocných tř́ıdy tvoř́ı mód programu, kde jen sestavuj́ı objekty
ze základńıch tř́ıd Základńı tř́ıdy programu jsou:

enums.h č́ıselniky pro typ zdroje, barevné modely, metody barev a mód programu.

Arguments je pro čteńı argument̊u z př́ıkazové řádky. Nač́ıtá výchoźı hodnoty ze souboru config-
file.dat. Kompletńı výčet voleb źıskáte parametrem -h, který je vožen do Př́ılohy A.

VideoSource zpracovává vstup z video souboru, seznamu obrázk̊u nebo webové kamery. Zdroj se
nastavuje parametry -c -i -v, u obrázku lze použ́ıt regulárńı výraz pro skupinu obrázk̊u.

SaveData ukládá obrázky nebo textová data do souboru.

Gui ř́ıd́ı vizualizace a nastavuje události myši.

ColorClassifier zpracovává barevné modely a klasifikaci barvy --color-model a --color-method

MotionObject zpracovává sledováńı shluku. Každý nalezený shluk je reprezentován objektem
této tř́ıdy.

GestDescriptor výpočet HoG̊u a klasifikace. Každý použ́ıvaný klasifikátor je reprezentován ob-
jektem této tř́ıdy.

GestRecognition zpracovává data mezi ColorClassifier a několika objekty MotionObject a Gest-
Descriptor. Společně tak poisuj́ı pohyb a tvar všech nalezených objekt̊u.
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4.2. SESTAVENI PROGRAMU KAPITOLA 4. SOFTWAROVÁ IMPLEMENTACE

Některé pomocné tř́ıdy si poṕı̌seme v Podkapitole 4.3.

CollectData funguje jako sběr nových gest a tvar̊u ruky.

LearnGest je určena pro źıskáńı z obrázk̊u soubor př́ıznak̊u použ́ıvané v SvmLight. Tato tř́ıda také
převád́ı model z SvmLight do př́ıznakového vektoru.

GestTest je konečná podoba rozpoznáváńı gest s vizualizaćı.

HeadLess funguje stejně jako GestTest akorát nepoušt́ı žádné grafické prvky.

4.2 Sestaveni programu

Program byl vyv́ıjen v GCC ve verzi 4.8, MinGW ve verzi 4.7.2, OpenCV ve verzi 2.4.6 a boost ve verzi
1.54. Pro sestaveńı programu potřebujete následuj́ıćı soubory a adresáře.

makefile skript pro sestaveni programu.

objectsUnix.mk nastaveńı knihoven a adresář̊u pro platformu Linux.

objectsWin32.mk nastaveńı knihoven a adresář̊u pro platformu Windows.

src zdrojové kódy programu

subdir.mk pomocný skript k makefile

K sestaveńı programu se použije př́ıkaz make a př́ıkaz make clean smaže sestavený program a
všechny vytvořené závislosti.

4.3 Ukázky programu

Po správném spuštěńı začne program fungovat autonomně. Po daľśıch deśıti vteřinách program
spust́ı sledováńı a rozpoznáváńı gest.

Následuj́ıćı část textu popisuje jednotlivé módy programu, který lze vybrat parametrem --mode.
Většina mód̊u funguje autonomně, což v našem př́ıpadě znamená po prvńıch 10–ti vteřinách se
vyhledá obličej na scéně a natrénuje barvy. Tato prodleva je z d̊uvodu vyvážeńı b́ıle a kontrastu u
kamery, která se při startu provád́ı. a po daľśıch 10–ti vteřinách spust́ı sledováńı shluk̊u. Obě funkce
jdou opětovně vyvolat levým (v př́ıpadě kalibrace barvy) a prostředńım tlač́ıtkem u myši. Pravé
tlač́ıtko bývá pro ukládáńı dat dle modu.

Program potřebuje následuj́ıćı soubory nutné pro běh programu:

configfile.cfg konfiguračńı soubor výchoźıch nastaveńı programu. Většina parametr̊u lze přenastavit
volbou v př́ıkazové řádce.

hog*.yaml nastaveńı HoG deskriptoru.

classGest adresář s př́ıznaky jednotlivých gest. Přidávaj́ı se parametrem -d. POZOR! Př́ıznak
muśı odpov́ıdat vlastnostem HoG.

haarcascades adresář či soubor pro detekci obličeje
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4.3.1 Sběr textur

Určená k vytvořeńı seznamu gest. Spoušt́ı se parametrem -m cd nebo --mode collectData. Př́ıklad
spuštěńı:

rozpoznavani_gest -c 1 -F -m cd --color-model lab --color-method win --flip

Ovládáńı: Po stisknut́ı klávesy 0 až 9 ukládá textury do souboru s č́ıslem tř́ıdy zvolené klávesy.
Klávesa z abecedy ukládáńı zastav́ı. Esc program ukonč́ı.

4.3.2 Trénováńı SVM

Proces trénováńı je navržen podle dokumentace [ope13], kde deskriptor trénuj́ı pomoćı SVMlight.
Spoušt́ı se parametrem -m lg nebo --mode learnGest. Funguje dvou krokově. Prvńı krok: vytvoř́ı
z textur soubor př́ıznak̊u formátovaného pro př́ıkaz svm learn. Př́ıklad spuštěńı:

rozpoznavani_gest -m lg -P train/template0/.*png -P train/template1/.*png

-N train/template_invalid/.*png --HOG hog_10b_60w.yaml

Na vzniklé soubory se pust́ı trénováńı pomoćı svm learn

Př́ıklad použit́ı svm learn pro trénováńı lineárńıho SVM

svm_learn -c 0.01 -z r -t 0 features_hog.dat model_hog.dat

Př́ıklad použit́ı svm learn pro trénováńı SVM s Gaussovým jádrem

svm_learn -c 0.01 -z r -t 2 -gamma 0.03 features_hog.dat model_hog.dat

Druhý krok: převedeńı modelu do př́ıznakového vektoru

rozpoznavani_gest -m lg -M train/linearAuto/model_features_hog_10b_60w_class_0.dat

-M train/linearAuto/model_features_hog_10b_60w_class_1.dat --HOG hog_10b_60w.yaml

4.3.3 Testováńı SVM

Porovnává r̊uzné typy SVM klasifikátor̊u. Spoušt́ı se parametrem -m st nebo --mode svmTest.
Př́ıklad spuštěńı:

rozpoznavani_gest -m st -c 1 --color-model hsv --color-method win --flip

Ovládáńı: Po stisknut́ı klávesy 1 až 5 porovnává gesto se zadanou č́ıslovkou. Klávesa z abecedy
ukládáńı zastav́ı. Esc program ukonč́ı a vyṕı̌se se procentuálńı úspěšnost jednotlivých gest.

4.3.4 Rozpoznáváńı gest

Př́ıklad který demonstruje finálńı podobu programu: Rozpoznává gesta rukou od jednoho uživatele.
Vizuálńı ukázka programu je zobrazena na obrázku 4.1. Nalezená gesta se vypisuj́ı do konzole a
vizuálně se zobrazuj́ı na šestém poĺıčku grafické vizualizace. Spoušt́ı se parametrem -m gt nebo
--mode gestTest. Př́ıklad spuštěńı:
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Obrázek 4.1: Screenshot programu. Na šesti částech se zobrazuj́ı jednotlivé kroky při zpracováńı.
Prvńı je sńımaný obraz. Navazuj́ı chromatické kanály, kde jsou vyznačený oblasti trénováńı barvy a
histogramy barev. Třet́ı je pravděpodobnostńı obraz, kde zelená je pravděpodobnost pozad́ı, modrá
pravděpodobnost trénované barvy a červená je barva pigmentu. Čtvrtý je sledováńı objekt̊u. Pátý
výběr textur pro klasifikaci a šesté je rozpoznané gesto.
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rozpoznavani_gest -m gt -c --flip --HOG hog_6b_60w.yaml

-d classGest/svm_detector_hog_6b_60w_class_0.dat

-d classGest/svm_detector_hog_6b_60w_class_1.dat

-d classGest/svm_detector_hog_6b_60w_class_2.dat

-d classGest/svm_detector_hog_6b_60w_class_3.dat

-d classGest/svm_detector_hog_6b_60w_class_4.dat

Klávesa Esc program ukonč́ı.
Tento př́ıklad lze spustit i v HeadLess modu (-m hl nebo --mode headLess), který běž́ı bez

grafických komponent. funguje s rychlost́ı 16 sńımk̊u za vteřinu s rozlǐseńım 640x480 sńımaného
obrazu. HeadLess mod se ukončuje rozpoznáńı tvaru 5.
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Kapitola 5

Závěr

Práce vycháźı z vědeckých článk̊u, které se podobnou problematikou zabývaly. Řešeńı úlohy se
skládá z filtrace pigmentu, trajektorie objekt̊u a klasifikace tvaru ze sledovaných oblast́ı.

Pro klasifikaci barvy k̊uže byly v práci vyzkoušeny dvě metody klasifikaćı. V obou metodách se
použ́ıvá jako referenčńı oblast obličej. Dále se pracuje jen s barevnými modely s jasovou složkou,
kde se z chromatických komponent poč́ıtaj́ı histogramy obličeje a jeho okoĺı. V jednom př́ıstupu
se dvourozměrný histogram chromatických složek aproximuje na dva jednorozměrné histogramy v
podprostoru hlavńı a vedleǰśı poloosy elipsy. Chromatické kanály barevného modelu transformuje
do kanál̊u α a β, které jsou nezávislé a jejich vynásobeńım źıská pravděpodobnost barvy k̊uže.
V druhém př́ıstupu použ́ıvá dvourozměrné histogramy obličeje a jeho okoĺı, a odečteńım jejich
pravděpodobnostńıch model̊u źıská lepš́ı výsledky než v předchoźı metodě. V rámci práce bylo
experimentováno s v́ıce barevnými modely konkrétně HSV, HLS, Lab, YCbCr, Luv YUV. Barevné
modely HSV, HLS funguj́ı za ideálńıch podmı́nek, kdy v pozad́ı je b́ılá nebo kĺıčovaćı barva. Barvu
pigmentu nejlépe reprezentuje model Lab, ale za specifických podmı́nek má mnohem horš́ı výsledky
než YCbCr, který má robustněǰśı charakter.

Trajektorie objektu se sleduje z klasifikované barvy k̊uže, kde se v podobě shluk̊u sleduj́ı pomoćı
metody Camshift rozš́ı̌renou o Kalmanuv filtr. Trajektorie s Kalmanem je spolehlivěǰśı, nicméně
při kř́ıžeńı objekt̊u také selhává. Při sledováńı trajektorie ruky je sledovaná oblast rozš́ı̌rena o 1.5
násobku jej́ı velikosti z d̊uvodu nekompletńıho obrazu ruky.

V klasifikaci tvaru poč́ıtáme př́ıznaky pomoćı metody Histogram of oriented gradient. Byly
navrženy tři jej́ı variace v r̊uzném poměru velikosti okna a buňky. Pro klasifikaci gesta bylo navrženo
pět tvar̊u ruky a pro každé gesto bylo poř́ızeno cca 1500 vzork̊u pro trénováńı. Jako klasifikátory
byly vyzkoušen lineárńı SVM a SVM s Gaussovým jádrem. Test klasifikátor̊u byl proveden na cca na
150 texturách pro každé gesto, kde pro lineárńı SVM jsou vhodné HoG deskriptory s okénkem 60x60
a buňkou 6x6 pixel̊u, a také s okénkem 64x64 a buňkou 8x8 pixel̊u. U SVM s Gaussovým jádrem
maj́ı vysokou úspěšnost všechny deskriptory, nicméně vyhodnot́ı téměř libovolné jiné gesto, které
nebylo trénované, do jedné z pěti tř́ıd. Tento nedostatek by se měl zlepšit volbou rozmanitěǰśıho
negativńıho seznamu při trénováńı klasifikátoru.

Program pro rozpoznáváńı gest byl implementován v jazyce C++ a lze ho sestavit pod platfor-
mami Linux i Windows. Výsledný program funguje s rychlost́ı 16 sńımk̊u za vteřinu s rozlǐseńım
640x480 sńımaného obrazu.
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Př́ıloha A

Volby programu

Zakladni volby:

-h [ --help ] produce help message

-c [ --camera ] [=arg(=0)] ID kamery

-v [ --video ] arg video soubor

-i [ --image ] arg obrazek soubor. Pro skupinu obrazku lze

pouzit regularni vyraz

-f [ --fps ] arg (=15) pocet snimku za vterinu videovstupu

-D [ --delay ] arg (=100) Zpozdeni v ms pro prepinani vlaken.

Hodnota 0 ceka na stisk klavesnice.

(cv2.waitKey([delay]))

-p [ --prefix ] arg prefix pro ukladani souboru

--color-model arg (=win) barevny model.

Moznosti:hsl, hsv, lab, luv, ycbcr, yuv

--color-method arg (=lab) metoda barevneho filtru.

Moznosti: win - trenuje se z obliceje a

okoli 2D histogram, sub -

trenuje se jen z obliceje 1D

histogramy

-F [ --flip ] [=arg(=VERTICAL)] (=NONE)

zrcadlovy pretoceni vstupu

Moznosti:VERTICAL, HORIZONTAL, BOTH,

NONE

-m [ --mode ] arg mod programu

Moznosti: colorTest (ct), motionTest

(mt), collectData (cd),

hogTest (ht), learnGest (lg),

svmTest (st), gestTest (gt),

headLess (hl)

-H [ --height ] arg (=0) Vyska zaznamu

-W [ --width ] arg (=0) Sirka zaznamu

-b [ --median-blur ] [=arg(=1)] Velikost jadra medianoveho filtru.

Odstranuje sum ze zaznamu
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PŘÍLOHA A. VOLBY PROGRAMU

-s [ --close-size ] [=arg(=5)] Velikost jadra morfologicke operace

uzavreni.

-S [ --scale ] arg (=1.5) Sledovany objekt muze mit jinou

velikost nez je urcen z barevneho

modelu. Tato hodnota velikost upravuje.

--HOG arg (=hog.yaml) Konfiguracni soubor HOG descriptoru. Ve

formatu YAML

--HAAR arg (=haarcascades/haarcascade_frontalface_alt2.xml)

haar cascade. Pro detekci obliceje

-P [ --positive-classes ] arg Seznam obrazku pro jednotlive tridy.

Argument lze zadat vicekrat a kazdy

reprezentuje jednu tridu!. Zadava se

pomoci regularnich vyrazu.

-N [ --negative-class ] arg Seznam obrazku ktere nepatri do zadne

tridy. Zadava se pomoci regularnich

vyrazu.

-M [ --svm-model ] arg Seznam modelu z programu svm_learn pro

jednotlive tridy.

Argument lze zadat vicekrat a kazdy

reprezentuje jednu tridu!.

-d [ --svm-detectors ] arg Seznam detektoru pro SVM ve tride

HOGDescriptor.

Argument lze zadat vicekrat a kazdy

reprezentuje jednu tridu!.
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Datum: Podpis:
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