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Anotace

Tato práce se zaměřuje na metody źıskáváńı, zpracováńı a následnou klasifikaci troj-
rozměrných dat tvaru lidského obličeje. Je zde popsán také vhodný algoritmus pro
přizp̊usobeńı 3D dat poř́ızených zař́ızeńım Kinect Xbox360 modelu vytvořeného univer-
zitou v Baselu, který je modifikován pomoćı implementace hloubkového ořezu a volnosti
v pohybu. Pro přizp̊usobeńı je využit algoritmus simulovaného ž́ıháńı, pomoćı kterého
jsou zpracována reálná data celkem dev́ıti r̊uzných osob. Následné klasifikace těchto
dat prob́ıhá pomoćı tř́ı typ̊u klasifikátor̊u, z čehož nejlepš́ı výsledky poskytuje SVM
klasifikátor.

Kĺıčová slova

3D data, 3D rekonstrukce, tvarovatelný model lidského obličeje, přizp̊usobováńı modelu,
klasifikace, rozpoznáváńı obraz̊u

Summary

This thesis is focused on methods of capturing, editing and subsequent classification of
three-dimensional shape data of a human face. There is also described an algorithm for
fitting 3D data captured by device Xbox360 Kinect to model created by University in
Basel, which is modified by implementing crop in depth and possibility of movement.
Algorithm of simulated is used fitting 3D data. By using this algorithm we compile real
data of nine different people. Subsequent classification of these data is made by using
three types of classifiers, from which the best results are obtained by SVM classifier.
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4.7.1 Natočeńı . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28
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5.4 Testováńı d̊uležitosti ořezu . . . . . . . . . . . . . . . . . . . . . . . . . . 39
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6.2.2 Lineárńı diskriminačńı funkce . . . . . . . . . . . . . . . . . . . . 44
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8.3 Výsledky klasifikace . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55

9 Závěr 57



Kapitola 1

Úvod

Tato práce plynule navazuje na moji bakalářskou práci, přičemž se ji snaž́ı rozš́ı̌rit a
odstranit jej́ı problémy. Ćılem je tedy hlouběji prostudovat stávaj́ıćı metody a zař́ızeńı,
slouž́ıćı k źıskáváńı a následnému zpracováńı vizuálńıch dat lidské tváře. Dále se práce
zabývá možnostmi klasifikace těchto dat.

Mým úkolem bylo přizp̊usobeńım vhodného modelu data lidského obličeje zpracovat
s co nejmenš́ı chybou a zároveň s rozumnými časovými nároky. Na rozd́ıl od BP byla al-
goritmu dodána volnost pohybu a natočeńı modelu. Dále byla implementována možnost
změny měř́ıtka a vylepšen ořez modelem vygenerovaných instanćı. Daľśım zlepšeńım je
možnost označit na sńımku tzv. referenčńı body, které přisṕıvaj́ı ke zlepšeńı finálńıho
řešeńı.

Sńımky reálných osob byly poř́ızeny zař́ızeńım Kinect Xbox360, které bylo shledáno
jako vhodné a zároveň dostupné. Posléze jsem vybral vhodný klasifikátor a část źıskaných
dat využil k jeho natrénováńı. Zbytek dat dále posloužil k experimentálńı klasifikaci. Pro
klasifikaci jsem nejprve vybral modifikovaný k-means klasifikátor, který sice nevykazoval
dramatické nedostatky,nicméně jsem zde stále viděl prostor pro zlepšeńı. To přinesl až
SVM klasifikátor, který poskytuje velice uspokojivé výsledky.

Animačńı model byl ponechán p̊uvodńı model z BP, ve které byl zvolen 3D face
model vyvinutý na univerzitě v Baselu, a to nejen kv̊uli jeho dostupnosti, ale také pro
to, že jeho uživatelské prostřed́ı je velmi př́ıjemné a lehce modifikovatelné, čehož bylo
dále hojně využito. Tento model také nab́ıźı mnoho možnost́ı zobrazeńı lidského obličeje,
a to včetně jeho textury, která však nebyla vzhledem k ćıli práce využita.

Jako vývojové prostřed́ı byl vybrán MATLAB, a to hned z několika d̊uvod̊u. Za prvé,
kv̊uli jeho efektivitě, co se týče zpracováńı matic, za druhé, vzhledem k faktu, že vybraný
Baselský model také využ́ıvá toto vývojové prostřed́ı a za třet́ı, kv̊uli přehlednosti a
uživatelsky přátelskému rozhrańı, které MATLAB nab́ıźı.
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Kapitola 2

Kolekce trojrozměrných dat

Trojrozměrná data maj́ı v dnešńı době široké využit́ı, v posledńıch letech předevš́ım v
zábavńım pr̊umyslu (filmy, poč́ıtačové hry), pr̊umyslovém designu, v lékařstv́ı (model
protézy) a nebo např́ıklad při návrźıch prototyp̊u. S t́ım vš́ım je spojen i fakt existence
mnoha rozličných metod na jejich pořizováńı a zpracováńı. Pokusil jsem se tyto metody
prostudovat, přičemž jsem se zaměřil předevš́ım na ty využitelné pro sńımáńı lidské
tváře [10].

2.1 Metody źıskáváńı obrazových dat lidského obličeje

Oproti minulosti zaznamenaly nové technologie posledńıch let znatelné zlepšeńı sńımk̊u,
a to předevš́ım v oblasti rozlǐseńı a přesnosti. Dı́ky tomuto faktu lze některé z těchto
metod využ́ıt na źıskáváńı trojrozměrných dat lidského obličeje, což dř́ıve nebylo dost
dobře možné, vzhledem k absenci dostatečné přesnosti pro zpracováńı či rozpoznáńı
těchto obrazových materiál̊u. Nyńı uvád́ım několik metod použ́ıvaných k pořizovańı
vizuálńıch dat lidského obličeje.

2.1.1 Stereofotogrammetrie

K poř́ızeńı trojrozměrných dat mohou být použity tzv. stereo páry obraz̊u [13]. Stereofo-
togrammetrie, založená na navzájem se překrývaj́ıćıch obrázćıch, je základńı metoda pro
źıskáváńı 3D dat s použit́ım 2D obraz̊u, vycháźı tedy z faktu, že ”normálńı” fotografie
zachycuje věrný 2D obraz objektu, jako je tomu i u našeho oka. To, že člověk vid́ı ve
3D, je zp̊usobeno t́ım, že každé z našich oč́ı pořizuje tento obraz z jiného mı́sta. Č́ım je
objekt k našim oč́ım bĺıže, t́ım v́ıce je navzájem v obrazech z každého oka posunut. A
přesně na tomto jevu pracuje stereofotogrammetrie.

Metoda husté 3D rekonstrukce

Nejpouž́ıvaněǰśı metodou stereofotogrammetrie je metoda husté 3D rekonstrukce. Při
jej́ım použit́ı většinou pracujeme se dvěma, ale můžeme i s v́ıce sńımky daného sub-
jektu. Prvńım krokem je nalezeńı jednotlivých korespondenćı mezi obrazy, viz obr. 2.1
tedy body, které jsou ve skutečnosti na reálném objektu identické. Pro hledáńı těchto
korespondenćı existuje několik metod, z nichž jmenujme např́ıklad metodu SIFT [13].
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Problém v této části nastává, pokud se několik významných bod̊u spáruje chybně, po-
tom může doj́ıt k tomu, že výsledek je špatný. Daľśım krokem je poř́ızeńı disparitńı
mapy měřeného subjektu. I zde docháźı k problémům a to v př́ıpadě, že na pozoro-
vaném objektu je málo význačných bod̊u. Proto je leckdy použita textura, která je na
focený předmět promı́tnuta, č́ımž dojde k vysokému nár̊ustu koresponduj́ıćıch bod̊u. Po-
sledńım krokem je použit́ı filtru, který nám zajist́ı doplněńı chyběj́ıćıch dat a přemazáńı
chybných bod̊u.

Obrázek 2.1: Ukázka stereofotografie s významnými body a jejich korespondencemi

2.1.2 3D sken

Daľśım velmi rozš́ı̌reným př́ıstupem je źıskáńı trojrozměrných dat pomoćı 3D skener̊u.
Ke zkonstruováńı těchto skener̊u existuje mnoho rozličných technologíı, přičemž každá
má svoje výhody, nevýhody a cenu. I přesto, že se tato technologie v posledńıch letech
vyv́ıj́ı mı́lovými skoky, stále existuj́ı u většiny těchto př́ıstroj̊u jistá omezeńı a problémy,
a to např́ıklad při skenováńı pr̊uhledných, třpytivých nebo čirých objekt̊u. Úkolem 3D
skener̊u je vlastně źıskáńı śıtě bod̊u na povrchu skenovaného objektu (jedná se soubor
tř́ıdimenzionálńıch dat). Tyto body mohou být později použity pro extrapolaci tvaru
skenovaného předmětu (tomuto procesu se ř́ıká rekonstrukce). Některé skenery sńımaj́ı
i barvu v každém bodě výše zmı́něné śıtě. V takovém př́ıpadě může být později zre-
konstruována i textura. 3D skenery se ve skutečnosti velmi podobaj́ı kamerám, s t́ım
rozd́ılem, že účelem kamery je zachytit barvu objektu, zat́ımco skener sńımá vzdálenost
každého bodu předmětu od něj (neboli obrázek ze skeneru popisuje vzdálenost každého
bodu povrchu sńımaného objektu). Tento údaj a fakt, že je každý bod nav́ıc skenerem
zasazen do sférického souřadného systému, plně popisuje polohu každého bodu śıtě v
prostoru.

Pokud chceme kompletńı 3D obraz subjektu, většinou nestač́ı pouze jediný sken,
ale je jich potřeba v́ıce, někdy i několik deśıtek. Všechna tato v́ıcenásobná skenováńı
muśı mı́t nějaký společný referenčńı systém (často nazývaný registrace), d́ıky kterému
mohou být později jednotlivé skeny zkombinovány. Jak již bylo řečeno, existuje celá
řada technologíı 3D skenováńı. Tyto technologie se obvykle děĺı na kontaktńı a bezkon-
taktńı 3D skenery. Vzhledem k obsahu této práce a využitelnosti se dále zabývám pouze
bezkontaktńımi 3D skenery.

Laserový skener (Time-of-flight scanner)

Tento skener využ́ıvá laser ke zkoumáńı daného subjektu, přičemž jeho hlavńı součástkou
je laserový dálkoměr. Ten funguje na principu měřeńı doby, za kterou světlo uraźı
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vzdálenost k povrchu objektu a zpátky. Jelikož rychlost světla je známá, vypočte se
potom vzdálenost daného bodu na povrchu tělesa jednoduše d = c.t

2
. Dálkoměr však

detekuje pouze vzdálenost jednoho bodu př́ımo ve směru pohledu, proto je potřeba bud’

otáčet př́ımo j́ım, a nebo, což je častěǰśı př́ıpad, lze pohled dálkoměru ovlivnit pomoćı
systému pohyblivých zrcadel. Obrovskou výhodou tohoto skeneru je jeho rychlost. Ty-
pický model dokáže sejmout 10 až 100 tiśıc bod̊u za vteřinu. Mezi daľśı výhody patř́ı
jeho dosah, d́ıky němuž je ho možné využ́ıt např́ıklad pro skenováńı budov. Naopak jeho
nevýhodou je poměrně ńızká přesnost.

Triangulačńı skener

Jedná se také o skener využ́ıvaj́ıćı laser, viz obr. 2.2, avšak má naprosto odlǐsné vlast-
nosti než laserový skener, tzn. dokáže sńımané objekty zachytit s vysokou přesnost́ı,
avšak jeho dosah je velmi omezený. Srdcem triangulačńıho skeneru je opět laserový
dálkoměr, ale dále využ́ıvá také fotoaparát, který sńımá mı́sto, na které laser sv́ıt́ı. V
závislosti na vzdálenosti skenovaného subjektu se laserová tečka na jeho povrchu objev́ı
na určitém mı́stě sńımku fotoaparátu. Tato technika se nazývá triangulace právě proto,
že fotoaparát, laserový emitor a laserový bod tvoř́ı trojúhelńık. Mezi triangulačńı skeny
patř́ı např́ıklad ABW-3D, který byl použit pro poř́ızeńı dat Baselského modelu, který
je dále využ́ıván v této práci.

Obrázek 2.2: Triangulačńı skener

Světelný skener (Structured-light scanner)

Tento typ skener̊u vrhá na předmět svazek světla a sleduje, jak je světlo zdeformováno
na jeho povrchu. Svazek může být jednorozměrný a nebo dvourozměrný. Nespornou
výhodou tohoto typu je jeho rychlost, t́ım že najednou neskenuje pouze jeden bod, nýbrž
v́ıce bod̊u nebo dokonce celé zorné pole. To také snižuje nebo zcela eliminuje problém
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zkresleńı pohybu. Některé současné systémy jsou dokonce schopny sńımat pohybuj́ıćı se
objekty v reálném čase. Real-time skenery byly vyvinuty pro zachyceńı a rekonstrukci
dynamických objekt̊u, kde potřebujeme vysokou hustotu informace – např́ıklad výrazy
lidského obličeje. Nejlepš́ı real-time skenery zvládaj́ı źıskávat skeny rychlost́ı 120 obraz̊u
za sekundu.

2.2 Poř́ızeńı vlastńıch trojrozměrných dat popisuj́ıćı

povrch lidské tváře

Již v bakalářské práci byl řešen problém s hledáńım vhodného př́ıstroje pro poř́ızeńı
vlastńı kolekce dat. Po několika rozličných návrźıch byl zvolen Kinect Xbox360. Kinect
byl vybrán nejen pro jeho dostupnost, ale také pro relativně krátký sńımaćı čas. Vzhle-
dem k tomu, že by námi vyv́ıjený algoritmus měl mı́t praktické uplatněńı, jsou obě tyto
skutečnosti velmi žádoućı.

2.2.1 Kinect Xbox360

Kinect, viz obr. 2.3, byl p̊uvodně vyvinut jako vstupńı zař́ızeńı k herńı konzoly Xbox360
schopné sńımat hráč̊uv pohyb [2][10]. Jeho základem je webová kamera, která uživateli
umožňuje ovládat a pracovat s Xbox360, aniž by člověk musel použ́ıt jakýkoliv jiný herńı
ovladač, pouze pomoćı gest a přirozených pohyb̊u. Projekt byl tedy zaměřen k rozš́ı̌reńı
typické hráčské základny, což se podle statistik také povedlo (v prvńıch 60 dnech na trhu
se prodalo neuvěřitelných 8 milion̊u kus̊u, č́ımž se zapsal do Guinessovy knihy rekord̊u
jako nejrychleji prodávaný elektronický výrobek).

Obrázek 2.3: Zař́ızeńı Kinect Xbox360

Základem tohoto př́ıstroje je 3D světelný skener. Použ́ıvá svazek strukturovaného in-
fračerveného světla a je schopen zaznamenávat pohyb uživatele real-time. Dále je př́ıstroj
vybaven RGB kamerou a mikrofonem, d́ıky čemuž je Xbox360 schopný rozpoznat po-
hyb celého těla nebo obličeje, ale také je schopný rozpoznat lidský hlas. Původńı verze
Kinectu možnost rozpoznáńı hlasu neměla, nicméně později bylo rozhodnuto, že bude
implementována do všech nových výrobk̊u. Akustické zař́ızeńı je nyńı schopno hlas nejen
lokalizovat, ale také potlačit okolńı šumy. Mikrofon obsahuje čtyři mikrofonńı kapsle a
operuje s 16-bitovým zpracováńım zvuku se vzorkovaćı frekvenćı 16kHz. Vzhledem k
našim záměr̊um byl však mikrofon pro daľśı práci irelevantńı.

Samotné hloubkové čidlo se skládá z infračerveného laserového projektoru v kombi-
naci s monochromatickým (tzv. sńımá daný objekt ve stupńıch šedi) CMOS senzorem,
který je schopný sńımat video za jakýkoliv světelných podmı́nek. Senzor Kinectu má
rozsah 1.2 – 3.5 m s p̊uvodńım softwarem od výrobce. Výrobcem bylo rozhodnuto, že
výstupńı obraz Kinectu bude video o obnovovaćı frekvenci 30Hz a s rozlǐseńım 640x480
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pixel̊u. Senzor má základńı zorné pole 57◦ horizontálně a 43◦ vertikálně, ale mechanický
pivot je schopen natočit senzor o daľśıch 27◦ nahoru a dol̊u. To znamená, že při mi-
nimálńı pozorovaćı vzdálenosti, která je přibližně 0.7 m je rozlǐseńı senzoru zhruba 1,3
mm na pixel. Co se týče softwaru dodávaného od výrobce, tak podle prodejce dokáže
současně sledovat až 6 lid́ı, z čehož u dvou z nich zvládá aktivně sledovat i jejich gesta
a obličeje.

V bakalářské práci se Kinectem poř́ızená data ukázala jako lehce poř́ıditelná a jed-
noduše zpracovatelná, avšak přinášej́ıćı i určité nedostatky. Mezi ty patřil např́ıklad
fakt, že minimálńı sńımaćı vzdálenost je, jak již bylo řečeno, 0.7 metru, což znamená,
že obličej sńımaného subjektu zab́ırá minoritńı část poř́ızeného sńımku. Dále občas
docháźı ke vzniku tzv. děr ve sńımku, čemuž se naštěst́ı dá zabránit vhodným výběrem
sńımk̊u před zpracováńım. Řešeńım těchto problému by byl nový Kinect for Windows,
který disponuje vylepšenou kamerou a novým čidlem d́ıky čemuž lze sńımat obraz už na
vzdálenost 40 cm bez ztráty ostrosti. Bohužel se toto zař́ızeńı nepodařilo pro naše účely
sehnat, proto jsme se museli spokojit se starš́ım modelem.

2.2.2 Poř́ızeńı sńımk̊u

Pro účely této diplomové práce jsem poř́ıdil sńımky několika r̊uzných osob pomoćı jed-
noduchého skript v programovaćım prostřed́ı MATLAB. Tento skript ukládá data ve
formě hloubkové mapy do dvourozměrného pole o rozměrech 640x480, což je taktéž
rozlǐseńı sńımk̊u. Poř́ızený obraz byl zároveň oř́ıznut a to tak, že hloubka menš́ı než 0.7
metru a větš́ı než 0.8 metru byla ”vynulována”,tzn. jednotně nastavena na hodnotu 0.8
metru. Toto nastaveńı bylo vybráno pro účely odstraněńı nežádoućıch objekt̊u v pozad́ı
a zároveň jsme t́ım źıskali pěkné oř́ıznut́ı obličeje a odfiltrováńı krku a těla sńımaného
subjektu.

Obrázek 2.4: Původńı sńımek z Kinectu (hloubková mapa vpravo nahoře)
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Obrázek 2.5: Sńımek po hloubkovém ořezu

Celkem bylo nasńımáno 9 r̊uzných osob, přičemž bylo u každé poř́ızeno 15 až 20
sńımk̊u. Tyto sńımky bylo nutné dále probrat a odstranit ty, jenž byly zat́ıženy př́ılǐs
velkou chybou. Tato chyba vzniká ze dvou hlavńıch d̊uvod̊u - sńımaný byl moc bĺızko
nebo naopak moc daleko od Kinectu, v d̊usledku toho se v obličeji subjektu objev́ı ”nu-
lové plochy” neboli ”d́ıry”, viz obr. 2.6. Dále byly přednostně vyb́ırány takové obrázky,
na kterých se subjekt tvář́ı přirozeně (tzv. zavřená ústa, obě oči otevřené, neutrálńı
výraz tváře).

Obrázek 2.6: Sńımek obsahuj́ıćı ”d́ıry”

Jak jsme již zmı́nil výše, obličej subjektu bohužel zab́ırá minoritńı část obrazu, kromě
něj se na sńımku objevuj́ı často také jeho ruce, tělo, člověk sed́ıćı vedle něj a mnoho
daľśıch nežádoućıch objekt̊u. Proto se bylo potřeba rozhodnout, zda zvolit nějaký druh
prohledáváńı v obrázku, který by nám obličej skenovaného subjektu našel a automaticky
oř́ızl, nebo zda plynule navázat na bakalářskou práci a využ́ıt již implementovaného
ručńıho ořezu pomoćı MATLABovké funkce imcrop. Vhledem k tomu, že ručńı ořez
se v bakalářské práci osvědčil jako funkčńı a dostatečně efektivńı (a také vzhledem k
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tomu, že lokalizace oblasti tváře na sńımku neńı ćılem této DP), rozhodl jsem se jej
ponechat, mimo jiné taktéž pro pozděǰśı porovnáńı efektivity obou programů, viz obr.
2.7. Daľśı nespornou výhodou ručńıho oř́ıznut́ı je praktická absence možnosti chybného
ořezu a následného vyseparováńı špatné části obrázku. Vzhledem k faktu, že Baselský

Obrázek 2.7: Obraz hloubkové mapy během ořezáváńı

model nepracuje v metrických délkách, bylo nutné zkorigovat tato měř́ıtka oř́ıznuté části
skenu, viz obr. 4.14. Tomuto problému se budu hlouběji věnovat později, viz. kapitola
4.

Obrázek 2.8: Oř́ıznutá část skenu
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Kapitola 3

Stávaj́ıćı metody přizp̊usobeńı
modelu lidského obličeje podle
trojrozměrných dat

Pro daľśı práci bylo stěžejńı prostudovat stávaj́ıćı metody přizp̊usobeńı 3D modelu,
zvláště metody týkaj́ıćı se přizp̊usobeńı lidského obličeje. S vyšš́ım rozlǐseńım a přesnost́ı
dnešńıch 3D sken̊u se procento chyby prudce sńıžilo, d́ıky čemuž je lze využ́ıt např́ıklad
pro rozpoznáváńı osob, což v minulosti nebylo zdaleka možné. Výhodou 3D skeno-
vaných dat je oproti 2D barevným dat̊um to, že se rozd́ılnost osvětleńı projev́ı mnohem
méně. Avšak i přes velký pokrok oproti dř́ıvěǰśım let̊um, 3D skeny stále trṕı občasnými
chyběj́ıćımi body. Proto je potřeba, aby metody rozpoznáváńı byly k těmto ”d́ırám” inva-
riantńı, popř́ıpadě je potřeba tyto chyběj́ıćı oblasti doplnit interpolaćı. T́ımto problémem
se zabývá např́ıklad Laplaceovo vyhlazeńı (Laplacian smoothing) [15], jehož úspěšnost
je však velmi závislá na rozlǐseńı zpracovávaného skenu. Dále je možné zde použ́ıt
nejr̊uzněǰśı druhy filtr̊u, jako např́ıklad řádkový filtr, mediánový filtr atd.

Daľśı problém, který u 3D rozpoznáváńı (přizp̊usobeńı) tváře nastává je fakt, že
použ́ıvané metody jsou závislé na výrazu tváře. T́ımto problémem jsem se nemusel
zabývat d́ıky tomu, že lidé na mnou poř́ızených datech maj́ı neutrálńı výraz a zároveň
Baselský model, který jsem použil, je vytvořen také z dat tvář́ı s neutrálńımi výrazy.
Existuje mnoho metod, které se použ́ıvaj́ı pro přizp̊usobováńı 3D modelu a každá má
své výhody i nevýhody, přičemž každá je v́ıce či méně vhodná pro daný model. Rád
bych zde alespoň některé nejzaj́ımavěǰśı zmı́nil:

3.1 Metoda B. ter Haara a Remco C. Veltkampa

Jedná se o plně automatickou metodu přizp̊usobeńı 3D modelu trojrozměrným dat̊um.
[11]. Pro testováńı byl vytvořen model obsahuj́ıćı p̊uvodně 953 sken̊u r̊uzných osob s
neutrálńımi výrazy tváře, na které byla později použita PCA metoda a to tak, aby
jednotlivé složky byly nezávislé. Jelikož testovaná metoda pracuje pouze se skeny s
neutrálńımi výrazy tváře, nelze ji použ́ıt na 3D fitting tváře s jinými výrazy, avšak
pozděǰśı testy ukázaly, že si dokáže poradit i s jemnými nuancemi (např́ıklad lehce
přivřené oči, drobný úsměv atd.).

V prvńım kroku této metody je hledán nos subjektu na skenu, v druhém celkový
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tvar tváře, přičemž tento tvar je źıskán oř́ıznut́ım veškerých data, která maj́ı větš́ı eukli-
dovskou vzdálenost od nosu než 100 mm, viz obr. 3.1. Původně se uvažovalo o rozš́ı̌reńı
této vzdálenosti, aby byl započten i krk a uši, ale bylo od toho opuštěno.

Obrázek 3.1: Oř́ıznut́ı tváře podle Euklidovské vzdálenosti od nosu

Na samotné vyč́ısleńı, zda je model kvalitńı aproximaćı dodaného 3D skenu, je v této
metodě použita středńı kvadratická vzdálenost každého vertexu modelu k nejbližš́ımu
bodu na 3D skenu tváře, přičemž nejsou brány krajńı body skenu. Ke každému bodu in-
stance (tváře vytvořené modelem), je nalezen bod na skenu obličeje, který má minimálńı
Euklidovskou vzdálenost.

Pro účel hledáńı optimálńıho řešeńı byl zvolen iterativńı downhill walk algoritmus.
Při tomto procesu je prohledáván m-dimenzionálńı prostor, přičemž m je počet kompo-
nent, který źıskali po aplikaci PCA metody (v tomto konkretńım př́ıpadě 99), aby našel
instanci modelu s minimálńı chybou. Bohužel donwhill walk algoritmus se často zasekl
v globálńım minimu. Tento problém byl vyřešen rozděleńım tváře na tři segmenty, které
byly hodnoceny nezávisle, přičemž v každé iteraci se měnil pouze jeden z nich. Při daľśım
testováńı však vznikly problémy při počátečńım zarovnáńı instance pr̊uměrné tváře na
3D sken obličeje, v př́ıpadě že se od ńı hodně lǐsil. Proto se v prvńı iteraci prohledává
pouze prvńıch 10 komponent a instance se na sken hrubě ”namontuje”. Později byl al-
goritmus dále vylepšen a to tak, že tvář byla rozdělena na sedm část́ı, viz obr. 3.1, d́ıky
čemuž je algoritmus nyńı schopen generovat i nesymetrickou lidskou tvář.

Obrázek 3.2: Rozděleńı tváře na sedm segment̊u

3.2 Metoda Volkera Blanze a Thomase Vettera

Jedná se o poloautomatickou metodu přizp̊usobeńı 3D modelu 2D dat̊um [5][6], která byl
opět testována na databázi, na ńıž byla aplikována PCA metoda (vzniklo 200 kompo-
nent̊u, z nichž bylo použito prvńıch 99). Tato metoda se zabývá pouze vykresleńım tvář́ı
s neutrálńımi výrazy, stejně jako ta předchoźı (v tomto př́ıpadě však bylo použito 6428
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sńımk̊u pro źıskáńı textury). Jej́ım ćılem bylo zamezit vliv osvětleńı a celkově špatných
podmı́nek během skenováńı na výslednou instanci (např́ıklad natočeńı hlavy atd.). Tato
metoda kombinuje deformovatelný 3D model obličeje spolu s grafickou poč́ıtačovou si-
mulaćı natočeńı a osvětleńı obličeje. Z každého obrázku algoritmus dokáže automaticky
odhadnout tedy nejen tvar, ale také texturu obličeje a všechny daľśı d̊uležité parametry
vypov́ıdaj́ıćı o daném skenu. Testováńım bylo ověřeno, že všechny možné kombinace
natočeńı, osvětleńı atd. jsou touto metodou bez výjimky pokryty. Metoda bere v po-
taz dokonce i zrcadlové odrazy a st́ıny, které maj́ı značný vliv na vzhled lidské k̊uže.
Celý př́ıstup je založen na Morphable 3D modelu, který zachycuje specifické vlastnosti
tváře. Tyto vlastnosti se program automaticky uč́ı z každého 3D skenu. Kromě samotné
textury a tvaru tváře je u každé specifické vlastnosti uložen i údaj o pravděpodobnosti
jej́ıho výskytu.

Prvńım krokem v tomto algoritmu je vyč́ısleńı kvadratické vzdálenosti mezi tvarem
skenu a pr̊uměrného obličeje, zároveň vyč́ısleńı této vzdálenosti i pro texturu. Dále je
manuálně na sken naneseno šest až osm tzv. featured point̊u, d́ıky kterým algoritmus
źıská informaci o základńı pozici, tvaru a barvě obličeje. viz obr. 3.3.

Obrázek 3.3: Rozděleńı tváře na sedm segment̊u

Obličej byl před začátkem prohledáváńı opět rozdělen do segment̊u, tentokrát do
čtyř – oči, ústa, nos a zbytek. Během hledáńı správné instance program neustále bere
v potaz pravděpodobnost výskytu dané vlastnosti. Toto zamezuje některým fatálńım
chybám. Samotná optimalizačńı část je vlastně modifikovaná stochastická verze New-
tonova algoritmu. Ta se vyhýbá lokálńım minimům d́ıky prohledáváńı vždy větš́ı části
obličeje. Optimalizace je prováděna pro každý ze čtyř segment̊u odděleně. Ve finále je
celý algoritmus velice rychlý a efektivńı. Na pr̊uměrném poč́ıtači trvá zhruba 4,5 minuty.

3.3 Metoda Pouria Mortazaviana, Josefa Kittlera a

Williama Christmase

Tato metoda se zabývá problémem přizp̊usobeńı lidské tváře podle dvourozměrného
sńımku s ńızkým rozlǐseńım [14]. Prostudoval jsem ji vzhledem k faktu, že poř́ızené
sńımky z Kinectu maj́ı bohužel také ńızké rozlǐseńı a proto jsem doufal, že by jej́ı
znalost mohla býti později užitečná.

Tato metoda pracuje jak s tvarem, tak s texturou obličeje. Objevitelé metody tvrd́ı,
že chybová funkce použ́ıvaná tradičńımi metodami přizp̊usobováńı je v tomto př́ıpadě
suboptimálńı, jelikož tyto funkce neuvažuj́ı vliv bodové funkce š́ı̌reńı (point spread
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function)1 daného fotoaparátu (kamery) a implicitně předpokládaj́ı hladký obraz. I když
má tento předpoklad při vysokém rozlǐseńı jen malý vliv, tento vliv exponenciálně stoupá
s poklesem rozlǐseńı.

Z tohoto d̊uvodu byl navržen algoritmu, který zahrnuje jak parametry fotoaparátu,
tak i bere v úvahu prostorové začleněńı přes jednotlivé pixely, což má za následek mno-
hem přesněǰśı modelováńı při ńızkém rozlǐseńı sńımku. Celý proces nav́ıc nepouž́ıvá
častou stochastickou optimalizaci, ale vyhýbá se lokálńım minimům pomoćı tzv. mul-
tiple fitting feature strategie. Ukázalo se, že proces přizp̊usobeńı může být zpřesněn
začleněńım výše zmı́něných parametr̊u do chybové funkce. Experimentálńı výsledky po-
tvrdili, že takto upravený algoritmus překonává tradičńı algoritmy z hlediska vizuálńı
kvality i z hlediska podobnosti parametr̊u modelu źıskaných pro stejnou osobu na sńımku
s vysokým rozlǐseńım.

3.4 Metoda Cladia Arellana a Rozenna Dahyota

Hlavńım ćılem během vývoje tohoto algoritmu bylo nalézt plně automatickou metodu
přizp̊usobeńı 3D modelu 2D dat̊um bez referenčńıch bod̊u [4]. Metoda je založena na
Bayesovských rámćıch (Bayesian frameworks), ale na rozd́ıl od jiných metod využ́ıvaj́ıćı
tyto rámce zohledňuje Gaussovského rozložeńı pro pravděpodobnosti řešeńı. Výsledná
cenová funkce je optimalizována pomoćı algoritmu středńı změny (Mean shift algori-
thm). Konvergence tohoto algoritmu ke globálńımu řešeńı je vylepšena použit́ım metody
simulovaného ž́ıháńı, viz. 3.5.2, které se osvědčilo, vzhledem k faktu, že se ve většině
př́ıpad̊u úspěšně vyhýbá globálńımu minimu. Metoda pracuj pouze s neutrálńımi výrazy
tváře a pouze s tvarem (tzn. vynechává texturu obličeje).

K testováńı tohoto algoritmu byl využit, stejně jako v moj́ı práci, Baselský model, viz.
4.1. Během experimentu byla vygenerována tvář pomoćı vektoru náhodných parametr̊u,
přičemž tato tvář byla dále považována za neznámou instanci, jej́ıž parametry chceme
źıskat. Algoritmus se tedy pokusil naj́ıt p̊uvodńı vektor s co nejmenš́ı chybou, přičemž
tato chyba byla tradičně poč́ıtána jako Euklidovská vzdálenost mezi vygenerovanou a
ćılovou instanćı.

Obrázek 3.4: Přizp̊usobeńı 3D modelu

Źıskané výsledky, viz obr. 3.4, jsou velmi uspokojivé a metoda se ukázala býti velmi
robustńı a spolehlivá. Daľśı testováńı ukázalo, že je algoritmus dostatečně účinný i pro
zpracováńı 2D dat (testováńı prob́ıhalo ns modelu lidské ruky).

1Většina běžných objektiv̊u nejsou dokonalé optické systémy. V d̊usledku toho jsou vizuálńı data po
pr̊uchodu objektivem lehce degradována. Velikost a zp̊usob této degradace popisuje právě tato funkce
[1].
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3.5 Důležité metody využité v této práci pro zpra-

cováńı 3D dat

3.5.1 Analýza hlavńıch komponent (PCA)

Analýza hlavńıch komponent (Principal Component Analysis) [12], někdy také nazývána
metoda extrakce př́ıznak̊u, je matematická technika, která využ́ıvá ortogonálńı transfor-
maci k přeměně naměřených dat, která mohou být korelovaná na soubor nekorelovaných
dat. Tato nekorelovaná data nazýváme hlavńı složky (principal components). Jedná se
o metodu redukce dimenze dat, která se použ́ıvá v př́ıpadě, že máme rozsáhlá data
s mnoha neznámými a předpokládáme, že v těchto neznámých existuje nějaká redun-
dance. V tomto př́ıpadě je redundanćı myšlena právě výše zmı́něná korelace mezi jed-
notlivými naměřenými hodnotami. Dı́ky redundanci je možné sńıžit počet naměřených
neznámých na soubor, který bude představovat nejd̊uležitěǰśı naměřenou informaci.
Proto je vždy počet hlavńıch složek nižš́ı nebo roven počtu p̊uvodńıch měřeńı. Hledáńı
redukce se provád́ı, jak již bylo řečeno, pomoćı transformace, která je definována, aby
vždy prvńı složka měla co nejvyšš́ı odchylku a každá následuj́ıćı co nejvyšš́ı odchylku
splňuj́ıćı podmı́nku ortogonality. V př́ıpadě, že data nav́ıc splňuj́ı v́ıcerozměrné normálńı
rozděleńı, je zajǐstěna jejich nezávislost, v ostatńıch př́ıpadech tomu tak neńı. Bohužel
data použitá v práci (Baselský model) tuto podmı́nku nesplňovala, a proto jsem nemohl
zkoumat základńı složky obličeje každou zvlášt’, což by velice zjednodušilo a urychlilo
prohledáváńı prostoru řešeńı, vzhledem k faktu, že pokud by se jednotlivé komponenty
byly nezávislé, mohli bychom vždy prohledávat pouze jednodimenzionálńı prostor pro
každý parametr zvlášt’.

Samotná PCA byla vymyšlena v roce 1901 anglickým matematikem Karlem Pearso-
nem. Nyńı se použ́ıvá hlavně pro účely pr̊uzkumné analýzy dat a pro prediktivńı modely.
Jej́ı nespornou výhodou je jej́ı šetrnost k relativńımu měř́ıtku p̊uvodńıho souboru dat.
Jedná se také o nejjednodušš́ı v́ıcerozměrnou analýzu vlastńıch vektor̊u.

Obrázek 3.5: Graf ukazuj́ıćı využit́ı PCA k nalezeńı 1D reprezentace vstupńıch 2D dat
s minimálńı rekonstrukčńı chybou
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3.5.2 Simulované ž́ıháńı (SA)

Simulované ž́ıháńı neboli simulated annealing je jednou z heuristických metod použ́ıvaných
k nalezeńı optimálńıho řešeńı složitých kombinatorických úloh [18]. Tyto úlohy maj́ı
většinou natolik rozsáhlý prostor př́ıpustných řešeńı, že neńı v rozumném čase možné
všechna řešeńı otestovat a naj́ıt nejlepš́ı z nich. Tato metoda má fyzikálńı základ (ž́ıháńı
tuhého železa) a inspiruje se tzv. horolezeckým algoritmem, který systematicky pro-
hledává stavový prostor všech řešeńı a snaž́ı se naj́ıt řešeńı optimálńı. Jedná se vlastně
o gradientńı metodu, kdy se směr nejprudš́ıho spádu urč́ı prohledáńım okoĺı. Tento algo-
ritmus zároveň potřebuje pro své fungováńı funkci, která je schopná ohodnotit jakékoliv
řešeńı patř́ıćı právě do prostoru všech př́ıpustných řešeńı (funkce je nazývána účelová
nebo také cenová). Pokud tato funkce neexistuje, nelze daný problém řešit t́ımto algo-
ritmem. Princip horolezeckého algoritmu lze popsat následuj́ıćımi kroky:

1. na počátku je náhodně vygenerováno řešeńı x0 ∈ X a polož́ı se rovno řešeńı
výchoźımu.

2. v daľśım kroku se postupně generuje použit́ım konečného souboru transformaci k
řešeńı lež́ıćı v určitém okoĺı výchoźıho řešeńı x : xi ∈ U(x), i = 1, ..., k.

3. z těchto řešeńı je vybráno to, které má z hlediska účelové funkce nejvyšš́ı ohodno-
ceńı, tedy nejmenš́ı hodnotu cenové funkce.

4. toto vybrané řešeńı je prohlášeno za nový střed okoĺı.

5. body 2, 3 a 4 se neustále opakuj́ı, dokud počet krok̊u nedosáhne předem dané
hodnoty, poté algoritmus konč́ı.

6. během výpočtu je zaznamenáváno nejlepš́ı nalezené řešeńı a to je na konci algo-
ritmu prohlášeno za výsledek.

Nevýhodou tohoto př́ıstupu je, že během celého řešeńı jsou brány v potaz pouze
stejná nebo lepš́ı řešeńı než bylo řešeńı předchoźı. Dı́ky tomu se často stává, že algo-
ritmus uv́ızne v lokálńım minimu bĺızko od počátečńı vygenerované hodnoty a tud́ıž již
nikdy nedosáhne optimálńıho řešeńı. Tento nedostatek je možné odstranit opakovaným
spuštěńım algoritmu a t́ım náhodně zvolit jiné počátečńı řešeńı, to je však spojeno s
určitou časovou náročnost́ı. Daľśım problémem, který může nastat, je možnost zacykleńı,
při kterém se opakovaně vraćıme k lokálńımu řešeńı. Tento problém řeš́ı úspěšně metoda
Tabu prohledáváńı (Tabu Search), která si uchovává historii již vyzkoušených řešeńı,
takže zbývá efektivně vyřešit pouze problém uv́ıznut́ı v lokálńım minimu.

Tento nedostatek odstraňuje metoda simulovaného ž́ıháńı, která využ́ıvá stochastické
operátory a na rozd́ıl od horolezeckého algoritmu s jistou pravděpodobnost́ı (danou
Metropolisovým kritériem, viz rovnice 3.1, 3.2) i horš́ı řešeńı než výchoźı řešeńı x. Metoda
také nav́ıc prohledává celý prostor řešeńı. Daľśım rozd́ılem je, že se negeneruje okoĺı a
nevyb́ırá nejlepš́ı řešeńı, ale určitým operátorem se stochasticky transformuje výchoźı
řešeńı x na nové x’. T́ımto krokem je zajǐstěno rozptýleńı v celém prostoru a nejen v
jeho malé části.

Jak již bylo řečeno, algoritmus je inspirován ž́ıháńım tuhého železa, během kterého je
vysoká teplota železa na počátku pomalu snižována na teplotu mnohem nižš́ı. T́ımto je-
vem se na začátku osmdesátých let nechali inspirovat pánové Kirkpatrik, Gelatt a Vecchi
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z výzkumného centra IBM v USA a nazvali tento nový př́ıstup k hledáńı globálńıho mi-
nima simulované ž́ıháńı. V prvńı fázi vývoje bylo potřeba nahradit fyzikálńı realizaci nu-
merickou simulaćı. Inspiraci pro to nalezli v Metropolisově algoritmu. V souvislosti s ńım
uvažujeme o nějakém stavu systému x. Tento stav se změńı na nový stav x′ = Opert(x),
kde Opert je stochastický operátor poruchy. A právě to, zda bude nový stav akceptován,
je vyhodnocováno podle Metropolisova kritéria, které určuje pravděpodobnost nahrazeńı
starého novým.

P (x→ x′) = 1, f(x′) ≤ f(x) (3.1)

P (x→ x′) = e
f(x′)−f(x)

T , f(x′) > f(x) (3.2)

Parametr T je takzvaná teplota systému. Jak vid́ıme, tak nový stav x’ je akceptován,
pokud má stejnou nebo menš́ı funkčńı hodnotu než p̊uvodńı stav. Pokud je tomu naopak,
je akceptován s pravděpodobnost́ı určenou právě Metropolisovým kritériem, viz obr. 3.6

Obrázek 3.6: Pr̊uběh Metropolisova kritéria v závislosti na rozd́ılu f(x’)>f(x) a nastavené
teplotě

Jak je vidět, hodnota parametru T podstatně ovlivňuje hodnotu pravděpodobnosti
přijet́ı nového stavu, který je horš́ı než námi nalezený. Pro velké hodnoty T je tato
pravděpodobnost bĺızká jedné, a proto bude akceptováno téměř každé nové řešeńı. Nao-
pak pokud se T bude bĺıžit k nule, budou nové stavy akceptovány pouze výjimečně. Si-
mulované ž́ıháńı je opakované využit́ı Metropolisova algoritmu s postupným snižováńım
teploty T. Na počátku, kdy je hodnota T ještě vysoká, jsou algoritmu dovoleny velké
skoky např́ıč celou množinou př́ıpustných řešeńı. S postupným snižováńım T se pravděpodobnost
takových skok̊u snižuje, tud́ıž lze hovořit o dolad’ováńı nalezeného výsledku.

Je třeba ještě zmı́nit, co vlastně je operátor Opert. To silně záviśı na typu řešené úlohy.
Nás nejv́ıce zaj́ımá př́ıpad, kdy je řešeńı vektor složený z n na sobě nezávislých reálných
proměnných (později se bude jednat o vektor př́ıznak̊u mezi kterými prohledáváme).
V tomto př́ıpadě je modifikována náhodná složka vektoru přičteńım náhodné hodnoty.
Závěrem je třeba ř́ıci, že úspěch této metody silně záviśı na zvoleńı počátečńı hodnoty
T, která je však př́ıpad od př́ıpadu jiná.
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Kapitola 4

Vlastńı postup přizp̊usobeńı modelu
podle 3D dat

V této kapitole je uveden vlastńı postup přizp̊usobeńı modelu lidského obličeje. Nejdř́ıve
ze všeho je ale třeba uvést několik údaj̊u ohledně zvoleného animačńıho modelu. Byl
ponechám stejný model jako v BP a to model Univerzity v Baselu.

4.1 Model Univerzity v Baselu

Baselský model (3D Basel Face Model, dále již jen BFM) byl zvolen nejen pro jeho do-
stupnost, ale také pro jeho kvalitu a př́ıjemné uživatelské prostřed́ı [10]. Daľśı nespornou
výhodou je fakt, že je naprogramován ve vývojovém prostřed́ı MATLAB, se kterým jsem
měl již určité zkušenosti z dř́ıvěǰska. Posledńı, ale nikoliv nejméně d̊uležitou, výhodou
je jeho snadná modifikovatelnost, čehož jsem při práci s ńım hojně využ́ıval.

4.1.1 Obecné parametry

Baselský model je psaný ve vývojovém prostřed́ı MATLAB, vytvořený a poskytovaný
primárně pro výzkumné a studijńı účely [3][16]. Model umı́ nejen vykreslit r̊uzné tvary
lidského obličeje, ale dokáže na ně i aplikovat texturu, tud́ıž je možné vygenerovat jak
lidi rozličné hmotnosti a věku, tak i r̊uzné pleti.

Původńı 3D Morphable modely měly mnoho problémů. Mezi ně patřilo např́ıklad
obt́ıžné rozpoznáváńı tvář́ı, které nebyly zachyceny z čelńıho pohledu. Daľśım problémovým
jevem bylo r̊uzné nasv́ıceńı tvář́ı trénovaćıch množin, které se pro tyto programy použ́ıvaly.
Toto a několik daľśıch věćı činilo pořizováńı trénovaćıch množin velmi obt́ıžným. BFM
všechny tyto problémy řeš́ı a poskytuje tak uživateli velmi mocný nástroj pro gene-
rováńı a rozpoznáváńı lidské tváře. BFM, na rozd́ıl od dř́ıvěǰśıch 3D Morphable mo-
del̊u (dále jen 3DMM), nab́ıźı lepš́ı vykresleńı tvar̊u a vyšš́ı přesnost aplikace tex-
tury. Také přináš́ı možnost aplikace stejného 3D modelu obličeje jak na 3D, tak na
2D obrázek, pomoćı r̊uzných syntetických metod. Daľśı nepostradatelnou výhodou, kte-
rou BFM svému uživateli poskytuje, je možnost vygenerováńı lidské tváře s libovolným
podsv́ıceńım, natočeńım a úhlem. Toto všechno vnáš́ı Baselský model mezi světovou
špičku 3DMM. Podle institutu v Baselu existuj́ı pouze dva srovnatelné modely, a to
model Max-Planckova institutu v Tubingenu (MPI) a model Univerzity Jižńı Floridy
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(USF). V porovnáńı s těmito dvěma modely má BFM výhodu ve dvou aspektech. Za
prvé, 3D skener (ABW-3D), viz. 2.1.2, použ́ıvaný pro BFM nab́ıźı vyšš́ı rozlǐseńı a
přesnost v kratš́ım čase potřebném pro oskenováńı obličeje než Cyberware skener, který
použ́ıvaj́ı právě dva výše zmı́něné modely. Za druhé, d́ıky rozd́ılné záznamové metodě je
potřeba méně koresponduj́ıćı pro samotné vykresleńı. Tato výhoda se projev́ı předevš́ım
při vysokých hodnotách parametr̊u daného modelu, viz obr. 4.1.

Obrázek 4.1: Porovnáńı BFM a MPI při extrémńıch hodnotách parametr̊u

Stejně jako pro každý jiný model podobného typu bylo pro BFM potřeba vytvořit
trénovaćı množiny. Na rozd́ıl od mnoha jiných systémů 3DMM bylo rozhodnuto, že
trénovaćı a testovaćı množina nebude jedna a tatáž. Takové systémy totiž potom maj́ı
obt́ıže s přechodem od jedné množiny k druhé. Trénovaćı množina obsahovala 3D skeny
tváře 100 muž̊u a 3D skeny tváře 100 žen, povětšinou Evropan̊u. Muži i ženy byli pro
tyto skeny vyb́ıráni tak, aby mezi nimi byla zahrnuta celé škála odchylek a nuanćı
lidské populace. Věk osob se pohyboval mezi 8 a 62 lety, přičemž pr̊uměrný věk byl
24.97 roku, a váha se pohybovala mezi 40 a 123 kilogramy, pr̊uměr byl 66.48 kilogramu
4.2. Byly poř́ızeny tři skeny každé osoby, přičemž byl vybrán ten, kde měl daný člověk
nejv́ıce přirozený výraz. Pro samotné skenováńı byl použit, jak již bylo výše uvedeno,
skener typu ABW-3D, přičemž čas skenováńı byl nastaven na přibližně 1s. Celý skeno-
vaćı systém obsahoval 2 projektory a 3 kamery, které sńımaly obraz ve třech r̊uzných
hloubkách. Zároveň jsou během každého skenováńı poř́ızeny tři fotky, což zaručuje vy-
sokou přesnost barvu textury obličeje. Nevýhodou tohoto systému je fakt, že j́ım nelze
poř́ıdit sńımek oč́ı a vlas̊u kv̊uli jejich odrazovým vlastnostem.

Aby mohla být samotná data ze sken̊u použita, je potřeba, aby existovala určitá
korespondence mezi daty. Proto jsou všechny skeny reparametrizované podle určitých
význačných bod̊u na obličeji (např́ıklad nos, koutky oči atd.). Pro źıskáńı této korespon-
dence byl použit algoritmus optimálńıho proměnného kroku. Pro zvýšeńı kvality modelu
byly dále ručně přidány mezńıky (orientačńı body) na rty, oboč́ı a uši. Samotná textura
je generována z dat ze tř́ı fotografíı poř́ızených během skenu. Pro jej́ı zlepšeńı byly dále
manuálně odstraněny z modelu vlasy.

Ve finále je celý model prezentován jako trojúhelńıková śıt’ s m = 53490 body a se
sd́ılenou topologíı, přičemž každý bod má přǐrazenou správnou barvu. Na 200 sńımk̊u
lidských tvář́ı byla aplikována již výše zmı́něná metoda PCA, d́ıky ńıž jsme źıskali nejen
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Obrázek 4.2: Grafy stář́ı a hmotnosti dobrovolńık̊u

podobu ”pr̊uměrné tváře”, ale také 199 parametr̊u modelu, seřazených podle jejich vlivu
na tvar (dalo by se také ř́ıci podle d̊uležitosti). Během daľśıho zkoumáńı jsem zjistil, že
vliv jednotlivých sken̊u na tvar obličeje se exponenciálně snižuje ,viz. obr. 4.3, a proto
jsem později operoval pouze s několika prvńımi př́ıznaky.

Obrázek 4.3: Vliv parametr̊u modelu na jeho celkový tvar

PCA metoda byla aplikována stejně tak na textury, přičemž jak můžeme vidět na
následuj́ıćım grafu ,viz obr. 4.4, opět se jejich vliv na výslednou texturu exponenciálně
snižuje. Vzhledem k ćıli této práce textura nebyla dále testována.

Obrázek 4.4: Vliv parametr̊u modelu na výslednou texturu
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Pro větš́ı flexibilitu byl model dále rozdělen do čtyř segment̊u, viz obr. 4.5, a to nos,
ústa, oči a zbytek tváře. Od návrhu tohoto faktu využ́ıt po vzoru metody B. Haara a C.

Obrázek 4.5: Rozděleńı tváře do čtyř segment̊u

Veltkampa, viz 3.1, bylo nakonec upuštěno, vzhledem k pozděǰśımu zjǐstěńı, že parametry
vzniklé PCA analýzou ovlivňuj́ı tvar obličeje jako celek a změny tvaru jednotlivých
segment̊u tud́ıž nelze jednoduše separovat.

Model tedy obsahuje několik část́ı: pr̊uměrný tvar a pr̊uměrnou texturu tváře, 199
komponent pro tvar a daľśıch 199 komponent pro texturu tváře, dále śıt’ovou topologii
odchylky tvar̊u a odchylky textury. K modelu je nav́ıc přiloženo několik funkćı napro-
gramovaných ve vývojovém prostřed́ı MATLAB, které slouž́ı k práci s modelem. Tyto
funkce jsou uživatelsky velmi př́ıjemné a lehce modifikovatelné. Pro účely této práce jich
několik bylo upraveno a dále použito.

4.1.2 Vliv jednotlivých parametr̊u na tvar obličeje

Nyńı bych pro představu rád uvedl několik sńımk̊u, na kterých je demonstrován vliv
prvńıch tř́ı parametr̊u na celkový tvar výsledné instance lidského obličeje. Vzhledem
k faktu, že vliv parametr̊u exponenciálně klesá, dále jsem pracoval již pouze s prvńımi
deseti parametry, což se ukázalo být jako ideálńı kompromis mezi možnost́ı tvar instance
měnit a časovou náročnost́ı během jejich zpracováńı.

Jak vid́ıme na těchto sńımćıch, již na prvńı pohled je poznat, že vliv jednotlivých pa-
rametr̊u klesá, přičemž kladné hodnoty komponent obličej formuj́ı sṕı̌se do dětského/ženského
obličeje, zat́ımco záporné hodnoty dávaj́ı instanci mužné tvary.

19



Obrázek 4.6: Pr̊uměrný obličej

Obrázek 4.7: Vliv prvńı obličejové komponenty: +5x/-5x

Obrázek 4.8: Vliv druhé obličejové komponenty: +5x/-5x
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Obrázek 4.9: Vliv třet́ı obličejové komponenty: +5x/-5x

4.2 Funkce využité pro práci s modelem

Jak již bylo v předešlé kapitole uvedeno, BFM kromě samotného modelu nab́ıźı i několik
funkćı pro práci s t́ımto modelem. Některé z těchto funkćı se zabývaj́ı práci s texturou,
ty nebyly dále nijak využity. Daľśı se zabývaj́ı jak texturou, tak tvarem, to znamená, že
pokud jsem je chtěl dále využ́ıt, bylo je potřeba upravit, aby práce s texturou zbytečně
nezab́ırala výpočetńı kapacitu. Nyńı bych rád uvedl několik funkćı, dodané k modelu,
které byly pro účely této práce využity.

1. load model - jedná se o pomocnou funkci, která načte všechny části modelu (viz.
4.1.1) potřebné pro daľśı práci.

2. coef2object - funkce, jej́ıž vstupem jsou koeficienty pro jednotlivé atributy (tzn.
vstupem je vektor o 199 složkách, každá z nich představuje jeden z komponent̊u
lidské tváře), výstupem je vektor o 160470 složkách (53 490 bod̊u x 3, tzv. 1x za
každý rozměr), který představuje výsledný tvar obličeje. V této práci ji použ́ıvám
ke generováńı jednotlivých instanćı, které se snaž́ım přizp̊usobit dodané hloubkové
mapě. Původně tato funkce mohla stejným zp̊usobem (vstupem byl opět vektor o
199 složkách) generovat i texturu obličeje ale vzhledem k tomu, že jsem s texturou
nijak nepracoval, byla tato možnost odstraněna.

3. defrp - jedná se o funkce, d́ıky které lze přenastavit p̊uvodńı tzv. rendering para-
metry, ovlivňuj́ıćı vykreslováńı jednotlivých instanćı lidské tváře.

4. display face - úkolem této funkce je vytvořit instanci (obraz) obličeje. Vstupem
jsou vektory vygenerované funkćı coef2object jak pro tvar, tak pro texturu, dále
rendering parametry, které dodává funkce defrp. Výsledkem je obraz obličeje s apli-
kovanou texturou. Generováńı textury bylo v rámci sńıžeńı výpočetńı náročnosti
opětovně odstraněno. Funkce byla později dále upravována, abychom źıskali možnost
s vygenerovanou instanćı i libovolně natáčet a posouvat ji v rámci sńımku.

5. object2coef - tato funkce pracuje na přesně opačném principu než funkce coef2object,
neboli vstupem je vektor o 160470 složkách a výsledkem jsou koeficienty pro jed-
notlivé komponenty obličeje. Vektor však muśı mı́t správné adresováńı př́ıznak̊u
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(to znamená, že např́ıklad údaj o poloze špičky nosu muśı být vždy na určeném
mı́stě, konkrétně u BFM je to bod č́ıslo 8321). Tento fakt však mnou poř́ızené
skeny z Kinectu zdaleka nesplňovaly, proto jsem tuto funkci dále nijak nevyužil.
Zaj́ımavost́ı je, že i tato funkce funguje nejen pro tvar, ale také pro texturu.

4.3 Srovnáńı 3D dat a modelu

Před samotným algoritmem přizp̊usobováńı bylo třeba převést źıskané 3D data a BFM
do takového tvaru, aby tyto dvě na sobě navzájem nezávislé instance byli v̊ubec srov-
natelné. Zat́ımco sńımky z Kinectu byly reprezentovány hloubkovou mapu ve formě
matice 640x480 (po ořezu samozřejmě méně), jednotlivé tváře vygenerované BFM byly
uloženy jako vektor o 160470 složkách, které přestavovali 53490 bod̊u v prostoru tvoř́ıćı
lidský obličej (160470/3 = 53490, tzn. že p̊uvodńı vektor obsahuje prostorové souřadnice
každého z těchto bod̊u). Bohužel nebylo možné využ́ıt funkci object2coef zmı́něnou výše
a to kv̊uli nesplněnému adresováńı př́ıznak̊u skenu.

Po několika pokusech bylo zjǐstěno, že nejrozumněǰśım řešeńım bude převést obraz
vykreslený pomoćı funkce display face na hloubkovou mapu. K tomuto účelu mi po-
sloužila MATLABovská funkce colormap. Tato funkce nanese na mı́sta obrázku barvu
podle z-tové souřadnice v daném mı́stě, přičemž nejvhodněǰśı pro naše účely byla color-
mapa v odst́ınech šedi, která nanese na mı́sta s nejnižš́ı z-tovou souřadnićı (nejvzdáleněǰśı
body) černou barvu, naopak č́ım je bod bĺıž, t́ım je vybarven světleǰśı barvou, viz obr.
4.10. Pomoćı daľśı MATLABovské funkce getframe jsem pak již jednoduše źıskal repre-
zentaci ve formě hloubkové mapy.

Obrázek 4.10: Pr̊uměrný obličej s aplikovanou colormapou

Bohužel tato metoda s sebou přinesla jistá úskaĺı a to ve formě faktu, že funkce co-
lormap vždy nanese b́ılou barvu na nejbližš́ı bod a černou na nejvzdáleněǰśı nezávisle na
tom, jaké tyto hodnoty vzdálenosti doopravdy jsou, tzn. barvy nezáviśı na absolutńıch
z-tových hodnotách, ale pouze na relativńıch. Vzhledem k faktu, že každá instance BFM
má např́ıklad nos v jiné relativńı hloubce (tzn. nos má jinou z-tovou souřadnici), vnášela
by tato skutečnost do zpracováńı značnou nepřesnost. Proto je během každého vykres-
leńı přidán do obrázku referenčńı bod, který má větš́ı z-tovou souřadnici než je možné
dosáhnout při rozumných hodnotách protažeńı obličeje. Dále je do obrázku přidán také
daľśı referenčńı bod, který má naopak menš́ı z-tovou souřadnici než je obvyklé. T́ım
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je zajǐstěno to, že colormapa aplikuje na tyto body krajńı hodnoty barev a na lidský
obličej již př́ıslušné odst́ıny šedi. Tyto body maj́ı nav́ıc tu výhodu, že nejsou př́ıkazem
getframe brány v potaz, proto nemuśı být dále řešeny.

4.4 Korekce měř́ıtek a úprava rozměr̊u

Daľśım nutným krokem před samotným přizp̊usobováńım modelu byla korekce měř́ıtek
a úprava rozměr̊u. Po aplikaci colormapy se hodnoty hloubkové mapy BFM pohybo-
valy mezi 0 a 255 (bylo aplikováno 256 odst́ın̊u šedi), zat́ımco hodnoty hloubkové mapy
źıskané z Kinectu mezi 0.8 a 0.7 (tyto hodnoty př́ımo odpov́ıdaj́ı vzdálenosti sńımaného
subjektu od senzoru). Naštěst́ı hodnota 0 př́ımo korespondovala s hodnotou 0.8 a hod-
nota 255 s hodnotou 0.7, což celou korekci značně ulehčilo. Přicházely v úvahu dvě va-
rianty: korekce dat z Kinectu nebo korekce instanćı BFM. Byla zvolena prvńı možnost
z toho d̊uvodu, že během samotného přizp̊usobováńı modelu 3D dat̊um je generováno
nesčetně instanćı tohoto modelu, kdyby byla zvolena druhá možnost, bylo by nutné
provádět korekci pro každou z nich, takto je korekce provedena pro každý sńımek pouze
jednou, viz obr. 4.11.

Obrázek 4.11: Změna měř́ıtek skenu z Kinectu

Posledńım velkým problémem byla rozd́ılná měř́ıtka jednotlivých matic představuj́ıćıch
hloubkovou mapu. Funkce display face zobrazuje BFM v rozlǐseńı 640x480, což by se
mohlo zdát býti ideálńı, vzhledem k tomu, že skeny poř́ızené Kinectem maj́ı totéž
rozlǐseńı. Nesmı́me však zapomenout na fakt, že obličej z těchto sken̊u je dále vyř́ıznut
funkćı imcrop, viz obr. 2.7,tud́ıž je finálńı rozlǐseńı nižš́ı. Naštěst́ı tento problém řešila
funkce defrp, která př́ımo umožňuje nastavit rozlǐseńı, v jakém má být každá instance
BFM zobrazena.

Naneštěst́ı se během ořezáváńı objevil daľśı problém. Obličej zab́ırá u BFM pr̊uměrně
40% plochy obrázku, při ořezu pomoćı funkce imcrop tomu tak bohužel neńı. Pokud
totiž např́ıklad oř́ızneme sken tak, že obličej zab́ırá menš́ı plochu, algoritmus se bude
domńıvat, že se jedná o obličej d́ıtěte a tomu se také bude snažit přizp̊usobit jednotlivé
parametry modelu. Finálńı instance pak bude nejsṕı̌s mı́t dětské rysy, navzdory tomu,
že subjektem zachyceným na skenu mohl být dospělý člověk. Podobná extrémńı situace
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může nastat i v opačném př́ıpadě, kdy algoritmus bude považovat subjekt na skenu
nejsṕı̌se za velkého muže.

Daľśım nedostatkem tohoto postupu je skutečnost, že instance vygenerovaná BFM je
vždy perfektně vycentrovaná, zat́ımco u našeho oř́ıznutého sńımku tomu tak, vzhledem
k manuálńımu ořezu, být nemuśı.

Tyto problémy bylo třeba dále řešit, jelikož by do algoritmu mohly vnášet poměrně
velkou chybu. Oba byly později vyřešeny poskytnut́ım BFM lehké volnosti v osách,
natočeńı a zvětšeńı během hledáńı řešeńı. T́ımto se podrobně zabývá podkapitola 4.7.

4.5 Vyhledávaćı algoritmus parametr̊u modelu

Před výběrem optimalizačńıho algoritmu bylo třeba zvolit zp̊usob, jakým bude vyč́ıslována
chyba mezi skenem a BFM. Chybu jsme se rozhodli vyč́ıslit absolutně následuj́ıćım
zp̊usobem:

∆abs =
∑
|si,j −mi,j| (4.1)

kde si,j je bod 3D skenu o souřadnićıch i,j a mi,j je odpov́ıdaj́ıćı bod instance BFM.
Pro výpočet této chyby a pro automatické vygenerováńı instance BFM v každé

iteraci byla vytvořena funkce Vypocetni funkce. Jej́ım vstupem je vektor coef hodnot
jednotlivých komponent modelu a výstupem je výše uvedená chyba. Tato funkce tedy
pracuje následuj́ıćım zp̊usobem:

1. vstupńı vektor coef předložen funkci coef2object ke zpracováńı, výstupem je vektor
shape s prostorovými souřadnicemi jednotlivých bod̊u výsledné instance

2. vektor shape je použit jako vstup pro funkci display face, výstupem je zobrazeńı
dané instance modelu

3. na zobrazeńı je aplikována šedotónová colormapa pomoćı př́ıkazu colormap gray

4. źıskáńı maticové reprezentace pomoćı MATLABovské funkce getframe

5. vypočteńı absolutńı chyby a navráceńı tohoto algoritmu optimalizačńı funkci

Samotné prohledáváńı prostoru řešeńı samozřejmě muselo startovat z nějakého stavu,
dále je zřejmé, že prohledávané hodnoty je nutné omezit. Jako startovńı stav byl zvo-
len pr̊uměrný obličej, tzn. všechny koeficienty byly nulové. Omezuj́ıćı podmı́nky byly
p̊uvodně pro každou složku vektoru nastaveny od -2 do 2, ale pozděǰśı testováńı ukázalo,
že rozš́ı̌reńım omezuj́ıćıch podmı́nek na interval 〈−3; 3〉 źıskáme lepš́ı výsledky.

Před jakýmkoliv daľśım postupem (výběr optimalizačńıho algoritmu, laděńı, apod.)
jsem tento postu otestoval na algoritmu hrubé śıly. Tento algoritmus je samozřejmě
velmi neefektivńı a extrémně časově náročný, nicméně by odhalil př́ıpadné nedostatky,
které je třeba opravit. Pro testováńı tohoto algoritmu byl vybrán sńımek prakticky bez
děr, zároveň byl proveden ořez tak, aby byl obličej subjektu co nejlépe vycentrovaný a
zab́ıral přibližně 40% plochy výsledného sńımku.

Testováńı prob́ıhalo, tak, že byla v prvńım testu prohledávána pouze prvńı složka
vektoru komponent, s každým daľśım testováńım byla jedna složka přidána nav́ıc. Test

24



dopadl podle očekáváńı, zat́ımco se chyba s přidanými komponentami snižovala, výpočetńı
náročnost exponenciálně stoupala, viz obr. 4.12.

Obrázek 4.12: Výsledky řešeńı pomoćı metody hrubé śıly

Metoda hrubé śıly odhalila daľśı problém, se kterým p̊uvodně nebylo poč́ıtáno. Tento
nedostatek př́ımo plyne z rozd́ılnosti sken̊u a BFM. Zat́ımco skeny obsahuj́ı vlasy, BFM
nikoliv, a zat́ımco na skenech obvykle nejsou zachyceny ani uši ani krk (krk se na
některých sńımćıch objevuje, avšak pouze jeho nepatrná část), BFM obě tyto části
lidského obličeje zřetelně vykresluje. Dı́ky této skutečnosti se bohužel optimalizačńı al-
goritmus pokouš́ı ”napasovat” krk instance na bradu skenu a uši na bok hlavy, viz obr.
4.13, č́ımž vzniká velká nepřesnost a finálńı řešeńı nemá s p̊uvodńı předlohou prakticky
nic společného. Tyto problémy bylo třeba před jakýmkoliv daľśım postupem odstranit.

Obrázek 4.13: Výsledné rezidua vzniklá odečteńım instance BFM od 3D sńımku

4.6 Oř́ıznut́ı obličeje

Jak již bylo řečeno, metoda hrubé śıly nám odhalila určité nedostatky, které bylo třeba
odstranit. Hlavńım d̊uvodem byla rozd́ılnost skenu a BFM, proto bylo nutné se těchto
rozd́ıl̊u (vlasy, uši, krk) nějak zbavit.
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Po vzoru B. Haara a R. Veltkampa, viz kap. 3.2, jsem zamýšlel obličej vytvořený
BFM oř́ıznout v závislosti na vzdálenosti od špičky nosu. Jelikož jsem však neznal přesné
měř́ıtko, zvolil jsem podmı́nku pro ořez tak, že se brala v úvahu pouze vzdálenost ve
smyslu z-tové souřadnice od bodu, který ji měl nejvyšš́ı (špička nosu). Hraničńı hod-
notu jsem nalezl experimentálně. Výsledné oř́ıznut́ı fungovalo tak, že všechny hodnoty
nad hraničńı byly ponechány, zat́ımco ostatńı vynulovány. T́ımto postupem jsem źıskal
poměrně pěkný ořez obličeje bez krk a uš́ı, viz obr. 4.14.

Obrázek 4.14: Pr̊uměrná tvář před ořezem a po něm

Ač by se mohlo zdát, že je tento postup bezchybný a vyřešil tak výše uvedené
problémy, neńı tomu tak. Problém nastává, když tento ořez implementujeme pro každou
nově vygenerovanou instanci během prohledáváńı prostoru řešeńı. Dı́ky ořezu je totiž
pokaždé vykreslován jiný počet (nenulových) bod̊u (pro každou instanci BFM se nacháźı
jiný počet bod̊u pod mezńı hodnotou ořezu). Tento fakt ztěžuje optimalizačńımu algo-
ritmu jeho práci t́ım, že je algoritmus nucen pracovat v každé iteraci za trochu jiných
podmı́nek. To bezesporu vnáš́ı do finálńıho řešeńı chybu, která nebude nikterak velká,
nicméně už drobné rozd́ıly při zobrazeńı lidského obličeje (délka nosu, vzdálenost oč́ı,
apod.) kompletně měńı celkový dojem z tváře člověka.

Proto jsem se rozhodl metodu ořezu upravit. Základńı myšlenka byla stejná a to
ta, že body pod určitou hranićı by měly být nulové, abychom odstranili krk a uši,
nicméně počet vynulovaných bod̊u by měl být v každém kroku prohledáváńı stejný. To
bylo vyřešeno následuj́ıćım zp̊usobem: Před začátkem optimalizace byla vygenerována
pr̊uměrná tvář a nalezeny všechny body této instance, které maj́ı z-tovou souřadnici
nižš́ı než je experimentálně nastavená hodnota (byly nalezeny souřadnice těchto bod̊u
ve vektoru shape), viz obr. 4.15.

Obrázek 4.15: Souřadnice bod̊u s nižš́ı z-tovou souřadnićı než práh

Tyto body jsou uloženy a nezávisle na tom, jakou z-tovou souřadnici maj́ı v dále
vygenerovaných instanćıch BFM, jsou vždy vynulovány. Stejně tak jakékoliv body, které
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hranici překroč́ı až během prohledáváńı, vynulovány nejsou, ale jsou jim ponechány
p̊uvodńı hodnoty. T́ım je zajǐstěno, že algoritmus má vždy stejné podmı́nky během
každé iterace a zároveň je t́ım źıskán velmi podobný ořez,viz obr. 4.16. Robustnost
ořezu byla dále ověřena na BFM s náhodně vygenerovanými koeficienty, viz obr. 4.17.
Výše uvedený postup poměrně elegantně vyřešil část problémů vzniklých rozd́ılnost́ı

Obrázek 4.16: Výsledek nové metody ořezu tváře

Obrázek 4.17: Výsledek nové metody ořezu tváře

skenu a modelu. Bohužel model se od skenu stále lǐsil t́ım, že neměl vlasy, zat́ımco
Kinect je poměrně často zachytil. Automatické řešeńı tohoto problému se nám bohužel
objevit nepodařilo, jelikož na źıskaných datech nelze nijak jednoduše oddělit vlasy a čelo
sńımaného subjektu. To znamená, že odstraněńı vlas̊u by se muselo bud’ řešit manuálně
nebo by na poř́ızeńı sńımk̊u bylo nutné použ́ıt jiný typ skeneru. Ani jedna z těchto
variant nebyla akceptovatelná, proto se dále snaž́ıme vytvořit algoritmus dostatečně
robustńı na to, aby si s těmito nedostatky dokázal bez daľśıch zásah̊u poradit.

4.7 Vyhledávaćı algoritmus polohy

Oř́ıznuté sńımky poř́ızené Kinectem s sebou přináš́ı mnoho úskaĺı. Jedńım z nich je
fakt,že sńımek neńı nikdy perfektně vycentrovaný, ač se o to sebev́ıc pokouš́ıme. Řešeńım
by mohlo být rovnoměrné dooř́ıznut́ı okrajových část́ı, avšak to by nám pomohlo pouze
ve vodorovné linii, ve svislé nikoliv, jelikož neexistuje žádný záchytný bod, o který
bychom se mohli opř́ıt. Proto je třeba dát prohledáváńı prostoru řešeńı určitou relativně
malou volnost v pohybu modelu, jak ve směru osy X tak ve směru osy Y. Daľśım
problémem je natočeńı samotného obličeje, at’ už se jedná o rotaci kolem jakékoliv z
os, či o jejich kombinaci. Rotace kolem osy Z by se dala poměrně jednoduše, např́ıklad
určeńım pozice koutk̊u oč́ı a následné rotace o př́ıslušný úhel tak, aby byly ve stejné
výšce, nicméně pro ostatńı rotace opět neexistuje žádný záchytný bod. Z těchto d̊uvod̊u
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je opět nutné do vyhledávaćıho algoritmu implementovat volnost v natočeńı ve všech
třech osách.

Prvotńım nápadem bylo rozš́ı̌rit p̊uvodńı vyhledávaćı algoritmus o několik daľśıch
parametr̊u a dát mu tud́ıž volnost jak v pohybu s modelem ve směru osy X a Y, tak vol-
nost v natočeńı kolem všech tř́ı základńıch os v prostoru. Toto řešeńı by bylo určitě
správné, nicméně výpočetńı doba vyhledávaćıch algoritmů prudce stoupá s každým
novým uvažovaným parametrem, v našem př́ıpadě by těchto parametr̊u bylo pět (p̊uvodně
zamýšlený počet, ve finále byl rozš́ı̌ren na sedm). Proto jsme se rozhodli hledáńı správného
řešeńı rozdělit na dvě ’nezávislé’ části. Nezávislé v tom smyslu, že v prvńı fázi bude
hledána pouze správná poloha tváře a to se základńı (pr̊uměrnou, neutrálńı) tvář́ı BFM
a ve druhé fázi, po nalezeńı přibližné polohy, budou hledány samotné parametry BFM.
Během tohoto řešeńı může sice doj́ıt k drobným nepřesnostem, vzhledem k tomu, že je
měněna poloha pouze pr̊uměrné tváře, nicméně následné testováńı ukázalo, že sńıžeńı
výpočetńı doby tyto nepřesnosti naprosto převáž́ı.

4.7.1 Natočeńı

Natočeńı BFM je implementováno pomoćı obecné matice rotace, kterou je přenásobena
matice tvaru obličeje (shape) ještě před jeho vykresleńım, tzn. rotujeme se samotným
modelem. Tato operace byla implementována př́ımo do funkce display face a jej́ı vstupńı
parametry tedy byly rozš́ı̌reny hodnoty natočeńı v jednotlivých osách.

Druhou možnost́ı bylo rotovat s pohledem, ze kterého je již vygenerovaný model
sńımán, avšak námi zvolená možnost je výpočetně rychleǰśı (d́ıky velice rychlému násobeńı
matic v MATLABu) a v př́ıpadě potřeby drobných úprav také programátorsky př́ıvětivěǰśı.
Daľśı nespornou výhodou prvńı možnosti je jej́ı snazš́ı srozumitelnost pro někoho, kdo
se setká s t́ımto algoritmem v budoucnu poprvé. Zde uvád́ım obecné matice rotace pro
jednotlivé osy:

R(ωx) =

1 0 0
0 cos(ωx) sin(ωx)
0 −sin(ωx) cos(ωx)

 (4.2)

R(ωy) =

cos(ωy) 0 −sin(ωy)
0 1 0

sin(ωy) 0 cos(ωy)

 (4.3)

R(ωz) =

 cos(ωz) sin(ωz) 0
−sin(ωz) cos(ωz) 0

0 0 1

 (4.4)

T́ımto krokem jsem źıskali poměrně šikovný nástroj, který nám dovoluje vygenero-
vanou instanci BFM libovolně natáčet ve všech třech osách, viz obr. 4.18. Zároveň se
zde projevuje užitečnost přepracované metody ořezu, která nám ořezává přesně ty části
modelu, které chceme, nezávisle na tom, jakou maj́ı body z-tovou souřadnici po rotaci.
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Obrázek 4.18: Natočeńı tváře

4.7.2 Posunut́ı v osách X a Y

Původně bylo v plánu implementovat posunut́ı podobným zp̊usobem jako rotace, tzn.
posunout model ještě před jeho vykresleńım, nicméně taková to implementace by potřebovala
přeprogramovat celou vykreslovaćı funkci. Ta byla totiž p̊uvodně vytvořena tak, aby se
vygenerovaný obličej vždy perfektně vycentroval.

Proto byla zvolena metoda posunu pohledu na již vygenerovaný BFM. K tomuto
účelu byla využita MATLABovská funkce Position. Funkce Position má celkem čtyři
vstupńı parametry: Prvńı parametr funkci ř́ıká, o kolik má pohled na graf posunou v
horizontálńım směru, zat́ımco druhý mluv́ı o směru vertikálńım, viz obr. 4.19. Zbylé dva
parametry jsme nevyužili, jelikož jejich hodnoty měńı velikost grafu (okénka, kterým se
na graf d́ıváme), opětovně v horizontálńım a vertikálńım směru. Tento posun byl taktéž
implementován do funkce display face stejně jako rotace.

Obrázek 4.19: Posunut́ı tváře (kv̊uli názornosti i s ohodnoceným pozad́ım)

4.7.3 Posunut́ı v ose Z

Pro posunut́ı v ose Z jsem bohužel v MATLABu neobjevil žádnou využitelnou funkce
(např́ıklad nějaký posun vykreslovaného objektu do grafu ve směru osy Z nebo posun
pohledu bĺıže k vykreslovanému objektu), proto bylo třeba vymyslet vlastńı alternativu
řešeńı.
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Ta se naštěst́ı poměrně nab́ızela a to v podobě námi přidaných referenčńıch bod̊u,
viz kap. 4.3. Mluv́ıc o těchto bodech, je nutné podotknout, že jejich přidáńı do obrazu
bylo třeba provádět až po rotaci modelu. Kdyby byly tyto akce uskutečněny v opačném
pořad́ı, referenčńı body by nám taktéž rotovaly a jejich výsledný efekt na srovnáńı
měř́ıtek jednotlivých instanćı by minul účinkem. Nicméně tyto body byly dále využity
k posunu modelu podél osy X a to tak, že z-tová souřadnice prvńıho referenčńıho bodu
byla přenásobena koeficientem posunu. T́ım bylo doćıleno změny měř́ıtka ve smyslu osy
Z, která zároveň simuluje posun tváře směrem ”dopředu/dozadu”, viz obr. 4.20.

Obrázek 4.20: Posunut́ı tváře ve směru osy Z ”dopředu”

4.8 Změna velikosti obličeje

Posledńım problémem, který bylo třeba vyřešit, je velikost plochy, kterou zab́ırá vyge-
nerovaná tvář v celkovém obrazu. Jak již bylo řečeno v kap. 4.4, vzhledem k využit́ı
funkce imcrop vzniká problém s t́ım, že pr̊uměrný obličej instance BFM zab́ırá zhruba
40% obrazu, zat́ımco při manuálńım ořezu skenu tomu tak být v̊ubec nemuśı.

Prvńım nápadem bylo opětovně využ́ıt funkci Position, viz kap. 4.7.2. Změna veli-
kosti okna by nám pomohla změnit poměr jaký tvář na sńımku zab́ırá a kdybychom
velikost okna měnili v obou osách ve stejně, z̊ustal by zároveň i zachován poměr stran.
Bohužel by se t́ım ale změnilo rozlǐseńı obrázku, což by nám velice zkomplikovalo daľśı
poč́ınáńı, proto byla tato varianta zamı́tnuta.

Tato překážka byla tedy nakonec překonána pomoćı MATLABovské funkce PlotBo-
xAspectRatio, ta totiž měńı velikost ideálńıho zobrazovaćıho okna a t́ım plně splňuje
naše požadavky. Tato funkce nám tedy umožňuje měnit část obrazu, jaký zab́ırá lidský
obličej beze změny celkového rozlǐseńı nebo parametr̊u modelu, což ji čińı ideálńı pro
vyřešeńı tohoto problému, viz obr. 4.21.
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Obrázek 4.21: ”Zmenšeńı” obličeje (kv̊uli názornosti opět i s ohodnoceným pozad́ım)

4.9 Optimalizačńı algoritmy

Nyńı již zbývalo jen naj́ıt dostatečně efektivńı optimalizačńı algoritmus, který by pro-
hledával prostor př́ıpustných řešeńı. MATLAB poskytuje pro takovéto př́ıpad velkou
škálu prohledávaćıch funkćı, které jsou v dokumentaci velmi pěkně rozebrány. Pro náš
problém přicházely v úvahu dva algoritmy: jeden z algoritmů typu omezené nelineárńı
minimalizace nebo simulované ž́ıháńı (SA), viz kap. 3.5.2. Z nelineárńı minimalizace
byl shledán jako nejvhodněǰśı algoritmus SQP[9] (Sequential quadratic programming -
Sekvenčńı kvadratické programováńı). Oba výše uvedené algoritmy byly otestovány, viz
kap. 5.1.

V obou př́ıpadech byla jako startovńı bod (bod, ze kterého zač́ıná prohledáváńı pro-
storu př́ıpustných řešeńı) zvolena instance pr̊uměrné tváře (tedy všechny koeficienty
byly nastaveny na hodnotu 0) a hraničńı podmı́nky byly nastaveny stejně jako u me-
tody hrubé śıly, tedy interval 〈−3; 3〉. Tentýž optimalizačńı algoritmus byl použit jak
na hledáńı parametr̊u BFM, tak na hledáńı správné polohy, přičemž startovńı polohové
parametry byly taktéž nulové. Posledńım nastaveńım, kterým jsme se zabývaly, byly
zastavovaćı podmı́nky optimalizace. Možnost́ı bylo hned několik: klesnut́ı chyby pod
určitou hranici, překročeńı maximálńıho počtu iteraćı a nebo v př́ıpadě nelineárńı kom-
binace pokles hodnoty gradientu pod určitou hodnotu. Všechny možnosti byly řádně
otestovány, v́ıce v následuj́ıćı kapitole.

31



Kapitola 5

Testováńı navrženého postupu
přizp̊usobeńı modelu

V této kapitole bych rád uvedl výsledky několika test̊u, které byly provedeny pro po-
stup přizp̊usobeńı modelu podle 3D dat uvedený v předešlé kapitole. Testováńı nej-
prve prob́ıhalo bez možnosti pohybu modelu, která byla implementována až později na
základě výsledk̊u z prvńı části.

5.1 Srovnáńı optimalizačńıch algoritmů

Během těchto test̊u jsem se pokoušel posoudit, který optimalizačńı algoritmus by byl
nejvhodněǰśı pro řešeńı našeho problému. Jak již bylo řečeno v předešlé kapitole (4.9),
byly testovány dva algoritmy: SQP a SA.

Oba byly testovány pro stejné podmı́nky: Bylo bráno v úvahu pouze prvńıch deset
parametr̊u modelu, zastavovaćı podmı́nka pro absolutńı chybu byla taktéž nastavena na
stejnou hodnotu. Je nutné poznamenat, že zastavovaćı podmı́nku minimálńı derivačńı
odchylky bylo třeba u algoritmu SQP zvýšit oproti p̊uvodńımu nastaveńı, jelikož s ńım
SQP považoval funkci za neklesaj́ıćı a za optimálńı řešeńı označil startovńı bod.

Tyto testy prob́ıhaly na uměle vygenerovaných datech, tzn. jako ćılovou instanci
jsem zvolil obličej vygenerovaný pomoćı náhodných parametr̊u. Tyto parametry pak
samozřejmě během vyhledáváńı nebyly algoritmu nijak poskytnuty. Na obrázku 5.1
uvád́ım výsledky z několika testováńı.

Jak vid́ıme, SQP poskytuje lepš́ı výsledky pro menš́ı počet iteraćı, zat́ımco při vyšš́ım
počtu dosahuje lepš́ıch výsledk̊u SA. Zároveň je třeba podotknout, že SA je mnohem
méně náchylný k uv́ıznut́ı v lokálńıch minimech. Co se týče časové náročnosti, je SQP
zhruba o 10% rychleǰśı. Vzhledem k źıskaným výsledk̊um, byl pro všechna daľśı testováńı
použ́ıván pouze SA algoritmus, který, ač se ukázal býti lehce výpočetně náročněǰśı,
poskytoval pr̊uměrně lepš́ı výsledky co se týče jak chyby absolutńı, tak subjektivně
posuzované podobnosti ćılové a nalezené tváře.
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Obrázek 5.1: Graf porovnáńı optimalizačńıch algoritmů

Obrázek 5.2: Výsledky testováńı SA algoritmu pro 1000 iteraćı

Obrázek 5.3: Vzniklá rezidua

5.2 Testováńı SA na reálných datech

Nyńı jsme přikročili k testováńı tohoto algoritmu na reálných datech, abychom zjistili,
zda je dostatečně robustńı i pro ně. Pro testováńı byl vybrán co nejkvalitněǰśı sken dané
osoby v tom smyslu, aby byl pokud možno bez děr, co nejlépe vycentrovaný a obličej
zab́ıral zhruba 40% plochy. Opětovně byl prohledáván prostor prvńıch 10 komponent
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modelu, přičemž maximálńı počet iteraćı byl nastaven na hodnotu 500.

Obrázek 5.4: Původńı sken (vlevo) a výsledná instance BFM (vpravo)

Obrázek 5.5: Chyba mezi skenem a modelem (rezidua vzniklá odečteńım modelu od
skenu)

Jak vid́ıme na obrázku 5.5, chyba vznikla hlavně na okraj́ıch obličeje, daľśı větš́ı
chyba se objevila v okoĺı nosu a oč́ı. Tyto chyby vznikly hlavně d́ıky stacionaritě modelu,
jelikož během těchto pokus̊u BFM ještě nemělo volnost v pohybu. Celkově řešeńı neńı
zdaleka tak kvalitńı, jakého jsme dosáhli u umělých dat. Chyba plyne ale nejen ze
stacionarity, ale také z rozd́ılnosti skenu a modelu, nižš́ıho rozlǐseńı a z občasných děr
na sńımku.

5.2.1 Relativńı chyba

Daľśım nedostatkem, kterým bylo třeba se zabývat je absence jakéhokoliv nástroje pro
porovnáńı výsledk̊u dvou r̊uzných testováńı. Při pokusech s uměle vygenerovanými daty
jsme se s t́ımto problémem nesetkali, jelikož zobrazeńı těchto dat vždy bylo v rozlǐseńı
640x480, tud́ıž mohla být porovnávána absolutńı chyba. V tomto př́ıpadě tomu tak
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bohužel neńı, vzhledem k rozd́ılnosti ořez̊u jednotlivých sńımk̊u. Proto byla dodefinována
relativńı chyba na pixel následuj́ıćım vztahem:

δr =
∆abs

A ·B
· 100

255
(5.1)

kde ∆abs je chyba vypočtená rovnićı 4.1, A je š́ı̌rka zobrazeńı v pixelech a B je výška
zobrazeńı v pixelech. Č́ıslo sto v čitateli druhého zlomku je koeficient převedeńı chyby
na procenta a 255 je maximálńı rozd́ıl, kterého můžeme u dvou bod̊u v oblasti jasu
dosáhnout.

T́ımto výpočtem jsme źıskali univerzálńı nástroj pro porovnáńı výsledk̊u z r̊uzných
testováńı, at’ už se jednalo o pokusy s vygenerovanými či reálnými daty.

Výpočtem jsem dodatečně zjistili, že δr dosažená na cvičných datech se pr̊uměrně
pohybuje okolo 1% na pixel, zat́ımco u reálných dat je to okolo 5.5%. To by mohlo
na prvńı pohled vypadat jako dobrý výsledek, ale je potřeba si uvědomit několik věćı.
Zhruba 30% obrázku zab́ıraj́ı mı́sta, které v žádném př́ıpadě nemohou zp̊usobit jakou-
koliv chybu (jedná se předevš́ım o okraje obrázku, kam lidská tvář nikdy nezasahuje).
Kromě toho muśıme vźıt v úvahu fakt, že pracujeme s lidským obličejem a už drobné
nuance, např́ıklad jiná vzdálenost oč́ı, délka nosu apod., kompletně měńı celkový dojem
z tváře člověka.

5.3 Testováńı algoritmu vyhledáváńı polohy

Ještě před samotným vyhledáváńım bylo třeba vytvořit novou hodnot́ıćı funkci pro
vyhledáváńı polohy. Finálńı varianta této hodnot́ıćı funkce se př́ılǐs nelǐśı od p̊uvodńı
pro parametr BFM. Na rozd́ıl od ńı ale neńı v každé iteraci prohledáván prostor vek-
toru př́ıznak̊u BFM, nýbrž polohový vektor, který je definován jako uspořádaná šestice:
rotace kolem osy X, rotace kolem osy Y, rotace kolem osy Z, posunut́ı podél osy X,
posunut́ı podél osy Y, posunut́ı podél osy Z. Optimalizace je opětovně prováděna algo-
ritmem simulovaného ž́ıháńı. Nad celým procesem prohledáváńı bylo provedeno několik
testováńı, které se týkaly jak dosavadńı efektivity, tak možnost́ı vylepšeńı.

5.3.1 Testováńı efektivity

Prvńım testováńım bylo zjǐst’ováno nakolik velký př́ınos bude mı́t rozš́ı̌reńı oproti p̊uvodńımu
stavu. Pomoćı prvńıch deseti náhodně vygenerovaných parametr̊u BFM byla vytvořena
neznámá tvář, viz obr. 5.6, kterou jsme úmyslně lehce natočily, aby byl simulován reálný
stav, ve kterém sńımaný člověk nikdy neńı v perfektńı rovině.

Nejprve jsem se pokusili nalézt správné řešeńı, aniž bychom připustili volnost v po-
hybu a natočeńı modelu (prohledáváńı bylo úmyslně ukončeno po 1000 iteraćıch). T́ım
jsem simuloval dosavadńı situaci během hledáńı optimálńıho řešeńı pro námi poř́ızené
sńımky, u kterých jsme tǐse předpokládali, že sńımek dotyčné osoby je perfektně vycen-
trovaný a bez natočeńı.

Výsledkem testu je pr̊uměrná chyba 3,4% na pixel, což je vzhledem k tomu, že se
jedná o cvičná data, opravdu velká chyba. Daľśı testováńı potvrdilo zřejmý fakt, že č́ım
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Obrázek 5.6: Původńı náhodně vygenerovaný model

bude natočeńı/posun větš́ı, t́ım bude mı́t algoritmus bez volnosti pohybu větš́ı problémy
nalézt správné parametry BFM a chyba bude prudce vzr̊ustat.

V daľśım kroku bylo proto testováno prohledáváńı s možnost́ı drobného pohybu
modelu. Testováńı bylo rozděleno do dvou část́ı. V prvńı bylo hledáno správné řešeńı
pouze pro polohový vektor, koeficienty BFM byly nastaveny na nulu. Správná poloha
byla tedy hledána pomoćı posunu/natočeńı pr̊uměrného obličeje. V druhé části se s
polohovým vektorem nijak nemanipulovalo, ale byly měněny pouze parametry BFM.
Obě části byly ukončeny po 500 iteraćıch.

Již po prvńı části optimalizace se podařilo chybu sńıžit na 1.7% na pixel, což
znamená, že za polovičńı počet iteraćı se nám podařilo naj́ıt řešeńı s polovičńı chybou
než v předchoźım pokusu, viz obr. 5.7.

Obrázek 5.7: Výsledky po prvńı části prohledáváńı (předlohou byla umělá data, para-
metry modelu zafixovány,hledána pouze správná poloha) (nalezená instance + vzniklá
rezidua)

V druhé části pokusu byla chyba opětovně sńıžena, tentokrát na 1.4% na pixel,
což je zhruba 40% finálńı chyby z testováńı bez možnosti pohybu, viz obr. 5.8.

Dosažené výsledky však neodpov́ıdaly mým představám, proto jsem se rozhodl v
pokusu pokračovat a pokusil jsem se o daľśı upřesněńı polohy, tentokrát však nebylo
manipulováno s pr̊uměrnou tvář́ı, nýbrž s výslednou tváři z předchoźı optimalizace,
nav́ıc startovńı bod pro vektor polohy nebyl již nulový vektor, nýbrž vektor nalezený
dř́ıve. Chyba byla opětovně sńıžena, tentokrát na 1.1% na pixel. Optimalizace dále
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Obrázek 5.8: Výsledky po druhé části prohledáváńı

pokračovala opětovným prohledáváńım vektoru př́ıznak̊u BFM doprovázena daľśım po-
klesem chyby, tentokrát na 0.9% na pixel, viz obr 5.9.

Obrázek 5.9: Finálńı výsledky experimentu

Testováńı nám ukázalo nakolik je drobná volnost v pohybu pro model d̊uležitá.
Původńı chybu se nám podařilo sńıžit zhruba na čtvrtinu.

5.3.2 Testováńı vhodného rozděleńı

V daľśım testováńı jsme se pokusili zjistit, zda by bylo efektivněǰśı prohledávat v poloze
pouze jednou s v́ıce iteracemi a poté pouze jednou v prostoru parametr̊u BFM, či zda
by bylo lepš́ı prohledáváńı rozdělit např́ıklad na osminy a vždy po určitém počtu iteraćı
přej́ıt do druhé fáze a využ́ıt k daľśımu postupu nalezené mezivýsledky. Jako vzor byla
opětovně vygenerována náhodná tvář, viz obr. 5.10.

Nejprve jsme se tedy pokusili nalézt správné řešeńı bez mezikrok̊u, v každé fázi bylo
optimalizačńımu algoritmu poskytnu 500 iteraćı. Po prvńı fázi byla 2.61% na pixel,
po druhé už jen 1.87% na pixel.

Źıskaná chyba je poměrně uspokojivá, nicméně jak je vidět na obrázku 5.11, algo-
ritmu se nepodařilo nalézt správné natočeńı a postup bez mezikrok̊u mu nedal šanci
tuto chybu napravit. Proto byla otestována daľśı varianta: Přeṕınáno mezi fázemi pro-
hledáváńı bylo po 250 iteraćıch. Celkový počet iteraćı byl zachován (každá fáze tedy
proběhla celkem dvakrát).
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Obrázek 5.10: Náhodně vygenerovaná tvář použitá jako vzor

Obrázek 5.11: Výsledky prvńıho testováńı (nalezená poloha, finálńı instance)

Chyba na pixel se postupně snižovala a to tak, že po prvńı fázi byla 2.84%, po druhé
1.90%, po třet́ı 1.30% a nakonec po čtvrté 1.07%. Výsledkem tohoto experimentu je
tedy zjǐstěńı, že po stejném počtu iteraćı máme téměř polovičńı chybu jen t́ım, že jsme
optimalizaci rozdělili do v́ıce podfáźı, viz obr. 5.12.

Obrázek 5.12: Finálńı výsledky optimalizace

Daľśı testováńı ukázalo, že děleńı na ještě menš́ı úseky by již nebylo nijak plodné a
že 250 iteraćı na fázi je ideálńı minimum v námi použ́ıvaném prohledávaćım algoritmu,
viz obr. 5.13 .
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Obrázek 5.13: Porovnáńı efektivity r̊uzných děleńı fáźı

5.4 Testováńı d̊uležitosti ořezu

Testy v této kapitole maj́ı ukázat, nakolik je d̊uležitý ořez BFM i přes implementaci
možnosti změny měř́ıtka. Mohlo by se zdát, že d́ıky této alternativě, kterou model má,
by mohl být ořez zcela odstraněn a model by mohl rozd́ılnost skenu a BFM překlenout
právě pomoćı změny měř́ıtka, bohužel testy ukázaly, že tomu tak neńı.

Během těchto test̊u byla opět vygenerována náhodná tvář bez ořezu, která byla dále
považována za naši ćılovou instanci. Dále se algoritmus pokusil přizp̊usobit této tváři
model, který byl ale oř́ıznut.

Obrázek 5.14: Vygenerovaná tvář + nalezená instance

Obrázek 5.15: Vzniklá rezidua

Jak vid́ıme na výše uvedených obrázćıch (5.14, 5.15), ač má model možnost svoje
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měř́ıtko měnit, bohužel optimalizace vydává do lokálńıho minima, a snaž́ı se chybu
odstranit extrémńım protažeńım oř́ıznutého obličeje a ”napasovat” tedy bradu na krk
předlohy. Toto testováńı nám dokázalo, že se bez ořezu obličeje neobejdeme.

5.5 Finálńı testováńı na vygenerovaných datech

Posledńı testováńı před testováńım na reálných datech mělo ověřit jak všechny výše
uvedené možnosti, které optimalizačńı algoritmus má, funguj́ı dohromady. Opětovně
byla vygenerována náhodným natočeńım, náhodným posunut́ım a náhodně změněným
měř́ıtkem. Optimalizace byla rozdělena na čtyři části, přičemž v prvńı a třet́ı byl pro-
hledáván polohový vektor, zat́ımco ve druhé a čtvrté vektor parametr̊u BFM. Na každou
fázi bylo využito 250 iteraćı, celkový počet iteraćı byl tedy standardně tiśıc.

Optimalizace startovala s nulovým vektorem jak polohy, tak parametr̊u modelu. V
druhé fázi optimalizace byla samozřejmě brána v potaz poloha nalezená v části prvńı.
Ve třet́ı fázi byl opětovně prohledáván prostor řešeńı vektoru polohy s t́ım, že startovńı
bod byla nalezená poloha z fáze jedna a omezuj́ıćı podmı́nky se taktéž odv́ıjely od této
polohy. Bylo samozřejmě manipulováno s instanćı, která byla označena za výslednou na
konci fáze 2. Ve fázi čtyři byla opětovně hledána nejlepš́ı instance BFM, tentokrát se
zafixovanou polohou źıskanou ve třet́ı fázi optimalizace. Jako startovńı bod byl zvolen
vektor parametr̊u źıskaný ve druhé fázi a omezuj́ıćı podmı́nky se opět odv́ıjely od něj.
Zde přikládám výsledky, tentokrát pro větš́ı názornost v barevných odst́ınech:

Obrázek 5.16: Vygenerovaná tvář + nalezená instance

Obrázek 5.17: Vzniklá rezidua

V tomto konkrétńım př́ıpadě byla výsledná chyba na pixel rovna 0.77%, přičemž u
ostatńıch podobných testováńı se chyba pohybovala mezi hodnotami 0.1% a 0.9%. Jak
vid́ıme, obě tváře si jsou velmi podobná a vzniklá rezidua jsou poměrně zanedbatelná.
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Obrázek 5.18: Grafy rozd́ılu koeficient̊u (poloha, BFM)

Na grafech 5.18 je vidět rozd́ıl mezi nalezenými koeficienty jak polohy (v pořad́ı:
rotace kolem osy X, rotace kolem osy Y, rotace kolem osy Z, posunut́ı podél osy X,
posunut́ı podél osy Y, posunut́ı podél osy Z, změna měř́ıtka), tak BFM. Tento rozd́ıl
je u polohy prakticky nulový, u parametr̊u BFM jsou vidět určité nepřesnosti, avšak to
je zp̊usobeno t́ım, že každý komponent ovlivňuje v́ıce vlastnost́ı obličeje a proto velmi
podobné tváře můžeme źıskat v určitém okoĺı ćılové instance.

5.6 Testováńı na reálných datech

Nyńı, když jsme si ověřili funkčnost na cvičných datech, nám nic nebránilo otestovat
metodu přizp̊usobováńı modelu na reálných 3D datech. Testováńı ukázala, že dosažené
výsledky jsou v pr̊uměru o 2% na pixel lepš́ı než tomu bylo před implementaćı volnosti
pohybu modelu. Pr̊uměrná chyba se tedy pohybovala okolo 3.5% na pixel, což vzhledem
k tomu, že byly použ́ıvány i sńımky s r̊uzným natočeńım tváře je velký pokrok.

Výsledky však zdaleka stále nedosahuj́ı kvality výsledk̊u z pokus̊u na cvičných datech.
Tento jev bychom mohli přisoudit nejen rozd́ılnosti sken̊u a BFM, ale také ńızké kvalitě
sńımk̊u. Na sńımćıch se často objevuj́ı d́ıry, ke kterým je SA sice poměrně invariantńı,
nicméně přeci jen se do celkové chyby promı́tnou.

Je třeba zmı́nit, že u minoritńıho pod́ılu testováńı bohužel chyba sńıžena nebyla,
jelikož optimalizačńı funkce na počátku prohledáváńı špatně posoudila polohu tváře
subjektu na sńımku, dostala se do globálńıho minima a už se z tohoto bodu leckdy
nedokázala vrátit ke správnému řešeńı. Na druhou stranu je ale nutno podotknout, že
u sńımk̊u, u kterých by bylo dř́ıve řešeńı kv̊uli natočeńı tváře nenalezitelné, byla často
poloha optimalizačńım algoritmem velmi přesně sledována.

Zde uvád́ım výsledky jednoho z test̊u, viz obr. 5.19 a obr. 5.20, kdy algoritmus úplně
přesně nedokázal nalézt správnou polohu a přesto chybu na pixel sńıžil na 3%. Lze si
na něm povšimnout zbývaj́ıćıch nedostatk̊u naš́ı metody, které př́ımo vyplývaj́ı z toho,
že sńımky z Kinectu obsahuj́ı vlasy. Optimalizačńı algoritmus se pak často, aby sńıžil
chybu, snaž́ı BFM nepřirozeně protáhnout.

Ve finále se tedy stal optimalizačńı algoritmus mnohem robustněǰśı a ač chyba, se
kterou nalézal řešeńı, nebyla ideálńı, zaznamenal v této oblasti razantńı zlepšeńı (zhruba
o 40%). I přes veškeré tyto nedostatky, kterými optimalizačńı metoda stále trpěla jsme
se rozhodl pokusit se poř́ızená data experimentálně klasifikovat a tak posoudit, zda jsou

41



Obrázek 5.19: Výsledky testováńı na reálných datech (sken, nalezená instance)

Obrázek 5.20: Výsledky testováńı na reálných datech (rezidua)

již výsledky natolik přesné, nebo alespoň si navzájem natolik podobné pro stejnou osobu.
Problémy klasifikace se zabývaj́ı následuj́ıćı kapitoly.
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Kapitola 6

Klasifikace a klasifikátory

Rozpoznáváńı či klasifikace je přirozená pro každého člověka [17]. Člověk rozpoznává
předměty ve svém okoĺı a jedná v relaćıch s nimi. I v oblasti rozpoznáváńı můžeme
pozorovat tendenci o vytvořeńı stroje, který tuto činnost provád́ı automaticky bez
účasti člověka. Takovému stroji se ř́ıká klasifikátor. Klasifikace tedy spoč́ıvá v zařazováńı
předmět̊u do jednotlivých tř́ıd. Každý předmět muśı být nejprve vhodně popsán, přičemž
tento popis může být jak kvantitativńı tak i kvalitativńı. V př́ıpadě, že se jedná o do-
statečně kvalitńı popis, nazýváme ho obraz a dále mluv́ıme o tzv. rozpoznáváńı obraz̊u
(pattern recognition). Při návrhu automatického rozpoznáváńı obraz̊u muśıme řešit dva
základńı problémy:

1. Problém vhodného popisu předmětu: Předmět, který chceme rozpoznat, muśı být
vhodně popsán. Ideálńı popis je tvořen pomoćı tzv. př́ıznak̊u daného předmětu -
elementárńıch vlastnost́ı, které maj́ı č́ıselný charakter. Vektor těchto př́ıznak̊u se
pak nazývá obraz předmětu.

2. Problém rozpoznáváńı nebo také problém návrhu klasifikátoru: Problém nalezeńım
děĺıćıch hranic mezi jednotlivými tř́ıdami, do kterých má být klasifikovaný obraz
zařazen. Rozděluj́ıćı hranice jsou definovány tzv. diskriminačńımi (rozhodovaćımi)
funkcemi, podle jejichž hodnot provede klasifikátor automatické přǐrazeńı obrazu
do př́ıslušné skupiny.

6.1 Problém vhodného popisu předmětu

T́ımto problémem jsme se naštěst́ı nemuseli př́ılǐs zabývat, jelikož jeho řešeńı se nám
př́ımo nab́ızelo v podobě jednotlivých parametr̊u BFM. Tyto parametry splňovaly jak
předpoklad, že se jedná o elementárńı vlastnosti, tak i předpoklad č́ıselného charak-
teru. Je vhodné zmı́nit, že vektor polohy nebyl během klasifikace ze zřejmých d̊uvod̊u
nijak uvažován (tvář může být jakkoliv natočena, nezávisle na konkrétńı osobě). Klasifi-
kace námi nalezených řešeńı se tedy odehrávala nad desetisložkovým vektorem př́ıznak̊u
BFM(optimalizace prohledávala pouze prvńıch deset př́ıznak̊u BFM).
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6.2 Rozhodovaćı funkce

Pro některé typy úloh nelze jednoznačně posoudit, do které tř́ıdy př́ıznak̊u posuzovaný
obraz patř́ı. Proto existuje několik př́ıstup̊u (typ̊u rozhodovaćıch funkćı), jak v těchto
př́ıpadech nalézt správné řešeńı. Zde uvád́ım několik nejd̊uležitěǰśıch:

6.2.1 Pravděpodobnostńı diskriminačńı funkce

Pravděpodobnostńı diskriminačńı funkce využ́ıvá pro správnou klasifikaci obrazu x Ba-
yesovo kritérium v následuj́ıćım vztahu:

g′r(x) = p(x|ωr) · P (ωr); r = 1, 2, ..., R (6.1)

kde p(x|ωr) je podmı́něná hustota pravděpodobnosti obrazu x ze tř́ıdy ωr a P (ωr) je
apriorńı pravděpodobnost výskytu obraz̊u nálež́ıćıch tř́ıdě ωr.

Klasifikátor pracuj́ıćı podle tohoto vztahu se nazývá Bayes̊uv klasifikátor a pro jeho
konstrukci je třeba znát apriorńı pravděpodobnost pro každou tř́ıdu, bohužel tuto znalost
prakticky nikdy nemáme. Rozhodnut́ı, do které tř́ıdy je pak neznámý obraz x zařazen,
se provede výběrem maximálńı hodnoty např́ıč Bayesovi kritérii jednotlivých tř́ıd.

6.2.2 Lineárńı diskriminačńı funkce

Tato funkce by se měla využ́ıvat, pokud všechny tř́ıdy vykazuj́ı stejnou kovariančńı
matici a zároveň podléhaj́ı normálńı rozložeńı. Vzhledem k velmi výhodným analy-
tickým vlastnostem těchto funkćı se však využ́ıvaj́ı i v př́ıpadech, kdy výše uvedené
podmı́nky splněny nejsou. Přesto v př́ıpadech, kdy jsou obrazy jednotlivých tř́ıd dobře
distribuované neboli vytvářej́ı kompaktńı shluky, které jsou lineárně separabilńı, toto
zjednodušeńı vyhovuje dostatečně. Při klasifikaci do dvou tř́ıd (dichotomii) se využ́ıvá
následuj́ıćı rozhodovaćı funkce:

g(x) = q0 +
n∑

i=1

qixi (6.2)

kde qi je váha funkce pro jednotlivé složky vektoru x a qo je práh funkce. Pro g(x) > 0
bude patřit x do prvńı tř́ıdy, pro g(x) < 0 bude patřit do tř́ıdy druhé.

6.2.3 Klasifikace podle minimálńı vzdálenosti

Funkce minimálńı vzdálenosti se využ́ıvá v př́ıpadě, že př́ıznaky obraz̊u podléhaj́ı normálńımu
rozložeńı, a apriorńı pravděpodobnosti všech tř́ıd jsou stejné. Před klasifikaćı je nutné
určit středńı hodnotu (střed shluku) každé tř́ıdy. Samotná funkce je definována následuj́ıćım
vztahem:

gr(x) = ‖x− µr‖2 (6.3)

kde ‖x − µr‖2 je kvadrát Euklidovské vzdálenosti mezi neznámými x a středńı hodno-
tou r-té tř́ıdy (typickým představitelem r-té tř́ıdy). Klasifikátor zařad́ı neznámý obraz
x do té tř́ıdy, pro kterou bude gr(x) nabývat minimálńı hodnoty. Dobrých výsledk̊u
dosáhneme, když budou středńı hodnoty jednotlivých tř́ıd dostatečně vzdálené a shluky
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dostatečně kompaktńı. Klasifikátor podle minimálńı vzdálenosti je velmi často nasa-
zován i v př́ıpadech, kdy neńı jistá podmı́nka stejných apriorńıch pravděpodobnost́ı
jednotlivých tř́ıd kv̊uli jeho jednoduchosti a malé náročnosti na pamět’.

6.2.4 Klasifikace podle nejbližš́ıho a k-nejbližš́ıho souseda

Klasifikace podle nejbližš́ıho souseda prob́ıhá podle pravidla vyjádřeného vztahem:

ωr = argmin‖x− µrs‖ = argmin[d(x− µrs)] (6.4)

kde µrs je s-tý zástupce ze vzorových zástupc̊u tř́ıdy r. Obraz x je tedy zařazen do té
tř́ıdy, jej́ıž některý vzorový zástupce má od obrazu x nejmenš́ı vzdálenost. V př́ıpadě
k-nejbližš́ıch soused̊u je pro každou tř́ıdu vždy bráno k zástupc̊u a jejich vzdálenosti
sečteny. Obraz x je pak zařazen do tř́ıdy, jej́ıž suma těchto vzdálenost́ı je nejnižš́ı. Kla-
sifikátor využ́ıvaj́ıćı tyto funkce má tu výhodu, že při dostatečně rozsáhlé trénovaćı
množině se tvar děĺıćıch funkćı pro jednotlivé tř́ıdy ”bĺıž́ı” Bayesovskému klasifikátoru.
Naproti tomu se prudce zvyšuj́ı nároky na pamět’, jelikož je nutné si celou trénovaćı
množinu pamatovat.
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Kapitola 7

Vlastńı postup klasifikace źıskaných
dat

V této kapitole je popsán mnou vybraný postup klasifikace zpracovaných 3D dat i
źıskané výsledky. Nad vybranými klasifikátory jsem provedl testováńı jak s umělými
tak s reálnými daty. Jak již bylo zmı́něno v kapitole 2.2.2 bylo poř́ızeno patnáct až dva-
cet sńımk̊u 9 rozličných osob. Tyto sńımky byly vyselektovány a bylo ponecháno deset až
patnáct sńımk̊u na osobu. Během trénováńı klasifikátor̊u bylo vždy prvńıch sedm sńımk̊u
použito jako vzor a zbylé sńımky klasifikovány. Tento postup se však aplikoval pouze
na prvńıch osm osob, devátá osoba se ponechala stranou a byla předložena klasifikátoru
aniž by ji kdykoliv předt́ım viděl. Testovali jsme celkem tři typy klasifikátor̊u.

7.1 Klasifikátor podle minimálńı vzdálenosti

Jako prvńı byl otestován klasifikátor pracuj́ıćı podle standardńıho kritéria minimálńı
vzdálenosti, viz kap. 6.2.3. Klasifikátor byl vybrán nejen pro jeho jednoduchou imple-
mentaci (námi vytvořený skript v MATLABu Klasifikator), ale také kv̊uli předpokladu,
že finálńı instance BFM budou mı́t podobné parametry pro stejné vzorové osoby. Zároveň
jsme doufali, že středńı hodnoty tř́ıd budou pro rozličné osoby od sebe dostatečně
vzdálené. Tato vzdálenost by měla být t́ım větš́ı, č́ım méně si jsou osoby podobné.

7.1.1 Testováńı na umělých datech

Umělá data byla vytvořena tak, že bylo nejprve vygenerováno 8 odlǐsných tvář́ı. Pro
každou tuto tvář bylo dále vygenerováno devět velmi podobných (toho jsme doćılili
tak, že jsme lehce zašuměli BFM parametry p̊uvodńı tváře). Tváře byly samozřejmě
vygenerovány s náhodným natočeńım a posunem.

V daľśım kroku jsme, stejně jako v kap. 5.5, umělá data použili jako vzor pro námi vy-
vinutou metodu přizp̊usobeńı modelu 3D dat̊um. Tyto výsledky byly uloženy a prvńıch
sedm u každé osoby bylo použito k vypočteńı středńı hodnoty dané tř́ıdy. Ač se parame-
try výsledných instanćı leckdy lehce lǐsily, středńı hodnoty jednotlivých tř́ıd byly velmi
podobné p̊uvodńım dat̊um, viz obr. 7.1. Daný obrázek je opět pro názornost vykres-
len v barevných odst́ınech a bez p̊uvodńıho posunu, jelikož střed shluk̊u byl poč́ıtán se
základńı polohou. Jak vid́ıme na obr 7.2, rezidua jsou minimálńı.
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Obrázek 7.1: Srovnáńı vzoru a středńı hodnoty dané tř́ıdy

Obrázek 7.2: Vzniklá rezidua

Dále přikládám graf rozd́ılu mezi koeficienty vzoru a středu shluku, viz obr. 7.3. V
neposledńı řadě je třeba zmı́nit, že chyba na pixel se pohybovala v pr̊uměru okolo 0.8%
(pr̊uměrná chyba mezi vzory a středy shluk̊u).

Obrázek 7.3: Rozd́ıl mezi nalezenými a p̊uvodńımi parametry modelu

Klasifikátoru byla poté dodána zbylá data k posouzeńı, který zařadil posuzovaný
vektor př́ıznak̊u do správné tř́ıdy s pravděpodobnost́ı 100%. Tento výsledek byl velmi
povzbudivý a proto jsme ihned přistoupili k experimentálńı klasifikaci reálných dat.
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7.1.2 Testováńı na reálných datech

Jak již bylo v této kapitole řečeno, nejprve byly optimalizačńı metodou nalezeny finálńı
instance BFM pro každý sńımek, poté bylo prvńıch sedm nalezených instanćı od každé
osoby použito k výpočtu střed̊u shluk̊u. Zde přikládám opět porovnáńı středńı hodnoty
tř́ıdy a jednoho ze sken̊u dané osoby:

Obrázek 7.4: Srovnáńı vzorového skenu a středńı hodnoty dané tř́ıdy

Obrázek 7.5: Vzniklá rezidua

Jak vid́ıme, rezidua jsou v tomto př́ıpadě větš́ı než u umělých dat. Velká chyba
se objevuje v mı́stech vlas̊u a nově také vous̊u (dotyčná osoba na skenu měla během
sńımáńı plnovous). Model se tvář opětovně snažil nesmyslně protáhnout v d̊usledku
př́ıtomnosti vlas̊u na skenu. Pr̊uměrná chyba mezi středńı hodnotou dané tř́ıdy a skeny
se pohybovala kolem 4% na pixel. Tato hodnota je vyšš́ı než u testováńı v kapitole 5.6,
d̊uvodem je úmyslné zařazeńı méně kvalitńıch sńımk̊u, tak aby byla simulována situace
z reálného prostřed́ı, kde osoba, která chce být rozpoznána nebude dodržovat perfektńı
vzdálenost od čidla, či nebude držet hlavu vždy v perfektńı rovině, viz obr. 7.6.
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Obrázek 7.6: Sńımek s úmyslným náklonem hlavy a malými d́ırami

Klasifikátor byl otestován nejprve na datech, která mu nikdy předt́ım nebyla poskyt-
nuta. Bohužel výsledkem byla úspěšnost pouze 22.5%. Proto jsem se pokusil klasifikovat
i data, která byla využita k hledáńı středńıch hodnot tř́ıd. Úspěšnost rozpoznáńı těchto
dat byla přibližně 64%. Z tohoto faktu lze vyvodit, že náš předpoklad, že klasifikovaná
data budou tvořit kompaktńı shluky, je pravděpodobně mylný a tud́ıž námi použitý
klasifikátor pro ně neńı vhodný.

7.2 Modifikovaný klasifikátor podle minimálńı

vzdálenosti

V této kapitole je popsána modifikace klasifikátoru podle minimálńı vzdálenost z kapitoly
předchoźı. Je třeba si uvědomit, že jednotlivé parametry BFM nejsou stejně d̊uležité,
viz obr. 7.7 a toho jsem se rozhodl během modifikace využ́ıt.

Obrázek 7.7: Váha prvńıch deseti parametr̊u BFM
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Původńı klasifikátor byl tedy poměrně jednoduše modifikován a to tak, že během
výpočtu vzdálenosti byla vzdálenost v daném rozměru vždy ještě vynásobena př́ıslušnou
váhou parametru.

gr(x) =
10∑
i=1

(ωi · [xi − µr,i]
2) (7.1)

Klasifikovaný obraz byl opět zařazen do té tř́ıdy, pro ńıž vyšla vzdálenost minimálńı.

7.2.1 Testováńı na umělých datech

Testováńı na umělých datech prob́ıhalo prakticky identicky jako u předchoźıho typu kla-
sifikátoru. Tentokrát však již nebyla data znovu zpracovávána, ale byly využity výsledky
z předchoźı optimalizace. Úspěšnost klasifikátoru byla zachována a to 100%.

7.2.2 Testováńı na reálných datech

Testováńı prob́ıhalo tentokrát bez prvńı fáze, tedy bez hledáńı správné projekce modelu
(byly využity výsledky z předchoźıho pokusu). Středńı hodnoty tř́ıd byly opět spočteny
z prvńıch sedmi instanćı u každé osoby a zbylé byly použity jako testovaćı množina.

Úspěšnost tohoto klasifikátoru byla 32.5%, zaznamenali jsme tedy zlepšeńı zhruba
o 10%. Dále byla předložena klasifikátoru data, která již použil k nalezeńı střed̊u shluk̊u.
Tato data správně zařadil v 67% př́ıpad̊u. Jak vid́ıme, modifikace klasifikátoru s sebou
přinesla zlepšeńı, nicméně finálńı úspěšnost je stále poměrně ńızká. To, že klasifikátor
zařadil pouze dvě třetiny dat využitých na trénováńı správně, nám ukázalo, že data
opravdu netvoř́ı kompaktńı shluky a proto pro ně neńı klasifikátor založený na minimálńı
vzdálenosti vhodný.

7.3 SVM klasifikátor

SVM (Support vector machine) klasifikátor patř́ı do tř́ıdy binárńıch (zařazuje obrazy
pouze do dvou tř́ıd) klasifikátor̊u [7][8]. Trénováńı klasifikátoru prob́ıhá ve formě učeńı
s učitelem. To znamená, že data, která mu předlož́ıme muśı v sobě nést i údaj, zda patř́ı
do prvńı či druhé tř́ıdy. Z těchto údaj̊u klasifikátor poté vytvoř́ı model, podle kterého
hodnot́ı všechny daľśı obrazy. SVM model je znázorněńı cvičných dat v prostoru, ma-
povaných tak, že př́ıklady odlǐsných tř́ıd jsou od sebe odděleny nadrovinou tak širokou,
jak jen to je možné. Nové obrazy jsou pak mapovány do stejného prostoru a následně
zařazeny do tř́ıdy podle toho, na jaké straně nadroviny skonč́ı, viz obr. 7.8. Existuj́ı jak
lineárńı, tak nelineárńı typy klasifikátoru a odlǐsuj́ı se od sebe právě t́ım, jakým typem
nadroviny od sebe odděluj́ı jednotlivé tř́ıdy.

Nespornou výhodou tohoto klasifikátoru bylo, že již byl v MATLABu implemen-
tován, čehož jsme také využili (funkce svmtrain a svmclassify). Bohužel SMV klasi-
fikátor je klasifikátor binárńı, zat́ımco my jsme měli tř́ıd osm. Proto bylo třeba zvolit
vhodnou klasifikačńı strategii. Jako nejrozumněǰśı a nejsnáze implementovatelná byla
shledána strategie v́ıtěz bere vše (winner-takes-all strategy), která patř́ı mezi strategie
typu jeden proti všem (one-versus-all). Tato strategie funguje tak, že každá tř́ıda má
vlastńı klasifikátor. Ten je natrénován s t́ım, že trénovaćı obrazy jsou mu dodávány
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Obrázek 7.8: Lineárńı dělićı nadrovina SVM klasifikátoru

pouze s údajem, zda do dané tř́ıdy patř́ı či nepatř́ı (odtud one-versus-all). Klasifikovaný
obraz je pak posouzen všemi klasifikátory zvlášt’ a je zařazen do té tř́ıdy, pro ńıž je
vzdálenost od hraničńı nadroviny největš́ı (ve směru do středu dané tř́ıdy).

Bohužel ani jedna z výše zmı́něných funkćı poskytnutých MATLABem nám tento
údaj neposkytla, proto bylo třeba naj́ıt vhodnou alternativu. Naštěst́ı jsem mezi ne-
zdokumentovanými funkce MATLABu nalezl funkci svmdecision, jej́ıž výstupem byla
hledaná vzdálenost.

Ted’ již zbývalo pouze zvolit vhodný typ dělićıch nadrovin. Celkem byly otestovány
typy tři. Testováńı proběhlo rovnou na reálných datech, jelikož po předešlé zkušenosti
s umělými daty nemělo daľśı testováńı žádný př́ınos. Data opět nebyla znovu zpra-
covávána, ale byly použity výsledné instance źıskané před testováńım klasifikátoru podle
minimálńı vzdálenosti.

7.3.1 Lineárńı

Nejdř́ıve bylo testováno lineárńı děleńı jednotlivých tř́ıd. Klasifikátor rozpoznal data,
která využil k trénováńı, s úspěšnost́ı 100%, zat́ımco nová data, která k trénováńı využita
nebyla, správně přǐradil ve 33% př́ıpad̊u. Jak vid́ıme, úspěšnost rozpoznáńı trénovaćıch
dat prudce vzrostla, bohužel u ostatńıch dat z̊ustala přibližně stejná.

7.3.2 Kvadratické

Kvadratické děleńı ponechalo úspěšnost rozpoznáńı trénovaćıch dat na hodnotě 100%
a zároveň šance na správné přǐrazeńı ostatńıch dat vzrostla přibližně o 4%, tedy na
hodnotu 37%.
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7.3.3 Polynomické

Polynomické děĺıćı nadroviny se ukázaly býti jako zdaleka nejefektivněǰśı. Trénovaćı data
byla zařazena do správné tř́ıdy vždy a obrazy, které byly klasifikátoru předloženy poprvé,
byly správně zařazeny ve 45% př́ıpad̊u. To je nár̊ust na dvojnásobek oproti test̊um s kla-
sifikátorem podle minimálńı vzdálenosti. Vzhledem k poměrně malé trénovaćı množině
můžeme předpokládat, že s jej́ım zvětšeńım, by došlo i ke zvýšeńı efektivity klasifikátoru.

Obrázek 7.9: Srovnáńı efektivity jednotlivých klasifikátor̊u

7.3.4 Klasifikace neznámé osoby

Vzhledem k efektivitě prvńıch dvou testovaných klasifikátor̊u by tento experiment postrádal
smysl, nicméně SVM klasifikátor se ukázal býti jako poměrně úspěšný a proto jsme mu
zkusili předložit data deváté osoby, která nebyla do trénováńı klasifikátoru nijak zapo-
jena.

Klasifikace neznámé osoby byla nejprve testována na umělých datech. Klasifikátor
poznal se 100% úspěšnost́ı, že daný obraz nepatř́ı do žádné tř́ıdy. Během testováńı na
reálných datech bylo klasifikátoru předloženo celkem 12 zpracovaných sńımk̊u deváté
osoby. U čtyř z nich rozpoznal, že se nejedná o žádnou z předchoźıch osob o nezařadil ji
do žádná tř́ıdy. Zbylých osm sńımk̊u klasifikoval jako členy některé z osmi tř́ıd.

7.4 Experiment s referenčńımi body

Ač bylo při změně klasifikátoru zaznamenáno signifikantńı zlepšeńı, stále jsem s výsledky
nebyl spokojen. Proto jsem se pokusil zlepšit optimalizačńı metodu, ve které jsem kromě
ńızké kvality sńımk̊u viděl největš́ı nedostatky. Po vzoru metody Blanze a Vettera, viz
kap. 3.2, jsem se rozhodl nanést na každý sken několik referenčńıch bod̊u a t́ım zlepšit
následné přizp̊usobeńı modelu. Původně bylo zamýšleno nanášet pět referenčńıch bod̊u
na každý sńımek a to na špičku nosu, koutky oč́ı a koutky úst. Bohužel kv̊uli ńızké kvalitě
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sńımk̊u bylo často nemožné označit správnou polohu úst a proto byl počet zredukován
na tři.

Nanášeńı prob́ıhalo u nových sńımk̊u rovnou během jejich ořezu, u starých bylo
provedeno dodatečně. Celá myšlenka referenčńıch bod̊u fungovala tak, že jsme źıskali
souřadnice tř́ı výše zmı́něných mı́st a kromě klasické chyby jsme v každé iteraci optima-
lizace chybu navýšili o rozd́ıl z-tových souřadnic v těchto mı́stech vynásobený určitým
váhovým koeficientem. K źıskáńı souřadnic referenčńıch bod̊u jsme použili MATLA-
Bovskou funkci ginput, jej́ıž výstupem je matice s x-ovými a y-ovými souřadnicemi
nakliknutých bod̊u, viz obr. 7.10.

Váhový koeficient byl experimentálně určen a to tak, že bod špičky nosu měl váhu
ω1 jako 25% všech bod̊u sńımku a každý koutek oč́ı měl váhu ω2 jako 10% všech bod̊u
sńımku. Referenčńı body byly uvažovány jak při hledáńı správných parametr̊u BFM,
tak při prohledáváńı prostoru polohy modelu. Tato úprava by nám měla zkvalitnit na-
lezené výsledky a zároveň prakticky nezvýšit výpočetńı náročnost. Jedinou nevýhodou
je nutnost deľśı předpř́ıpravy jednotlivých sken̊u. Zde uvád́ım rovnici výpočtu chyby:

∆abs =
∑
|si,j −mi,j|+ ω1 · |sr,s −mr,s|+ ω2 · |su,v −mu,v|+ ω2 · |sw,z −mw,z| (7.2)

kde r,s jsou souřadnice špičky nosu, u,v jsou souřadnice pravého očńıho koutku a w,z
souřadnice levého očńıho koutku.

Obrázek 7.10: Funkce ginput

Testováńı bohužel přineslo rozporuplné výsledky. U některých sken̊u byla chyba na
pixel sńıžena, u některých vyšla zhruba stejná a u některých se naopak chyba zvětšila a to
pravděpodobně u těch sńımk̊u, kde se přesně nepodařilo označit koutek oka. Celkově se
pr̊uměrná chyba na pixel sńıžila zhruba jen o 0.2%, což vzhledem ke zvýšeným nárok̊um
na manuálńı zásah neńı obhajitelný př́ınos.
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Kapitola 8

Zhodnoceńı výsledk̊u

8.1 Výsledky poř́ızeńı kolekce dat

V této oblasti má práce největš́ı nedostatky. Velkou přednost́ı sńımk̊u z Kinectu je jejich
lehká a rychlá pořiditelnost. Daľśı nespornou výhodou je jejich snadná zpracovatelnost
a poměrně ńızké nároky na pamět’. Bohužel t́ım výčet výhod konč́ı.

Verze Kinectu, kterou jsme použili, nedokáže zachytit předměty na menš́ı vzdálenost
než 70 cm. S přihlédnut́ı na celkové rozlǐseńı sńımku 640x480 nám kv̊uli tomu bohužel na
obličej skenovaného subjektu připadá pouze zhruba 200x200 bod̊u. Toto rozlǐseńı neńı
ideálńı a vzhledem k tomu, že námi vybraný model byl p̊uvodně koncipován na rozlǐseńı
právě 640x480, zp̊usobuje to během hledáńı vhodné reprezentace časté nepřesnosti.
Tento problém by se bohužel nedal vyřešit jinak než výběrem jiného skeneru, např́ıklad
nové verze Kinectu, kterou se nám pro tuto práci ale nepodařilo źıskat.

Daľśım problémem, který s sebou sńımky z Kinectu přináš́ı jsou občasné d́ıry. Tento
problém však neńı nikterak velký, jelikož SA je k d́ırám na sńımku poměrně invariantńı.
Jediná chv́ıle, kdy tento nedostatek nabyl na váze, byla během pokusu s referenčńımi
body. Když byla d́ıra na skenu př́ımo v mı́stě referenčńıho bodu, vnášelo to do optimali-
zace neúnosnou chybu. Pokud bychom tuto metodu chtěli dále použ́ıvat, bylo by nutné
aplikovat na jednotlivé sńımky např́ıklad mediánový filtr.

Obrázek 8.1: Ilustračńı př́ıklad zachycených dlouhých vlas̊u
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Posledńı, ale neméně d̊uležitou nevýhodou sńımk̊u z Kinectu byla prakticky nepř́ıtomnost
krku a uš́ı, zat́ımco model tyto části obličeje měl. To jsme naštěst́ı vyřešili pomoćı ořezu
dat v hloubce. Co však vyřešeno nebylo, je př́ıtomnost vlas̊u a vous̊u na skenech z
Kinectu, zat́ımco BFM je vymodelovat nedokáže. Tento rozd́ıl vnášel do zpracováńı
obrovskou chybu, přičemž kromě manuálńıho odstraněńı, neexistovala žádná rozumná
možnost, jak se vlas̊u a vous̊u na sńımku zbavit. Největš́ı problém nastával tehdy, pokud
dotyčná osoba měla dlouhé rozpuštěné vlasy, viz obr 8.1.

Celkově se tedy zař́ızeńı Kinect neprokázalo jako nejrozumněǰśı volba a pro daľśı
testováńı by bylo př́ınosem pokusit se kolekci dat poř́ıdit např́ıklad jeho novou verźı,
která dokáže sńımat objektu už na vzdálenost 30 cm bez ztráty přesnosti.

8.2 Výsledky optimalizace

Samotná optimalizace prošla během této práce velkými změnami. Vybraný optimalizačńı
algoritmus - simulované ž́ıháńı se ukázal býti dostatečně robustńım jak pro umělá, tak
pro reálná data. V této oblasti nemá algoritmus větš́ı nedostatky. Do budoucna by se
dalo uvažovat o hledáńı hrubého řešeńı právě pomoćı SA, přičemž k prohledáváńı jeho
okoĺı by mohl posloužit nějaký jiný, v́ıce metodický algoritmus.

Nový zp̊usob ořezu pracoval také naprosto spolehlivě a s přihlédnut́ım na poté
přidanou možnost pohybovat s instancemi modelu se tato inovace ukázala i jako na-
prosto nezbytná.

Největš́ım vylepšeńım v oblasti optimalizace byla zajisté implementace hledáńı správné
polohy modelu, která prokázala dostatečnou efektivitu ve všech testováńıch. SA algorit-
mus se ukázal vhodný pro řešeńı i tohoto problému a hledal správné výsledky s velkou
přesnost́ı. Nejvhodněǰśı alternativou během hledáńı správného řešeńı se ukázalo býti
rozděleńı prohledáváńı do čtyř část́ı, kde v prvńı a třet́ı je hledána správná poloha
modelu, zat́ımco ve druhé a čtvrté je prohledáván prostor parametr̊u BFM.

Experiment s referenčńımi body bohužel nepřinesl žádné větš́ı zlepšeńı, nicméně to
je zp̊usobeno mimo jiné i nižš́ı kvalitou sken̊u. Pokud by se nám tuto kvalitu podařilo
zvýšit (např́ıklad při použit́ı jiného skeneru), referenčńı body by pravděpodobně v́ıce
přisṕıvaly k nalezeńı ideálńı instance BFM.

Celkově bych optimalizačńı část hodnotil veskrze pozitivně. Drobná vylepšeńı by
mohl zaznamenat v budoucnu např́ıklad samotný optimalizačńı algoritmus, ale zároveň
si mysĺım, že tyto nedostatky jsou minoritńı záležitost́ı.

8.3 Výsledky klasifikace

Pokusy s prvńımi dvěma typy klasifikátor̊u nám ukázaly, že naše teorie, že výsledná
data budou tvořit pro stejné osoby kompaktńı shluky, je mylná. Nicméně modifikovaný
klasifikátor podle minimálńı vzdálenosti neposkytoval úplně chybné výsledky, proto se dá
očekávat, že se vzr̊ustaj́ıćı kvalitou sken̊u a tud́ıž i vzr̊ustaj́ıćı kvalitou jejich zpracováńı,
by mohl být poměrně účinný.

SVM klasifikátor dokázal zhruba s polovičńı úspěšnost́ı rozpoznat neznámá data a
zařadit je do správné tř́ıdy. Data použitá pro jeho natrénováńı rozpoznal se stoprocentńı
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úspěšnost́ı z čehož lze vyvodit, že se vzr̊ustaj́ıćı velikost́ı trénovaćı množiny by vzrostla
i úspěšnost klasifikace neznámých dat.

Vybraný klasifikátor tedy přesně splňuje naše požadavky a v budoucnu bych pro
zvýšeńı úspěšnosti klasifikace navrhoval zvětšeńı trénovaćı množiny.
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Kapitola 9

Závěr

Tato diplomová práce popisuje nejčastěǰśı metody pořizováńı obrazových 3D dat lidského
obličeje. Na základě těchto poznatk̊u byl vybrán vhodný př́ıstroj, konkrétně Kinect
Xbox360, pomoćı kterého byla poř́ızena má vlastńı kolekce dat. Bylo oskenováno cel-
kem devět osob, přičemž se jednalo o pět muž̊u a čtyři ženy. Všichni sńımańı lidé byli
běloši v letech mezi 17 a 55 lety. Pro každou osobu bylo poř́ızeno celkem 15 až 20 sńımk̊u,
které byly následně vyselektovány a bylo ponecháno 10 až 15 sńımk̊u pro každou osobu.

Dále jsou v práci uvedeny vybrané metody přizp̊usobováńı 3D modelu podle troj-
rozměrných dat, ze kterých bylo později čerpáno při návrhu vlastńıho postupu pro vy-
braný animačńı model. T́ımto modelem byl zvolen model vyvinutý Univerzitou v Baselu,
který poskytoval nejen celou škálu možnost́ı při práci s modelem, ale byl zároveň lehce
modifikovatelný.

Úkolem práce tedy bylo vytvořit algoritmus, který by pro sńımky z Kinectu dokázal
naj́ıt optimálńı instanci Baselského modelu. Sńımky bylo nejprve nutné oř́ıznout, jelikož
minimálńı sńımaćı vzdálenost vybraného zař́ızeńı činila 70 cm, a tak bylo na skenech
zachyceno kromě lidské tváře i mnoho nežádoućıch objekt̊u. Daľśım krokem bylo nalezeńı
vhodné reprezentace, ve které by se instance modelu a skeny daly srovnat. Ta byla
źıskána pomoćı funkce colormap, která byla aplikována na model a d́ıky tomu źıskána
jeho hloubková mapa. Dále bylo nutné vyřešit vzájemnou rozd́ılnost sken̊u a modelu,
jelikož sken obsahoval vlasy a vousy, zat́ımco model nikoliv, a naproti tomu model
obsahoval krk a uši, zat́ımco ty na sńımćıch zachyceny nebyly. Problém se podařilo
vyřešit alespoň částečně hloubkovým ořezem modelu, d́ıky kterému z něj byly uši a krk
odstraněny. Bohužel vlasy a vousy by bylo nutné odstranit na každém skenu manuálně,
od čehož bylo upuštěno.

Po překlenut́ı hlavńıch problémů bylo otestováno několik optimalizačńıch algoritmů,
přičemž jako nejvhodněǰśı se ukázal být algoritmus simulovaného ž́ıháńı. Bohužel bylo
třeba dále řešit fakt, že skeny nejsou perfektně vycentrované a subjekt na nich neńı
nikdy zachycen v perfektńı rovině. Proto byla dodána modelu volnost jak v posunu, tak
natočeńı. Následně byla taktéž přidána možnost drobné změny měř́ıtka modelu kv̊uli
skutečnosti, že po rozd́ılných ořezech stejný obličej nezab́ıral stejnou plochu. Během
optimalizace pak byly prohledávány parametry modelu, ale také tyto polohové para-
metry. Nejv́ıce se osvědčilo tato prohledáváńı od sebe oddělit (vzhledem k výpočetńı
náročnosti) a hledat řešeńı celkem ve čtyřech oddělených částech. V prvńı a třet́ı části
byla hledána správná poloha modelu, zat́ımco ve druhé a čtvrté parametry BFM.
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V posledńı části práce jsem se zabýval klasifikaćı zpracovaných dat. Je zde mimo jiné
uvedeno několik základńıch typ̊u klasifikátor̊u, přičemž klasifikátory, které byly použity
během testováńı jsou rozebrány detailněji. Pro klasifikaci našich dat byly použity cel-
kem tři typy klasifikátor̊u - klasifikátor podle minimálńı vzdálenosti, modifikovaný kla-
sifikátor podle minimálńı vzdálenosti a SVM klasifikátor. Nejlepš́ıch výsledk̊u dosaho-
val právě posledńı jmenovaný, který neznámá data správně přǐradil zhruba v polovině
př́ıpad̊u.

Výsledky práce jsou poměrně uspokojivé, nicméně kdybychom námi vyvinutý algo-
ritmus chtěli využ́ıt pro rozpoznáváńı osob, bylo by třeba bud’ zvolit pro źıskáváńı dat
jiný skener, a nebo nalézt metodu, které automaticky odstrańı u každého sńımaného
subjektu vlasy a vousy.
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2.1 Stereofotogrammetrie . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 3
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4.5 Rozděleńı tváře do čtyř segment̊u . . . . . . . . . . . . . . . . . . . . . . 19
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5.4 SA - reálná data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
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5.10 Rozděleńı - vzor . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 38
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5.15 Testováńı ořezu - rezidua . . . . . . . . . . . . . . . . . . . . . . . . . . . 39
5.16 Finálńı testováńı . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
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7.2 Srovnáńı vzor - středńı hodnota - rezidua . . . . . . . . . . . . . . . . . . 47
7.3 Rozd́ıl mezi koeficienty vzoru a BFM . . . . . . . . . . . . . . . . . . . . 47
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Na přiloženém nosiči je k nalezeńı tato práce ve formátu PDF spolu se všemi potřebnými
soubory pro spuštěńı algoritmu, včetně všech sńımk̊u, poř́ızených zař́ızeńım Kinect
použitých ke klasifikaci. Dále obsahuje databázi př́ıznak̊u Baselského modelu a všechny
tři typy klasifikátor̊u.
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