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Anotace

Tato práce se zabývá kombinaćı fonémových mř́ıžek a slovńıch gramatik, které

může být využito pro porozuměńı v hlasových dialoźıch prostřednictv́ım detekce

kĺıčových slov nebo též pro vyhledáváńı v archivech mluvené řeči. Metody zvo-

lené pro dosažeńı tohoto ćıle stav́ı na teorii vážených konečných automat̊u a v

práci jsou uplatněny též metody strojového učeńı pro klasifikaci. Je diskutován

vliv některých parametr̊u strojového učeńı (např. velikosti trénovaćı množiny) na

kvalitu detekce.

Kĺıčová slova: konečné automaty, detekce kĺıčových fráźı, klasifikace, OpenFst

Annotation

This thesis discusses a combination of phoneme lattices and word grammars that

can be used for understanding of spoken language via spoken term detection or

for searching in audio archives. The methods chosen to reach this goal are based

on the theory of finite state machines together with methods used in machine

learning for classification. Discussed are also the effects of some of the parameters

important in the field of machine learning (e.g. the size of training set) on the

quality of detection.

Keywords: finite state automata, spoken term detection, classification, OpenFst
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4.1 Ř́ızeńı dialogových systémů . . . . . . . . . . . . . . . . . . . . . 20
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6.5 Zpracováńı sémantických entit . . . . . . . . . . . . . . . . . . . . 27
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1. Úvod

Komunikace člověka s technikou se č́ım dál v́ıce snaž́ı přibĺıžit přirozené komu-

nikaci mezi lidmi. Jednou z oblast́ı, ve které je třeba zkoumat nové možnosti a

prostředky ke zlepšeńı kvality této komunikace, je oblast hlasových dialog̊u.

V oblasti hlasových dialogových systémů je d̊uležité předevš́ım rozpoznáńı

a porozuměńı promluvám uživatele, přirozenost pak ovlivňuje také zajǐstěńı

správné reakce na uživatelský vstup. Ćılem této práce je zvolit a zanalyzovat

možné kombinace dostupných prostředk̊u za účelem vytvořeńı robustněǰśıho a

rychleǰśıho porozuměńı.

Jako prostředky vhodné pro kombinaci byly zvoleny fonémové mř́ıžky źıskané

z řečového signálu fonémovým rozpoznávačem a gramatiky určuj́ıćı na slovńı

úrovni sémantické entity, které systém využ́ıvá jako popis informaćı d̊uležitých

pro porozuměńı mluvené řeči. V této práci bude popsána jak metoda kombi-

nace těchto dvou výstup̊u pomoćı konečných automat̊u, tak samotná detekce

sémantických entit na datech źıskaných z reálných vstup̊u uživatel̊u.

Práce je členěna do osmi kapitol, kdy po této úvodńı kapitole následuje v 2.

kapitole teorie konečných automat̊u, které jsou stěžejńımi modely pro celou práci

a jsou dále kombinovány s klasifikátory popsanými v 3. kapitole. Kapitola 4.

zasazuje tuto práci do kontextu hlasových dialog̊u a následuj́ıćı kapitoly se věnuj́ı

již vlastńımu př́ınosu práce právě v tomto kontextu. Popis zvoleného př́ıstupu

v kapitole 5 a jeho implementace v kapitole 6 přecháźı v experimenty a diskuzi

vhodných parametr̊u v kapitole 7.



2. Konečné automaty

Konečné automaty jsou hojně využ́ıvány v oblasti rozpoznáváńı řeči a dialogových

systémů a úzce souviśı s gramatikami a formálńımi jazyky. Jedná se o výpočetńı

model umožňuj́ıćı rozhodnout, zda je vstupńı výraz součást́ı jazyka generovaného

určitou gramatikou specifického typu. Pro tyto tzv. regulárńı gramatiky plat́ı jistá

omezeńı, takže před samotnou formálńı definićı konečných automat̊u stanovme

co je to gramatika, jak muśı gramatika vypadat a jak je definován jazyk touto

gramatikou generovaný.

2.1 Gramatiky

Deterministickou gramatikou G = (Vn, Vt, P, S) rozumı́me množinu terminálńıch

symbol̊u (terminál̊u) Vt, neterminálńıch symbol̊u (neterminál̊u) Vn, odvozovaćıch

pravidel P a počátečńıho symbolu S. Pro symboly plat́ı Vt ∩ Vn = ∅. V daľśım

textu použijeme následuj́ıćı konvenci značeńı:

• terminály jsou značeny malými ṕısmeny latinky (a, b, c, . . . ∈ Vt);

• neterminály znač́ıme velkými ṕısmeny latinky (A,B,C, . . . ∈ Vn);

• V + znač́ı množinu všech neprázdných posloupnost́ı vytvořených z prvk̊u

množiny V . V ∗ pak označuje množinu V ∗ = V + ∪ {ε}, kde ε reprezentuje

prázdný řetězec1;

• řetězce terminál̊u a/nebo neterminál̊u jsou značeny malými ṕısmeny řecké

abecedy (α, β, γ, . . . ∈ (Vn ∪ Vt)∗), přičemž ε z̊ustává vyhrazeno pouze

prázdnému řetězci.

Pravidla maj́ı formát α → β, nebo-li řetězec α se přeṕı̌se na řetězec β.

V obecném př́ıpadě uvažujeme α, β ∈ (Vn ∪ Vt)∗. Pokud maj́ı nav́ıc pravidla

pravděpodobnostńı ohodnoceńı pi (tedy α
pi→ β), hovoř́ıme o stochastických gra-

matikách.

1V práci použité softwarové prostředky pro vykreslováńı konečných automat̊u využ́ıvaj́ı oz-

načeńı <eps>, které bude použito u obrázk̊u
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Na základě omezeńı symbol̊u u odvozovaćıch pravidel vzniklo v́ıce typ̊u gra-

matik zařazených v tzv. Chomského hierarchii.

Definujme též, co budeme chápat jako jazyk generovaný gramatikou. Jazyk

je podmnožinou množiny V ∗t všech slov nad abecedou Vt a je z gramatiky ge-

nerován aplikaćı př́ıpustných pravidel. Máme-li dánu gramatiku, můžeme vždy

rozhodnout, zda nějaký řetězec w patř́ı do jazyka L(G) generovaného gramati-

kou G. Takové ověřeńı je možné provést Turingovým strojem. Tato metoda je

sice dostatečně obecná, ovšem neńı efektivńı [17]. Jednotlivé specializované typy

gramatik pak umožňuj́ı ověřeńı jednodušš́ımi zp̊usoby, v nejjednodušš́ım př́ıpadě

konečnými automaty, za cenu sńıžeńı vyjadřovaćı schopnosti. Tyto gramatiky jsou

dále popsány a využity v této práci.

Gramatiky typu 0 (frázové gramatiky)

Pro tyto gramatiky maj́ı pravidla obecnou formu α→ β, kde α, β ∈ (Vt∪Vn)∗. Na

pravidla tedy nejsou kladena žádná omezeńı a jsou tak nejsilněǰśım typem gra-

matik s největš́ı vyjadřovaćı schopnost́ı. Tyto gramatiky generuj́ı tzv. rekurzivně

spočetné jazyky a o př́ıslušnosti řetězce do daného jazyka pak může rozhodnout

nějaký Turing̊uv stroj. Jedńım z problémů pak může být, že u řetězce, který do

jazyka nepatř́ı, může stroj skončit v nekonečné smyčce.

Kontextové gramatiky

Pravidla maj́ı formu αAβ → αωβ, kde α, β ∈ (Vt∪Vm)∗ a ω ∈ (Vt∪Vm)+. Neter-

minál A je tedy nahrazován neprázdným řetězcem ω na základě svého kontextu.

Dále je povoleno využ́ıt pravidlo S → ε. Jazyk generovaný touto gramatikou je

označován za kontextový a řetězce přij́ımané t́ımto jazykem rozpoznává lineárně

ohraničený Turing̊uv stroj.

Bezkontextové gramatiky

Odstraněńım kontextu v předchoźım typu gramatik vznikaj́ı pravidla ve tvaru

A→ ω, kde opět ω ∈ (Vt∪Vm)+ a taktéž můžeme použ́ıt přepis S → ε. Gramatika

generuje bezkontextový jazyk rozpoznatelný zásobńıkovým automatem. Tento
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typ se využ́ıvá např. v současných hlasových dialoźıch v rámci standardu SRGS

pro popis př́ıpustných promluv [12].

Regulárńı gramatiky

Pravidla regulárńı gramatiky jsou omezena na tvar A→ aB nebo A→ a, přičemž

mohou obsahovat i pravidlo S → ε. Tyto gramatiky generuj́ı regulárńı jazyky

rozpoznatelné konečnými automaty.

Pro praktické použit́ı u dialogových systémů může být př́ıpustné provést apro-

ximaci a nahradit rekurzi neterminálu v bezkontextových gramatikách pouhým

omezeným počtem opakováńı. Vznikne t́ım již regulárńı gramatika umožňuj́ıćı

využ́ıt konečné automaty pro rozhodnut́ı o přijet́ı vstupńıho řetězce [19]. Můžeme

tak využ́ıt matematické krásy a jednoduchosti konečných automat̊u ke zrychleńı

potřebných výpočt̊u.

2.2 Polookruhy

Před definićı vážených konečných automat̊u přibližme nejdř́ıve pojem polookruh,

který definuje obor hodnot pro váhy na hranách automat̊u a zavád́ı operátory

použité při operaćıch nad váženými konečnými automaty.

Polookruh je množina K vybavená asociativńımi operacemi ⊕, popř. ⊗ s ne-

utrálńımi prvky 0̄, popř. 1̄, přičemž operace ⊗ je dvojně distributivńı vzhledem

k ⊕ a 0̄ je nulový prvek [20]. Polookruh můžeme značit jako uspořádanou pětici

(K,⊕,⊗, 0̄, 1̄).

Jedńım z možných ohodnoceńı použ́ıvaných u konečných automat̊u je

pravděpodobnostńı ohodnoceńı. Takové ohodnoceńı můžeme formálně vy-

tvořit nad pravděpodobnostńım polookruhem (R,+, ·, 0, 1). Daľśı možnost́ı je

použit́ı záporných logaritmů pravděpodobnosti logaritmickým polookruhem

(R ∪ {∞} ,⊕,+,∞, 0), kde pro operátor ⊕ plat́ı a ⊕ b = − log
(
e−a + e−b

)
. V

př́ıpadě použit́ı záporných logaritmů pravděpodobnosti lze využ́ıt i tzv. tropický

polookruh (R ∪ {∞} ,⊕,+,∞, 0), kde pro operátor ⊕ plat́ı a⊕ b = min {a, b}.

Jedńım z d̊uvod̊u zavedeńı logaritmů pravděpodobnost́ı je omezeńı plynoućı z

reprezentace č́ısel v poč́ıtači. Při použit́ı pravděpodobnosti, tedy č́ısel z intervalu
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[0; 1] může doj́ıt ke zpracováńı tak malých č́ısel, že dojde k podtečeńı. Použit́ı lo-

garitmu pravděpodobnosti možnost takovéto chyby minimalizuje, zde však může

doj́ıt naopak k přetečeńı. Logaritmus je záporný aby bylo možné ohodnoceńı

zapsat pomoćı kladných č́ısel a umožňuje nad konečnými automaty využit́ı stan-

dardńıch metod prohledáváńı grafu [20]. Nad tropickým polookruhem můžeme

definovat operace jako je nejlepš́ı cesta, proces je analogický s Viterbiho algorit-

mem.

2.3 Vážené konečné automaty

Konečné automaty můžeme považovat za nástroj umožňuj́ıćı diskrétně v čase

modelovat určité systémy pomoćı stav̊u, přičemž na základě vstupu může doj́ıt

k přechodu mezi jednotlivými stavy. Obecně můžeme využ́ıt stochastického

př́ıstupu, kdy jsou přechody ohodnoceny váhami. Takové modely pak nazýváme

váženými konečnými automaty (FSM2). Z hlediska výstupu můžeme definovat

automaty jako akceptory nebo transducery. V textu budou využity definice podle

[16].

Vážené konečné akceptory

Váženým konečným akceptorem A nad polookruhem K rozumı́me uspořádanou

sedmici A = (Σ, Q,E, i, F, λ, ρ), kde

• Σ je množina vstupńıch symbol̊u (abeceda),

• Q je množina stav̊u tohoto automatu,

• E je množina přechod̊u E ⊆ Q× (Σ ∪ {ε})×K×Q

• i je počátečńı stav, i ∈ Q

• F je množina koncových stav̊u, F ⊆ Q.

• λ ohodnoceńı počátečńıho stavu a

• ρ ohodnocuj́ıćı funkce koncových stav̊u.

2zkratka z anglického Finite State Machines
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Symbol ε reprezentuje prázdný řetězec.

V tomto akceptoru rozumı́me přechodem nebo též hranou uspořádanou

čtveřici t = (p[t], l[t], w[t], n[t]) ∈ E, kde p[t] je předchoźı stav, n[t] ćılový stav,

l[t] symbol př́ıslušej́ıćı hraně a w[t] váha přechodu.

Dále pak definujeme cestu automatem jako posloupnost přechod̊u t1, . . . , tn,

kde n[ti] = p[ti+1], i = 1, . . . , n− 1.

Výstupem váženého konečného akceptoru je informace o přijet́ı či zamı́tnut́ı

vstupńıho řetězce. Automat A přij́ımá vstup α, pokud α ⊆ Σ a zároveň existuje

alespoň jedna cesta π = t1, . . . , tn, která automat přivede z počátečńıho stavu

i do stavu f ∈ F , tedy α = l[π] = l[t1], . . . , l[tn]. V př́ıpadě přijet́ı řetězce je

výstupem i váha w[π] = λ⊗ w[t1]⊗ . . .⊗ w[tn]⊗ ρ(n[tn]).

Vážené konečné transducery

O vážených konečných transducerech můžeme uvažovat jako o zobecněńı

vážených konečných akceptor̊u. Transducery se neomezuj́ı pouze na rozhodnut́ı o

přijet́ı či zamı́tnut́ı vstupńıho řetězce α, ale zároveň poskytuj́ı i výstupńı řetězec

β.

Transducer T nad polookruhem K definujeme jako osmici T =

(Σ,Ω, Q,E, i, F, λ, ρ), kde

• Σ je množina vstupńıch symbol̊u,

• Ω je množina výstupńıch symbol̊u,

• Q je množina stav̊u tohoto automatu,

• E je množina přechod̊u E ⊆ Q× (Σ ∪ {ε})× (Ω ∪ {ε})×K×Q

• i je počátečńı stav, i ∈ Q

• F je množina koncových stav̊u, F ⊆ Q.

• λ ohodnoceńı počátečńıho stavu a

• ρ ohodnocuj́ıćı funkce koncových stav̊u.
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Symbol ε opět reprezentuje prázdný řetězec.

Hrana je nyńı definována jako pětice t = (p[t], li[t], lo[t], w[t], n[t]), kde kromě

předchoźıho stavu p[t],váhy w[t] a následuj́ıćıho stavu n[t] definovaných u akcep-

tor̊u využ́ıváme nav́ıc li[t] jako vstupńı symbol hrany a lo[t] jako výstupńı symbol

hrany.

Cesta je zde opět definována stejně jako u akceptor̊u jako posloupnost π =

t1, . . . , tn, kde n[ti] = p[ti+1], i = 1, . . . , n−1 a stejně tak váha dané cesty z̊ustává

definována jako w[π] = λ⊗w[t1]⊗ . . .⊗w[tn]⊗ ρ(n[tn]). Nav́ıc je třeba definovat

vstupńı řetězec (posloupnost vstupńıch symbol̊u) jako α = li[π] = li[t1], . . . , li[tn]

a také výstupńı řetězec jako β = lo[π] = lo[t1], . . . , lo[tn].

Z hlediska definice výstupńı funkce hovoř́ıme v tomto př́ıpadě o automatu

Mealyho typu. Formálně je výstup automatu tohoto typu k dispozici v okamžiku

přijet́ı vstupu. Alternativou je automat Moore̊uv, který záviśı na stavu, do kterého

automat přijet́ım vstupu přejde a tento výstup pak setrvává do doby přijet́ı

daľśıho vstupu. Oba typy jsou vzájemně převoditelné [9]. Pokud v textu nebude

uvedeno jinak, budeme pojmem vážené konečné transducery myslet právě auto-

maty Mealyho typu.

Ekvivalence

Využijeme definice ekvivalence z [9]. Ekvivalenci vyžadujeme předevš́ım při

použit́ı operaćı optimalizuj́ıćı konečné automaty jako je odstraněńı ε přechod̊u,

determinizace a minimalizace v 2.4.

Mějme automaty M1 = (Σ,Ω, E1, i1, F1, λ1, ρ1) a M2 =

(Σ,Ω, E2, i2, F2, λ2, ρ2). Uvažujme stav q1 ∈ E1 z automatu M1, resp. q2 ∈ E2 z

automatu M2. Tyto stavy jsou ekvivalentńı, pokud pro každé neprázdné slovo

v ∈ Σ+ plat́ı E+
1 (q1, v) = E+

2 (q2, v).

Dva automaty M1 a M2 jsou ekvivalentńı pokud pro každý stav q1 automa-

tu M1 existuje ekvivalentńı stav q2 automatu M2 a zároveň pro každý stav q2

automatu M2 existuje ekvivalentńı stav q1 automatu M1.
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2.4 Operace nad konečnými automaty

V této práci využ́ıváme několik operaćı nad konečnými automaty. Čtenáři zde

přibĺıž́ıme jejich obecný popis a praktický význam. Přesný popis krok̊u jednot-

livých operaćı je nad rámec teoretického základu této práce a čtenář nalezne

podrobný popis v mnohých zdroj́ıch, např. [6] nebo [9]. Pro běžné využit́ı jsou

tyto operace implementovány v použitých knihovnách OpenFst a pyfst.

Před samotným popisem operaćı je vhodné přibĺıžit ještě formát vyobrazeńı

konečných automat̊u v této práci. Pro ilustraci využijme obr. 2.1, kde vid́ıme,

že stavy jsou značeny kružnićı, přičemž počátečńı stav (0) je vyznačen tučněǰśı

čarou a pro koncové stavy (zde jediný stav 4) je přidána daľśı soustředná kružnice.

Uvnitř stav̊u je pak jejich č́ıselný index, u koncového stavu př́ıpadně za lomı́tkem

i jeho váha (neuvád́ı se, pokud je rovna 1̄ nad daným polookruhem). Přechody

jsou značeny šipkami mezi stavy, nad hranou je dvojtečkou oddělený vstupńı a

výstupńı symbol, za lomı́tkem následovaný př́ıpadným ohodnoceńım přechodu.

Odstraněńı ε přechod̊u

V konečných automatech můžeme vytvářet přechody které obsahuj́ı prázdné sym-

boly. Tyto hrany zavád́ı do automat̊u neurčitost, automat přes ně může auto-

mat proj́ıt bez čteńı vstupńıho symbolu. Přesto se hrany s prázdnými symboly

použ́ıvaj́ı např. pro zjednodušeńı vytvářeńı konečných automat̊u. Odstraněńım

ε přechod̊u vzniká automat ekvivalentńı p̊uvodńımu. Ekvivalence je patrná z

obrázk̊u 2.1 a 2.2, kde snadným výčtem přij́ımaných řetězc̊u zjist́ıme, že oba

automaty přij́ımaj́ı stejné řetězce.

0 1
odstranit:odstranit

2
<eps>:<eps>

3
prázdný:prázdný

4
symbol:symbol

Obrázek 2.1: Automat se symbolem prázdného řetězce ε označeného <eps>
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0 1
odstranit:odstranit

2
prázdný:prázdný

3
symbol:symbol

Obrázek 2.2: Automat po odstraněńı hran se symbolem prázdného řetězce

Determinizace

Nedeterministickým automatem rozumı́me takový automat, v kterém nalezneme

z jednoho stavu vycházej́ıćıch v́ıce hran se stejným vstupńım symbolem. Účelem

determinizace je takové hrany sloučit, protože zde opět zavád́ı do automatu ne-

určitost. Výsledný automat je ekvivalentńı s p̊uvodńım.

Př́ıklad nedeterministického akceptoru je na obr. 2.3. Je patrné, že při vstupu

zač́ınaj́ıćım
”
chci do“ algoritmus muśı udržovat dvě možné cesty. Deterministická

verze tohoto automatu je pak na obr. 2.4.

Dodejme, že determinizace transducer̊u neńı vždy možná a při použit́ı metod

v OpenFST3 neńı zaručena konečná doba běhu použitého algoritmu.

0

5chci:chci

1

chci:chci

6
do:do

2
do:do

3
stanice:stanice

4
Most:Most

7zastávky:zastávky 8Most:Most

Obrázek 2.3: Nedeterministický automat

0 1
chci:chci

2
do:do

3stanice:stanice

4

zastávky:zastávky

5Most:Most

6
Most:Most

Obrázek 2.4: Determinizovaný automat z obr. 2.3

3Knihovna pro práci s konečnými automaty, v́ıce v části 2.5
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Minimalizace

Posledńı metodou optimalizace konečných automat̊u je minimalizace. Konečný

transducer obsahuj́ıćı minimálně dvě r̊uzné cesty π1, π2, kde li[π1] = li[π2]∧lo[π1] =

lo[π2] označ́ıme za neminimálńı. Obdobně pak konečný akceptor je neminimálńı

když l[π1] = l[π2].

Algoritmus minimalizace takové cesty odstrańı a vytvoř́ı minimálńı konečný

automat ekvivalentńı s p̊uvodńım automatem, jak je patrné z obr. 2.5. Minima-

lizace vyžaduje, aby byl p̊uvodńı automat deterministický.

0 1
chci:chci

2
do:do

3
stanice:stanice

zastávky:zastávky
4

Most:Most

Obrázek 2.5: Minimalizovaný automat z obr. 2.4

Konkatenace

Uvažujme automat U , v kterém jsou vstupńı řetězce α přepsány na řetězce β s

váhou a, a automat V , který vstupy γ přeṕı̌se na řetězce δ s váhou b. Konkatenaćı

UV rozumı́me automat, přepisuj́ıćı všechny vstupńı řetězce αγ na βδ s vahou

w = a⊗ b. [1]

Př́ıkladem je zřetězeńı akceptor̊u na obr. 2.6c.

Sjednoceńı

Uvažujme automat U , v kterém jsou vstupńı řetězce α přepsány na řetězce β s

váhou a, a automat V , který vstupy γ přeṕı̌se na řetězce δ s váhou b. Sjednoceńım

U ∪ V rozumı́me automat, přepisuj́ıćı všechny vstupńı řetězce α na β s vahou

w = a a všechny vstupńı řetězce γ na δ s vahou w = b. [1]

Př́ıklad sjednoceńı je na obr. 2.6d.

Kompozice

Kompozice T = R ◦ S transducer̊u R, S vytvář́ı automat, který přepisuje řetězce

u na řetězce w s t́ım, že všechny u z automatu R vytvářej́ıćı výstupńı řetězec v
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0 1
první:první

(a) Konečný automat A1

0 1
druhý:druhý

(b) Konečný automat A2

0 1
první:první

2
druhý:druhý

(c) Konkatenace A1 +A2

0

2druhý:druhý

1

první:první

(d) Sjednoceńı A1 ∪A2

Obrázek 2.6: Ukázka operaćı konkatenace a sjednoceńı dvojice automat̊u

spáruje s výstupńımi řetězci w automatu S vytvořenými vstupem v. Váha takto

spárovaných hran je určena ⊗-násobeńım vah př́ıslušných cest v automatech R a

S.

Př́ıklad kompozice transducer̊u je na obr. 2.7. Prvńı transducer T1 (obr. 2.7a)

přepisuje řetězec
”
vstup prvńı vrstvy“ na

”
výstup prvńı vrstvy“. Druhý tranducer

T2 (obr. 2.7b) pak přepisuje řetězec
”
výstup prvńı vrstvy“ na

”
výstup druhé

vrstvy“. Kompozice T1 ◦ T2 pak podle definice přepisuje řetězec
”
vstup prvńı

vrstvy“ na
”
výstup druhé vrstvy“.

Pro operaci kompozice je možné využ́ıvat ĺıné implementace, která kompozici

provád́ı pouze u cest, které jsou nějakou daľśı operaćı vyžadovány.

Knihovny OpenFST nab́ıźı za určitých podmı́nek zjednodušeńı automat̊u R

a S využit́ım tzv. ρ a σ−matcher̊u. Přes tyto prostředky může doj́ıt k úpravě

symbol̊u aktuálně zpracovávaných hran během kompozice automat̊u.

Konkrétně σ-matcher zavád́ı speciálńı symbol σ, při jehož použit́ı na hraně

automatu docháźı při kompozici k určeńı shody s libovolným symbolem druhého

automatu. ρ-matcher pak zavád́ı speciálńı symbol ρ, který při kompozici zastupuje

všechny symboly, které se nenacháźı na jakékoliv jiné hraně jdoućı ze stejného

stavu z kterého vycháźı právě hrana s ρ symbolem. V obou př́ıpadech dojde k

nahrazeńı speciálńı symbolu ρ či σ. [1]
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0 1
vstup:výstup

2
první:první

3
vrstvy:vrstvy

(a) Konečný transducer T1

0 1
výstup:výstup

2
první:druhé

3
vrstvy:vrstvy

(b) Konečný transducer T2

0 1
vstup:výstup

2
první:druhé

3
vrstvy:vrstvy

(c) Kompozice T1 ◦ T2

Obrázek 2.7: Ukázka operace kompozice

0

2/1
druhý:druhý

3/2
tretí:tretí

1

první:první

(a) Výchoźı transducer Tp

0

1/1druhý:druhý

2

první:první

(b) Výsledek prořezáńı Tp s prahem p = 1

Obrázek 2.8: Ukázka prořezáńı konečného automatu

Prořezáńı

Prořezáńım s prahem p vzniká konečný automat, který obsahuje pouze cesty s

váhou maximálně p⊗ větš́ı, než je váha nejlepš́ı (1-best) cesty p̊uvodńım auto-

matem.

Př́ıklad prořezáńı s prahem p = 1 je na obr. 2.8. Nejlepš́ı hypotézou je zde

řetězec
”
prvńı“ s váhou w1 = 0 nad tropickým polookruhem. Operace ⊗ u tro-

pického polookruhu představuje součet, čili v automatu z̊ustanou jen cesty s

váhou w ≤ w1 + p, tedy s váhou w ≤ 1.

Topologické seřazeńı

Topologické seřazeńı můžeme provádět na acyklických automatech. Výsledkem

je (v př́ıpadě reprezentace uzl̊u č́ıselnými indexy) přeč́ıslováńı uzl̊u tak, že pro

každou hranu t = (p, li, lo, w, n) plat́ı, že uzel p má nižš́ı index, než uzel n. [1]
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0 1

abc:abc

2

a:a

3
b:b

c:c

(a) Výchoźı konečný automat Ts

0 3

abc:abc

1

a:a

2
b:b

c:c

(b) Výsledek seřazeńı stav̊u Ts

Obrázek 2.9: Topologické seřazeńı stav̊u automatu

Př́ıklad topologického seřazeńı stav̊u je na obr. 2.9.

Faktorové automaty

Faktory řetězce α nad abecedou Σ rozumı́me podle [7] množinu

F (α) = {β ∈ Σ∗|∃δ, γ ∈ Σ∗, α = δβγ}

Faktorovým automatem F (α) pak označ́ıme takový minimálńı konečný ak-

ceptor, který přij́ımá právě množinu faktor̊u řetězce α.

Pokud máme konečný akceptor A, pak můžeme faktorový automat F (A) defi-

novat jako minimálńı konečný akceptor přij́ımaj́ıćı právě jen řetězce faktor̊u všech

řetězc̊u, které akceptor A přij́ımá.

4

0chci:chci

1
do:do

2
stanice:stanice

zastávky:zastávky

3

Most:Most

do:do

zastávky:zastávky

stanice:stanice

Most:Most

Obrázek 2.10: Automat z obr. 2.5 převedený na faktorový automat
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2.5 Programové prostředky pro práci s ko-

nečnými automaty

V praktické části této práce budeme využ́ıvat k reprezentaci konečných automat̊u

a k prováděńı operaćı s těmito automaty knihovnu OpenFst [1].Tato knihovna

je napsaná v jazyce C++ a pro použit́ı v jazyce Python je na katedře kyberne-

tiky vyv́ıjen nástroj pyfst, který umožňuje provázáńı metod a tř́ıd z OpenFst s

Pythonem pomoćı knihoven Boost.

2.6 Mř́ıžky

Výstupem systémů rozpoznáváńı řeči, př́ıpadně systémů detekce kĺıčových slov,

může být vážený konečný automat obsahuj́ıćı N nejlepš́ıch hypotéz. Takový au-

tomat nazveme mř́ıžkou.

Mř́ıžka reprezentuje N nejlepš́ıch posloupnost́ı fonémů, slov či sémantických

entit, které rozpoznávač ve vstupu nalezl. Jednotlivé hrany obsahuj́ı právě sym-

boly fonémů (resp. slov, či sémantických entit) a stavy pak uchovávaj́ı časové za-

rovnáńı. Tyto mř́ıžky jsou pro uchováńı hypotéz efektivněǰśı, než prostý seznam

N nejlepš́ıch hypotéz. [20] S výhodou také můžeme využ́ıt operaćı s konečnými

automaty pro daľśı zpracováńı.

Dodejme zde, že se symboly fonémů lǐśı od běžné abecedy, v mř́ıžkách se tedy

setkáme s abecedou P = {A, B, C, D, E, F, I, J, M, N, O, Q, R, S, T, U, Y, Z,

a, b, c, d, e, f, g, h, i, j, k, l, m, n, o, p, q, r, s, t, u, v, x, y, z}.

Př́ıklad mř́ıžky reprezentované jako konečný transducer je na obr. 2.11.

0 1
o:o

2
D:D

4

J:J/1.427

3

i:i/0.275
5

e:eJ:J/0.149

n:n/1.977

6
r:r

7
T:T

8
e:e

9
d:d

10R:R/0.004

11
i:i/5.568

I:I/0.008

i:i/4.864

Obrázek 2.11: Fonémová mř́ıžka
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Formát MLF

Jedńım z formát̊u pro textovou definici mř́ıžek je formát využ́ıvaný v souborech

št́ıtk̊u HTK Label Files. Předpokládá se, že jednotlivé št́ıtky reprezentuj́ı tran-

skripce segment̊u řeči v nahrávce. Tyto Label soubory mohou být sdruženy do

Master Label File (MLF). [25]

Každý řádek souboru št́ıtk̊u má formát

[start [end] ] name [score] { auxname [auxscore] } [comment]

přičemž start je čas začátku, end čas konce, name samotný št́ıtek, score ohod-

noceńı št́ıtku, auxname obdoba tagu - výstupńıho řetězce - ze SRGS gramatik.

V samotném MLF pak po hlavičce #!MLF!# následuje vždy cesta k p̊uvodńımu

Label souboru a samotný obsah tohoto souboru zakončený tečkou pro všechny

zahrnuté soubory, jak je vidět na následuj́ıćım př́ıkladu tohoto souboru:

#!MLF!#

"*/CD03~Part1~04-000427-080612-1_007.rec"

100000 1800000 a 1.000000

1800000 2800000 n 1.000000

2800000 5700000 o 1.000000

5700000 11900000 # 0.150600

.

"*/CD03~Part1~04-000427-075424-1_017.rec"

100000 1400000 a 0.924020

1400000 2500000 k 0.932197

2500000 4300000 i 0.995992

4300000 6100000 a 1.000000

6100000 7000000 n 1.000000

7000000 9100000 o 1.000000

.

Tento př́ıklad ukazuje prvńı nejlepš́ı posloupnosti fonémů ze dvou mř́ıžek.

Časy jsou zde v řádech 10−4 ms. V př́ıkladu též můžeme pozorovat symbol,

který do fonémové abecedy nepatř́ı - symbol # zde reprezentuje symbol prázdného

řetězce.



3. Klasifikace

Klasifikace je jedńım z druh̊u strojového učeńı. Ćılem klasifikace je zařazeńı

vstupńıho vektoru př́ıznak̊u x do jedné z K tř́ıd Ck, kde k = 1, . . . , K. Pod-

le pr̊uběhu trénováńı klasifikátor̊u pak také hovoř́ıme o uč́ıćıch se systémech

s učitelem a bez učitele. V rámci této práce budeme využ́ıvat pouze učeńı s

učitelem, kdy je ve fázi trénováńı vstupem systému dvojice (x,t), přičemž x je

vektor př́ıznak̊u x = (x1, . . . , xN) ∈ RN a t je vektor který určuje př́ıslušnost do

k-té tř́ıdy t = (t1, . . . , tk, . . . , tK) a tk ∈ {0, 1}. Tato sekce čerpá definice z [4].

V rámci této práce budeme uvažovat binárńı klasifikaci, kde počet tř́ıd K = 2

a můžeme tedy zjednodušit t ∈ {0, 1}. Pro klasifikaci budou využity klasifikátory

využ́ıvaj́ıćı logistické regrese a rozhodovaćıch stromů.

3.1 Logistická regrese

Logistická regrese je jedńım z lineárńıch model̊u pro klasifikaci.

Úkolem trénováńı klasifikátoru za použit́ı lineárńıch model̊u je stanovit tako-

vou hranici, která rozděĺı D dimenzionálńı prostor vstupu x (D−1) dimenzionálńı

nadrovinou. Logistická regrese využ́ıvá nelineárńıch transformaćı vstupu φ(x) tak,

aby bylo možné (v p̊uvodńım prostoru lineárně neseparabilńı) tř́ıdy rozdělit za

použit́ı lineárńıch model̊u.

V př́ıpadě logistické regrese hovoř́ıme taktéž o diskriminativńım modelu. Vy-

cháźıme-li z Bayesova vztahu

p(Ck|φ) =
p(φ|Ck)p(Ck)

p(φ)

pak diskriminativńı model odhaduje př́ımo pravděpodobnost p(Ck|φ),

zat́ımco generativńı modely odhaduj́ı pravděpodobnost p(φ|Ck) při znalosti

pravděpodobnosti p(Ck) a teprve z nich je určena posteriorńı pravděpodobnost

p(Ck|φ).

Posteriorńı pravděpodobnost u binárńı klasifikace můžeme také zapsat jako

p(C1|φ) = y(φ) = σ(wTφ),
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kde využ́ıváme sigmoidálńı funkci

σ(a) =
1

1 + exp(−a)
.

Dodejme, že p(C2|φ) = 1− p(C1|φ).

Parametry modelu za využit́ı logistické regrese určujeme použit́ım principu

maximálńı věrohodnosti s využit́ım věrohodnostńı funkce

p(t|w) =
N∏
n=1

ytnn {1− yn}1−tn ,

kde pro trénovaćı dvojice (φn, tn) uvažujeme tn ∈ {0, 1}, φn = φ(xn), yn =

p(C1|φn) a t = (t1, . . . , tn)

Ztrátovou funkci pak definujeme jako

E(w) = − ln p(t|w) = −
N∑
n=1

{tn ln yn + (1− tn) ln(1− yn)}

s gradientem

5E(w) =
N∑
n=1

(yn − tn)φn.

Pro trénováńı tak můžeme využ́ıt gradientńıch optimalizačńıch metod.

3.2 Rozhodovaćı stromy

Problém klasifikace je možné řešit i binárńımi rozhodovaćımi stromy. V každém

uzlu je vybrán jeden př́ıznak xi z D dimenzionálńıho vektoru př́ıznak̊u xn a

stanoven práh φm podle kterého docháźı k větveńı. Rozvětveńım pak vznikaj́ı

dva D-rozměrné intervaly, které mohou být dále nezávisle děleny, přičemž dále

neděleným list̊um je přǐrazena ćılová tř́ıda. Dodejme, že i zde máme kromě

množiny vstupńıch vektor̊u {x1, . . . ,xN} k dispozici k nim př́ıslušnou informaci

učitele {t1, . . . , tN}.

Důležitý je tedy správný výběr př́ıznak̊u podle kterých se rozhoduje, ale také

zastavuj́ıćı podmı́nka, aby nedošlo k přetrénováńı klasifikátoru. Běžnou prax́ı je

sestaveńı větš́ıho stromu, který je následně prořezán. Práh prořezáńı je určen na

základě kritéria vyrovnávaj́ıćı chybu v̊uči komplexitě modelu [4].

Definujme strom T ⊂ T0, kde T0 je výchoźı strom pro prořezáváńı. Každý

list tohoto stromu reprezentuje prostor Rτ maj́ıćı Nτ referenčńıch bod̊u, kde τ je
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index list̊u τ = 1, . . . , |T |. Pokud označ́ıme pτk jako poměr referenčńıch bod̊u v

regionu Rτ přǐrazených do tř́ıdy k, kde k = 1, . . . , K, pak pro výpočet kritéria

prořezáváńı nejprve definujeme kř́ıžovou entropii

Qτ(T ) =
K∑
k=1

pτk ln pτk

př́ıpadně tzv. Gini index

Qτ(T ) =
K∑
k=1

pτk(1− pτk)

a hodnotu kritéria prořezáváńı stanov́ıme jako

C(T ) =

|T |∑
τ=1

Qτ (T ) + λ|T |

s parametrem λ umožňuj́ıćım regularizaci. Hodnota parametru je stanovena

kř́ıžovou validaćı.

V této práci využ́ıváme modifikace rozhodovaćıch stromů ve formě extrémně

znáhodněných stromů (Extra-Tree, ET). Tento př́ıstup rozděĺı trénovaćı množinu

naN podmnožin a pro každou z těchto podmnožin pak vytvoř́ı rozhodovaćı strom,

v němž dává d̊uraz na náhodný výběr př́ıznak̊u xn použitých pro větveńı uzlu

stromu. Rozhodnut́ı o př́ıslušnosti vektoru př́ıznak̊u do tř́ıdy je realizováno hla-

sováńım jednotlivých stromů. Odhad posteriorńı pravděpodobnosti je pak vy-

poč́ıtán na základě toho, kolik stromů rozhodlo pro př́ıslušnost daného vektoru

do tř́ıdy a kolik proti ńı.

Parametr s jakým je přistupováno k randomizaci je možné vhodně zvolit a v

krajńım př́ıpadě vytvoř́ı zcela náhodný strom nezávisle na informaci od učitele.

Podrobný popis algoritmu a předevš́ım diskuze nad vhodnost́ı výchoźıho para-

metru pro randomizaci je nad rámec této práce a čtenář je najde v [11]. Tento

př́ıstup kromě přesnosti vyniká předevš́ım efektivitou výpočt̊u.

3.3 Programové prostředky pro klasifikaci

Pro práci s klasifikátory využ́ıváme knihovnu scikit-learn, která integruje

prostředky pro strojové učeńı do jazyka Python s využit́ım daľśıch vědeckých

modul̊u numpy a scipy [18].
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Oba popsané typy klasifikátor̊u jsou ve scikit-learn implementovány a

to nad knihovnou LIBLINEAR [10] v př́ıpadě logistické regrese a na základě již

zmiňované práce [11] pro extrémně znáhodněné stromy.



4. Hlasové dialogové systémy

Systémy umožňuj́ıćı hlasovou komunikaci člověka s poč́ıtačem nazýváme hla-

sovými dialogovými systémy (HDS). Kromě rozpoznáńı a syntézy řeči je zde

zapotřeb́ı také porozuměńı obsahu promluv uživatele. Nav́ıc je třeba efektivně

informace od uživatele zjǐst’ovat a pokud možno i ověřovat. Toho se doćıĺı vhod-

nou volbou ř́ızeńı HDS.

4.1 Řı́zeńı dialogových systémů

V současné době se využ́ıvá dialog̊u v nichž se v tzv. výměnách stř́ıdá jako řečńık

uživatel a systém. Změna řečńıka přicháźı po určité době ticha. Jako nový př́ıstup

se objevil tzv. inkrementálńı dialogový systém, který má přibĺıžit komunikaci

přirozenému dialogu mezi lidmi. Tento př́ıstup nerozlǐsuje výměny, resp. umožňuje

systému okamžitě přerušit promluvu uživatele a dotázat se na doplňuj́ıćı infor-

mace, popř. provést určitou akci před skončeńım promluvy. [21] U obou př́ıstup̊u

je též možnost, aby uživatel přerušil promluvu systému.

Samotné ř́ızeńı HDS můžeme rozdělit z pohledu jeho aktivity na tři kategorie:

dialogy s iniciativou systému, dialogy s iniciativou uživatele a dialogy se smı́̌senou

iniciativou.

Prvńı kategorie předpokládá, že systém pokládá př́ımé otázky uživateli a

očekává od něj stručnou odpověd’ či povel na základě stanoveného plánu. U

systémů s iniciativou uživatele jsou otázky a požadavky předkládány uživatelem

a tedy bez předem známého plánu. Smı́̌senou iniciativou pak rozumı́me situaci,

kdy je systém schopen zpracovat deľśı odpovědi uživatele, který zasahuje do plánu

dialogu t́ım, že některé otázky systému předj́ımá.

Z hlediska struktury systému a z ńı plynoućıho pr̊uběhu dialogu a uložeńı

informaćı od uživatele rozlǐsujeme systémy s konečným počtem stav̊u, systémy se

strukturou rámc̊u a systémy s využit́ım agent̊u.

U systému s konečným počtem stav̊u definujeme mezi stavy přechody, které

určuj́ı možné pr̊uchody dialogem. Jejich struktura je pevně zvolena při vytvářeńı

systému a posun z jednoho stavu do druhého neńı možný, dokud uživatel nepro-
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vede k danému přechodu př́ıslušej́ıćı akci. Může j́ıt o odpověd’ na otázku systému

nebo nějaký povel, jako třeba
”
nápověda“. Tato struktura je vhodná u HDS s

iniciativou systému. Uživatel je nucen chovat se podle plánu dialogu.

Struktura rámc̊u využ́ıvá rámce, které obsahuj́ı tzv. sloty. Rozlǐsit pak můžeme

sloty, které jsou potřebné pro splněńı daného rámce a sloty, které obsahuj́ı jen

doplňuj́ıćı informace neovlivňuj́ıćı splněńı rámce. Úkolem systému je tyto sloty

naplnit informaćı od uživatele. K naplněńı slot̊u může doj́ıt v libovolném pořad́ı

a to i v jedné výměně. Struktura rámc̊u je vhodná předevš́ım u HDS s iniciativou

smı́̌senou nebo s iniciativou uživatele. [20]

4.2 Porozuměńı

Pro přirozený dialog člověka s poč́ıtačem je třeba jistý zp̊usobem z promluvy

źıskat kĺıčové informace, které nám uživatel poskytuje. K tomu slouž́ı právě mo-

duly porozuměńı. [3]

V rámci porozuměńı můžeme definovat tzv. sémantické entity. Jedná se o

pojmenováńı určitých koncept̊u (at’ už jsou konkrétńı jako např. vlakové stanice,

požadavek zjǐstěńı odjezdu vlak̊u nebo i obecné např. č́ıslice), jejichž nalezeńı

v promluvě je pro ř́ızeńı a pr̊uběh dialogu d̊uležité. Každá takováto entita má

sv̊uj název (tzv. tag) a může být přǐrazena jak k celým promluvám, tak i časově

zarovnaná k jejich částem. U časově zarovnaných entit pak může ř́ızeńı HDS brát

v potaz např. jak jdou entity po sobě či jaký je mezi nimi časový rozd́ıl. V tomto

př́ıpadě můžeme hovořit i o sémantických mř́ıžkách.

Jednou z možnost́ı detekce časově zarovnaných entit je vytvořeńı

pravděpodobnostńıho modelu podobného jako je v rozpoznáváńı řeči model jazy-

kový. Pokud hledáme nejlepš́ı posloupnost τ(w1,n) tag̊u t1,n v promluvě z n slov

w1,n, pak podle [3] využijeme τ(w1n) = arg maxt1,n P (t1,n, w1,n).

Pravděpodobnosti výskytu konkrétńı posloupnosti sémantických entit při

dané promluvě jsou pak źıskány např. trénováńım z dostatečně velkého korpusu,

v kterém jsou entity označeny. Podobně jako u jazykových model̊u i zde je možné

redukovat historii předcházej́ıćıch sémantických entit a slov. Zde však naráž́ıme na

problémy slov OOV, které nemáme ve slovńıku (Out of Vocabulary) - ty nejsme
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schopni rozpoznat.

K porozuměńı mluvené řeči můžeme přistoupit jako k problému detek-

ce kĺıčových slov [23]. Tuto detekci můžeme provádět nad slovy, nicméně

ke správnému rozpoznáńı slov je zapotřeb́ı kvalitńı jazykový model. Za

použit́ı fonémové mř́ıžky můžeme vytvořit mř́ıžku sémantickou. Připomeňme, že

fonémový rozpoznávač vyžaduje pouze fonémový slovńık, který je výrazně menš́ı

než lexikálńı slovńık a je možný jeho zápis úplným výčtem fonémů. Odpadá tak

také problém OOV slov.

Z takovýchto fonémových mř́ıžek je pak možné naj́ıt nejlepš́ı hypotézu. Proble-

matika překryv̊u při zarovnáńı r̊uzných sémantických entit je řešena např. v [13].



5. Detekce kĺıčových fráźı

(Spoken term detection)

Problematika porozuměńı řeči je velice bĺızká problematice detekce kĺıčových

fráźı. V př́ıpadě porozuměńı řeči je vstupem jediná promluva a nad ńı se rea-

lizuj́ı komplexńı dotazy, např. hledáme r̊uzné časy, položky z databáze. Oproti

tomu máme při detekci kĺıčových fráźı rozsáhlou množinu vstupńıch promluv a

nad ńı realizujeme dotazy často tvořené jedńım slovem nebo jednou fráźı.

Detekce kĺıčových fráźı pomoćı vážených konečných transducer̊u umožňuje

efektivně implementovat oba tyto př́ıstupy. Soustřed’me se nyńı na vývoj meto-

dy, která umožńı v obou těchto úlohách efektivně kombinovat informaci na slovńı

a fonémové úrovni. V př́ıpadě porozuměńı mluvené řeči je slovńı úroveň reprezen-

tována slovńı gramatikou popisuj́ıćı sémantické entity. U detekce kĺıčových fráźı

je naopak nutné efektivně určit, jaké segmenty vstupńıch promluv je vhodné in-

dexovat na slovńı úrovni a jaké na fonémové.

Proto byl navržen algoritmus, který umožňuje kombinovat rozpoznáváńı

vstupńıch promluv na fonémové úrovni s dotazy na úrovni slovńı.

Detekćı kĺıčových slov se můžeme zabývat nejen v oblasti hlasových dialog̊u,

ale též v oblasti indexace a vyhledáváńı v řečových archivech. Na katedře kyber-

netiky Západočeské univerzity již byly implementovány některé metody indexace

za pomoci vážených konečných transducer̊u a to jak nad slovńı, tak fonémovou

mř́ıžkou v práci [22].

Daľśım problémem detekce kĺıčových fráźı z pohledu zpracováńı sémantických

mř́ıžek vhodným řešeńım překryv̊u r̊uzných sémantických entit se zabývá

práce [14].



6. Navržená metoda

V této části poṕı̌seme vstupńı data, metodu jejich zpracováńı a nakonec také

samotnou metodu detekce a formát výstupu.

6.1 Slovńık fonetických přepis̊u

Pro potřeby kombinace fonémové mř́ıžky a lexikálńıch realizaćı sémantických en-

tit využ́ıváme jako mezičlánek slovńık fonetických přepis̊u. Slovńık byl vygene-

rován prostřednictv́ım fonetických pravidel použ́ıvaných na katedře kybernetiky.

Obsahuje tabulátorem oddělenou dvojici hodnot a to přepisované slovo a mezera-

mi oddělenou posloupnost fonémů, která je jeho přepisem. Např́ıklad pro přepis

slova Plzeň najdeme ve slovńıku řádek

plzeň p l z e J

V následuj́ıćıch odstavćıch budeme slovńık použ́ıvat předevš́ım při kompozici

konečných transducer̊u, proto je třeba ho převést do tohoto formátu. Vhodnou

ukázkou je opět slovo
”
Plzeň“ na obr. 6.1 v dvojici se slovem

”
Praha“. Vid́ıme,

že přepisované slovo je výstupńım symbolem jedné z hran, zat́ımco ostatńı hrany

maj́ı jako výstupńı symbol vždy symbol prázdného řetězce ε. Jako vstupńı sym-

boly hran jsou pak samotné fonémy, které při pr̊uchodu t́ımto automatem od-

pov́ıdaj́ı fonetickému přepisu. Daľśı přepisy slov se přidávaj́ı paralelně a vycháźı

opět z počátečńıho stavu. V daľśım textu budeme tento automat pro fonetický

přepis̊u označovat jako transducer D.

0

2<eps>:praha

1
<eps>:plzeň

4
p:<eps>

3
p:<eps>

5
l:<eps>

6
r:<eps>

7
z:<eps>

8a:<eps>

9
e:<eps>

10h:<eps>

11J:<eps>

a:<eps>

Obrázek 6.1: Automat pro fonémový přepis slov
”
Plzeň“ a

”
Praha“
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6.2 Referenčńı data

Data slouž́ıćı k vytvořeńı informaćı učitele při fázi trénováńı byla k dispozici ve

formě slovńıho přepisu zvukových nahrávek provedeného anotátory s přǐrazenou

identifikaćı k př́ıslušné fonémové mř́ıžce a daľśımi informacemi. Tento přepis je

převeden pro každou mř́ıžku do konečného automatu Rw, který přij́ımá právě

jen posloupnost slov odpov́ıdaj́ıćı přepisu. Využijeme též automatu pro fonetický

přepis D podle části 6.1. Kompozićı slovńıku a slovńıho přepisu źıskáváme mř́ıžku

Rf = D ◦ Rw se všemi fonetickými přepisy referenčńı promluvy. Tuto mř́ıžku

využijeme pro pozděǰśı generováńı př́ıznak̊u pro klasifikátor.

00012; present_info; TO(STATION); do plešnic; do c_station2;

CD03~Part1~04-000506-145926-1_006

6.3 Nejlepš́ı časově zarovnané hypotézy z

fonémové mř́ıžky

Jedńım z výstup̊u fonémového rozpoznávače je prvńı nejlepš́ı (1-best) hypotéza

jako posloupnost fonémů v souborech formátu MLF spolu s časovým zarovnáńım

(čas začátku a konce daného fonému v řečovém signálu), která odpov́ıdá akus-

tickému signálu s největš́ı pravděpodobnost́ı. Z této posloupnost́ı je pro každou

hypotézu sestaven konečný transducer Lbest. Do vstupńıch symbol̊u na hranách

transduceru je zakódováno jak časové zarovnáńı s časem začátku a konce, tak i

samotný znak fonému. To je provedeno převedeńım obou čas̊u na řetězec a spo-

jeńı těchto řetězc̊u do jednoho přes znak, který v p̊uvodńı abecedě neńı - v našem

př́ıpadě přes dvojtečku. Výstupńım symbolem je pak samotný foném. Pr̊uchodem

t́ımto transducerem źıskáme z výstupńıch symbol̊u právě p̊uvodńı posloupnost

fonémů.

Ukázka transduceru vytvořeného z MLF s nejlepš́ı hypotézou je na obr. 6.2.

6.4 Zpracováńı fonémové mř́ıžky

Fonémová mř́ıžka je daľśım, informačně bohatš́ım, výstupem fonémového roz-

poznávače. Obsahuje v́ıce nejlepš́ıch hypotéz (počet záviśı na prořezáváńı u
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0 1
10.000000:100.000000:a:a

2
100.000000:170.000000:n:n

3
170.000000:330.000000:o:o

4
330.000000:400.000000:<eps>:<eps>

Obrázek 6.2: Automat vytvořený z MLF souboru s časovým zarovnáńım zakódovaným na

vstupńı symboly hran

fonémového rozpoznávače). K dispozici byly mř́ıžky již ve formátu váženého ko-

nečného akceptoru. V tomto akceptoru jsou na hranách symboly fonémů ohodno-

cené pravděpodobnost́ı, s kterou rozpoznávač odhaduje výskyt daného fonému v

řečovém signálu. Ve fonémové mř́ıžce chyb́ı informace o zarovnáńı, které je však

vyžadováno pro daľśı zpracováńı. Můžeme však využ́ıt topologického seřazeńı ko-

nečného akceptoru (popsáno v části 2.4) k zarovnáńı jednotlivých fonémů - toto

zarovnáńı nicméně neodpov́ıdá zarovnáńı časovému. Samotná časová informa-

ce však neńı pro zpracováńı d̊uležitá, nebot’ nám postačuj́ı údaje o relativńım

uspořádáńı sémantických entit, které źıskáme i touto aproximaci.

Obdobně jako u nejlepš́ı hypotézy i zde vytvoř́ıme konečný transducer L,

v kterém zakódujeme informaci o aproximovaném počátečńım a koncovém čase

fonému do vstupńıch symbol̊u hran. Výstupńı symboly opět obsahuj́ı pouze

př́ıslušný foném. Ukázka takto upravené fonémové mř́ıžky ve formě transduce-

ru je na obr. 6.3.
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0:14:d:d/3.769

5
0:5:s:s/0.713

1

0:1:z:z/0.72

1614:16:e:e/1.144

15
14:15:n:n/0.384

95:9:e:e/0.334

6

5:6:x:x/1.258

3
1:3:e:e/2.009

2

1:2:n:n/0.151

4
3:4:n:n

18

2:18:e:e/5.386

2:18:y:y/1.555

4:18:y:y/1

13
9:13:n:n/0.255

10
9:10:s:s/1.492

8
6:8:l:l/1.171

7

6:7:n:n/0.371 8:18:e:e

7:18:e:e/0.335

13:18:e:e/4.962

13:18:y:y/0.928

11
10:11:e:e

12
11:12:n:n 12:18:e:e/5.221

12:18:y:y/0.939

1716:17:n:n

15:18:y:y/1.493

17:18:y:y/0.946

Obrázek 6.3: Mř́ıžka s časovým zarovnáńım zakódovaným na vstupńıch symbolech hran
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6.5 Zpracováńı sémantických entit

Hledáńı uskutečňujeme na základě sémantický entit. Tyto entity jsou definovány

svými lexikálńımi realizacemi a to bud’ prostým výčtem dvojic
”
entita-realizace“

či gramatikou. Bylo třeba vytvořit takový výstup, který by umožnil určovat

sémantické entity kompozićı s fonémovou mř́ıžkou. K sestaveńı výstupu využijeme

opět konečných automat̊u a to konkrétně kompozici několika
”
vrstev“.

V prvé řadě je třeba uchovat informaci k jaké entitě daná lexikálńı realiza-

ce patř́ı. Toho doćıĺıme vytvořeńım transduceru Si (na obr. 6.4 vid́ıme př́ıklad

sjednoceńı několika takovýchto transducer̊u), kde je název sémantické entity jako

výstupńı symbol hrany transduceru a k ńı př́ıslušná realizace je vstupńım symbo-

lem této hrany. Pokud je lexikálńı realizace v́ıceslovná, jsou slova umist’ována na

po sobě jdoućı hrany, přičemž př́ıslušná sémantická entita je vstupńım symbolem

pouze jedné z této hran a ostatńı hrany maj́ı jako vstupńı symbol prázdný řetězec

(ε).

0

1

starý:starý_plzenec

starej:starý_plzenec

2

plzenec:starý_plzenec

plzence:starý_plzenec

plzenci:starý_plzenec

3

starého:starý_plzenec

starýho:starý_plzenec

4
starém:starý_plzenec

plzenec:<eps>

plzence:<eps>

plzenci:<eps>

Obrázek 6.4: Reprezentace hledané sémantické entity starý plzenec s lexikálńı realizaćı ve

formě konečného transduceru

Sjednoceńım S =
⋃
i=1,...,N Si dostáváme požadovaný transducer S lexikálńıch
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realizaćı sémantických entit.

Daľśı možnost́ı načteńı sémantických entit a jejich realizaćı jsou gramatiky

převedené do formy konečného transduceru (použit́ım nástroj̊u z části 2.1).

Čtenář snadno nahlédne, že pro kombinaci s fonémovou mř́ıžkou jako je ta na

obr. 6.3 je tento automat nevhodný, nebot’ by kompozićı vznikl prázdný automat.

Je třeba ještě daľśı vrstvy, a to již popsaného konečného transduceru D, který

zajǐst’uje fonetický přepis realizaćı sémantických entit - vytvář́ı tedy fonetické

realizace. Kompozićı automat̊u T = D ◦ S pak źıskáváme všechny př́ıpustné

posloupnosti fonémů a k nim př́ıslušnou entitu.

6.6 Př́ıstup přesné shody

Po vytvořeńı automat̊u L a T můžeme přistoupit k samotné detekci kĺıčových

slov prostou kompozićı R = F (L)◦T . Konečný automat R pak obsahuje všechny

posloupnosti fonémů, které přesně odpov́ıdaj́ı hledaným entitám.

Jedná se o př́ıstup, který vyžaduje, aby výstup rozpoznávače obsahoval bez-

chybný fonémový přepis hledaných slov. Z výsledk̊u experiment̊u bude patrné,

že fonémový rozpoznávač neposkytuje dostatečně kvalitńı výstup a bylo třeba

využ́ıt jiného př́ıstupu, který by dokázal vźıt v potaz i možné chyby fonémového

rozpoznávače.

6.7 Využit́ı editačńı vzdálenosti

Editačńı vzdálenost

Pro dva řetězce můžeme definovat editačńı vzdálenost jako nejmenš́ı počet úprav

nad znaky těchto řetězc̊u jejich záměnou, vložeńım či smazáńım. V této práci

využijeme Levenshteinovu vzdálenost. Formálně můžeme podle [24] definovat tuto
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vzdálenost leva,b(|a|, |b|) mezi slovy a, b jako

leva,b(i, j) =



max(i, j) , pokud min(i, j) = 0

min


leva,b(i− 1, j) + 1

leva,b(i, j − 1) + 1

leva,b(i− 1, j − 1) + [ai 6= bj]

, jinak

Konečný automat pro výpočet Levenschteinovy vzdálenosti

Pro nalezeńı této vzdálenosti můžeme využ́ıt i konečných automat̊u. Základem je

automat E = (Σ,Σ, {s}, T, s, {s}, 0, 0) s jediným stavem s nad tropickým poloo-

kruhem. [2]

Na jeho hranách pak stanov́ıme penalizace jednotlivých operaćı:

• vložeńı jako hrany (s, ε, α, 1, s), tedy přepis prázdného řetězce na symbol

α ∈ Σ s váhou 1.

• smazáńı jako přechody (s, α, ε, 1, s)

• substituce jako přechody (s, α, β, 1, s), kde α, β ∈ Σ , přičemž β 6= α.

• ponecháńı fonému jako (s, α, α, 0, s)

Obecně pro editačńı vzdálenost mezi dvěma transducery A1 =

(Σ1,Ω1, Q1, T1, i1, F1, λ1, ρ1) a A2 = (Σ2,Ω2, Q2, T2, i2, F2, λ2, ρ2) muśıme

zaručit, že množina symbol̊u Σ = Σ1 ∪ Σ2. Pro porovnáńı na úrovni fonémové

mř́ıžky pak postač́ı vyj́ıt z informace, že Σ = Σ1 = Σ2 = P , kde P je fonémová

abeceda zmı́něná v 4.2.

Př́ıklad automatu pro určeńı editačńı vzdálenosti nad abecedou Pab = {a, b}

je vidět na obr. 6.5.

Kompozićı R = L ◦ E ◦ T můžeme źıskat vzdálenost fonémové mř́ıžky L od

fonetického realizace hledaných entit T . Př́ıklad automatu Rab =  Lab ◦ E ◦ T ,

kde automat Lab představuje jednoduchou mř́ıžku nad abecedou Pab = {a, b}

přij́ımaj́ıćı řetězce z množiny {abb, aab} a automat Tab přij́ımá pouze řetězec bbb

je na obr. 6.6. Nejkratš́ı cestou je pak abb→ bbb s váhou 1.
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0

a:<eps>/1
b:<eps>/1
<eps>:a/1
<eps>:b/1

a:b/1
b:a/1
a:a
b:b

Obrázek 6.5: Automat umožňuj́ıćı stanovit editačńı vzdálenost mezi dvěma automaty nad abe-

cedou Pab

Je třeba si uvědomit, že výsledný automat R obsahuje všechny možné

vzdálenosti, nikoliv jen tu nejmenš́ı. Tu źıskáme hledáńım nejkratš́ı cesty t́ımto

automatem podle 2.4.

V [2] je taktéž zmı́něno, že automat obsahuje (|P | + 1)2 − 1 hran,

přičemž rozděleńım automatu určitým zp̊usobem na dva jednostavové automaty

E1(Σ1,Σ1, {s1}, T1, s1, {s1}, 0, 0) a E2 = (Σ2,Σ2, {s2}, T2, s2, {s2}, 0, 0) nad tro-

pickým polookruhem je možné doćılit počtu hran 4|P |. Kompozice těchto dvou

automat̊u je ekvivalentńı automatu E. Prvńı komponentou E1 je jednostavový

automat složený z hran využ́ıvaj́ıćıho následuj́ıćıho principu:

• vložeńı jako přechod (s1, ε, <ins>, 0.5, s1), tedy přepis prázdného řetězce na

symbol <ins> s váhou 0.5

• smazáńı jako přechody (s1, α, <del>, 0.5, s1)

• substituce jako přechody (s1, α, <del>, 0.5, s1)

• ponecháńı fonému jako (s1, α, α, 0, s1),∀α ∈ Σ1

přičemž <sub>,<del>,<ins> jsou speciálńı symboly přidané k tabulce symbol̊u.

Druhý jednostavový automat E2 pak využ́ıvá hrany vytvořené podle principu

• vložeńı jako přechody (s2, <ins>, β, 0.5, s2), tedy přepis prázdného řetězce

na řetězec β ∈ Σ2 s váhou 0.5.

• smazáńı jako přechod (s2, <del>, ε, 0.5, s2)
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Obrázek 6.6: Př́ıklad automatu, u nějž váha nejlepš́ı cesty určuje editačńı vzdálenost řetězc̊u

”
aab“,

”
abb“ od řetězce

”
bbb“

• substituce jako přechod (s2, <sub>, β, 0.5, s2)

• ponecháńı fonému jako (s2, β, β, 0, s2),∀β ∈ Σ2

Pokud se i zde omeźıme na fonetickou abecedu P a tedy

Σ1 = Σ2 = P ∪ {<ins>, <sub>, <del>}, můžeme kompozićı źıskat vzdálenost

fonémové mř́ıžky A od hledaného fonetického přepisu entit B jako

R2 = A ◦ E1 ◦ E2 ◦B.

Př́ıklad automat̊u E1 a E2 nad abecedou Pab = {a, b} je na obr. 6.7a a 6.7b.

Výsledek kompozice Rab = E1 ◦ E2 je na obr. 6.7c.

I přes redukci počtu hran však může neomezený počet vložeńı, smazáńı a

nahrazeńı zp̊usobit výrazné zpomaleńı výpočt̊u. Je vhodné přistoupit k omezeńı
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0

a:<sub>/0.5
b:<sub>/0.5
a:<del>/0.5
b:<del>/0.5

<eps>:<ins>/0.5
a:a
b:b

(a) Konečný automat E1

0

<sub>:a/0.5
<sub>:b/0.5

<del>:<eps>/0.5
a:a

<ins>:a/0.5
<ins>:b/0.5

b:b

(b) Konečný automat E2

0

a:<eps>/1
b:<eps>/1

a:a/1
b:a/1
a:a

<eps>:a/1
a:b/1
b:b/1

<eps>:b/1
b:b

(c) Kompozice E1 ◦ E2. Zde zjevně ekviva-

lentńı s automatem na obr. 6.5

Obrázek 6.7: Př́ıklad dvojice transducer̊u pro určeńı editačńı vzdálenosti řetězc̊u dvou automat̊u

nad abecedou Pab
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počtu možných vložeńı a smazáńı.

Omezeńı maximálńıho počtu operaćı

Uvažujme, že chceme povolit maximálně n smazáńı či inzerćı. Byly implemen-

továny dva postupy, jak tohoto omezeńı doćılit a to bud’ omezeńım počtu

”
s možnost́ı opakováńı“ a nebo

”
bez opakováńı“. Možnost́ı opakováńı rozumı́me

př́ıpad, kdy po maximálně n smazáńıch či vložeńı muśı doj́ıt k jedné ze zbývaj́ıćıch

dvou operaćı (substituce nebo ponecháńı znaku), aby bylo opět možné použ́ıt

daľśıch maximálně n mazáńı nebo vložeńı znak̊u. Pokud opakováńı nepovoĺıme,

dojde k maximálně n smazáńı či vložeńı pouze v jedné souvislé části řetězce.

Diskuze vlivu parametru n na výsledky detekce kĺıčových slov je v části 7.

Opět můžeme rozdělit automat pro editačńı vzdálenost na dvě komponenty.

Prvńı z nich je konečný transducer Edi = (P, P, {s1, . . . , sn+1}, T, s0, {sn+1}, 0, 0)

zajǐst’uj́ıćı až n smazáńı či vložeńı. Tento automat má n+ 1 stav̊u a mezi dvěma

stavy si, si+1, i = 1, . . . , n je vždy 2|P | přechod̊u ti ∈ T , z nichž je |P | přechod̊u

typu (si, ε, a, 1, si+1),∀a ∈ P (vložeńı) a |P | přechod̊u (si, a, ε, 1, si+1),∀a ∈ P

(smazáńı). Po sestaveńı těchto hran je automat faktorizován.

Druhou komponentou je nad tropickým polookruhem vytvořený dvoustavový

automat Es = (Pρ, Pρ, {s0, s1}, T, s0, {s0, s1}, 0, 0), kde Pρ = P ∪ {ρ}. Mezi sta-

vy s0 a s1 jsou hrany ti ∈ T ve tvaru (s0, a, ρ, 1, s1),∀a ∈ P (záměna znak̊u)

a (s0, a, a, 1, s1),∀a ∈ P (shoda znak̊u). Připomeňme, že ρ je symbol zastu-

puj́ıćı libovolný symbol který neńı na žádné hraně vycházej́ıćı ze stejného stavu

s0 (popsán v části 2.4). Stejné operace jsou pak ve smyčce na stavu s1, tedy

(s1, a, ρ, 1, s1),∀a ∈ P a (s1, a, a, 1, s1),∀a ∈ P . V př́ıpadě, že nepožadujeme

možnost opakováńı vložeńı či smazáńı, přidáváme i hranu (s0, ε, ε, 0, s1), aby bylo

možné provést tyto dvě operace i na prvńım a posledńım znaku porovnávaných

řetězc̊u.

Automat L pro určeńı Levenshteinovy vzdálenosti s omezeným počtem operaćı

smazáńı či vložeńı bez opakováńı pak vytvoř́ıme konkatenaćı L = Es + Edi + Es

a všechny stavy budeme považovat za koncové. Př́ıkladem je automat sestavený

pro symboly z Pab a n = 1 na obr. 6.8.

Pro možnost opakováńı provedeme konkatenaci L = Edi+Es s t́ım, že přidáme
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hranu se symbolem prázdného řetězce ε mezi jeho posledńı stav a počátečńı stav.

0 1

<eps>:<eps>

a:a

<rho>:a/1

b:b

<rho>:b/1

a:a
<rho>:a/1

b:b
<rho>:b/1

2
<eps>:<eps>

3

<eps>:<eps>

<eps>:a/1

<eps>:b/1
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<eps>:<eps>

a:<eps>/1

b:<eps>/1
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<eps>:<eps> 6

<eps>:<eps>

a:a

<rho>:a/1

b:b

<rho>:b/1

a:a
<rho>:a/1

b:b
<rho>:b/1

Obrázek 6.8: Automat vhodný pro určeńı editačńı vzdálenosti mezi dvěma automaty nad abe-

cedou Pab s omezeńım na 1 smazáńı či vložeńı

Na rozd́ıl od předchoźıch automat̊u pro určeńı Levenshteinovy vzdálenosti, kde

stačila běžná kompozice tř́ı konečných automat̊u, je u tohoto typu potřeba použ́ıt

ρ-kompozici (viz 2.4).

6.8 Využit́ı klasifikátor̊u

V algoritmu detekce jsou též použity klasifikátory. Zde poṕı̌seme jaké př́ıznaky

pro klasifikaci využ́ıváme, jak prob́ıhá trénováńı a jak je využita klasifikace.

Při implementaci bylo rozděleno trénováńı klasifikátor̊u na dvě části - př́ıpravu

dat, jej́ımž výstupem jsou vektory př́ıznak̊u a informace učitele, a pak samotné

vytvořeńı a trénováńı klasifikátoru.

Zvolené př́ıznaky

Vektor př́ıznak̊u má dimenzi 91 a vycháźı z informaćı o hledaných sémantických

entitách a pozorovaných posloupnost́ı fonémů. Prvńı tři př́ıznaky jsou celoč́ıselné

a obsahuj́ı délku pozorovaného řetězce, editačńı vzdálenost od fonémové realizace

hledané entity a také počet fonémů shodných s touto realizaćı. Dále obsahuje

informaci o začátku a konci řetězce (zarovnáńı v podobě dvou desetinných č́ısel).

Následuj́ı binárńı př́ıznaky, které postupně pro všechny symboly fonetické abe-

cedy určuj́ı, zda se daný foném v pozorovaném řetězci vyskytuje (1) či nikoliv

(0). Po nich přidáváme do vektoru př́ıznak̊u opět postupně pro všechny fonémy z
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abecedy celoč́ıselnou informaci o tom, zda byl foném obsažen jak v pozorovaném

řetězci, tak ve fonetické realizaci sémantické entity (1), zda byl nahrazen, smazán,

či vložen (-1) nebo zda nebyl ani v jednom řetězci (0).

Př́ıprava dat

Př́ıprava dat předpokládá existenci trénovaćı sady mř́ıžek, k nim př́ıslušný seznam

hledaných entit, jejich lexikálńı realizace a slovńık fonetických přepis̊u.

Načteme seznam hledaných entit a vytvoř́ıme z nich konečný automat S po-

stupem popsaným v 6.5. Převodem fonémového slovńıku podle 6.1 vytvoř́ıme

konečný transducer D a źıskáváme fonetickou realizaci hledaných entit Q kom-

pozićı Q = D ◦ S. Tento automat dále uprav́ıme a to přidáńım automatu pro

zjǐstěńı editačńı vzdálenosti kompozićı QE = E ◦Q s automatem E z části 6.7.

Pro každou mř́ıžku z trénovaćı sady pak provád́ıme následuj́ıćı:

• Načteme mř́ıžku LM , př́ıp. prvńı nejlepš́ı hypotézu podle 6.4 resp. 6.3

• Z mř́ıžky LM sestav́ıme faktorový automat L = F (LM)

• Provedeme ρ-kompozici R = L ◦ QE. Takto vzniklý automat můžeme

prořezat libovolným prahem - vhodná volba prahu je diskutována v ka-

pitole 7.

• Postupným procházeńım automatu R źıskáváme údaje potřebné pro vy-

tvořeńı vektoru př́ıznak̊u pro klasifikátor.

Ze vstupńıch symbol̊u procházených hran dekódujeme časy začátku a konce

fonémů a také samotné fonémy. Z vah pak urč́ıme editačńı vzdálenost od

fonetických realizaćı hledaných sémantických entit.

Na základě stanovených hranic minimálńı délky a minimálńı relativńı shody

rozhodujeme o tom, zda bude posloupnost nalezených fonémů brána jako

pozitivńı př́ıklad (v př́ıpadě dodržeńı minimálńı délky a minimálńı relativńı

shody) či jako př́ıklad negativńı.

• Vygenerovaný vektor př́ıznak̊u spolu s informaćı učitele ukládáme do sou-

boru pro pozděǰśı použit́ı při trénováńı
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Trénováńı

Pro trénováńı klasifikátoru předpokládáme pouze existenci souboru př́ıznak̊u a

informaćı učitele vytvořenou během př́ıpravy dat. Po načteńı tohoto souboru

může být provedeno decimováńı - omezeńı počtu negativńı př́ıklad̊u pro trénováńı

t́ım, že jich z trénovaćı sady náhodně vyřad́ıme D%. V části experiment̊u bude

ukázáno, jaký vliv má mı́ra decimováńı D na přesnost detekce, resp. výstupy

klasifikátoru.

Samotné trénováńı prob́ıhá s využit́ım knihovny scikit-lean [18]. Použity byly

klasifikátory popsané v kapitole 3. V kapitole 7 jsou diskutovány výsledky pro

jednotlivé klasifikátory a jejich parametry.

Načteńı velkého množstv́ı př́ıznak̊u je náročné na pamět’ a proto byly

předevš́ım pro trénováńı využity clustery spadaj́ıćı pod MetaCentrum. Výstupem

této části je natrénovaný klasifikátor.

6.9 Detekce

Vstupem pro algoritmus detekce je seznam hledaných sémantických entit s je-

jich lexikálńımi reprezentacemi, seznam mř́ıžek nad kterými provád́ıme detekci

a slovńık fonetických přepis̊u. Jeho výstupem je informace o sémantických en-

titách nalezených v promluvě. Kromě samotné entity je na výstupu také časové

zarovnáńı a odhad posteriorńı pravděpodobnosti správného zařazeńı této entity.

V následuj́ıćıch odstavćıch bude popsáno, jak k tomuto výstupu dospět.

Nejprve načteme data, která se po dobu detekce měnit nebudou:

• Ze slovńıku fonetických přepis̊u vytvoř́ıme konečný transducer D pro fone-

tickou transkripci slov postupem popsaným v části 6.1.

• Načteme do podoby konečného transduceru QW hledané sémantické entity

a jejich lexikálńı reprezentaci podle 6.5.

• Źıskáme fonetickou reprezentaci sémantických entit v podobě automatu

Q = D ◦QW .

• Nakonec vytvoř́ıme automat QE kompozićı QE = E ◦Q, kde E je automat

popsaný v 6.7 umožnuj́ıćı určeńı editačńı vzdálenosti.



6.9 Detekce 37

Dodejme, že se hledané sémantické entity použité při detekci obecně mohou

lǐsit od těch, které byly použity pro trénováńı. V části 7 je diskutován vliv těchto

změn na výsledky detekce.

Postupně procháźıme seznam mř́ıžek nad kterými požadujeme detekci a

každou mř́ıžku převedeme podle 6.3 (pokud jde o mř́ıžku obsahuj́ıćı pouze prvńı

nejlepš́ı hypotézu) či 6.4 (pro úplnou mř́ıžku) na konečný automat L. Kompozićı

s automatem QE źıskáváme kombinaci výstup̊u jak fonetického rozpoznávače, tak

sémantického stromu a to spolu se zarovnáńım a editačńı vzdálenost́ı zakódovanou

v transduceru R = L ◦ QE. Tento transducer má na vstupńıch symbolech hran

zakódovány fonémy s jejich časy začátku a konce v promluvě. Výstupńı symboly

pak obsahuj́ı informaci o sémantické entitě.

Postupným procházeńım všech př́ıpustných cest automatu R źıskáváme

z vstupńıch symbol̊u př́ıznaky pro klasifikátor popsané v 6.8. Vektor těchto

př́ıznak̊u předáme klasifikátoru, který vraćı informaci o tom, zda posloupnost

fonémů na této cestě patř́ı do skupiny hledaných sémantických entit a s jakou

pravděpodobnost́ı.

Ze struktury konečných automat̊u, které sloužily jako součást kompozic, je

dané, že výstupem jakékoliv př́ıpustné cesty v automatu bude vždy jen jed-

na sémantická entita. Pokud klasifikátor urč́ı, že posloupnost fonémů repre-

zentuje hledané slovo, pak výstupem je právě sémantická entita a př́ıslušná

pravděpodobnost z klasifikátoru.

Překryvy čas̊u

Protože však automat R obecně neńı deterministický, tak může nastat si-

tuace, kdy se na výstupu objev́ı stejná sémantická entita at’ už s r̊uznou

pravděpodobnost́ı určenou klasifikátorem nebo s r̊uznými časy začátku a kon-

ce.

Označme tedy jednu sémantickou entitu jako s1 s pravděpodobnost́ı p1, jej́ı

čas začátku t1 a čas konce t2. Dále uvažujme entitu s2 s pravděpodobnost́ı p2

časem začátku t
′
1 a časem konce t

′
2, přičemž p1 ≤ p

′
1 ∧ p2 ≥ p

′
1. Pokud s1 6= s2,

pak obě entity zaṕı̌seme na výstup, nebot’ je nežádoućı přij́ıt o jednu z možných

správně nalezených entit. V př́ıpadě s1 = s2 pak na výstup vyṕı̌seme s1, pokud
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p1 ≥ p2, jinak s2. Řešeńım je tedy vybrat takovou sémantickou entitu ze všech

shodných časově se překrývaj́ıćıch entit, která má největš́ı pravděpodobnost. Po-

kud je shodných překrývaj́ıćıch se entit v́ıce, pak tuto redukci provád́ıme dokud

nejsou všechny shodné překrývaj́ıćı se entity odstraněny.

6.10 Formát výstupu

Výstupem je mř́ıžka v HTK formátu popsaném v 2.6 s časově zarovnanými

sémantickými entitami spolu s odhadem pravděpodobnosti z klasifikátoru.

#!MLF!#

CD03~Part1~04-000506-143418-1_001

10000 70000 desná:desný 0.007771 0.007771 1

.

CD03~Part1~04-000506-143554-1_001

60000 90000 žatec:žatce 0.033144 0.033144 1

60000 90000 tatce:tatce 0.036276 0.036276 1

60000 90000 stará_paka:pace 0.032850 0.032850 1

60000 90000 nová_paka:pace 0.032850 0.032850 1

.

Pro vyhodnoceńı experiment̊u je k dispozici i slovńık mř́ıžek uložený ve formátu

čitelném pro Python s použit́ım modulu pprint. Tento slovńık neobsahuje

časové zarovnáńı, pouze sémantické entity př́ıslušej́ıćı k mř́ıžce a jejich odhado-

vané pravděpodobnosti. Výstup pro vyhledáváńı ve dvou mř́ıžkách pak vypadá

následovně:

{u’CD03~Part1~04-000506-143418-1_001’:

{u’station:desn\xe1’: 0.0077711546569219038},

u’CD03~Part1~04-000506-143554-1_001’:

{u’station:star\xe1_paka,nov\xe1_paka’: 0.032850238299504286,

u’station:tatce’: 0.036275715356831849,

u’station:\u017eatec’: 0.033144073852512647}

}



7. Experimenty

Implementovaný algoritmus představený v části 6.9 vyžaduje určeńı několika pa-

rametr̊u, jejichž hodnota se výrazně pod́ıĺı na přesnosti detekce sémantických

entit. Kromě jejich experimentálńıho určeńı je také vhodné diskutovat jaké je

přijatelné množstv́ı dat pro trénováńı klasifikátoru či zda je nutné využ́ıvat

mř́ıžky, nebo je dostačuj́ıćı použ́ıt prvńı nejlepš́ı hypotézu.

Algoritmus byl implementován v jazyce Python s využit́ım knihovny pyfst a

OpenFst pro práci s konečnými automaty a scikit-learn pro práci s klasifikátory.

7.1 Metodika vyhodnoceńı (ROC, DR, ...)

Pro stanoveńı metodiky vyhodnoceńı nejprve definujeme ROC1 křivky, detekčńı

schopnosti DR2 a mı́ry falešných poplach̊u FPR3. [5]

V tabulce 7.1 jsou definována č́ısla, které reprezentuj́ı možnosti výsledk̊u kla-

sifikace. Pod pojmem
”
pozitivńı pozorováńı“ rozumějme, že se hledaná entita v

promluvě nacháźı. Pojem
”
pozitivńı predikce“ pak znač́ı, že je výstupem klasi-

fikátoru informace, že se hledaná entita v promluvě nacháźı. Jejich opakem je pak

pozorováńı či predikce
”
negativńı“.

Pozitivńı pozorováńı p Negativńı pozorováńı n

Pozitivńı predikce p′ Správný výsledek tp Falešný poplach fp

Negativńı predikce n′ Chyběj́ıćı výsledek fn Správný výsledek tn

Tabulka 7.1: Možné výsledky klasifikace a jejich značeńı

Analýzou výsledk̊u a přǐrazeńım hodnot podle tabulky můžeme vygenerovat

některý z ukazatel̊u kvality klasifikace:

• mı́ra detekce: DR = tp
p

• mı́ra falešných poplach̊u FPR = fp
n

1angl.: Receiver Operating Characteristic Curve
2angl.: Detection Rate
3angl.: False Positive Rate
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Připomeňme, že binárńı klasifikaci můžeme źıskat pro př́ıznakový vektor x

taktéž porovnáńım skóre d(x) s určitým prahem φ. Změnami prahu źıskáváme

pracovńı body, v kterých určujeme mı́ry DR a FPR. Křivku vyjadřuj́ıćı závislost

DR na FPR pak označ́ıme jako ROC křivku.

Protože však počet počet negativńıch pozorováńı může být nekonečný (počet

sémantických entit nemuśı být omezen), zavedeme normalizovanou četnost fa-

lešných poplach̊u FPRN = FP
N

, kde N je celkový počet jednotek, na které falešné

poplachy vztahujeme (v př́ıpadě této práce se jedná o promluvy). Použit́ım ve-

ličiny FPRN źıskáváme modifikovanou ROC křivku vyjadřuj́ıćı závislost DR na

FPRN při spojitě se měńıćım prahu φ.

Pro porovnáńı ROC křivek využijeme velikost plochy pod křivkou

AUC =

∫ 1

0

DR(FPRN)dFPRN

7.2 Použitá data

Experimenty byly provedeny s využit́ım dat z nádražńı infolinky s odjezdy a

př́ıjezdy vlak̊u [15]. Jednalo se o promluvy uživatele i operátora s t́ım, že k dis-

pozici byly fonémové mř́ıžky spolu se slovńımi přepisy vytvořenými anotátory.

Z těchto dat byly vytvořeny dvě trénovaćı sady - menš́ı sada, kterou budeme

značit train_h, obsahovala 570 mř́ıžek, ve větš́ı sadě train_t bylo 5240 mř́ıžek.

Testovaćı sada nad kterou proběhlo vyhodnoceńı obsahovala 1439 mř́ıžek.

Kromě mř́ıžek byl použit seznam 2806 nádražńıch stanic v 1., 2., 4. a 6. pádě.

Názvy stanic byly určeny jako sémantické entity s t́ım, že jejich lexikálńı realizace

byly právě všechny vyskloňované varianty jejich skutečného názvu - celkem 21539

dvojic
”
entita-realizace“.

U některých stanic byly kromě pád̊u i jejich zkrácené formy, např. sémantická

entita Plzeň hlavnı́ nádražı́ měla kromě realizaćı Plzeň hlavnı́ nádražı́,

Plzně hlavnı́ho nádražı́, Plzni hlavnı́ nádražı́ též realizace Plzeň, Plzně,

Plzni.

Podobně pak byly určeny sémantické entity 9 typ̊u vlak̊u spolu s jejich le-

xikálńımi realizacemi. Využit byl také slovńık fonetických přepis̊u.

Jako základńı výsledek detekce (tzv. baseline), podle kterého je možné dis-
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kutovat př́ıpadné zlepšeńı v experimentech, nám slouž́ı výsledek detekce, která

byla provedená na základě přesné shody fonetické realizace sémantických s po-

sloupnost́ı fonémů ve fonémové mř́ıžce (viz 6.6). Tento typ detekce dosáhl ve

sledovaném parametru AUC hodnoty 0.458 pro nádražńı stanice a AUC= 0.601

pro typy vlak̊u.

7.3 Hledáńı optimálńıch parametr̊u

Pro nalezeńı optimálńıch parametr̊u ze spojitého prostoru bylo použito

vyčerpávaj́ıćı hledáńı
”
grid search“ na vhodně zvolených konečných množinách

hodnot, které jednotlivé parametry mohou nabývat.

Hledané parametry jsou:

• P ∈ {1, 2, 3} - práh prořezáváńı automat̊u v pr̊uběhu hledáńı i trénováńı

• C ∈ {1, 2, 3, 4} - maximálńı povolený počet vložeńı či smazáńı při určováńı

editačńı vzdálenosti mezi fonémovou mř́ıžkou a fonémovými realizacemi en-

tit

• D ∈ {0.1, 0.5, 0.7, 0.9} - mı́ra decimováńı negativńıch př́ıklad̊u při trénováńı

• M ∈ {0.3, 0.5, 0.7, 0.9} - minimálńı relativńı shoda fonémů nalezeného

řetězce s hledanou fonetickou realizaćı sémantické entity

• L ∈ {1, 2, 3, 4} - minimálńı počet fonémů nalezeného řetězce

• R ∈ {0, 1} - př́ıznak, zda připoušt́ıme opakováńı vložeńı a smazáńı při

určováńı editačńı vzdálenost́ı (1) či nikoliv (0)

• T ∈ {0, 1} - př́ıznak, zda jako vstupńı data požadujeme fonémovou mř́ıžku

(1) nebo pouze k ńı př́ıslušnou prvńı nejlepš́ı hypotézu (0)

Pro stanoveńı těchto parametr̊u byly hledány sémantické entity nádražńıch

stanic nad množinou testovaćıch dat. V př́ıpadě budoućıch experiment̊u by by-

lo vhodné také vyzkoušet hledáńı optimálńıch parametr̊u na jiných, neviděných

datech, aby bylo zajǐstěno dostatečné zobecněńı parametr̊u.
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Logistická regrese

Optimálńı kombinaci parametr̊u při klasifikaci s využit́ım logistické regrese (LR)

představuje P = 1,M = 0.7, C = 1, L = 4, D = 0.9, R = 1, T = 1.

V tabulce 7.2 vid́ıme jakého rozd́ılu ve sledovaném parametru AUC je do-

saženo při použit́ı fonémové mř́ıžky oproti prosté nejlepš́ı hypotéze.

Rozhodovaćı stromy

Pro tento typ klasifikátoru byla nalezena následuj́ıćı kombinace parametr̊u:

P = 2,M = 0.7, C = 2, L = 4, D = 0.1, R = 0, T = 1.

Jakého rozd́ılu ve sledovaném parametru AUC je dosaženo při použit́ı

fonémové mř́ıžky oproti prosté nejlepš́ı hypotéze z těchto mř́ıžek (tedy změna

př́ıznak̊u T ), při jinak optimálńıch parametrech, vid́ıme v tabulce 7.2. V tabulkách

použ́ıváme jeho anglické označeńı Extra-Tree.

7.4 Kombinace klasifikátor̊u a př́ıstupu přesné

shody

V pr̊uběhu experiment̊u bylo zjǐstěno, že pro některé množiny trénovaćıch dat

dosahujeme výsledk̊u horš́ıch, než je baseline. Přistoupili jsme tedy k vytvořeńı

daľśıho experimentu.

V tomto experimentu nejdř́ıve hledáme přesnou shodu podle 6.6, a nalezeným

entitám přǐrad́ıme posteriorńı pravděpodobnost 1. T́ımto zp̊usobem je tvořena

baseline, my však k těmto entitám nav́ıc přidáme entity určené klasifikátorem.

Tato kombinace byla provedena s parametry, které byly dř́ıve určeny jako

optimálńı u daných klasifikátor̊u. V budoucnu by bylo vhodné provést nav́ıc i

analýzu, zda byly parametry nalezené pro samotné klasifikátory optimálńı i pro

zde navrženou kombinaci.

Výsledky tohoto experimentu budeme označovat jako
”
LR+přesná shoda“

pro logistickou regresi a
”
ET+přesná shoda“ pro extrémně znáhodněné stromy

(Extra-Tree).

V tabulce 7.3 pak porovnáńım s předchoźımi př́ıstupy vid́ıme, že pro malé
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množiny trénovaćıch dat (popsány dále) došlo ke zlepšeńı, nicméně větš́ı množiny

zaznamenaly pokles hodnoty AUC. To může být zp̊usobeno sémantickými en-

titami, které maj́ı sv̊uj fonémový přepis shodný s některými běžnými slo-

vy, kterým pak samotný klasifikátor běžně přǐrazoval nižš́ı odhad posteriorńı

pravděpodobnosti a t́ım dosáhl lepš́ıch výsledk̊u.

Porovnáńı ROC křivek samotných klasifikátor̊u a jejich kombinaćı s př́ıstupem

přesné shody je na obr. 7.3.

Klasifikátor Trénovaćı data ST 30ST 200ST 500ST 1000ST

Logistická

regrese

mř́ıžky 0.713 0.683 0.704 0.662 0.700

nejlepš́ı hypotézy 0.613 0.625 0.615 0.615 0.618

Extra-Tree
mř́ıžky 0.732 0.549 0.628 0.427 0.625

nejlepš́ı hypotézy 0.655 0.571 0.605 0.337 0.588

Klasifikátor Trénovaćı data TT TTX

Logistická

regrese

mř́ıžky 0.869 0.869

nejlepš́ı hypotézy 0.803 0.803

Extra-Tree
mř́ıžky 0.869 0.867

nejlepš́ı hypotézy 0.804 0.802

Tabulka 7.2: Hodnoty AUC pro r̊uzné velikosti množiny trénovaćıch sémantických entit ukazuj́ıćı

rozd́ıl mezi použit́ım mř́ıžek a prvńı nejlepš́ıch hypotéz při trénováńı. Trénováńı prob́ıhalo na

train sadě při použit́ı optimálńıch parametr̊u pro daný klasifikátor

7.5 Vliv velikosti trénovaćıch dat na přesnost

detekce

O vlivu na přesnost můžeme hovořit jak u počtu mř́ıžek, které máme k dispozici

pro trénováńı, tak i u vztahu velikosti množiny sémantických entit určených k

trénováńı vzhledem k hledaným sémantickým entitám.

Počet trénovaćıch mř́ıžek

K trénováńı klasifikátoru byly využity dvě sady mř́ıžek nazvané train_h a

train_t, přičemž train_h sada byla přibližně 10 krát menš́ı, než train_t.
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Klasifikátor Trénovaćı sada ST 30ST 200ST 500ST 1000ST

Logistická

regrese

train_t 0.713 0.683 0.704 0.662 0.700

train_h 0.663 0.663 0.659 0.623 0.640

Extra-Tree
train_t 0.732 0.549 0.628 0.427 0.625

train_h 0.596 0.489 0.520 0.302 0.475

LR + přesná

shoda

train_t 0.682 0.673 0.681 0.652 0.676

train_h 0.657 0.647 0.666 0.627 0.648

ET + přesná

shoda

train_t 0.704 0.616 0.651 0.569 0.653

train_h 0.652 0.609 0.644 0.524 0.583

Klasifikátor Trénovaćı sada TT TTX

Logistická

regrese

train_t 0.869 0.869

train_h 0.868 0.869

Extra-Tree
train_t 0.869 0.867

train_h 0.867 0.866

LR + přesná

shoda

train_t 0.869 0.869

train_h 0.869 0.869

ET + přesná

shoda

train_t 0.868 0.867

train_h 0.868 0.867

Tabulka 7.3: Hodnoty AUC pro r̊uzné velikosti množiny trénovaćıch sémantických entit a r̊uzné

trénovaćı sady (při použit́ı optimálńıch parametr̊u pro daný klasifikátor)

Vliv tohoto velikostńıho rozd́ılu byl určen nejprve při vyhledáváńı všech

sémantických entit reprezentuj́ıćı nádražńı stanice, přičemž trénováńı prob́ıhalo

právě s množinou vyhledávaných entit. K trénováńı byly použity parametry

źıskané v předchoźı části 7.3, které považujeme za optimálńı. Takto źıskanou

množinu dat budeme dále v textu a tabulkách označovat ST. Stejným zp̊usobem

jsme provedli trénováńı a detekci pro sémantické entity typ̊u vlak̊u, které budeme

označovat TT.

Při porovnáńı obou trénovaćıch sad pro entity ST vid́ıme v tabulce 7.3, že

sledovaná hodnota AUC je vyšš́ı u sady train_t, tedy k trénováńı je vhodné

použ́ıt rozsáhleǰśı množinu mř́ıžek u obou typ̊u klasifikátoru. Avšak z obr. 7.2

je patrné, že pro určité pracovńı body se ROC křivky těchto sad prot́ınaj́ı nebo
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se alespoň sobě bĺıž́ı. Výběr velikosti trénovaćı sady pak může záviset též na

požadované mı́̌re FPR.

Pro menš́ı sadu hledaných entit TT je dostatečná už sada train_h a větš́ı

sada nepřináš́ı výrazné zlepšeńı.

Náhodný výběr množiny sémantických entit

Z množiny 2806 sémantických entit nádražńıch stanic byl vytvořen seznam po-

stupně 500 a 1000 náhodně vybraných stanic určených k trénováńı. Obdobně jako

u úplného seznamu i zde proběhlo trénováńı jak nad train_h, tak train_t sadou.

Po natrénováńı proběhlo vyhledáváńı všech 2806 dostupných stanic v testo-

vaćıch promluvách. Označ́ıme t́ımto zp̊usobem vytvořené sady jako 500ST, resp.

1000ST.

V tabulce 7.3 je patrný přibližně 10% pokles AUC při použit́ı menš́ı sady

train_h u logistické regrese. S použit́ım rozhodovaćıho stromu je rozd́ıl ještě

výrazněǰśı, můžeme tedy usuzovat, že je tento typ klasifikátoru náročněǰśı na

počet trénovaćıch dat a taktéž jejich vhodný výběr.

Výběr ze seřazené množiny sémantických entit

Množina nádražńıch stanic byla seřazena podle velikosti měst ke kterým tyto

stanice př́ısluš́ı. Z této seřazené množiny bylo vybráno prvńıch 30 a prvńıch 200

nejvěťśıch stanic, nad kterými byl trénován klasifikátor za použit́ı jak train_h,

tak train_t sady s dř́ıve nalezenými optimálńımi parametry.

Vyhledáváńı bylo provedeno opět s použit́ım všech 2806 dostupných

sémantických entit stanic. Takto vytvořené sady budeme značit 30ST, resp.

200ST, obdobně jako u náhodného výběru.

Tabulka 7.3 dokazuje, že sada train_h s využit́ım klasifikace pomoćı logis-

tické regrese vykazuje stále 10% pokles AUC oproti sadě train_t. V porovnáńı

s trénováńım na úplné množině sémantických entit stanic vid́ıme v př́ıpadě sady

200ST rozd́ıl výrazně menš́ı, než při použit́ı náhodného výběru trénovaćı množiny

500 či 1000 sémantických entit.

Při použit́ı rozhodovaćıch stromů je vidět výrazněǰśı propad sad 30ST a 200ST

oproti úplné množině sémantických entit i oproti výsledk̊um logistické regrese.
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Sada train_h je zde opět zcela nedostatečná pro trénováńı.

Použit́ı jiných než vyhledávaných sémantických entit

Daľśım experimentem bylo natrénováńı s dř́ıve źıskanými optimálńımi parame-

try nad plným seznamem 2806 sémantických entit nádražńıch stanic, přičemž

samotná detekce prob́ıhala nad 9 sémantickými entitami typ̊u vlak̊u.

Ćılem tohoto experimentu je zjistit, zda můžeme natrénovat obecný klasi-

fikátor, který můžeme použ́ıt pro dosud nehledaná slova.

Takto źıskaná sada dat je označena TTX a v tabulce 7.3 je patrné, že úspěšnost

detekce hodnocená AUC nezaznamenala při použit́ı logistické regrese pokles opro-

ti trénováńı př́ımo na množině vyhledávaných entit. U extrémně znáhodněných

stromů byl zaznamenán mı́rný pokles hodnoty AUC.
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Obrázek 7.1: ROC křivka detekce nádražńıch stanic logistickou regreśı (LR) a extrémně

znáhodněnými rozhodovaćımi stromy (ET) v př́ıpadě trénováńı nad sadou train t
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(a) 30 největš́ıch stanic
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(b) 200 největš́ıch stanic
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(c) 500 náhodných stanic
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(d) 1000 náhodných stanic

Obrázek 7.2: ROC křivka ukazuj́ıćı vliv velikosti množiny trénovaćıch mř́ıžek na sledovaný pa-

rametr kvality detekce AUC (uveden v závorce). H znač́ı sadu train h a T větš́ı sadu train t.

Klasifikátor využ́ıval logistickou regresi s parametry z části 7.3

7.6 Výpočetńı nároky

Pamět’ově nejnáročněǰśı bylo trénováńı klasifikátoru a to v závislosti na mı́̌re

decimace. Některé kombinace parametr̊u v závislosti na decimováńı negativńıch

př́ıklad̊u vygenerovaly vektor̊u př́ıznak̊u tolik (přes 7 · 106), že překonaly i ma-

ximum 23 GB hranici paměti která byla k dispozici a algoritmus byl z d̊uvodu

nedostatku paměti ukončen.

Samotná detekce po natrénováńı neměla zvýšené pamět’ové nároky, nicméně

na testovaćı sadě 1439 promluv (jejich délka byla přibližně 1 hodina a 39 minut)

si pr̊uměrně vyžádala k běhu 50 minut.
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(b) Extrémně znáhodněné stromy
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(d) Extrémně znáhodněné stromy kombino-

vané s př́ıstupem přesné shody

Obrázek 7.3: ROC křivka ukazuj́ıćı vliv velikosti množiny sémantických entit určených pro

trénováńı na přesnost detekce. Trénováńı nad sadou train. Detekce prob́ıhala s parametry podle

části 7.3



8. Závěr

S využit́ım vážených konečných automat̊u a klasifikátor̊u byl vytvořen model

umožňuj́ıćı detekci kĺıčových slov vhodnou kombinaćı fonémových mř́ıžek s le-

xikálńımi realizacemi vyhledávaných sémantických entit.

Z výsledk̊u experiment̊u jasně vyplývá, že navržený algoritmus přináš́ı zlepšeńı

ve sledovaném parametru AUC oproti baseline pro oba typy klasifikátor̊u. Jedno-

značně se také potvrdila výhoda fonémových mř́ıžek oproti pouhé prvńı nejlepš́ı

hypotéze z nich.

Přestože nejlepš́ıho výsledku při dostatečném množstv́ı trénovaćıch dat bylo

dosaženo s klasifikátorem využ́ıvaj́ıćım extrémně znáhodněné stromy, na ome-

zených množinách trénovaćıch dat podával lepš́ı výsledky klasifikátor využ́ıvaj́ıćı

logistickou regresi. Doplněńı klasifikátoru s extrémně znáhodněnými stromy o

entity detekované př́ıstupem přesné shody vedlo ke zlepšeńı sledovaného parame-

tru AUC u menš́ıch množin trénovaćıch dat, nicméně stále nedosahoval hodnot

samotné logistické regrese.

Zaj́ımavých výsledk̊u bylo dosaženo u hledáńı velmi malé množiny

sémantických entit určuj́ıćıch typ vlak̊u. Zde je vidět, že i po natrénováńı kla-

sifikátoru na zcela jiné množině entit je možné nadále s vysokou úspěšnost́ı dete-

kovat.

Pro porovnáńı dodejme, že byl k dispozici i výsledek detekce nad prvńı nej-

lepš́ı hypotézu ze slovńıch mř́ıžek, který dosahoval AUC 0.785 nad sémantickými

entitami vlakových nádraž́ı a AUC 0.883 nad entitami typ̊u vlak̊u a navržený al-

goritmus dosáhl AUC 0.732, resp. 0.869. Je však třeba připomenout, že k tvorbě

slovńıch rozpoznávač̊u vyžadujeme jazykový model vytvořený z mnohem větš́ıho

množstv́ı dat, než které využ́ıváme u námi navržené metody.

8.1 Budoućı práce

Přestože už při vytvářeńı algoritmu byla snaha eliminovat operace zvyšuj́ıćı

pamět’ové a časové nároky na detekci (např. omezeńım počtu vložeńı a smazáńı

při určováńı editačńı vzdálenosti), stále je prostor pro daľśı optimalizaci imple-
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mentovaného algoritmu.

Časové nároky na detekci můžeme sńıžit paralelizaćı části algoritmu, nicméně

zde je třeba analyzovat př́ıpadná omezeńı jazyka Python a naj́ıt vhodné př́ıstupy

k paralelizaci. Jedńım z těchto př́ıstup̊u může být model MapReduce [8]. Ten-

to model využ́ıvá 2 fáźı - map a reduce, které prob́ıhaj́ı postupně na uzlech

výpočetńıch cluster̊u, přičemž v rámci každé fáze se poč́ıtá paralelně na v́ıce da-

tech (a opět v́ıce uzlech). Metoda map pak může provádět načteńı prohledávané

mř́ıžky a následně reduce provede kompozici s hledaným dotazem. V závěrečné

fázi dojde ke konsolidaci výsledk̊u.

Jako daľśı využit́ı implementovaného algoritmu je zapojeńı do stávaj́ıćıch

řešeńı indexace a vyhledáváńı v řečových archivech [22] a analýza jeho vlivu

na kvalitu vyhledáváńı nad fonémovými mř́ıžkami.
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s. 2825–2830.



LITERATURA 53

[19] Pereira, F. C. N.; Wright, R. N.: Finite-state approximation of phrase structu-

re grammars. IN Proceedings of the 29th annual meeting on Association for

Computational Linguistics ACL ’91, Berkeley: Association for Computatio-

nal Linguistics, 1991, s. 246–255, doi:10.3115/981344.981376.

[20] Psutka, J.; Müller, L.; Matoušek, J.; et al.: Mluv́ıme s poč́ıtačem česky. Pra-

ha: Academia, 2006, ISBN 80-200-1309-1, 752 s.

[21] Skantze, G.; Schlangen, D.: Incremental dialogue processing in a micro-

domain. Proceedings of the 12th Conference of the . . . , , č. April, 2009:
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