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...............................

vlastnoručńı podpis
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Anotace

Tato práce se zabývá analýzou a optimalizaćı metod rozpoznáváńı řeči z hlediska rych-

losti výpočtu a přesnosti rozpoznáváńı. Je použito rozpoznáváńı řeči využ́ıvaj́ıćı skrytých

Markovových model̊u. Optimalizace z hlediska času výpočtu je zaměřena na zrychleńı

výpočtu akustických pravděpodobnost́ı a dekódováńı jako celku. Druhá část práce se

zabývá analýzou a optimalizaćı rozpoznáváńı z hlediska jeho úspěšnosti. Rozpoznávány

byly promluvy sestávaj́ıćı z posloupnosti č́ıslovek. Je stanoven optimálńı počet stav̊u HMM

připadaj́ıćıch na každé slovo a zp̊usob normalizace dat a je zavedena penalizace slov. Dále

je źıskána referenčńı posloupnost stav̊u HMM a na jej́ım základě jsou hledány nejčastěji se

vyskytuj́ıćı záměny. Závěrem práce je zkoumán vliv zkresleńı dat na kvalitu rozpoznáváńı.

Kĺıčová slova

Rozpoznáváńı řeči, HMM, algoritmus forward-backward, Viterbi̊uv algoritmus, MFCC

Annotation

This thesis concerns the analysis and optimization methods of speech recognition in re-

gards to computation speed and accuracy of recognition. Speech recognition is done with

the use of Hidden Markov Models. Optimization in regards to computation time is targeted

at improving the speed of acoustic likelihood computation and decoding as a whole. The

second part of the thesis is concerning the analysis and optimization of speech recognition

in regards to accuracy. Sequences of digits from 0 to 9 were being recognized. The optimal

number of HMM states for each word and the approach to data normalization were deter-

mined and word penalization was applied. In the conclusion of the thesis, the influence of

noise on the quality of recognition is examined.
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1 Úvod 11
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3.4 Perceptivńı lineárńı prediktivńı analýza . . . . . . . . . . . . . . . . . . . . 18

4 Akustické a jazykové modelováńı 20
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5.2 Časově synchronńı Viterbiovo prohledáváńı . . . . . . . . . . . . . . . . . . 29
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6.1 Zrychleńı výpočtu akustických pravděpodobnost́ı . . . . . . . . . . . . . . 31
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1 Úvod

Problematika rozpoznáváńı řeči se zabývá převodem mluvené řeči na text. Rozpoznáváńı

řeči je využ́ıváno v řadě praktických aplikaćı, které zahrnuj́ı např́ıklad hlasové ovládáńı

stroj̊u, diktováńı textu, telefonńı aplikace nebo zpracováńı informaćı obsažených v řečových

nahrávkách či automatické titulkováńı.

Úspěšné rozpoznáváńı řeči je ovlivněno množstv́ım faktor̊u. Růzńı lidé maj́ı odlǐsné hlasy

a mohou stejná slova vyslovovat r̊uzným zp̊usobem. Lǐsit se může mimo jiné barva hlasu,

tempo řeči nebo př́ızvuk. Stejně tak i jeden konkrétńı řečńık může v r̊uzných situaćıch mı́t

odlǐsně zněj́ıćı hlas.

Daľśım faktorem, který komplikuje rozpoznáváńı řeči, je akustické pozad́ı nahrávek. Máme-

li k dispozici např́ıklad promluvu z jedoućıho automobilu nebo telefonńı nahrávku z rušného

prostřed́ı, je rozpoznáváńı vyřčených slov výrazně obt́ıžněǰśı.

Úspěšnost rozpoznáváńı řeči je rovněž významně ovlivněná typem zpracovávané promluvy.

Máme-li rozpoznávat pouze izolovaná slova, je úkol mnohem jednodušš́ı, než pokud se jedná

o diskrétńı diktát nebo dokonce souvislou řeč.

Při rozpoznáváńı řeči jsou d̊uležitá předevš́ım dvě kritéria: úspěšnost rozpoznáváńı a vyža-

dovaný čas. V mnoha situaćıch je nutné provádět rozpoznáváńı řeči v reálném čase. V ta-

kovém př́ıpadě rychlost výpočtu hraje velmi významnou roli. V př́ıpadě složitěǰśıch úloh,

zejména pokud se jedná o souvislou řečovou promluvu s velkým slovńıkem, je někdy nutné

zvolit vhodný kompromis mezi rychlost́ı a přesnost́ı rozpoznáváńı řeči.

1.1 Ćıle diplomové práce

Ćılem této práce je implementace vybraných metod automatického rozpoznáváńı řeči a je-

jich optimalizace s ohledem na co nejnižš́ı čas výpočtu. V pr̊uběhu zpracováńı práce byl

tento ćıl rozš́ı̌ren o analýzu nejen rychlosti, ale i úspěšnosti automatického rozpoznáváńı

řeči.
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2 Rozpoznáváńı řeči

Metody rozpoznáváńı řeči lze obecně rozdělit do dvou kategoríı: metody založené na prin-

cipu porovnáváńı se vzory, které využ́ıvaj́ı dynamické borceńı času (DTW, Dynamic Time

Warping), a statistické metody, které modeluj́ı slova nebo subslovńı jednotky pomoćı

skrytých Markovových model̊u (HMM, Hidden Markov Models).

V této práci je využ́ıván statistický př́ıstup k rozpoznáváńı.

2.1 Statistický př́ıstup k rozpoznáváńı řeči

Princip statistických metod je následuj́ıćı: Posloupnost př́ıznakových vektor̊u daného řečo-

vého signálu tvoř́ı akustickou informaci O = {o1o2 . . .T} a W = {w1w2 . . . wN} je po-

sloupnost N slov. Ćılem rozpoznáváńı je pak nalézt nejpravděpodobněǰśı posloupnost slov

pro danou akustickou informaci O, tedy posloupnost Ŵ , která maximalizuje podmı́něnou

pravděpodobnost P (W |O).

Tento požadavek lze dále upravit, využijeme-li Bayesova pravidla a zanedbáme-li pravděpo-

dobnost P (O), která nezáviśı na W :

Ŵ = argmax
W

P (W )P (O|W ) (2.1)

Podmı́něná pravděpodobnost P (O|W ) představuje informaci o akustickém modelu, zat́ımco

P (W ) nese informaci o jazykovém modelu. Samotné rozpoznáváńı řeči lze pak rozdělit na

čtyři základńı úlohy:

1. Parametrizace řečového signálu - určeńı posloupnosti př́ıznakových vektor̊u O.

2. Akustické modelováńı - vytvořeńı modelu pro výpočet podmı́něné pravděpodobnosti

P (O|W )

3. Jazykové modelováńı - vytvořeńı modelu pro výpočet pravděpodobnosti P (W )

4. Dekódováńı - určeńı nejpravděpodobněǰśı posloupnosti slov W

12



Jednotlivé úlohy jsou bĺıže popsány v následuj́ıćıch kapitolách.

Obrázek 2.1: Blokové schéma systému rozpoznáváńı řeči [8]
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3 Parametrizace řečového signálu

3.1 Význam parametrizace

Parametrizace řečového signálu představuje transformaci řečové nahrávky na soubor př́ız-

nakových vektor̊u, charakterizuj́ıćıch hlavńı vlastnosti signálu a s jejichž pomoćı lze provést

rozpoznáńı řeči.

Jedńım z hlavńıch d̊uvod̊u parametrizace je odstraněńı nadbytečné informace. Snaž́ıme

se źıskat př́ıznaky, které co nejlépe reprezentuj́ı daný signál při relativně malé velikosti

výsledných dat.

Při parametrizaci je rovněž nutné co nejlépe eliminovat zkresleńı šumem na pozad́ı a daľśı

okolnosti, které mohou zp̊usobit rozd́ıl mezi promluvami stejných slov. Výsledné vektory

by pak měly být dostatečně
”
podobné“, aby bylo možné určit, že se jedná o stejná slova.

3.2 Metody krátkodobé analýzy

Metody krátkodobé analýzy vycházej́ı z předpokladu, že vlastnosti řečového signálu se

v pr̊uběhu času měńı pomalu. Toto plyne ze zp̊usobu fungováńı hlasového traktu člověka.

Proto lze rozdělovat řečový signál na krátké úseky a ty zpracovávat jako oddělené krátké

zvuky. Tyto mikrosegmenty maj́ı obvykle délku 10 ms. Vstupem bývaj́ı většinou data

źıskaná digitalizaćı signálu, výsledkem analýzy jsou pak soubory č́ısel, popisuj́ıćı jednotlivé

mikrosegmenty. [8]

Mezi nejpouž́ıvaněǰśı metody patř́ı metoda melovských kepstrálńıch koeficient̊u (MFCC)

a perceptivńı lineárńı prediktivńı analýza (PLP).
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3.3 Metoda melovských kepstrálńıch koeficient̊u

3.3.1 Preemfáze

Preemfáze se provád́ı před vlastńım zpracováńım řečového signálu. V mluvené řeči docháźı

k poklesu amplitud spektrálńıch složek řečového signálu na vyšš́ıch frekvenćıch. Toto

se proto při preemfázi kompenzuje naopak zd̊urazňováńım těchto amplitud, a to dvěma

zp̊usoby:

a) analogovým filtrem

b) č́ıslicovým filtrem podle vzorce:

y(n) = x(n)− ax(n− 1), (3.1)

kde x(n) je n-tý vstupńı vzorek, y(n) n-tý výstup filtru a parametr a je obvykle hodnota

z rozmeźı 0,9 až 1. [8]

3.3.2 Hammingovo okénko

Metody krátkodobé analýzy lze obvykle vyjádřit vztahem:

Qn =
∞∑

k=−∞

τ(s(k))w(n− k), (3.2)

kde Qn je krátkodobá charakteristika, s(k) vzorek akustického signálu, τ(.) transformačńı

funkce a w(n) je tzv. okénko - váhová posloupnost, kterou se váž́ı vzorky s(k). Okénko slouž́ı

k výběru př́ıslušných vzork̊u signálu a přiděleńı jim určité váhy při zpracováńı signálu.

Zat́ımco pravoúhlé okénko přǐrazuje všem vybraným vzork̊um stejnou váhu, Hammingovo

okénko slouž́ı k potlačeńı vzork̊u na okraj́ıch č́ımž se odstrańı nespojitosti a vyhlad́ı pr̊uběh

spektra.

Pro Hammingovo okénko plat́ı vztah:

w(n) =

0, 54− 0, 46cos(2πn/(L− 1)) pro 0 ≤ n ≤ L− 1,

0 pro ostatńı n,
(3.3)
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kde L je počet vzork̊u vybraných okénkem. Okénko se aplikuje na mikrosegmenty, které

obvykle představuj́ı na sebe navazuj́ıćı úseky řečových vzork̊u o délce nejčastěji 10ms.

3.3.3 Popis metody MFCC

Metoda melovských kepstrálńıch koeficient̊u (Mel Frequency Cepstral Coefficients) vycháźı

ze zp̊usobu jakým řeč vńımá člověk. Změny ve výšce zvuku nejsou člověkem vńımány

lineárně, ale sṕı̌se logaritmicky, a vyskytuj́ı se tzv. kritická pásma slyšeńı, představuj́ıćı

frekvenčńı oblasti, kde docháźı k maskováńı zvuku.

MFCC slouž́ı zejména ke kompenzaci nelineárńıho vńımáńı frekvenćı. Využ́ıvá se banka

trojúhelńıkových pásmových filtr̊u s lineárńım rozložeńım frekvenćı v melovské frekvenčńı

ose, viz obrázek 3.1.
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Obrázek 3.1: Banka trojúhelńıkových filtr̊u v melovské a p̊uvodńı škále

Transformace mezi standardńı a melovskou frekvenčńı osou je definovaná vztahem:

fm = 2595 log10(1 +
f

700
), (3.4)

kde f [Hz] je frekvence v lineárńı škále a fm[mel] je odpov́ıdaj́ıćı frekvence v nelineárńı

melovské škále.[8]

Počet pásem M∗ je volen v závislosti na umı́stěńı a počtu kritických pásem, velikosti

vzorkovaćı frekvence Fv[Hz] a celkové š́ı̌rce přenášeného pásma Bw[Hz], resp. Bmw[mel].
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Zpracováńı řečového signálu prob́ıhá v několika kroćıch. Nejprve je provedena preemfáze

a poté je na mikrosegmenty o délce zpravidla 10-30 ms aplikováno Hammingovo okénko.

Následně je pomoćı Fourierovy transformace proveden převod z časové do frekvenčńı ob-

lasti, po čemž následuje výpočet amplitudového, př́ıpadně výkonového spektra (|S(f)|,
|S(f)|2) analyzovaného signálu.

Nejd̊uležitěǰśım krokem pak je melovská filtrace. Jsou aplikovány trojúhelńıkové pásmové

filtry, popsané vztahem:

u(f, i) =


f − bi−1

bi − bi−1

pro bi−1 ≤ f < bi,

f − bi+1

bi − bi+1

pro bi ≤ f < bi+1,

0 jinak,

(3.5)

kde u(f, i) je hodnota filtru a bm,i jsou středńı frekvence jednotlivých filtr̊u.

Pro tyto středńı frekvence plat́ı v melovské škále vztah

bm,i = bm,i−1 + ∆m, kde bm,0 = 0, i = 1, 2, ...,M∗, ∆m =
Bmw

(M∗ + 1)
. (3.6)

Předposledńım krokem je výpočet logaritmu výstup̊u ym(i) jednotlivých filtr̊u. T́ımto se

źıská př́ıznak, který mimo jiné vhodně omeźı dynamiku signálu. Nakonec se provede zpětná

diskrétńı Fourierova transformace (IDFT). Jelikož výkonové spektrum je reálné a symet-

rické, lze IDFT redukovat na diskrétńı kosinovou transformaci (DCT).

cm(j) =
M∗∑
i=1

log ym(i) cos

[
πj

M∗ (i− 0, 5)

]
, j = 0, 1, . . . ,M, (3.7)

kde {cm(j)}Mj=1 jsou výsledné melovské kepstrálńı koeficienty a jejich počet M obvykle bývá

volen podstatně menš́ı než počet pásem filtru M∗.

3.3.4 Delta a delta-delta koeficienty

Dynamické koeficienty delta ∆cm a delta-delta (akceleračńı) ∆2cm vyjadřuj́ı dynamiku

časové změny vektor̊u př́ıznak̊u. Pro jednotlivé mikrosegmenty se určuj́ı lineárńı regreśı
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[∆Θc(j)]n =

Θ∑
κ=0

κ{[c(j)]n+κ − [c(j)]n−κ}

2
Θ∑
κ=1

κ2

, (3.8)

kde [∆Θc(j)]n jsou delta koeficienty pro n-tý mikrosegment a Θ je odpov́ıdaj́ıćı řád regrese.

Výsledný vektor př́ıznak̊u pro každý mikrosegment je pak složen z melovských kepstrálńıch

koeficient̊u, delta a delta-delta koeficient̊u.

3.4 Perceptivńı lineárńı prediktivńı analýza

Perceptivńı lineárńı prediktivńı analýza (PLP) představuje druhou z často použ́ıvaných

metod parametrizace řečového signálu. Podobně jako metoda MFCC bere v úvahu zp̊usob

vńımáńı r̊uzných frekvenčńıch složek signálu člověkem. Kombinuje přitom tři složky z psy-

chofyziky slyšeńı: kritické pásmo spektrálńı citlivosti, křivky stejné hlasitosti a vztah vy-

jadřuj́ıćı závislost mezi intenzitou zvuku a jeho vńımanou hlasitost́ı. Sluchové spektrum je

pak aproximováno autoregresivńım celopólovým modelem.

PLP analýza sestává z následuj́ıćıch krok̊u [4]:

• Spektrálńı analýza

Nejprve je provedena segmentace řečového signálu a každý segment je vážen Ham-

mingovým okénkem (3.3.2). Poté je vypočteno výkonové spektrum signálu:

P (ω) = Re[S(ω)]2 + Im[S(ω)]2 (3.9)

• Kritická pásma spektrálńı citlivosti

Logaritmické vńımáńı změn ve výšce zvuku člověkem je modelováno pomoćı ne-

lineárńı transformace p̊uvodńı osy frekvenćı ω [rad/s] na osu frekvenćı Ω(ω) měřenou

v jednotce bark, podle vztahu

Ω(ω) = 6 ln

(
ω

1200π
+

√( ω

1200π

)2

+ 1

)
, (3.10)
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kde ω = 2πf [rad/s] a Ω(ω) [bark]. Kritická pásma slyšeńı jsou pak simulována

pomoćı maskuj́ıćıch křivek, konstruovaných podle vztah̊u

Ψ(Ω) =



0 pro Ω < −1, 3

102,5(Ω+0,5) pro − 1, 3 ≤ Ω ≤ −0, 5

1 pro − 05 < Ω < 0, 5

10(0,5−Ω) pro 0, 5 ≤ Ω ≤ 2, 5

0 pro Ω ≥ 2, 5

(3.11)

Následně je provedena konvoluce funkce Ψ(Ω) s výkonovým spektrem P (Ω)

Θ(Ωi) =

2,5∑
Ω=−1,3

P (Ω− Ωi)Ψ(Ω) (3.12)

• Přizp̊usobeńı kritických pásmových filtr̊u křivkám stejné hlasitosti

Daľśım krokem PLP analýzy je preemfáze vzork̊u Θ[Ω(ω)] křivkou stejné hlasitosti

Ξ[Ω(ω)] = E(ω)Θ[Ω(ω)] (3.13)

Křivky stejné hlasitosti E(ω) aproximuj́ı rozd́ılnou citlivost lidského sluchu pro r̊uzné

frekvence zvuku. Jejich přesná podoba záviśı na zvolené hladině hlasitosti.

• Uplatněńı vztahu vyjadřuj́ıćıho závislost mezi intenzitou zvuku a vńımanou hlasitost́ı

Pro simulaci nelineárńıho vztahu mezi intenzitou zvuku a vńımanou hlasitost́ı je na

hodnoty Ξ(Ω) provedena operace třet́ı odmocniny. Tato operace zároveň snižuje am-

plitudovou proměnlivost kritických pásmových filtr̊u, což umožňuje provést následné

celopólové modelováńı s relativně ńızkým řádem modelu.

Φ(Ω) = 3
√

Ξ(Ω) (3.14)

• Aproximace spektrem celopólového modelu

Posledńım stádiem PLP analýzy je aproximace Φ(Ω) spektrem celopólového modelu.
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4 Akustické a jazykové modelováńı

4.1 Akustické modelováńı

Pro rozpoznáváńı řeči se velmi často použ́ıvaj́ı skryté Markovovy modely (Hidden Markov

Model, HMM). Tento př́ıstup vycháźı z myšlenky, že při vytvářeńı řeči člověkem je hlasové

ústroj́ı v pr̊uběhu krátkého časového intervalu ve stejném, neměnném stavu. Přitom je j́ım

vytvářen zvukový signál, který lze popsat pomoćı vektoru př́ıznak̊u.

Posloupnost př́ıznakových vektor̊u všech mikrosegment̊u daného řečového signálu tvoř́ı

akustickou informaciO. Úkolem akustického modelu potom je poskytnout co nejlepš́ı odhad

podmı́něné pravděpodobnosti P (O|W ) pro libovolnou posloupnost slov W .

4.1.1 Struktura skrytých Markovových model̊u

Skrytý Markov̊uv model je model stochastického procesu s neznámými stavy generuj́ıćımi

posloupnost pozorováńı. Model v každém časovém kroku měńı sv̊uj stav na základě pravdě-

podobnost́ı aij přechodu ze stavu si do stavu sj. Jednotlivé stavy generuj́ı vektory pozo-

rováńı ot podle rozděleńı výstupńı pravděpodobnosti bj(ot).

Pro modelováńı řeči jsou použ́ıvány zejména tzv. levo-pravé Markovovy modely. U těchto

model̊u proces zač́ıná v počátečńım stavu modelu, a v každém daľśım časovém okamžiku

model setrvá ve stejném stavu nebo přejde do stavu s vyšš́ım indexem. Po ukončeńı procesu

se model nacháźı v koncovém stavu. Př́ıklad levo-pravého skrytého Markovova modelu je

ukázán na obrázku 4.1. Prvńı a posledńı stav znázorněného modelu jsou tzv. neemituj́ıćı

stavy - stavy, které negeneruj́ı žádná pozorováńı. Zbylé stavy jsou emituj́ıćı.

Funkce bj popisuje rozděleńı pravděpodobnosti pozorováńı ot produkovaného ve stavu sj

v čase t. Pro pozorováńı, nabývaj́ıćı spojitých hodnot, představuje funkce bj(ot) hustotu

pravděpodobnosti jevu, že stav sj v čase t generuje pozorováńı ot.

Jedńım z nejčastěji využ́ıvaných rozděleńı pravděpodobnosti je spojité rozděleńı se směśı

Gaussových hustotńıch funkćı. Výstupńı hustota pravděpodobnosti je poté tvořena váženým

součtem určitého počtu normálńıch hustot pravděpodobnosti daných středńımi hodnotami
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a kovariančńımi maticemi.

Hustotńı funkce bj je při použit́ı směsi normálńıch funkćı vyjádřena následuj́ıćım vztahem:

bj(ot) =
M∑
m=1

cjmN(ot;µjm, Cjm), (4.1)

N(ot;µjm, Cjm) =
1√

(2π)n|Cjm|
exp(−1

2
(ot − µjm)TC−1

jm(ot − µjm)), (4.2)

kde M je počet složek hustotńı směsi, n je dimenze vektoru pozorováńı ot, cjm představuje

váhu m-té složky j-tého stavu, N(ot;µjm, Cjm) je normálńı rozděleńı se středńı hodnotou

µjm a kovariančńı matićı Cjm.

Hustotńı funkce bj je obecně tvořena směśı M normálńıch rozděleńı, s plnou kovariančńı

matićı. Model použitý v rámci diplomové práce však pro zjednodušeńı obsahoval pouze

jednoduché normálńı rozděleńı (M = 1) a kovariančńı matice byla diagonálńı.

Obrázek 4.1: Skrytý Markov̊uv model s pěti stavy (převzato z [1])

4.1.2 Pravděpodobnost generováńı promluvy modelem

Úkolem akustického modelu potom je poskytnout co nejlepš́ı odhad podmı́něné pravděpo-

dobnosti P (O|W ) pro libovolnou posloupnost slov W a posloupnost vektor̊u př́ıznak̊u
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O. Jestliže posloupnost W je modelována odpov́ıdaj́ıćım skrytým Markovovým mode-

lem λ, pak podmı́něnou pravděpodobnost P (O|W ) lze nahradit výpočtem podmı́něné

pravděpodobnosti P (O|λ). Jelikož posloupnost stav̊u S = {s(0), s(1), . . . , s(T + 1)} je

skrytá, podmı́něnou pravděpodobnost P (O|λ) je nutné vypoč́ıtat jako součet pravděpodob-

nost́ı pro všechny možné posloupnosti stav̊u S.

Plat́ı tedy

P (O|λ) =
∑
S

P (O, S|λ) =
∑
S

P (O|S, λ)P (S|λ) =
∑
S

as(0)s(1)

T∏
t=1

bs(t)(ot)as(t)s(t+1). (4.3)

Vzhledem k obrovskému množstv́ı vyžadovaných operaćı př́ımý výpočet P (O|λ) podle

uvedeného vztahu neńı použ́ıván. Pro efektivněǰśı výpočet proto slouž́ı algoritmus forward-

backward, popsaný v části 4.1.3, který značně snižuje vyžadovaný počet operaćı násobeńı.

Daľśı možnou alternativou je rovněž aproximace výpočtu podmı́něné pravděpodobnosti

P (O|λ) pravděpodobnost́ı PS(O|λ) nejpravděpodobněǰśı posloupnosti stav̊u, kterou projde

posloupnost O modelem λ. Tuto posloupnost a pravděpodobnost PS(O|λ) lze určit pomoćı

Viterbiova algoritmu, který je popsán v části 4.1.4.

4.1.3 Algoritmus forward-backward

Algoritmus forward-backward je iteračńı algoritmus slouž́ıćı k výpočtu podmı́něné pravdě-

podobnosti P (O|λ) během dvou pr̊uchod̊u.

Během pr̊uchodu odpředu poč́ıtáme sdruženou pravděpodobnost αj(t) pozorováńı prvńıch t

řečových vektor̊u {o1o2 . . . ot} a jevu, že proces se nacháźı v čase t ve stavu sj, za podmı́nky

modelu λ.

αj(t) = P (o1o2 . . . ot, s(t) = sj|λ) (4.4)

Během pr̊uchodu odzadu poč́ıtáme podmı́něnou pravděpodobnost βj(t) pozorováńı po-

sledńıch T − t řečových vektor̊u {ot+1ot+2 . . . oT} za podmı́nky, že model λ se nacháźı

v čase t ve stavu sj.

βj(t) = P (ot+1ot+2 . . . oT |s(t) = sj, λ) (4.5)

22



Výpočet prob́ıhá podle následuj́ıćıch vztah̊u:

Výpočet odpředu:

α1(1) = 1 (4.6)

αj(1) = a1jb(ot) pro 1 < j < N (4.7)

αj(t) =

[
N−1∑
i=2

αi(t− 1)aij

]
bj(ot) pro 1 < j < N, t = 2, 3, . . . , T (4.8)

Výpočet odzadu:

βi(T ) = aiN pro 1 < i < N (4.9)

βi(t) =
N−1∑
j=2

aijbj(ot+1)βj(t+ 1) pro 1 < i < N, t = T − 1, . . . , 1 (4.10)

Pro výslednou pravděpodobnost poté plat́ı

P (O|λ) =
N−1∑
i=2

αi(t)βi(t). (4.11)

Jelikož algoritmus vede k operaćım s velmi malými hodnotami, u kterých hroźı podtečeńı,

ve výpočtu jsou obvykle použity logaritmy pravděpodobnost́ı a operace násobeńı jsou poté

nahrazeny součty. Rovněž lze v pr̊uběhu výpočtu provádět normalizaci źıskaných hodnot,

což zejména v př́ıpadě dlouhých nahrávek také zvyšuje numerickou stabilitu výpočtu.

Kromě požadované podmı́něné pravděpodobnosti P (O|λ) lze pomoćı algoritmu forward-

backward źıskat rovněž nejpravděpodobněǰśı posloupnost stav̊u, kterou posloupnost O pro-

jde modelem λ. Tu źıskáme pomoćı matice Γ, jej́ıž prvky γi(t) představuj́ı pravděpodob-

nosti, že model se v čase t nacháźı ve stavu si, za podmı́nky modelu λ a generováńı po-

sloupnosti pozorováńı O, a plat́ı pro ně vztah

γi(t) = P (s(t) = si|O, λ) =
αi(t)βi(t)∑N−1
i=2 αi(t)βi(t)

. (4.12)

Maximalizaćı hodnot γi(t) přes všechny stavy si poté nalezneme nejpravděpodobněǰśı po-

sloupnost stav̊u.
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4.1.4 Viterbi̊uv algoritmus

Viterbi̊uv algoritmus slouž́ı k nalezeńı nejpravděpodobněǰśı posloupnosti skrytých stav̊u.

Výpočet se skládá ze dvou část́ı, dopředného a zpětného běhu.

Činnost algoritmu lze přirovnat k hledáńı cesty s nejlepš́ı cenou v ohodnoceném grafu.

Během dopředného běhu algoritmus sleduje v každém časovém kroku t nejpravděpodobněǰśı

posloupnost stav̊u, kterou se lze během prvńıch t časových okamžik̊u dostat z počátečńıho

stavu do každého ze stav̊u. Přitom je pamatována nejvyšš́ı pravděpodobnost, jaké bylo

v aktuálńım čase v každém stavu dosaženo, a dále je pro každou dvojici stav̊u a čas̊u

pamatován stav modelu v předchoźım časovém okamžiku. Tato informace je poté využita

při zpětném trasováńı pro nalezeńı nejlepš́ı cesty.

ϕj(t) = max
s(1),...,s(t−1)

P (o1 . . . ot, s(1), s(2), . . . , s(t) = sj|λ) (4.13)

Algoritmus sestává z následuj́ıćıch krok̊u, kde ϕj(t) znač́ı pravděpodobnost maximálně

pravděpodobné posloupnosti stav̊u s(1), s(2), . . . , s(t) = sj v každém časovém kroku t pro

každý stav sj a proměnná ψj(t) představuje informaci o tom, ze kterého stavu s(t− 1) se

lze v čase t dostat do sj s nejvyšš́ı výslednou pravděpodobnost́ı:

1. Inicializace

ϕj(1) = a1jbj(o1) pro j = 2, . . . , N − 1 (4.14)

ψj(1) = 0 (4.15)

2. Rekurze pro t = 2, 3, . . . , T a j = 2, . . . , N − 1

ϕj(t) =

{
max

i=2,...,N−1
[ϕi(t− 1)aij]

}
bj(ot) (4.16)

ψj(t) = argmax
i=2,...,N−1

[ϕi(t− 1)aij] (4.17)

3. Výsledná pravděpodobnost a index maximálně pravděpodobného stavu v čase T

PS(O|λ) = max
i=2,...,N−1

[ϕi(T )aiN ] (4.18)
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i∗T = argmax
i=2,...,N−1

[ϕi(T )aiN ] (4.19)

Posloupnost stav̊u lze určit zpětným trasováńım podle vztahu

i∗t = ψi∗t+1
(t+ 1). (4.20)

Vzhledem k riziku podtečeńı hodnot jsou podobně jako u algoritmu forward-backward při

výpočtu obvykle použ́ıvány logaritmy pravděpodobnost́ı, př́ıpadně v kombinaci s pr̊uběžnou

normalizaćı źıskávaných logaritmů pravděpodobnost́ı.

Trénováńı akustického modelu bylo prováděno pomoćı algoritmu forward-backward, Vi-

terbi̊uv algoritmus byl však přesto v rámci práce využit ve dvou podobách. Ve tvaru,

který je popsán zde, byl tento algoritmus aplikován při vyhodnocováńı výsledk̊u za účelem

zjǐstěńı konkrétńı posloupnosti stav̊u, odpov́ıdaj́ıćı referenčńımu přepisu promluv z testo-

vaćı množiny. Vedle tohoto Viterbi̊uv algoritmus po určitých změnách sloužil rovněž ve fázi

dekódováńı pro nalezeńı výsledné posloupnosti slov vyřčených v nahrávkách.

4.1.5 Trénováńı parametr̊u skrytého Markovova modelu

Parametry skrytého Markovova modelu źıskáme jejich natrénováńım na množině trénova-

ćıch dat. K tomuto účelu se nejčastěji použ́ıvá metoda maximálńı věrohodnosti (Maximum

Likelihood, ML).

Ćılem je nalézt takové parametry modelu λ, které pro daný soubor E trénovaćıch promluv

{Oe}Ee=1 maximalizuj́ı věrohodnostńı funkci F (O1, O2, . . . , OE|λ), definovanou

F (O1, O2, . . . , OE|λ) =
E∏
e=1

P (Oe|λ). (4.21)

Často se pracuje s logaritmem věrohodnostńı funkce, hledáme pak tedy parametry λ̂,

splňuj́ıćı vztah

λ̂ = argmax
λ

E∑
e=1

logP (Oe|λ). (4.22)

Pro nalezeńı parametr̊u λ̂ bývá využ́ıván Baum-Welch̊uv reestimačńı algoritmus, který
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představuje variantu algoritmu EM (Expectation-Maximization, popis a odvozeńı lze nalézt

např́ıklad v [8]), určenou speciálně pro odhadováńı parametr̊u skrytých Markovových mo-

del̊u. Jedná se o iterativńı algoritmus, upravuj́ıćı parametry HMM tak, aby co nejlépe

odpov́ıdaly pozorované posloupnosti př́ıznakových vektor̊u O.

Trénovaćı cyklus sestává z těchto krok̊u:

1. Zvoĺıme počátečńı odhady parametr̊u µjm, Cjm

2. Pomoćı algoritmu forward-backward vypoč́ıtáme pro každou trénovaćı promluvu e

hodnoty P (Oe|λ), γej (t) a γejm(t)

P (Oe|λ) =
N−1∑
j=2

αej(t)β
e
j (t) (4.23)

γej (t) =
αej(t)β

e
j (t)

P (Oe|λ)
(4.24)

γejm(t) =


1

P (Oe|λ)
a1jcjmbjm(oet )β

e
j (t) pro t = 1,

1

P (Oe|λ)

N−1∑
i=2

αei (t− 1)aijcjmbjm(oet )β
e
j (t) pro t ≥ 1

(4.25)

3. Na základě hodnot źıskaných v kroku 2 vypoč́ıtáme hodnoty parametr̊u

µ̄jm =

E∑
e=1

Te∑
t=1

γejm(t)oet

E∑
e=1

Te∑
t=1

γejm(t)

(4.26)

C̄jm =

E∑
e=1

Te∑
t=1

γejm(t)(oet − µ̄jm)(oet − µ̄jm)T

E∑
e=1

Te∑
t=1

γejm(t)

(4.27)

4. Pokud se hodnoty parametr̊u změnily, provedeme návrat do kroku 2. V opačném

př́ıpadě trénováńı konč́ı.
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4.2 Jazykové modelováńı

Jazykový model slouž́ı pro odhadováńı pravděpodobnosti P (W ) pro libovolnou posloupnost

slov W . Vycháźı při tom ze zákonitost́ı daného jazyka, a to zejména jeho slovńıku a pravidel

řetězeńı slov do vět.

Stochastické jazykové modely určuj́ı pravděpodobnost P (W ) podle vztahu

P (W ) = P (w1w2 . . . wN) =
N∏
n=1

P (wn|w1 . . . wn−1). (4.28)

Mezi hlavńı typy stochastických jazykových model̊u patř́ı n-gramové modely. Ty vyjadřuj́ı

pravděpodobnost výskytu každého slova v promluvě v závislosti na pouze n−1 předchoźıch

slovech. Nejčastěǰśımi variantami jsou trigramové (n = 3), bigramové (n = 2) a unigramové

(n = 1) modely. Zerogramové modely (n = 0) představuj́ı speciálńı př́ıpad unigramových,

u kterých pravděpodobnosti všech slov jsou shodné [3]:

trigramový model: P (wn|w1 . . . wn−1) = P (wn|wn−2, wn−1)

bigramový model: P (wn|w1 . . . wn−1) = P (wn|wn−1)

unigramový model: P (wn|w1 . . . wn−1) = P (wn)

zerogramový model: P (wn|w1 . . . wn−1) = 1
V

Hodnota V zde představuje celkový počet slov slovńıku.

Konstrukce vhodného jazykového modelu může být velmi obt́ıžnou záležitost́ı, zejména

pokud je rozpoznávána souvislá řeč, pro potřeby úlohy zpracovávané v rámci diplomové

práce však postačoval velmi jednoduchý model. Ten je schematicky znázorněn na obr. 7.1.

Pro rozpoznáváńı řeči je rovněž nutné nastavit parametr váhy jazykového modelu. Po-

kud má jazykový model př́ılǐs velkou váhu, výsledný dekodér se ř́ıd́ı v́ıce očekáváńımi

založenými na předchoźıch rozpoznaných slovech, než skutečně vyslovenou promluvou. Na-

opak pokud má výrazně vyšš́ı váhu akustický model, dekodér zvoĺı slovo, které tento model

urč́ı k vyslovenému jako nejpodobněǰśı, bez ohledu na jeho vhodnost v daném kontextu.

[10]
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5 Dekódováńı

Posledńım stádiem úlohy rozpoznáńı řeči, po vytvořeńı akustického a jazykového modelu,

je dekódováńı, neboli určeńı nejpravděpodobněǰśı posloupnosti slov W odpov́ıdaj́ıćı po-

sloupnosti pozorováńı O. K tomuto účelu se využij́ı pravděpodobnosti P (O|W ) a P (W ).

Podmı́něnou pravděpodobnost P (O|W ) lze źıskat pomoćı akustického modelu, pravděpo-

dobnost P (W ) pak pomoćı modelu jazykového, pokud je použit.

Účelem dekodéru pak je pro posloupnost př́ıznakových vektor̊u O = {o1o2 . . . oT} promluvy

nalézt takovou posloupnost slov, pro kterou součin těchto dvou pravděpodobnost́ı nabývá

maximálńı hodnoty. Hledáme tedy posloupnost slov Ŵ = w1w2 . . . wM , pro kterou plat́ı

Ŵ = argmax
W

P (W )P (O|W ). (5.1)

5.1 Definice úlohy dekódováńı

Úlohu dekódováńı lze definovat na základě dvou r̊uzných kritéríı, a to kritéria MAP (ma-

ximálńı aposteriorńı pravděpodobnosti) a podle Viterbiova kritéria. [8]

Dle kritéria MAP je úloha dekódováńı definovaná jako hledáńı posloupnosti slov Ŵ , která

vyhovuje vztahu

Ŵ = argmax
W

{
P (W )

∑
S∈ΦW

P (O|W )P (S|W )

}
, (5.2)

kde ΦW znač́ı množinu všech stavových posloupnost́ı S reprezentuj́ıćıch konkrétńı posloup-

nost slov W .

Viterbiovo kritérium pak předchoźı vztah zjednodušuje omezeńım se pouze na nejpravděpo-

dobněǰśı posloupnost stav̊u, tedy

Ŵ = argmax
W

{
P (W ) max

S
P (O|W )P (S|W )

}
. (5.3)
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5.2 Časově synchronńı Viterbiovo prohledáváńı

Jednou z možnost́ı dekódováńı je časově synchronńı prohledáváńı stavového prostoru po-

moćı Viterbiova algoritmu.

Pro dekódováńı je využ́ıvána tzv. rozpoznávaćı mř́ıžka (recognition trellis). Ta představuje

graf, jehož uzly jsou tvořeny jednotlivými stavy v konkrétńıch časových okamžićıch. Hrany

pak představuj́ı přechod modelu z jednoho stavu do daľśıho v následuj́ıćım čase. Pro každou

možnou posloupnost stav̊u existuje právě jedna cesta grafem.[2]

Jestliže jednotlivé hrany grafu jsou ohodnoceny zápornými logaritmy pravděpodobnost́ı,

poté úloha dekódováńı ve své podstatě představuje pouhý problém hledáńı cesty s nejmenš́ı

cenou v ohodnoceném orientovaném grafu.

1. Inicializace

Φj(1) =

− log bj(o1) pro j = 2

− log(0) =∞ pro j = 3, . . . , N − 1
(5.4)

2. Rekurze pro t = 2, . . . , T , j = 2, . . . , N − 1

Φj(t) =
N−1

min
i=2

(Φi(t− 1)− log aij)− log bj(ot) (5.5)

Ψj(t) =
N−1

argmin
i=2

(Φi(t− 1)− log aij)− log bj(ot) (5.6)

3. Výsledek

− logP (O|w) = ΦN−1(T ), (5.7)

ΨN−1(T ) = N − 1, (5.8)

T je počet vektor̊u pozorováńı, N je počet stav̊u, aij vyjadřuje pravděpodobnost přechodu

ze stavu si do stavu sj, bj(ot) je výstupńı pravděpodobnost pozorováńı ot ve stavu sj.

Funkce Φj(t) představuje kumulativńı ohodnoceńı uzlu sj(t) a funkce Ψj(t) obsahuje index

stavu předcházej́ıćıho stavu sj pro čas t. [8]

Nejpravděpodobněǰśı posloupnost stav̊u źıskáme zpětným trasováńım pomoćı funkce Ψ.

Popsaný algoritmus slouž́ı pro hledáńı cesty pro jedno slovo, nebo pro pevně danou po-

sloupnost slov. Toho bylo využito při zjǐst’ováńı
”
správné“ posloupnosti stav̊u s využit́ım
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referenčńıho přepisu promluv. Pro rozpoznáváńı neznámé posloupnosti slov byl výpočet

mı́rně upraven. Množina stav̊u zahrnovala stavy všech slov a hrany grafu byly rozš́ı̌reny

o přechody ze stavu reprezentuj́ıćıho ticho do prvńıho stavu každého slova a z posledńıch

stav̊u slov opět do ticha. To umožňovalo rozpoznáváńı všech posloupnost́ı slov vyhovuj́ıćıch

použitému jazykovému modelu (obr. 7.1).
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6 Optimalizace úlohy rozpoznáváńı

řeči z hlediska času výpočtu

Rozpoznáváńı řeči představuje z hlediska výpočetńıho času poměrně náročnou úlohu. Nej-

náročněǰśı část přitom představuje dekódováńı a zejména výpočet akustických pravděpo-

dobnost́ı se významným d́ılem pod́ıĺı na celkovém čase výpočtu.

6.1 Zrychleńı výpočtu akustických pravděpodobnost́ı

6.1.1 Převod výpočtu na kombinaci dvou jednodušš́ıch operaćı

Výpočet akustických pravděpodobnost́ı představuje jednu z časově nejnáročněǰśıch část́ı

úlohy rozpoznáváńı řeči. Jestliže však má použitý HMM diagonálńı kovariančńı matice,

lze tento výpočet zjednodušit. Jeden z možných př́ıstup̊u představuje výpočet akustické

pravděpodobnosti pomoćı kombinace dvou jednodušš́ıch a snáze optimalizovatelných ope-

raćı, a to násobeńı matic a funkce addLog, definované

addLog(x1, x2) = ln(ex1 + ex2). (6.1)

Postup odvozeńı je následuj́ıćı [7]:

Akustická pravděpobnost bj(ot) generováńı př́ıznakového vektoru ot stavem sj je definovaná

již dř́ıve uvedeným vztahem

bj(ot) =
M∑
m=1

cjm
1√

(2π)n|Cjm|
exp(−1

2
(ot − µjm)TC−1

jm(ot − µjm)), (6.2)

kde cjm je váha m-té složky gaussovské směsi, µjm znač́ı středńı hodnotu, Cjm kovariančńı

matici a n je počet dimenźı př́ıznakových vektor̊u.

Pro každou ze složek gaussovské směsi pak lze logaritmus pravděpodobnosti vypoč́ıtat
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podle vztahu

ln bjm(ot) = ln cjm −
1

2
ln((2π)n|Cjm|)−

1

2
µTjmC

−1
jmµjm + µTjmC

−1
jmot −

1

2
oTt C

−1
jmot, (6.3)

Prvńı tři členy nezávisej́ı na ot, lze je tedy pro model vypoč́ıtat předem. Označ́ıme je jako

hjm.

hjm = ln cjm −
1

2
ln((2π)n|Cjm|)−

1

2
µTjmC

−1
jmµjm (6.4)

Pro daľśı dva členy je zavedena substituce

Ujm = µTjmC
−1
jm (6.5)

Vjm = diag(−1

2
C−1
jm), (6.6)

kde Cjm je diagonálńı kovariančńı matice, jej́ıž prvky na diagonále jsou {σ11, . . . , σnn}.
Potom logaritmus pravděpodobnosti bj(ot) lze vyjádřit jako

ln bjm(ot) = hjm + Ujmot + V T
jmo

2
t , (6.7)

což lze vypoč́ıtat jako skalárńı součin

A = (1, ot1, ot2, . . . , otn, o
2
t1, o

2
t2, . . . , o

2
tn) (6.8)

Bjm = (hjm, µ1σ
−1
11 , . . . , µnσ

−1
nn ,−

1

2
σ−1

11 , . . . ,−
1

2
σ−1
nn ), (6.9)

kde otn znač́ı n-tý prvek př́ıznakového vektoru ot a µn představuje n-tý prvek vektoru

středńıch hodnot µjm.

Celkovou logaritmickou akustickou pravděpodobnost poté lze vypoč́ıtat pomoćı vztahu

ln bj(ot) =
M

addLog
m=1

(A ·Bjm), (6.10)

Výpočet logaritmu akustické pravděpodobnosti byl tedy takto převeden na kombinaci

násobeńı matic a funkce addLog, definované rovnićı 6.1.

Pro zrychleńı výpočtu násobeńı matic se nab́ıźı využit́ı specializovaných knihoven funkćı,

optimalizovaných pro konkrétńı typy procesor̊u, které poskytuj́ı výrazně rychleǰśı výpočet
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než klasický zp̊usob implementace této operace.

Pro zrychleńı výpočtu funkce addLog pak byla použita aproximace Taylorovým rozvojem.

Koeficienty tohoto rozvoje byly předpoč́ıtány pro některé hodnoty a uloženy v tabulce, ve

které byly následně během vlastńıho výpočtu vyhledávány. Smyslem této tabulky je ušetřit

čas v př́ıpadě, že provád́ıme velké množstv́ı těchto operaćı, jelikož ji stač́ı vygenerovat pouze

jednou.

6.1.2 Aproximace výpočtu funkce addLog

Vztah 6.1 lze převést do alternativńıho tvaru

addLog(x1, x2) = ln(ex1 + ex2) = max(x1, x2) + ln(1 + e−|x1−x2|). (6.11)

Poté stač́ı zabývat se pouze výrazem ln(1 + ex), kde x = −|x1 − x2|.

Aproximace sestává ze dvou základńıch krok̊u. Nejdř́ıve se předpoč́ıtá prvńıchN koeficient̊u

(kde N je požadovaný stupeň rozvoje) Taylorova rozvoje funkce f(x) = ln(1+ex) v určitých

bodech x0 a tyto koeficienty se ulož́ı do tabulky.

an(x0) =
f (n)(x0)

n!
(6.12)

Během samotného výpočtu se poté pro každou dvojici x1 a x2 vypoč́ıtá x = −|x1 − x2|
a pro něj se urč́ı nejbližš́ı hodnota, pro niž jsou koeficienty obsažené v tabulce. S jejich

pomoćı se poté vypoč́ıtá hodnota rozvoje v daném bodě a následně celý hledaný výsledek.

T (x) =
N∑
n=0

an(x0)(x− x0)n (6.13)

ŷ = max(x1, x2) + T (x) (6.14)
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6.1.3 Volba parametr̊u

V rámci výběru konkrétńıch variant algoritmu bylo potřeba vhodně zvolit tři r̊uzné para-

metry:

• Rozmeźı bod̊u v tabulce:

Vyhledávaćı tabulka má konečné rozměry, proto se muśı zvolit maximálńı rozd́ıl mezi

x1 a x2, pro který jsou v ńı předpoč́ıtané hodnoty. V př́ıpadě větš́ıho rozd́ılu se poč́ıtá

s touto hodnotou. Hranice muśı být tedy stanovena tak, aby takto zp̊usobená chyba

byla menš́ı než chyba vzniklá následným výpočtem. Na základě experiment̊u bylo

zjǐstěno, že pro omezeńı vlivu na přesnost výpočtu je potřeba vytvořit tabulku pro

hodnoty z intervalu až < 0, 40 >. V př́ıpadě výpočtu ve floatové přesnosti však

postačuje < 0, 20 >.

• Stupeň rozvoje:

Stupeň Taylorova rozvoje má výrazný vliv na přesnost aproximace, avšak také na

rychlost, jelikož každý přidaný člen rozvoje znamená několik matematických operaćı

nav́ıc pro každou dvojici x1 a x2. Proto je zde potřeba zvolit vhodný kompromis.

• Délka tabulky:

Teoreticky vyšš́ı počet bod̊u v tabulce zlepšuje přesnost výpočtu bez podstatného

vlivu na jeho rychlost, toto však plat́ı pouze pokud se celá tabulka vejde do vy-

rovnávaćı paměti. Proto pro dosažeńı nejlepš́ıch výsledk̊u nestač́ı pouze použ́ıt ńızký

stupeň rozvoje s rozsáhlou tabulkou.

Zvoleny byly nakonec tři kombinace parametr̊u, lǐśıćı se časem výpočtu a přesnost́ı źıskaného

výsledku:

1. float přesnost, Taylor̊uv rozvoj 2. stupně, tabulka pro 512 hodnot z < 0, 20 >

2. double přesnost, Taylor̊uv rozvoj 3. stupně, tabulka pro 2048 hodnot z < 0, 40 >

3. double přesnost, Taylor̊uv rozvoj 5. stupně, tabulka pro 1024 hodnot z < 0, 40 >

Pro tyto tři varianty algoritmu byl následně dále výpočet optimalizován vzhledem k času,

a to zejména s využit́ım instrukčńı sady SSE (Streaming SIMD Extensions). Ta umožňuje

provádět některé operace s v́ıce hodnotami najednou (až 128 bit̊u, tzn. např́ıklad 2 hodnoty

typu double nebo 4 hodnoty float).
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Jelikož obecně i po sobě jdoućı vstupńı data odpov́ıdaj́ı r̊uzným mı́st̊um vyhledávaćı ta-

bulky, všechny potřebné hodnoty se nejdř́ıve koṕıruj́ı do samostatného pole tak, aby SSE

instrukce mohly pracovat se dvěma nebo čtyřmi (podle varianty) hodnotami najednou.

6.1.4 Výsledky

Pro posouzeńı přesnosti jednotlivých variant bylo jako vstup použito velké množstv́ı náhod-

ně vygenerovaných hodnot s normálńım rozděleńım pravděpodobnosti x1, x2 ∼ N(0, 256).

Samotná přesnost pak byla posuzována pomoćı odmocniny ze středńı kvadratické chyby

(RMSD) oproti výsledku źıskanému přesněǰśım výpočtem pomoćı Matlabu (dále označová-

no jako
”
chyba“).

Následuj́ıćı tabulka představuje změřené časy a přesnosti pro výpočet 50.000.000 hodnot

zvolenými variantami aproximace a přesným výpočtem pomoćı Matlabu. U aproximace

časy odpov́ıdaj́ı pouze samotnému výpočtu, bez tvorby tabulky, typových konverźı apod.

MALPS = Mega AddLog Per Second, tzn. spočtené hodnoty vyjádřené v milionech za

vteřinu.

Výpočet 50.000.000 hodnot
varianta chyba čas MALPS
přesný výpočet (double) 0 1,35 s 37,1
přesný výpočet (float) 4, 5 · 10−7 1,92 s 26,1
T. 2. stupně, float 4, 5 · 10−7 0,32 s 155,6
T. 3. stupně, double 2, 6 · 10−12 0,70 s 71,4
T. 5. stupně, double 1, 5 · 10−15 0,78 s 64,4

Tabulka 6.1: Srovnáńı čas̊u a přesnost́ı výpočtu 50 milion̊u hodnot pro r̊uzné varianty

Tabulka ukazuje, že v závislosti na zvolené variantě bylo dosaženo přibližně 40-75% zrych-

leńı výpočtu při zachováńı poměrně vysoké přesnosti.

Zrychleńı operace addLog hraje velkou roli zejména u rozpoznáváńı v reálném čase. Při

zpracováńı velkých akustických model̊u jsou prováděny deśıtky milion̊u operaćı AddLog

za sekundu, přesný výpočet tedy zab́ırá podstatnou část výpočetńıch schopnost́ı proce-

soru. Použit́ım aproximace se však tento požadavek sńıž́ı, a zbude tak v́ıce prostředk̊u pro

násobeńı matic a dekódováńı. Neńı poté třeba dělat kompromisy mezi rychlost́ı a přesnost́ı

rozpoznáváńı, a tedy výsledný systém dosahuje nejlepš́ıch možných výsledk̊u i v úlohách

vyžaduj́ıćıch zpracováńı v reálném čase.
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6.2 Zrychleńı dekódováńı pomoćı prořezáváńı

Výpočetńı náročnost dekodéru lze rovněž sńıžit vhodným prořezáváńım stavového prostoru

během výpočtu. Prořezáváńı bylo prováděno konkrétně pro algoritmus forward-backward,

avšak stejný princip lze aplikovat i na algoritmus Viterbi̊uv. Prořezáváńı lze rovněž kromě

dekódováńı využ́ıt i během trénováńı akustického modelu, avšak v praxi to neńı tolik

obvyklé, jelikož se zde klade větš́ı d̊uraz na přesnost výpočtu.

Během výpočtu algoritmu forward-backward je poč́ıtáno s maticemi N × T hodnot α a β,

kde N je počet stav̊u a T počet časových úsek̊u. Podstatná část těchto matic však obsahuje

velmi ńızké hodnoty, které na celkový výsledek maj́ı nepatrný vliv. Je proto možné je

zanedbat a poč́ıtat pouze prvky matic v okoĺı
”
nejlepš́ı cesty“.

Pro zrychleńı výpočtu algoritmem forward-backward byla snaha zaměřena zejména na

prořezáváńı samotné matice hodnot α, a to již za jej́ıho výpočtu. Hlavńım problémem

při stanoveńı vhodného př́ıstupu bylo nalezeńı kompromisu mezi vyřezáńım co největš́ıho

množstv́ı nepotřebných hodnot a zachováńım všech takových, které ve skutečnosti v daľśım

výpočtu hraj́ı zásadńı roli.

Bylo zvažováno v́ıce r̊uzných př́ıstup̊u k prořezáváńı. Ve všech př́ıpadech byl vždy na-

lezen stav si, kterému v daném časovém okamžiku odpov́ıdala nejvyšš́ı hodnota αi(t).

Nejjednodušš́ı možnost́ı poté bylo ponechat pouze ty hodnoty, které se od maxima lǐsily

o méně než stanovenou mez. Zbylé prvky matice byly pak považovány za př́ılǐs ńızké

pravděpodobnosti na to, aby př́ıslušné stavy měly v tomto čase vliv na konečný výsledek.

Toto bylo realizováno ponecháńım určitého pásu hodnot kolem maxima, přičemž jeho

kraje byly určeny jako nejbližš́ı prvky, nesplňuj́ıćı podmı́nku maximálńı př́ıpustné veli-

kosti rozd́ılu. V daľśım kroku výpočtu pak byly vždy hodnoty α poč́ıtány pouze pro tento

pás, rozš́ı̌rený pouze o následuj́ıćı stav, do kterého je možno přej́ıt. Později byl algoritmus

dále pozměněn, aby umožňoval sledováńı několika takovýchto nejlepš́ıch cest.

Komplikaćı, která se zde vyskytla, byly př́ıpady, kdy v bĺızkosti maxima hodnoty α prudce

poklesly, a byly proto vyřezány, načež se ovšem ukázalo, že jimi vede optimálńı cesta

źıskaná při zpětném běhu. Jelikož prořezaným hodnotám byla automaticky přǐrazována nu-

lová pravděpodobnost (reprezentovaná velkou zápornou hodnotou, jelikož bylo pracováno

s logaritmy), toto vedlo ke značnému zkresleńı výsledku. Tento problém bylo možné řešit

dvěma zp̊usoby - dostatečným zvětšeńım meze stanovuj́ıćı maximálńı přijatelný rozd́ıl hod-

not oproti maximu, což ovšem vede ke značnému sńıžeńı počtu prořezaných hodnot, nebo
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přidáńım určitého okoĺı optimálńı cesty, které je ponecháno bez ohledu na hodnoty α. Toto

okoĺı bylo zvoleno jako pevný počet stav̊u následuj́ıćıch po posledńım stavu ponechaném

podle kritéria rozd́ılu oproti maximu.

Aby bylo možno určit vhodnou kombinaci obou zvažovaných př́ıstup̊u, byl provedeno

trénováńı modelu na všech nahrávkách pro r̊uzné kombinace maximálńıho rozd́ılu α a veli-

kosti okoĺı a byly vypočteny pr̊uměrné pod́ıly ponechaných hodnot z prvńıch sedmi iteraćı

trénováńı. Veškeré výsledky byly porovnávány s během bez prořezáváńı, aby bylo zaručeno,

že nedocháźı k výrazným odlǐsnostem.

Obrázek 6.1 zobrazuje graf závislosti pr̊uměrného ponechaného pod́ılu matice hodnot α

během prvńıch 7 iteraćı trénovaćıho cyklu na hodnotách parametr̊u, určuj́ıćıch mı́ru proře-

záváńı. Nulové hodnoty představuj́ı kombinace parametr̊u, pro které vlivem prořezáváńı

dospěl algoritmus forward-backward pro některou z nahrávek k zásadně odlǐsnému výsledku

než při jeho použit́ı bez prořezáváńı. Je očividné, že ačkoliv se zvětšuj́ıćım se ponechaným

okoĺım nejlepš́ı cesty roste množstv́ı zpracovávaných hodnot, pro obsažeńı všech hodnot,

potřebných k źıskáńı správného výsledku tento př́ıstup sám o sobě nepostačuje. Na základě

poznatk̊u, źıskaných z tohoto grafu, bylo nakonec upuštěno od využit́ı okoĺı nejlepš́ıch stav̊u

a prořezáváńı bylo poté prováděno pouze na základě rozd́ıl̊u hodnot α oproti maximu.
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Obrázek 6.1: Pr̊uměrná ponechaná část z matice hodnot α v algoritmu forward-backward
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7 Optimalizace z hlediska úspěšnosti

rozpoznáváńı

7.1 Použitá data a modely

7.1.1 Popis nahrávek

Experimenty byly prováděny na množině 62 promluv r̊uzných řečńık̊u, muž̊u i žen, sestáva-

j́ıćıch pouze z deseti č́ıslovek od nuly do dev́ıti, vyslovovaných v r̊uzném pořad́ı. Kromě

těchto č́ıslovek se v nahrávkách nevyskytovala žádná jiná slova.

Jednalo se o telefonńı nahrávky, vzorkované frekvenćı 8kHz a 16-bitovým kódováńım. Pro

pozděǰśı experimenty byla rovněž provedena simulace r̊uzných druh̊u zkresleńı nahrávek

pomoćı softwaru Sound Forge Pro 10. Prvńım druhem zkresleńı byl GSM kodek 6.10, dále

simulace charakteristiky stolńıho mikrofonu. K nahrávkám se simulovaným stolńım mikro-

fonem byl také přimı́chán aditivńı šum poř́ızený z jedoućıho auta. Šum byl poř́ızen mikro-

fonem notebooku, převzorkován z p̊uvodńıch 44,1 kHz na 8kHz. Nahrávky byly poř́ızeny

za stálé rychlosti při j́ızdě po dálnici.

Promluvy byly rozděleny do dvou množin. Prvńıch 30 nahrávek bylo použito pro trénováńı

akustického modelu a zbylých 32 představovalo testovaćı množinu.

Parametrizace nahrávek byla provedena pomoćı metody MFCC. Źıskávány byly vektory 5

př́ıznak̊u.

7.1.2 Popis použitých model̊u

Pro akustické modelováńı byl použit skrytý Markov̊uv model, obsahuj́ıćı výstupńı hus-

toty pravděpodobnosti představované pouze jednoduchým normálńım rozděleńım s dia-

gonálńı kovariančńı matićı. Toto zjednodušeńı umožňuje mimo jiné snadné porovnáváńı

natrénovaných model̊u a vypoč́ıtaných statistik použitých dat.
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Jazykový model je schematicky znázorněn na obrázku 7.1. Všechna slova byla jazykovým

modelem ohodnocena stejnou pravděpodobnost́ı. Kromě jednotlivých č́ıslovek byly rovněž

rozpoznávány neřečové události, rozdělené do dvou kategoríı:
”
dech“ a ostatńı rušivé zvuky

na pozad́ı, do výsledné posloupnosti rozpoznaných slov však nebyly zahrnovány.

Jednotlivá slova byla modelována jako celky, přičemž každému slovu připadal stejný počet

stav̊u HMM. Tento počet byl určen experimentálně (viz 7.3). Ticho bylo představováno

jediným stavem.

Obrázek 7.1: Schématické znázorněńı jazykového modelu

7.2 Hodnoceńı úspěšnosti rozpoznáváńı

Pro vyhodnoceńı úspěšnosti rozpoznáváńı slov byl použit výpočet založený na Levenshtei-

nově vzdálenosti.

Levenshteinova vzdálenost ve své základńı podobě slouž́ı pro měřeńı rozd́ıl̊u mezi dvěma

řetězci. Představuje minimálńı počet znak̊u, které je třeba změnit, vložit nebo odstranit,

abychom z prvńıho řetězce źıskali druhý.
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V tomto př́ıpadě byl pro každou větu zjǐst’ován počet slov, která byla chybně rozpoznána,

přebývala nebo naopak chyběla.

Celková úspěšnost rozpoznáváńı pak byla vyjádřena podle následuj́ıćıho vztahu:

Acc =
1

N

N∑
n=1

(1− L(Wref ,Wrec)

NWref

) · 100%, (7.1)

kde N je počet vět testovaćı množiny, Wref je posloupnost skutečných slov věty, Wrec

je posloupnost slov, která byla rozpoznána, NWref
je počet slov v posloupnosti Wref a

L(Wref ,Wrec) představuje Levenshteinovu vzdálenost posloupnost́ı Wref a Wrec.

Pro podrobněǰśı zhodnoceńı kvality rozpoznáváńı lze rovněž využ́ıt program HResults,

který je součást́ı baĺıku nástroj̊u HTK (Hidden Markov Model Toolkit). Tento program

udává následuj́ıćı hodnoty [12]:

• N - celkový počet slov referenčńı posloupnosti,

• S - počet záměn správného slova za jiné,

• D - počet vynechaných slov,

• I - počet slov vložených nav́ıc,

• Corr - pod́ıl správně rozpoznaných slov, bez ohledu na slova nav́ıc,

Corr =
N −D − S

N
· 100% (7.2)

• Acc - celková úspěšnost rozpoznáváńı

Acc =
N −D − S − I

N
· 100% (7.3)

Úspěšnost rozpoznáváńı poč́ıtaná pomoćı Levenshteinova algoritmu odpov́ıdá hodnotě Acc

poskytované HResults.
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7.3 Určeńı počtu stav̊u připadaj́ıćıch na každé slovo

Prvńım parametrem, který bylo během experiment̊u třeba určit, byl optimálńı počet stav̊u

modelu, připadaj́ıćıch na každé slovo. Vyšš́ı počet stav̊u může vést ke zlepšeńı přesnosti

rozpoznáváńı, zejména v př́ıpadě velké podobnosti některých slov, avšak zároveň zvyšuje

potřebnou dobu výpočtu.

Vhodný počet stav̊u každého slova byl hledán na základě úspěšnosti rozpoznáváńı slov.

počet stav̊u úspěšnost rozpoznáváńı
2 -30,0%
3 -3,44%
4 15,9%
5 31,2%
6 38,4%
7 58,1%
8 56,6%
9 62,8%

Tabulka 7.1: Úspěšnost rozpoznáváńı pro r̊uzné počty stav̊u připadaj́ıćıch na jedno slovo

Z tabulky 7.1, uváděj́ıćı źıskanou úspěšnost rozpoznáváńı pro r̊uzné počty stav̊u každého

slova, se zdá, že č́ım vyšš́ı počet stav̊u zvoĺıme, t́ım vyšš́ı je úspěšnost rozpoznáváńı.

Po zavedeńı penalizace slov (viz část 7.5) se však ukázalo, že předchoźı domněnka neńı zcela

pravdivá. Obrázky 7.2 a 7.3 zobrazuj́ı graf závislosti úspěšnosti rozpoznáńı na velikosti pe-

nalty vložeńı pro r̊uzné počty stav̊u připadaj́ıćıch na každé slovo. Pro větš́ı přehlednost

jsou zobrazeny křivky pouze pro některé z hodnot. Graf ukazuje, že ačkoliv pro ńızké hod-

noty penalty vložeńı úspěšnost rozpoznáváńı skutečně roste s počtem stav̊u každého slova,

pro dostatečně vysokou penaltu jsou jednotlivé úspěšnosti mnohem vyrovnaněǰśı a uve-

dená závislost zcela neplat́ı. Nejlepš́ı úspěšnosti rozpoznáváńı bylo dosaženo při použit́ı

pěti nebo dev́ıti stav̊u modelu pro každé slovo. Jelikož vyšš́ı počet stav̊u znamená deľśı

dobu výpočtu během trénováńı i dekódováńı, jako optimálńı byla zvolena nižš́ı z těchto

dvou hodnot, tedy 5 stav̊u na slovo.
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Obrázek 7.2: Celková úspěšnost rozpoznáváńı slov pro r̊uzné velikosti penalty vložeńı
a r̊uzné počty stav̊u HMM připadaj́ıćı na jedno slovo
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ěš
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Obrázek 7.3: Celková úspěšnost rozpoznáváńı slov pro r̊uzné velikosti penalty vložeńı
a r̊uzné počty stav̊u HMM připadaj́ıćı na jedno slovo - detail
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7.4 Normalizace př́ıznakových vektor̊u

Daľśım d̊uležitým rozhodnut́ım bylo, zda během experiment̊u provádět v rámci paramet-

rizace normalizaci př́ıznakových vektor̊u.

Nab́ızely se tři možnosti:

1. Žádná normalizace

2. Normalizace středńıch hodnot (Normalizovaná data maj́ı nulovou celkovou středńı

hodnotu)

3. Normalizace středńıch hodnot a velikost́ı (Normalizovaná data maj́ı nulovou celkovou

středńı hodnotu a jednotkovou maximálńı velikost)

Jelikož předchoźı experimenty byly prováděny pro data, normalizovaná dle třet́ı možnosti,

a zároveň se ukázalo, že tato možnost vede k nejvyšš́ı úspěšnosti rozpoznáváńı ze všech tř́ı

zvažovaných (znázorněno na obr. 7.4, penalta je zavedena v části 7.5), byla tato varianta

zvolena i pro daľśı experimenty.
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ń
ı
[%

]

 

 

Bez normalizace dat

Norm. dat na nulovou sťredńı hodnotu
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Obrázek 7.4: Úspěšnost rozpoznáváńı pro r̊uzná nastaveńı normalizace dat
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7.5 Penalizace slov

Srovnáńım rozpoznaných posloupnost́ı slov s referenčńım přepisem promluv bylo zjǐstěno,

že je rozpoznáváno výrazně větš́ı množstv́ı slov, než by správně mělo být. Pro omezeńı

počtu slov rozpoznaných
”
nav́ıc“ je proto vhodné zavést penalizaci slov. Ta se během

dekódováńı aplikuje t́ım zp̊usobem, že vždy, když model přejde do stavu odpov́ıdaj́ıćıho

novému slovu, sńıž́ı se výsledná logaritmická pravděpodobnost o určitou hodnotu. Toto

by mělo akustický model vést k tomu, aby namı́sto rychlého procházeńı velkého množstv́ı

velmi krátkých
”
slov“ volil cestu, při které v jednotlivých slovech nebo v pauze stráv́ı deľśı

dobu.

Výši penalizace je třeba vhodně stanovit. Měla by být dostačovat k tomu, abychom od-

stranili co nejv́ıce přebytečných nesprávných slov. Zároveň však hroźı, že pokud zvoĺıme

př́ılǐs vysokou hodnotu, dojde ke ztrátě nadměrného množstv́ı slov správných.

Máme-li testovaćı množinu nahrávek, dostatečně reprezentuj́ıćı promluvy, které bude třeba

rozpoznávat, a referenčńı přepisy těchto nahrávek, lze velikost penalty stanovit experi-

mentálně na základě r̊uzných kritéríı.

V reálných systémech rozpoznáváńı je třeba kromě velikosti penalty vložeńı slov nalézt

rovněž vhodnou váhu jazykového modelu. Je tak vyžadováno hledáńı optimálńıho nastaveńı

ve dvourozměrném prostoru, což značně zvyšuje časovou náročnost tohoto úkolu. V tomto

př́ıpadě však vzhledem k jednoduchosti úlohy nebylo určováńı váhy jazykového modelu

zapotřeb́ı.

7.5.1 Stanoveńı penalty na základě úspěšnosti rozpoznáváńı

Jelikož úspěšnost rozpoznáńı představuje vedle rychlosti výpočtu hlavńı parametr, na

kterém při rozpoznáváńı řeči zálež́ı, je logické, že bychom tento parametr mohli použ́ıt

pro stanoveńı optimálńı hodnoty penalizace přechodu modelu do stavu nového slova.

Byla proto zjǐst’ována závislost úspěšnosti rozpoznáváńı na zvolené hodnotě penalty. Na

obrázku 7.5 je znázorněn výsledný graf. Ten napov́ıdá, že s rostoućı penaltou úspěšnost

nejprve stoupá v d̊usledku snižuj́ıćıho se počtu přebytečných rozpoznaných slov, avšak

v určitém okamžiku ztráta zp̊usobená chyběj́ıćımi správnými slovy převýš́ı tento zisk,

a úspěšnost rozpoznáváńı poté začne klesat. Optimálńı hodnota penalty pro použitá data
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se pak nacháźı přibližně v intervalu 110-125, na kterém je úspěšnost nejvyšš́ı.
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Obrázek 7.5: Závislost celkové úspěšnosti rozpoznáváńı slov na zvolené výši penalizace
přechodu modelu do stav̊u nového slova

Tento zp̊usob stanoveńı výše penalizace má ovšem zásadńı nevýhodu. Jelikož je třeba

stanovit maximum funkce, která nav́ıc může mı́t řadu lokálńıch extrémů, správné určeńı

optimálńı hodnoty vyžaduje provedeńı rozpoznáváńı pro relativně velké množstv́ı r̊uzných

penalt. Tento výpočet poté zabere poměrně dlouhou dobu.

Vhodněǰśı by tedy bylo zvolit jako rozhoduj́ıćı takový parametr, jehož závislost na velikosti

penalty je monotónńı, ideálně lineárńı funkćı.

7.5.2 Stanoveńı penalty na základě statistik z HResults

Jako daľśı možnost určeńı vhodné velikosti penalty bylo zvažováno využit́ı statistik po-

skytnutých programem HResults, podrobněji popsaných v části 7.2.

Graf 7.6 ukazuje počty zaměněných (S), vložených (I) a vynechaných (D) slov v rozpo-
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znané posloupnosti oproti referenčńımu přepisu promluv v závislosti na použité hodnotě

penalty. Celkový počet slov přitom byl 320 a neřečové události nejsou zahrnuty.

Dle očekáváńı s rostoućı penaltou klesá počet vložených slov, ovšem rovněž stoupá počet

slov vynechaných. Počet zaměněných slov se ve srovnáńı výrazně neměńı, optimálńı hod-

nota penalty se proto pravděpodobně nacháźı v oblasti kolem pr̊useč́ıku ostatńıch dvou

křivek, který v tomto př́ıpadě odpov́ıdá přibližně hodnotě 105. Toto poměrně dobře sou-

hlaśı se zjǐstěńım z bodu 7.5.1, kde bylo z grafu vyčteno, že úspěšnost rozpoznáváńı je

nejlepš́ı pro hodnoty penalizace z intervalu 110-125.

Ačkoliv tedy t́ımto kritériem nemuśıme nalézt zcela přesně optimálńı hodnotu penalizace

z hlediska úspěšnosti rozpoznáváńı na testovaćı množině nahrávek, zdá se, že vede k jej́ımu

poměrně dobrému odhadu. Neńı přitom nutné provádět rozpoznáváńı pro tak velký počet

r̊uzných hodnot, jelikož obě křivky jsou monotónńı, a jejich pr̊useč́ık lze tak s využit́ım

interpolace na základě několika málo bod̊u.
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Obrázek 7.6: Počty zaměněných, chyběj́ıćıch a přebývaj́ıćıch slov v rozpoznané posloupnosti
slov oproti referenčńımu přepisu, v závislosti na zvolené penaltě
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7.5.3 Stanoveńı penalty na základě počtu rozpoznaných slov

Jelikož pr̊useč́ık hodnot D a I, zvolený v bodu 7.5.2 jako vhodná velikost penalty vložeńı,

představuje situaci, kdy se počet slov vložených nav́ıc rovná počtu slov chybně odstraně-

ných, takto formulované kritérium je ve své podstatě pouhým nalezeńım hodnoty, pro

kterou je celkový počet rozpoznaných slov roven skutečnému. Proto je možné omezit se

pouze na tento parametr a nezabývat se zjǐst’ováńım hodnot S, I a D.

Př́ıklad odpov́ıdaj́ıćıho grafu je znázorněn na obrázku 7.7. Je zde ukázána závislost cel-

kového počtu rozpoznaných slov na použité penaltě vložeńı a rovněž skutečný celkový počet

slov v nahrávkách. Obě křivky se skutečně navzájem prot́ınaj́ı v bodu odpov́ıdaj́ıćım stejné

penaltě vložeńı, jaká byla źıskána v části 7.5.2.
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Obrázek 7.7: Počty rozpoznaných slov pro r̊uzné hodnoty penalty a jejich skutečný počet

47



8 Analýza výsledk̊u rozpoznáváńı

8.1 Vyhodnoceńı z hlediska konkrétńıch stav̊u HMM

8.1.1 Srovnáńı s referenčńı posloupnost́ı stav̊u

Aby mohlo být rozpoznáváńı lépe vyhodnoceno na úrovni jednotlivých stav̊u, bylo pro

srovnáńı provedeno rozpoznáváńı rovněž se znalost́ı referenčńıho přepisu. Úkolem pak bylo

pro konkrétńı posloupnost slov źıskat nejpravděpodobněǰśı odpov́ıdaj́ıćı posloupnost stav̊u.

Ta byla dále považována za správnou.

Tato referenčńı posloupnost stav̊u pak umožňuje zejména identifikovat nejčastěǰśı stavy,

u kterých docháźı k chybnému rozpoznáńı.

Př́ıklad srovnáńı referenčńı a rozpoznané posloupnosti stav̊u je zobrazen na obrázku 8.1.

Grafy znázorňuj́ı posloupnosti stav̊u odpov́ıdaj́ıćıch jedné z promluv, a to jak pro výpočet

s penalizaćı slov tak bez ńı. Prvńı graf, odpov́ıdaj́ıćı rozpoznáváńı bez penalizace, vykazuje

značně větš́ı rozd́ıly mezi oběma posloupnostmi stav̊u, než graf druhý. Tři ze slov zde byla

rozpoznána chybně, daľśı čtyři byla rozdělena do dvou kratš́ıch slov následuj́ıćıch po sobě

a objevuj́ı se zde dvě slova v oblastech referenčńım výpočtem rozpoznaných jako ticho.

V druhém grafu se naopak žádná slova nav́ıc neobjevuj́ı, ovšem lze zde spatřit, že posledńı

slovo bylo vlivem penalizace ztraceno. Počet záměn pak je stejný jako v prvńım př́ıpadě.

Posloupnost stav̊u z druhého grafu odpov́ıdá posloupnosti slov

”
dva, šest, sedm, pět, čtyři, šest, tři, dva, jedna“.

Ve skutečnosti však v nahrávce byla pronesena promluva

”
nula, šest, sedm, devět, čtyři, pět, tři, dva, jedna, osm“.

Došlo tu tedy k záměně slov
”
nula“ za

”
dva“,

”
devět“ za

”
pět“,

”
pět“ za

”
šest“, a ke ztrátě

slova
”
osm“.

Přehled stav̊u odpov́ıdaj́ıćıch jednotlivým slov̊um lze nalézt v tabulce 8.1 na straně 52.
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Obrázek 8.1: Srovnáńı nejpravděpodobněǰśı posloupnosti stav̊u pro jednu z vět testovaćı
množiny, určené dekódováńım s referenčńım přepisem a bez něj, bez penalizace slov (horńı
graf) a s penalizaćı (spodńı graf)
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8.1.2 Určeńı nejčastěji zaměňovaných stav̊u

Pro snadné určeńı nejčastěǰśıch záměn byla na základě rozpoznaných a referenčńıch po-

sloupnost́ı stav̊u vytvořena matice P , znázorněná na obrázku 8.2.

Každý jej́ı prvek p(i, j) představuje relativńı pod́ıl časových okamžik̊u rozpoznaných jako

stav sj ze všech takových, které referenčńı posloupnost́ı byly identifikovány jako stav si.

Diagonála tedy představuje správně rozpoznané stavy, větš́ı hodnoty mimo ni pak od-

pov́ıdaj́ı těm dvojićım stav̊u, mezi kterými často docháźı k záměně. V ideálńım př́ıpadě,

kdy by rozpoznaná posloupnost stav̊u naprosto souhlasila s referenčńı, by pak tato matice

byla jednotková.
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Obrázek 8.2: Relativńı pod́ıly časových okamžik̊u, odpov́ıdaj́ıćıch konkrétńımu stavu mo-
delu, které byly rozpoznány jako stav jiný

V grafu lze spatřit několik problematických oblast́ı, představuj́ıćıch velmi časté záměny.

Pro rozmeźı stav̊u odpov́ıdaj́ıćı slov̊um
”
dva“,

”
pět“ a

”
devět“ a neřečovým událostem se

na diagonále vyskytuj́ı hodnoty často menš́ı než jedna polovina. To znamená, že ve v́ıce

než polovině př́ıpad̊u jsou tato slova chybně rozpoznána. Vyhledáńım vysokých hodnot

v oblasti mimo diagonálu pak zjist́ıme, že slovo
”
dva“ bývá zaměňováno za slovo

”
nula“
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a slovo
”
pět“ za

”
devět“ a naopak. Oboj́ı je zp̊usobeno značnou podobnost́ı těchto dvojic

slov.

Neřečové události bývaj́ı velmi často označovány jako ticho, avšak toto je pravděpodobně

pouze následek vysoké penalizace a neńı př́ılǐs podstatné, jelikož neřečové události ve

výsledné posloupnosti slov, která je vyhodnocována, nejsou zahrnuty.

Obrázek 8.3 zobrazuje srovnáńı křivek znázorňuj́ıćıch natrénované výstupńı hustoty pravdě-

podobnost́ı HMM pro dva z často navzájem zaměňovaných stav̊u, náležej́ıćı slov̊um
”
devět“

a
”
pět“, a rozložeńı dat z testovaćı množiny, které podle referenčńı posloupnosti odpov́ıdaj́ı

prvńımu z nich. Každý z pěti graf̊u představuje jeden př́ıznak. Obrázek ukazuje značnou

podobnost obou stav̊u modelu, která zp̊usobuje chybné rozpoznáńı některých dat.
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model stavu 30 (slovo ”pět”)

data paťŕıćı stavu 51

Obrázek 8.3: Srovnáńı výstupńıch hustot pravděpodobnost́ı dvou stav̊u HMM a dat,
náležej́ıćıch jednomu z nich, pro všech 5 dimenźı př́ıznakových vektor̊u, jedná se o dva
nejčastěji navzájem zaměňované stavy ze slov

”
devět“ a

”
pět“
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stavy slovo
1 (ticho)

2-6
”
nula“

7-11
”
jedna“

12-16
”
dva“

17-21
”
tři“

22-26
”
čtyři“

27-31
”
pět“

32-36
”
šest“

37-41
”
sedm“

42-46
”
osm“

47-51
”
devět“

52-56 (zvuk na pozad́ı)
57-61 (dech)

Tabulka 8.1: Přehled index̊u stav̊u náležej́ıćıch jednotlivým slov̊um

8.2 Srovnáńı středńıch hodnot a varianćı modelu a dat

Aby akustický model dobře sloužil k rozpoznáváńı zadaných promluv, je třeba, aby byla

použita vhodná trénovaćı data. V optimálńım př́ıpadě by měly středńı hodnoty a rozptyly

natrénovaného modelu co nejlépe odpov́ıdat středńım hodnotám a rozptyl̊um př́ıznakových

vektor̊u rozpoznávaných promluv. Pokud toto neńı splněno, existuje několik situaćı, které

mohou nastat.

Jednou z možnost́ı je situace, kdy sobě odpov́ıdaj́ı středńı hodnoty, avšak výrazně se lǐśı

rozptyly. Toto může nastat, jestliže jedna množina nahrávek obsahuje promluvy pouze jed-

noho nebo několika málo podobných řečńık̊u, zat́ımco v druhé je zastoupeno větš́ı množstv́ı

odlǐsných. Jestliže rozptyl modelu je menš́ı než rozptyl rozpoznávaných dat, znamená

to, že model byl natrénován př́ılǐs konkrétně a nepostihuje všechna rozpoznávaná data.

V opačném př́ıpadě byl naopak natrénován př́ılǐs obecně. U této druhé varianty je možné

model pomoćı adaptace lépe přizp̊usobit konkrétńım dat̊um.

Daľśı možnost představuje př́ıpad, kdy jsou podobné rozptyly, ale naopak odlǐsné středńı

hodnoty. K tomuto může doj́ıt při př́ıtomnosti konstantńıho šumu na pozad́ı rozpoznávaných

promluv nebo pokud byl model natrénován př́ılǐs konkrétně a hlas řečńıka z rozpoznávané

promluvy se výrazně lǐśı. Př́ıkladem může být nahrávka telefonátu z jedoućıho automobilu,

nebo použit́ı modelu, natrénovaného na mužský hlas, pro rozpoznáńı řeči d́ıtěte.
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Nejkomplikovaněǰśım př́ıpadem pak je kombinace obou těchto variant.

Aby bylo možno určit, o který př́ıpad se pro danou dvojici trénovaćıch a testovaćıch dat

jedná, byly vždy poč́ıtány rozd́ıly středńıch hodnot a varianćı natrénovaného akustického

modelu a dat pro odpov́ıdaj́ıćı si stavy.

Hodnoty dm, vyjadřuj́ıćı rozd́ıl středńıch hodnot, a dv, vyjadřuj́ıćı rozd́ıl varianćı, byly

poč́ıtány podle vztah̊u

dm =

√
Ei

{
Ej

[
(µij −mij)2

cij

]}
(8.1)

dv =

√
Ei

{
Ej

[
vij
cij

]}
, (8.2)

kde µij znač́ı j-tou složku středńı hodnoty výstupńı hustoty pravděpodobnosti stavu si

HMM, cij odpov́ıdaj́ıćı prvek kovariančńı matice, mij znač́ı j-tou složku středńı hodnoty

dat, př́ıslušej́ıćıch ke stavu si a vij je variance těchto dat.

Pro data, jejichž středńı hodnoty a variance přesně odpov́ıdaj́ı natrénovanému modelu by

dm mělo být rovno nule a dv rovno jedné. Jestliže je dv větš́ı než jedna, znamená to, že

variance dat je vyšš́ı než variance modelu, model je tedy natrénován př́ılǐs konkrétně. dv

menš́ı než jedna naopak znač́ı př́ılǐs obecně natrénovaný model.

Pro použité trénovaćı a testovaćı množiny nahrávek byly źıskány tyto hodnoty parametr̊u

dm a dv:

dm = 0, 316

dv = 1, 017
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8.3 Vliv zkresleńı dat na kvalitu rozpoznáváńı

Jelikož trénovaćı i testovaćı množina pocházely ze stejné sady poměrně kvalitńıch nahrávek,

rozd́ıly mezi těmito množinami byly malé. V praktickém využit́ı rozpoznáváńı řeči se však

často rozpoznávané nahrávky mohou od trénovaćı množiny značně lǐsit. Proto byl zkoumán

vliv zkresleńı nahrávek na kvalitu rozpoznáváńı, nejprve pomoćı šumu přidaného př́ımo

k př́ıznakovým vektor̊um, a to pro dva speciálńı př́ıpady. Prvńım z nich bylo přičteńı šumu

s nulovou středńı hodnotou a nenulovou varianćı, druhým naopak změna př́ıznak̊u o kon-

stantńı hodnotu. V pozděǰśıch experimentech byly rovněž zkresleny samotné nahrávky.

8.3.1 Přidáńı šumu s r̊uznou varianćı k př́ıznakovým vektor̊um

Použitá data byla zkreslena přičteńım náhodného šumu k př́ıznakovým vektor̊um nahrávek.

Jednalo se o šum s normálńım pravděpodobnostńım rozložeńım, nulovou středńı hodnotou

a varianćı rovnou K-násobku celkové variance p̊uvodńıch dat, kde K představovalo hod-

noty z intervalu od 0 do 1. Toto tedy v podstatě představovalo zvětšeńı variance daných

dat. Následně bylo každou sadu dat provedeno natrénováńı akustického modelu a roz-

poznáváńı promluv z testovaćı množiny pro následuj́ıćı tři možnosti: zašuměńı trénovaćıch

dat, zašuměńı testovaćıch dat a zašuměńı trénovaćıch i testovaćıch dat.

Při zpracováńı výsledk̊u se ukázalo, že ačkoliv pro velmi zašuměná data kvalita roz-

poznáváńı značně klesá, za určitých okolnost́ı může naopak doj́ıt až k mı́rnému zlepšeńı

úspěšnosti rozpoznáváńı. Nejvýrazněji tento jev nastal v př́ıpadě zašuměńı pouze testo-

vaćıch dat. Tento fakt napov́ıdá tomu, že variance modelu pro p̊uvodńı trénovaćı data byly

pravděpodobně přinejmenš́ım pro některá slova větš́ı než variance p̊uvodńıch testovaćıch

dat, což bylo přidáńım šumu napraveno, a tato nová data tak lépe odpov́ıdaj́ı modelu.

Výsledný graf znázorňuj́ıćı závislost úspěšnosti rozpoznáváńı na varianci přidaného šumu

je zobrazen na obrázku 8.4. Jednotlivé hodnoty byly źıskány zpr̊uměrováńım výsledk̊u pro

tři r̊uzné realizace šumu.

Následně byly rovněž porovnány středńı hodnoty a variance model̊u a dat pomoćı para-

metr̊u dm a dv definovaných v části 8.2. Hodnoty dv, vyjadřuj́ıćı srovnáńı varianćı, jsou

obsaženy v tabulce 8.2. Ta ukazuje, že bez aplikace šumu jsou variance dat i modelu po

zpr̊uměrováńı přibližně stejné, avšak s rostoućı varianćı šumu se tento poměr skutečně od-

pov́ıdaj́ıćım zp̊usobem měńı. Pro zašuměná testovaćı data je jejich variance oproti varianci
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natrénovaného modelu výrazně větš́ı, při zašuměńı dat trénovaćıch se naopak hodnota dv

snižuje. V př́ıpadě, že zašumı́me obě sady dat šumem s podobnou varianćı, hodnota dv

z̊ustává přibližně stejná.

Jelikož použitý šum měl nulovou středńı hodnotu, středńı hodnoty se nijak významně

neměnily. Tabulka pro parametr dm zde proto neńı uvedena.
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ěš
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Obrázek 8.4: Závislost úspěšnosti rozpoznáváńı na varianci přidaného šumu pro zašuměná
trénovaćı, testovaćı a trénovaćı i testovaćı data, pr̊uměry ze tř́ı realizaćı

8.3.2 Přidáńı šumu s r̊uznou středńı hodnotou k př́ıznakovým

vektor̊um

Pro srovnáńı byl předchoźı experiment proveden rovněž pro přidaný šum s nulovou varianćı

a nenulovou středńı hodnotou. Jednalo se tedy o pouhé přičteńı konstanty k př́ıznakovým

vektor̊um, což může znázorňovat konstantńı neměnný zvuk na pozad́ı nahrávek. Velikost

této konstanty byla opět stanovena relativně k varianci dat.

Parametrizovaná data jsou pětidimenzionálńı, a proto je vysoce pravděpodobné, že rozd́ıly

středńıch hodnot mezi promluvami stejných slov v trénovaćı a testovaćı množině se pro
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zašuměná data
K testovaćı trénovaćı všechna
0 1.017 1.017 1.017

0.01 1.017 1.017 1.017
0.03 1.018 1.016 1.017
0.05 1.022 1.014 1.019
0.075 1.027 1.012 1.022
0.1 1.035 1.008 1.025
0.2 1.088 0.981 1.037
0.3 1.177 0.921 1.032
0.4 1.283 0.880 1.043
0.5 1.415 0.825 1.047
0.75 1.800 0.688 1.036

1 2.213 0.572 1.020

Tabulka 8.2: Srovnáńı varianćı modelu a dat pomoćı parametru dv pro přidaný šum s nu-
lovou středńı hodnotou a varianćı rovnou K-násobku variance p̊uvodńıch dat

jednotlivé dimenze značně lǐśı. Proto jakékoliv zlepšeńı podobnosti dat a natrénovaného

modelu, ke kterému v d̊usledku přičtené konstanty dojde v jedné dimenzi je s velkou

pravděpodobnost́ı vyváženo zhoršeńım v dimenzi jiné. Lze tedy očekávat, že na rozd́ıl od

předchoźıho experimentu zde v d̊usledku přidaného šumu ke znatelnému zlepšeńı úspěšnosti

rozpoznáváńı nedojde.

Jelikož posloupnosti př́ıznakových vektor̊u jednotlivých nahrávek jsou normalizované na

nulovou středńı hodnotu a jednotkovou maximálńı velikost, celková variance dat každé

z množin je velmi podobná, a tedy se př́ılǐs nelǐśı ani středńı hodnoty šumu aplikovaného

na trénovaćı a testovaćı množinu dat. Z toho poté plyne, že pro př́ıpad zašuměných obou

množin by výsledná úspěšnost rozpoznáváńı neměla př́ılǐs záviset na pod́ılu středńı hodnoty

šumu a variance dat. Vedle tohoto by rovněž mělo platit, že přičteńı určité hodnoty k dat̊um

trénovaćı množiny má stejný efekt jako jej́ı odečteńı od množiny testovaćı.

Graf znázorněný na obrázku 8.5 dokládá, že źıskané výsledky odpov́ıdaly očekáváńım.

Opět byly také porovnány středńı hodnoty a variance model̊u a dat pomoćı parametr̊u dm

a dv. Vzhledem ke konstantńı velikosti šumu tentokrát z̊ustaly nezměněny variance, došlo

však k rozd́ıl̊um ve středńıch hodnotách. Tabulka 8.3 proto obsahuje přehled hodnot dm pro

jednotlivé kombinace trénovaćıch a testovaćıch dat. Podobně jako tomu u šumu s r̊uznou

varianćı bylo u hodnot dv, i zde se hodnoty źıskané pro př́ıpad zašuměných trénovaćıch i

testovaćıch dat téměř neměńı.
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Obrázek 8.5: Závislost úspěšnosti rozpoznáváńı na středńı hodnotě přidaného šumu pro
zašuměná trénovaćı, testovaćı a trénovaćı i testovaćı data

zašuměná data
K testovaćı trénovaćı všechna

-0.5 1.044 1.055 0.318
-0.4 0.857 0.864 0.317
-0.3 0.677 0.680 0.317
-0.2 0.511 0.509 0.316
-0.1 0.376 0.372 0.316
-0.05 0.333 0.330 0.316
-0.01 0.317 0.316 0.316

0 0.316 0.316 0.316
0.01 0.316 0.317 0.316
0.05 0.329 0.333 0.316
0.1 0.370 0.378 0.316
0.2 0.502 0.518 0.316
0.3 0.667 0.689 0.317
0.4 0.847 0.874 0.318
0.5 1.033 1.066 0.318

Tabulka 8.3: Srovnáńı středńıch hodnot modelu a dat pomoćı parametru dm pro zkresleńı
dat realizované posunem př́ıznakových vektor̊u o K-násobek variance p̊uvodńıch dat
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8.3.3 Zkresleńı samotných nahrávek

Vliv zašuměńı dat na úspěšnost rozpoznáváńı byl zkoumán již v částech 8.3.1 a 8.3.2. Nyńı

však již šum nebude dodatečně aplikován až na př́ıznakové vektory źıskané parametrizaćı

promluv, jako tomu bylo předt́ım, ale již samotné nahrávky promluv jsou oproti předchoźım

zkreslené.

K tomuto účelu byly použity čtyři sady nahrávek stejných promluv:

• GSM - Původńı nahrávky, u kterých byla provedena ztrátová komprese pomoćı

formátu GSM 06.10

• mic - Nahrávky zkreslené simulaćı charakteristiky stolńıho mikrofonu

• SNR0 - Nahrávky se simulovaným stolńım mikrofonem s přidaným šumem z auta

s odstupem 0 dB

• SNR10 - Nahrávky se simulovaným stolńım mikrofonem s přidaným šumem z auta

s odstupem 10 dB

Trénováńı bylo prováděno pro jednotlivé zašuměné sady zvlášt’, pro všechny jejich nahrávky

dohromady, a pro p̊uvodńı nezkreslené nahrávky. Vždy se jednalo o všech 62 promluv,

nikoliv jen o p̊uvodńıch 30 trénovaćıch, jako tomu bylo u většiny ostatńıch experiment̊u.

Stejných šest sad dat bylo rovněž následně rozpoznáváno, a to pro všechny možné kombi-

nace trénovaćıch a testovaćıch dat.

Pro každou z kombinaćı byly spoč́ıtány úspěšnosti rozpoznáváńı a porovnány středńı hod-

noty a variance model̊u a dat pomoćı vzorc̊u uvedených v části 8.2. Výsledky jsou obsaženy

v tabulkách 8.4, 8.5 a 8.6.

Prvńı tabulka např́ıklad naznačuje, že přidaný šum z automobilu, zejména varianta SNR0,

vede ze zkoumaných možnost́ı k nejhorš́ı kvalitě rozpoznáváńı. Ze třet́ı tabulky zjist́ıme

proč - je zde výrazný rozd́ıl ve středńıch hodnotách oproti ostatńım množinám nahrávek.

Rozd́ıly varianćı nejsou zdaleka tak výrazné, toto však pravděpodobně lze z velké mı́ry

přič́ıst použité normalizaci dat.
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Úspěšnost rozpoznáváńı [%]
rozpoznávané nahrávky

trénovaćı n. bez šumu GSM mic SNR0 SNR10 vše

bez šumu 83.87 82.90 83.87 22.26 51.77 60.00
GSM 85.00 86.13 84.84 24.52 44.19 59.88
mic 83.55 82.58 83.55 20.97 50.00 59.10
SNR0 34.03 29.68 34.03 54.19 64.52 45.39
SNR10 53.39 49.68 53.39 54.03 77.42 58.28
vše 74.03 75.00 74.03 45.16 64.84 64.45

Tabulka 8.4: Úspěšnost rozpoznáváńı [%] pro r̊uzné kombinace zkreslených dat použitých
jako trénovaćı nebo testovaćı množina

Hodnoty dv
rozpoznávané nahrávky

trénovaćı n. bez šumu GSM mic SNR0 SNR10 vše

bez šumu 0.995 0.992 0.995 1.024 0.961 1.039
GSM 1.008 0.994 1.008 1.034 0.956 1.033
mic 0.994 0.990 0.994 1.024 0.963 1.041
SNR0 1.131 1.138 1.131 0.993 0.977 1.097
SNR10 1.134 1.146 1.134 1.063 0.993 1.135
vše 0.984 0.973 0.984 0.963 0.929 0.991

Tabulka 8.5: Srovnáńı varianćı testovaćıch dat a modelu pomoćı hodnot dv pro r̊uzné
kombinace zkreslených dat použitých jako trénovaćı nebo testovaćı množina

Hodnoty dm
rozpoznávané nahrávky

trénovaćı n. bez šumu GSM mic SNR0 SNR10 vše

bez šumu 0.026 0.173 0.026 0.759 0.644 0.282
GSM 0.178 0.051 0.177 0.822 0.711 0.346
mic 0.034 0.173 0.034 0.761 0.647 0.284
SNR0 0.695 0.747 0.695 0.041 0.290 0.389
SNR10 0.669 0.748 0.669 0.302 0.025 0.346
vše 0.271 0.310 0.271 0.427 0.348 0.037

Tabulka 8.6: Srovnáńı středńıch hodnot testovaćıch dat a modelu pomoćı hodnot dm pro
r̊uzné kombinace zkreslených dat použitých jako trénovaćı nebo testovaćı množina

59



9 Závěr

Ćılem této práce byla implementace a optimalizace vybraných metod rozpoznáváńı řeči

z hlediska času výpočtu a také analýza a optimalizace z hlediska úspěšnosti rozpoznáváńı.

Úloha rozpoznáváńı řeči se skládala ze čtyř základńıch část́ı - parametrizace, akustického

modelováńı, jazykového modelováńı a dekódováńı. Parametrizace signálu byla provedena

pomoćı metody melovských kepstrálńıch koeficient̊u. Akustické modelováńı bylo reali-

zováno s využit́ım skrytých Markovových model̊u (HMM).

Optimalizace z hlediska času výpočtu byla zaměřena na zrychleńı výpočtu akustických

pravděpodobnost́ı a dekódováńı jako celku. Pro sńıžeńı časové náročnosti dekódováńı bylo

využito prořezáváńı. Během výpočtu algoritmu forward-backward byly v matici hodnot

α ponechávány pouze některé hodnoty, odpov́ıdaj́ıćı několika
”
nejlepš́ım cestám“. T́ım se

sńıžilo celkové množstv́ı operaćı, které bylo třeba během výpočtu provádět.

Výpočet akustických pravděpodobnost́ı byl převeden na kombinaci dvou jednodušš́ıch ope-

raćı: násobeńı matic a funkce addLog, představuj́ıćı přirozený logaritmus součtu dvou hod-

not, které máme v dispozici v logaritmech. Pro rychleǰśı výpočet násobeńı matic lze použ́ıt

specializované knihovny, funkce addLog pak byla zrychlena využit́ım aproximace Taylo-

rovým rozvojem a instrukčńı sady SSE, která umožňuje provádět některé operace s v́ıce

hodnotami najednou. V závislosti na požadované přesnosti bylo dosaženo až 75% zrychleńı

výpočtu této funkce.

Zrychleńı výpočtu akustických pravděpodobnost́ı hraje velkou roli zejména při rozpoznáváńı

řeči v reálném čase. Vysoká výpočetńı náročnost úlohy rozpoznáváńı zde často vyžaduje

kompromisy mezi rychlost́ı a přesnost́ı. Jej́ı sńıžeńı tak umožńı źıskáńı lepš́ıch výsledk̊u.

Druhá část práce se zabývala analýzou a optimalizaćı rozpoznáváńı řeči z hlediska jeho

úspěšnosti. K tomuto účelu byla zvolena jednoduchá úloha, źıskané poznatky však lze

využ́ıt i v úlohách složitěǰśıch.

Pro trénováńı modelu a následné rozpoznáváńı promluv byla využ́ıvána množina 62 te-

lefonńıch nahrávek, ve kterých řečńıci vyslovovali č́ıslovky od nuly do dev́ıti v r̊uzném

pořad́ı.
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Úspěšnost rozpoznáváńı byla poč́ıtána s využit́ım Levenshteinovy vzdálenosti, pro de-

tailněǰśı vyhodnoceńı sloužil program HResults z baĺıku nástroj̊u HTK.

Jednotlivá slova byla modelována jako celky, prvńım úkolem při optimalizaci úspěšnosti

rozpoznáváńı pak bylo stanoveńı vhodného počtu stav̊u HMM připadaj́ıćıch na každé

z nich. Podle úspěšnosti rozpoznáváńı se jako nejlepš́ı ukázalo 5 nebo 9 stav̊u modelu

na slovo. Jelikož vyšš́ı počet stav̊u znamená deľśı dobu výpočtu, byla zvolena nižš́ı z těchto

hodnot, tedy 5 stav̊u na slovo.

Dále bylo třeba stanovit, zda a jakým zp̊usobem normalizovat př́ıznakové vektory nahrávek.

Byly srovnávány úspěšnosti rozpoznáváńı pro tři možnosti: výpočet bez normalizace, nor-

malizace dat na nulovou středńı hodnotu, nebo normalizace na nulovou středńı hodnotu

a jednotkovou maximálńı velikost. Jako nejlepš́ı se ukázala posledńı z těchto variant.

Následně byla pro dekódováńı aplikována penalizace slov. Jej́ım účelem bylo redukovat

počet rozpoznaných slov, jelikož dekodér měl tendenci upřednostňovat větš́ı množstv́ı

kratš́ıch slov před menš́ım množstv́ım slov deľśıch. Byl hledán vhodný zp̊usob určeńı op-

timálńı velikosti penalty, který by nevyžadoval provedeńı rozpoznáváńı pro př́ılǐs velké

množstv́ı r̊uzných hodnot. Nakonec bylo rozhodnuto velikost penalty stanovovat na základě

celkového počtu rozpoznaných slov, a to tak, aby byl roven skutečnému počtu slov v pro-

mluvách. Závislost počtu slov na penaltě se ukázala být monotónńı funkćı, je tedy možné

optimálńı hodnotu nalézt interpolaćı na základě pouze několika hodnot.

Posledńı část́ı práce byla analýza výsledk̊u rozpoznáváńı. Ta byla provedena na úrovni

jednotlivých stav̊u HMM. Pro srovnáńı byly nahrávky rozpoznávány rovněž se znalost́ı

referenčńıho přepisu a na základě takto źıskané referenčńı posloupnosti stav̊u byly hledány

nejčastěji se vyskytuj́ıćı záměny. Bylo zjǐstěno, že velmi často docháźı k záměně slova
”
dva“

za slovo
”
nula“ a slova

”
pět“ za

”
devět“ a naopak. Př́ıčinou je značná podobnost těchto

dvojic slov v mluvené formě.

Následně byl zkoumán vliv zkresleńı dat na kvalitu rozpoznáváńı. Nejprve k tomuto účelu

byly použity p̊uvodńı nahrávky, jejichž př́ıznakové vektory byly zkresleny přidáńım šumu.

Jednalo se o náhodný šum s nulovou středńı hodnotou a r̊uznou varianćı, a dále naopak

o posun hodnot o konstantu. Později byly rovněž zkresleny př́ımo samotné nahrávky, a to

aplikaćı ztrátové komprese kodekem GSM 06.10, dále simulaćı charakteristiky stolńıho mi-

krofonu, a přidáńım šumu z automobilu. Rozpoznáváńı řeči pak bylo prováděno pro r̊uzné

kombinace zkresleńı trénovaćı a testovaćı množiny nahrávek. Zejména šum z automobilu

velmi sńıžil výslednou úspěšnost rozpoznáváńı.
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Vedle samotné úspěšnosti rozpoznáváńı byly rovněž sledovány parametry dm a dv, které

byly zavedeny jako vyjádřeńı rozd́ıl̊u ve středńıch hodnotách a varianćıch mezi modelem

a odpov́ıdaj́ıćımi daty pro stejné stavy. Pro správnou funkci dekodéru by tyto rozd́ıly měly

být minimálńı. Při použit́ı zašuměných nahrávek však vykazovaly odpov́ıdaj́ıćı změny.

Analýza středńıch hodnot a varianćı umožňuje zjistit, zda byl akustický model správně

natrénován a jakým nejvhodněǰśım zp̊usobem př́ıpadně zvýšit úspěšnost rozpoznáváńı.
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